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RESUMEN EJECUTIVO

En el Campo Pucuna de Petroecuador, la medicién del gas asociado en flares
enfrenta limitaciones por escasa instrumentacion, estimaciones manuales y elevado
costo de medidores fisicos, lo que dificulta decisiones operativas. Este trabajo propone
un Medidor Virtual de Flujo (VFM) basado en inteligencia artificial para estimar el
caudal diario de gas desde variables operacionales (presion, temperatura y produccion

liquida).

La investigacion integré entrevistas semiestructuradas, revision bibliogréfica de
Virtual Flow Metering y andlisis de 2 192 observaciones diarias trazables en PostgreSQL.
Se evaluaron Ridge, Random Forest, SVR y MLP; el perceptron multicapa alcanzo el

mejor resultado en prueba (25 %): R? = 97,02 %, MAE = 0,13 %yRMSE = 0,18 %.

Se desarroll6 un sistema bajo metodologia RAD con Laravel, Python/FastAPI,
TensorFlow/Keras, PostgreSQL y Docker, que permite cargar datos, entrenar modelos,
predecir y visualizar resultados; las predicciones diarias pueden consolidarse por pe-
riodo (por ejemplo, mensual) para apoyar balances operativos. Los 15 requerimientos
funcionales y no funcionales cumplieron el 100 % mediante pruebas unitarias, de inte-
gracion y de caja blanca y negra. Se concluye la viabilidad técnica del VFM para un

piloto en campo y recalibracion del modelo.

Palabras clave: medidor virtual de flujo, Virtual Flow Metering, inteligencia arti-
ficial, perceptron multicapa, Campo Pucuna, Petroecuador, gas asociado, aprendizaje

supervisado.
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ABSTRACT

At Petroecuador’s Pucuna field, associated-gas measurement in flares is limited by
scarce instrumentation, manual estimates, and high costs of physical meters, hindering
operational decisions. This study proposes a Virtual Flow Meter (VFM) using artificial
intelligence to estimate daily gas flow from operational variables (pressure, temperature,

and liquid production).

The work combined semi-structured interviews, a Virtual Flow Metering literature
review, and 2,192 daily observations stored in PostgreSQL. Ridge, Random Forest, SVR,
and MLP were evaluated; the multilayer perceptron achieved the best test performance

(25 %): R* = 97.02%, MAE = 0.13 %, andRM SE = 0.18 %.

An integrated system was built with RAD, Laravel, Python/FastAPI, Tensor-
Flow/Keras, PostgreSQL, and Docker for data loading, training, prediction, and
visualization; daily predictions can be aggregated by period (e.g., monthly) to support
operational balances. Fifteen functional and non-functional requirements reached 100 %
compliance through unit, integration, and black- and white-box testing. The results
confirm the technical feasibility of a software VFM for field pilot deployment and

model recalibration.

Keywords: virtual flow meter, Virtual Flow Metering, artificial intelligence, multi-

layer perceptron, Pucuna field, Petroecuador, associated gas, supervised learning.
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1. MARCO TEORICO

1.1 Tema de investigacion

MEDIDOR VIRTUAL DE FLUJO (VFM ) CON INTELIGENCIA ARTIFICIAL
PARA LA PREDICCION DEL FLUJO DE GAS EN EL CAMPO PUCUNA.

1.1.1 Planteamiento del problema

En la industria del oil & gas, el gas asociado fue considerado durante afios un sub-
producto de la produccion de petréleo y quemado en las teas de los campos petroleros,

provocando grandes cantidades de emisiones de gases de efecto invernadero.

En los dltimos tiempos, en virtud de politicas de descarbonizacion, las empresas
del sector promueven el aprovechamiento del gas asociado para la generacién eléc-
trica, desplazando la generacién a diésel. Sin embargo, esta transicion se enfrenta a
desafios operativos y econdmicos significativos debido a la dependencia predominante
de medidores fisicos de flujo. Estos equipos, si bien ofrecen precisiones aceptables
bajo condiciones ideales, conllevan costos de adquisicidn, instalacién y mantenimiento
prohibitivamente altos, representando inversiones que pueden oscilar entre los 50.000 y

150.000 ddlares por unidad [1].

La barrera econdmica resulta en una cobertura de medicion insuficiente, donde
tipicamente solo entre un 30 % y 40 % de los pozos en un activo productivo cuenta
con instrumentacion adecuada [2], dejando una brecha critica de monitorizacion en la

mayoria de los puntos de produccién.

Cuando entramos al contexto de Petroecuador, esta problematica se manifiesta de
manera particularmente critica en la medicion del gas asociado en los flares. Estudios
realizados en campos similares al Pucuna indican que de 275 flares operativos, 220
carecen de sistemas de medicion adecuados, aproximadamente el 80 % de los flares
carecen de sistemas de medicion adecuados [3]. Esta limitacion impide cuantificar con

precision el volumen de gas que estd siendo quemado y que podria destinarse a pro-



yectos de generacidn eléctrica, representando tanto un impacto ambiental significativo
como una oportunidad econémica desaprovechada. Ademas, la implementacion de
medidores fisicos tradicionales trae consigo otros problemas. Los medidores fisicos
estdn expuestos a condiciones operativas adversas, incluyendo variaciones extremas de
presion y temperatura, presencia de sélidos en suspension, y fluidos corrosivos, lo que

deriva en una confiabilidad operacional limitada. [4].

A nivel operativo del Campo Pucuna, cuando un medidor falla, la consecuencia
inmediata es la pérdida completa de la capacidad de medicion en ese pozo, generando un
vacio de informacién que puede prolongarse por semanas o incluso meses, dependiendo
de la complejidad de la reparacion y la disponibilidad de repuestos especializados.
Durante estos periodos, los ingenieros y supervisores deben recurrir a estimaciones
basadas en modelos tedricos o correlaciones empiricas, las cuales carecen de la precision
necesaria para una toma de decisiones informada [5], impactando negativamente en la

eficiencia operativa global.

Toda esta problematica tiene implicaciones directas en la rentabilidad y el de-
sempeio financiero de las operaciones de gas. La falta de datos confiables sobre los
caudales producidos impide la optimizacion de los regimenes de produccion, dificulta
la identificacion temprana de problemas en los pozos o en los equipos de superficie
[6], y compromete la exactitud de los reportes de produccidn, fundamentales para la

comercializacién y la planificacion estratégica.

Para enfrentar este desafio, las técnicas de inteligencia artificial, particularmente
las redes neuronales, han demostrado ser efectivas en el manejo de grandes volimenes
de datos y en la identificacion de patrones complejos. La identificacién de regimenes
de flujo inadecuados y la falta de medicién continua en los flares constituyen desafios

técnicos que requieren soluciones innovadoras [7].

1.2 Antecedentes investigativos

Esta seccion presenta la revision bibliogréfica realizada para fundamentar el disefio

del proyecto orientado al desarrollo de un sistema de Medidor Virtual de Flujo (VFM)



para la estimacién precisa del flujo de gas en pozos de produccién. El objetivo de
esta revision fue identificar investigaciones, articulos cientificos y proyectos afines que

sirvan como base metodoldgica y tecnoldgica para la presente propuesta.

La busqueda bibliografica se llevd a cabo en bases de datos y repositorios aca-
démicos reconocidos, tales como IEEE Xplore, ScienceDirect, ACM Digital Library,
Google Scholar y ResearchGate, los cuales ofrecen publicaciones con alto nivel de rigor

cientifico en el drea de ingenieria petrolera e inteligencia artificial.

1.2.1 Cadenas de biisqueda utilizadas

Con el propésito de obtener resultados relevantes y actualizados, se emplearon las

siguientes cadenas de busqueda:

1. (“virtual flow meter” OR “VFM”) AND (“oil gas” OR “petroleum”) AND (“ma-

chine learning” OR “artificial intelligence”)

2. (“flow measurement” OR “gas flow”) AND (“neural networks” OR “artificial

intelligence”) AND (“prediction” OR “estimation”)

3. (“multiphase flow” OR “gas volume fraction””) AND (“virtual metering” OR “soft

sensor’)

4. (“SISTEMA” OR “oil gas data””) AND (“machine learning” OR ‘“data driven™)

AND (“flow rate” OR “production optimization™)

Estas cadenas se aplicaron a publicaciones comprendidas entre los afios 2019 y 2025,
seleccionando aquellos que cumplieran los criterios de inclusion definidos: pertinencia
tematica, relacién con la medicién virtual de flujo en la industria petrolera, aplicacién
de inteligencia artificial, accesibilidad al texto completo y publicaciones en inglés o

espafiol.

De un total de 45 documentos encontrados, al aplicar los criterios de inclusion,
exclusién y pertinencia, se seleccionaron 30 investigaciones [4, 5, 8, 3, 7,6, 1, 2,9,

10, 11, 12, 13, 14, 15, 16, 17, 18, 19, 20, 21, 22, 23, 24, 25, 26, 27, 28, 29, 30] que
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aportan bases técnicas, metodoldgicas y tecnoldgicas directamente relacionadas con el

desarrollo de la propuesta.

1.2.2 Criterios de seleccion aplicados

Los criterios empleados durante el proceso de seleccion de los articulos se resumen
en la Tabla 1, que garantiza la calidad cientifica, la pertinencia temadtica y la coherencia

metodoldgica de las fuentes utilizadas.

Cuadro 1: Criterios de inclusion, exclusion y pertinencia aplicados

Criterios de inclusion Criterios de exclusion

Desarrollo de medidores virtuales de | Estudios anteriores a 2019
flujo para oil & gas

Uso de A, Machine Learning o redes | Investigaciones fuera del &mbito petro-

neuronales aplicadas a VFM lero

Comparacion de modelos o métricas de | Trabajos sin aplicacion practica o sin
precision con indicadores medibles validacion

Publicaciones con metodologias repli-| Publicaciones sin acceso completo o sin
cables en un sistema revision por pares

Estudios con indicadores aplicables co-| Articulos puramente tedricos sin imple-
mo AAPE, R2, RMSE mentacion

Trabajos relacionados con optimizacion | Enfoques exclusivamente en flujo mo-
de produccién petrolera nofésico

Publicaciones desde 2019 en adelante | Modelos sin aplicacion en tiempo real

Autor del cuadro: Marco Montesdeoca

La distribucién de los articulos seleccionados por base de datos se presenta en la
Tabla 2, evidenciando la diversidad de fuentes consultadas para garantizar una revision

comprehensiva del estado del arte.



Cuadro 2: Distribucién de articulos seleccionados por base de datos

Base de datos Articulos seleccionados
ScienceDirect (Elsevier) 7 articulos

arXiv 1 articulo

IEEE Xplore 2 articulos

MDPI 2 articulos

Taylor & Francis 1 articulo

ACS Publications 1 articulo

Otros 2 articulos

Autor del cuadro: Marco Montesdeoca

1.2.3 Analisis de los estudios

El articulo [1] habla sobre una revision de las tendencias tecnoldgicas en medicion
de flujo multifasico en ductos offshore, abarcando medidores fisicos (MPFM), técnicas
de tomografia (rayos X, gamma, capacitivos), sensores distribuidos y soluciones de

medicion virtual.

Se discuten los rangos tipicos de operacion en plataformas marinas (presiones
superiores a 100 bar, altas fracciones de gas y agua, condiciones de alta corrosion y
presencia de arena), asi como la evolucién de la precision de los MPFM comerciales
(errores tipicos de 2—5 % en caudal de liquido y 5-10 % en gas, dependiendo del régimen
y la calibracién). La revision destaca la creciente adopcion de soft-sensors y modelos
de IA para reducir costos de instalacion y mantenimiento, especialmente en campos

maduros y lineas de transporte largas.

En [2] se cuantifica el desempeiio de un enfoque de medicién multifasica que
combina métodos fisicos y modelos virtuales, reportando cifras concretas de error. Para
un conjunto de casos de validacion, los autores muestran que el error relativo promedio
entre la simulacién y las mediciones de laboratorio es de 0.53 % para el caudal de
liquido, 1.06 % para el gas y 1.46 % para la fraccion de vacio, calculados a partir de un

dataset de pruebas controladas en un lazo de flujo multifasico.

Las cifras son menores que las obtenidas con correlaciones convencionales o mode-



los no calibrados, y se obtienen integrando mediciones de presion diferencial, caidas de

presion y seiales de tomografia con un modelo calibrado y algoritmos de correccion.

En [3] se presenta una revision de la literatura que sistematiza los enfoques de
Virtual Flow Metering (VFM) basados en primeros principios (modelos mecanicis-
tas/transitorios) y los enfoques data-driven (IA/ML). La revision discute modelos tipo
OLGA, simuladores transitorios comerciales y modelos de redes de pozos que resuel-
ven ecuaciones de conservacion de masa, momento y energia, frente a aproximaciones
con redes neuronales, SVM, Random Forest, Gradient Boosting y métodos hibridos,
sefialando sus ventajas y limitaciones en términos de costo computacional, necesidad de

datos, robustez frente a la no estacionariedad y facilidad de mantenimiento del modelo.

Se analizan multiples estudios de campo y laboratorio con distintos rangos de
presion, temperatura, GVF y tasas de produccion, identificando que el uso de IA suele
reducir el error con respecto a los modelos basados solo en correlaciones tradicionales,

en especial cuando se dispone de datasets de cientos o miles de puntos.

El trabajo [4] aborda la confiabilidad de redes de flujo (flow networks) usando técni-
cas de inteligencia artificial, sustituyendo los métodos cldsicos basados en combinatoria
y simulaciones Monte Carlo de muy alto costo computacional. A partir de la estructura
de la red y de parametros como tasas de fallo, capacidades de aristas y niveles de
demanda, se construyen modelos de IA (tipicamente redes neuronales alimentadas con
escenarios generados por simulacidén) que aproximan probabilidades de fallo de la red
completa, reduciendo en 6rdenes de magnitud el nimero de corridas necesarias frente a

enfoques puramente estocasticos.

Aunque el articulo se centra en redes genéricas (agua, gas, energia), metodologi-
camente demuestra que es posible aprender funciones de confiabilidad altamente no
lineales a partir de datos historicos/sintéticos y luego explotarlas en tiempo casi real, lo

que es directamente transferible a un sistema de VEM.

En [5] se compara un medidor virtual de flujo basado en redes neuronales clésicas
con un enfoque de Bayesian Neural Networks (BNN) aplicado a datos de produccién

multiphésica de campos petroleros, donde se predicen simultineamente caudales de gas,



petrdleo y agua a partir de presiones, aperturas de choke y otras variables de proceso. El
estudio entrena varios modelos feed-forward con diferentes arquitecturas y, en el caso
bayesiano, incorpora distribuciones a priori sobre los pesos y técnicas de muestreo (por
ejemplo, Monte Carlo o variational inference) para obtener no solo un valor puntual

del caudal, sino un intervalo de credibilidad asociado a cada prediccidn.

Los resultados muestran que, para un conjunto de pozos analizados, las BNN mantie-
nen niveles de error comparables a los modelos deterministas pero con mejor calibracion
de la incertidumbre, lo que permite detectar regiones de operacién donde el VFM es
menos fiable. Para el medidor virtual de flujo de gas en Petroecuador, este articulo
justifica el uso de modelos probabilisticos (Bayesianos) en vez de modelos puramente

deterministas, especialmente en regimenes con pocos datos o alta no estacionariedad.

En [6] se aborda la clasificacion de regimenes de flujo gas-liquido (burbujas, tapones,
estratificado, anular) en una tuberia de 50,8 mm de didmetro interno, utilizando un
método no intrusivo basado en sensores externos y técnicas de procesamiento de sefiales.
El sistema trabaja en un rango de velocidad superficial de gas de 0 a 10 m/s y de liquido
de 0 a 2 m/s, con nimeros de Reynolds que varian entre 1200 y 52 000 para el gas y
entre 800 y 10 000 para el liquido, lo que cubre regimenes laminares y turbulentos en

instalaciones experimentales de agua-aire.

Se extraen caracteristicas de las sefiales (por ejemplo, estadisticas de amplitud y
frecuencia) y se entrenan clasificadores para identificar el patrén de flujo, obteniendo
altos niveles de acierto en la discriminacidn de los regimenes principales. Esta capacidad
de detectar automdticamente el régimen de flujo es crucial para el VFM, ya que la
relacion entre las variables de superficie y el caudal real de gas cambia significativamente
entre regimenes; integrar este tipo de clasificacién como etapa previa podria mejorar la

precision de tu modelo para los pozos de Petroecuador.

El trabajo [7] propone un modelo totalmente analitico para estimar la fraccion
de volumen de gas (GVF) en flujos bifésicos, evitando recurrir a métodos numéricos
iterativos o correlaciones puramente empiricas. A partir de ecuaciones de conservacion
y suposiciones sobre la distribucion de fases, se obtiene una expresion cerrada para

GVF en funcién de pardmetros como el caudal de mezcla, la geometria de la tuberia



y las propiedades de las fases. El modelo se contrasta con datos experimentales de
distintos arreglos de laboratorio y condiciones de operacién, mostrando una buena
concordancia cualitativa y cuantitativa con las mediciones y mejorando el ajuste respecto
a formulaciones previas de tipo drift-flux. Este modelo ofrece una forma precisa de
calcular GVF que luego puede ser usada como variable de entrada o como etiqueta en el
entrenamiento de tu sistema de medidor virtual de flujo de gas, especialmente en casos
de flujo multifasico donde la fraccién de gas es critica para la estimacion correcta del

caudal.

El articulo [8] propone un “virtual flow sensor”” basado en redes neuronales artificia-
les (ANN) entrenadas con datos medidos en linea (presiones, temperaturas, sefiales de
instrumentos, aperturas de valvulas) para reemplazar o complementar medidores fisicos
de caudal. El trabajo detalla la construccién de un modelo supervisado multisalida,
donde la ANN recibe como entradas un vector de mediciones de superficie y condicion
de operacion, y regresa como salidas los caudales de las fases, usando conjuntos de

entrenamiento y prueba separados para evaluar generalizacion.

El modelo se calibra con técnicas como backpropagation y entrenamiento por lotes,
y se analiza el impacto del nimero de neuronas ocultas y capas en el error de prediccion.
Se reportan errores promedio bajos (del orden de unos pocos puntos porcentuales) en
las variables principales, mostrando que es viable implementar un VFM puramente

data-driven usando solo sensores estandar.

Se demuestra que con un conjunto adecuado de variables de superficie y un entrena-
miento riguroso se puede reemplazar un medidor fisico de gas por un modelo ANN que

opere en tiempo real sobre datos de Petroecuador.

El trabajo [9] introduce el uso de aprendizaje multi-tarea (multi-task learning, MTL)
para construir un medidor virtual que predice simultdneamente los caudales de gas,
petréleo y agua en varios pozos, compartiendo una parte de la red neuronal entre tareas
y pozos. A partir de datos histéricos de producciéon de multiples pozos (con cientos o
miles de registros por pozo), se entrena una red con capas compartidas para extraer
representaciones comunes del comportamiento del sistema y cabezas especificas por

tarea para cada fase.



El articulo muestra que, respecto a entrenar modelos independientes por pozo o
por fase, el enfoque MTL reduce de forma sistemdtica métricas de error relativas (por
ejemplo MAE y MAPE) y mejora la estabilidad temporal del modelo, especialmente

cuando algunos pozos tienen menos datos que otros.

El articulo [15] describe un VFM multifasico hibrido que combina Ensemble Lear-
ning data-driven con un simulador transitorio de flujo multifasico basado en primeros
principios. El sistema utiliza datos de sensores estandar (presiones, temperaturas, aper-
tura de choke, etc.) y un simulador fisico (Flux Simulator, OLGA/HYSYS-like) para
estimar caudales de aceite, gas y agua, y luego usa un “combiner” que pondera las
estimaciones de los modelos base segun su historial de desempefio y un mecanismo
de “confidence decay”. Este VFM se prob6 durante 6 meses en tiempo real en una
instalacion offshore con 2 pozos de petrdleo, obteniendo una mejora de alrededor del
50 % en la performance de medicién respecto a VFMs individuales, y un MAPE menor

al 5 % para el sistema combinado.

El articulo también detalla el uso de modelos IPR/VLP, caracterizacién PVT (usando
Multiflash®) y modelos de choke con ecuaciones del tipo P,, = CR™Q/S™. Este
trabajo es un ejemplo directo de arquitectura hibrida que podrias emular: usar un modelo
fisico simplificado de los pozos de Petroecuador y un modelo de ensemble/combiner

basado en IA para estimar el flujo de gas con alta robustez.

En [16] se aplica IA para estimar el caudal de petréleo en pozos con gas-lift, inte-
grando un simulador transitorio propietario con el software PIPESIM para validar la
distribucion de presion, temperatura y caudal de gas a lo largo del pozo. El modelo pro-
puesto permite calcular, ademads, densidad, velocidad, fraccién de volumen y viscosidad
de cada fase (liquido, agua, gas), asi como la masa, densidad y radio interno de la capa

de parafina formada en la tuberia.

Para la parte de IA, se disefia un algoritmo de ajuste automatico del modelo a datos
reales, basado en redes neuronales que se reentrenan para adaptar el modelo a diferentes
GOR, WOR, geometrias de pozo y rangos de caudal. En pruebas sobre un PC con Intel
Core 15-7600 a 3,5 GHz y 12 GB de RAM, el entrenamiento toma 5—7 minutos y cada

célculo alrededor de 3 segundos, con un criterio de precisién objetivo del 5 % para los



pardmetros de interés. Este articulo demuestra que es factible implementar un VFM
con IA para sistemas complejos de gas-lift, con tiempos de computo compatibles con
operacion casi en tiempo real, lo cual es totalmente extrapolable a tu caso de pozos de

produccion de Petroecuador con alto contenido de gas.

El articulo [11] aborda explicitamente el problema de la no estacionariedad en
VEMs, es decir, el deterioro del desempefio de modelos estacionarios cuando cambian
lentamente las condiciones de yacimiento y del sistema de produccidn. El estudio utiliza
datos histdricos de 10 pozos de petrdleo y entrena seis tipos de modelos (regresion lineal,
red neuronal feed-forward, modelo multi-tarea, modelo mecanicista, modelo hibrido de
error y modelo hibrido de area funcional) que se recalibran usando dos esquemas de
aprendizaje pasivo: periodic batch learning y online learning, con diferentes frecuencias

de actualizacion.

A partir de estadisticas de los intervalos de pruebas de pozo, se muestra que muchos
pozos tienen mas del 40-60 % de los intervalos de prueba menores a 2 semanas, mientras
que otros superan los 6 meses o 1 afio entre pruebas, lo que genera distribuciones de
datos muy desiguales. Los resultados evidencian que, cuando llegan mediciones con
suficiente frecuencia, el reentrenamiento frecuente permite mantener una ‘“‘excelente”
precision de prediccidn, mientras que con datos esporadicos es necesario combinar

actualizacién con conocimiento experto para no degradar el modelo.

En [10] se aplica el algoritmo de Gradient Boosting (GBM) para el monitoreo de
produccioén de petréleo, entrenando un modelo de drboles de decision potenciados que
predice el caudal de aceite a partir de variables de proceso y operaciéon como presiones,

temperaturas, apertura de choke y propiedades PVT.

El estudio utiliza un conjunto de datos industriales con cientos de dias de operacion
y muestra como el GBM captura relaciones no lineales y efectos de interaccion entre
variables que modelos lineales o correlaciones simplificadas no pueden representar.
Se evaldan métricas de desempefio estdndar (R?, RMSE, error relativo promedio) y
se observa que el GBM supera a modelos base (por ejemplo, regresiéon lineal) con

reducciones significativas del error en la prediccion de caudal.
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El articulo [12] estudia la prediccion de caudal de petrdleo a través de un medidor de
orificio instalado en un oleoducto de 18 pulgadas de didmetro que transporta produccién
desde el campo Cheshmeh Khosh hacia la unidad Ahvaz-3. El medidor tiene un didmetro
interno de 17,5 pulgadas, una placa de orificio de 8,4 pulgadas y una razén beta (3)
de 0.48. Se analiza un dataset de 1037 registros (830 para entrenamiento, 207 para
prueba) con una variable dependiente (caudal de petréleo en stb/dia) y cinco variables
de entrada: temperatura, presion, gravedad especifica del petréleo (SG), diferencial de
presion AP (en pulgadas de agua) y viscosidad x4 (en cSt). Los caudales van desde
2195 hasta 119 005 stb/dia, con temperaturas de 14 a 116 °F y presiones de 0,8 a 250
psig. Se comparan cinco algoritmos de IA: ANFIS, LSSVM, RBF, MLP y GEP, usando
métricas como 12?2, AARD %, RMSE y STD.

Los resultados muestran que el MLP logra el mejor desempefio global, con el mayor
R? y los menores valores de AARD, RMSE y desviacién estdndar a través de los 1037
puntos, mientras que ANFIS y LSSVM rinden peor en el rango de caudales bajos
(< 40000 stb/dia). Este estudio demuestra que, para un medidor tradicional de orificio,
un VEM basado en MLP puede superar la aproximacion puramente basada en Bernoulli
y correlaciones, lo que respalda tu decision de usar redes neuronales para estimar el

flujo de gas a partir de mediciones de superficie.

En [13] se propone una arquitectura de Virtual Flow Meter distribuido, disefiada
para trabajar con datos de sensores distribuidos en fibra dptica y otros dispositivos
a lo largo de ductos y pozos. El enfoque integra modelos de aprendizaje continuo
(continual learning) para manejar cambios de distribucion en los datos, inspirdndose
en técnicas de mitigacion del “catastrophic forgetting” ampliamente estudiadas en
vision por computador y sistemas de clasificacion online. El sistema se despliega sobre
infraestructura de computo de alto rendimiento (recursos de UNINETT Sigma2) y
busca actualizar los modelos a medida que se incorporan nuevos datos, manteniendo la

precision sin necesidad de reentrenarlo completamente desde cero.

El articulo [14] desarrolla dos modelos de redes neuronales para un campo offshore
en Africa occidental con 5 pozos y dos lineas de produccién, donde se dispone de

medicion MPFM para entrenar modelos de VEM. Se construyen un Neural Well Model
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(especifico por pozo, con entradas como presién y temperatura en fondo fluyente,
presiones aguas arriba y abajo del choke, presion en el anular y apertura del choke) y un
Neural Choke Model (mas general, centrado en el comportamiento del estrangulador).
En términos de desempeiio, se reportan errores relativos medios (Mean Relative Error)
de 0.57% (pozo) vs 2.03 % (choke) para caudal de petrdleo, 0.47 % vs 2.36 % para
caudal de gas y 3.36 % vs 29.28 % para caudal de agua, comparando el modelo de pozo

con el de choke.

En [17] presenta un estudio especifico para pozos con alto gas-oil ratio (GOR) y
alto water-cut (WC), donde los empiricos tradicionales tipo Gilbert, Baxendell, Ros y
Achong muestran errores muy altos. El trabajo recopila 548 puntos de datos de pruebas
de separador portatil en un campo del Medio Oriente, con GOR entre 1000 y 9351
scf/stb y WC hasta 60 %; se descartan puntos con GOR < 1000 y WC = 0.

Los datos se separan en dos subconjuntos: 248 puntos en flujo subcritico (relacion
Pp/Py > 0.5) y 300 puntos en flujo critico (Pp/Py < 0.5). Se entrenan modelos
de Random Forest (RF) y Support Vector Machine (SVM) con una particién 70 %
entrenamiento / 30 % prueba, usando como entradas GOR, WC, presién aguas arriba

(Py), presion del separador (Pp) y tamaio de choke, y como salida el caudal de petréleo

Qoil-

En condiciones criticas, el modelo SVM alcanza R? = (.94 (train) y 0.93 (test) con
AAPE = 1.0 % (train) y 1.8 % (test) (promedio 1.4 %), mientras que RF logra AAPE
~ 0.7 % en todas las condiciones. Comparados con las correlaciones cldsicas, cuyos
AAPE van de 34 a 43 %, los modelos de IA mejoran la precisién en un 34 % relativo.
Este articulo muestra, con cifras muy concretas, que modelos RF/SVM entrenados con
pardmetros de choke y presiones pueden predecir caudales con errores =~ 1 % incluso
en sistemas de alto GOR, muy similares al tipo de pozos de gas que podrias encontrar

en Petroecuador en 2026.
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Cuadro 3: Metodologias de Investigacion

Metodologia de Investigacion Articulos
Revisién Sistematica [31, [1]
Estudio de Caso / Exploratoria (4181, [7], [6], [2]-[17]

Autor del cuadro: Marco Montesdeoca

Como se muestra en la Tabla 3, los estudios de caso y enfoques exploratorios
constituyen la metodologia predominante en dieciséis de las investigaciones revisadas,
mientras que solo dos estudios emplean revision sistemadtica. Esta distribucion evidencia
que la naturaleza aplicada del Virtual Flow Metering y el desarrollo de sistemas de
estimacion de flujo demandan validacion empirica con datos especificos de cada campo
petrolero. Los hallazgos justifican la adopcién de un estudio de caso para los pozos
de Petroecuador, permitiendo capturar la complejidad de sus condiciones operativas y

adaptar las soluciones a su contexto particular.

Cuadro 4: Fuentes y Tipos de Datos

Fuente/Tipo de Datos Articulos

Datos Propietarios (Campo) [51, 81, [2]-[12], [14]-
[17]

Datos Experimentales (Laboratorio) [71, [6], [2]

Simulacién Numérica (41, [3], [15], [16]

Sensores Externos (Fibra Optica, Acusticos) [6], [13]

Autor del cuadro: Marco Montesdeoca

En la Tabla 4 se identifica a los datos propietarios de campo como la fuente mas
recurrente en nueve estudios, lo que refleja la necesidad de validar los modelos VEM en
condiciones operativas reales. Sin embargo, la diversidad de fuentes restantes —desde
datos experimentales hasta simulaciones numéricas— subraya la importancia de adaptar
las técnicas de recopilacion al contexto especifico. Estos hallazgos respaldan la decision
de utilizar datos propietarios de los pozos de Petroecuador, ya que permitirdn capturar

las particularidades de su operacién y condiciones de produccion.
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Cuadro 5: Técnicas de Preprocesamiento

Técnica de Preprocesamiento Articulos
Limpieza e Imputacion de Datos [8], [11], [17]
Normalizacién/Estandarizacion [8], [12], [14]
Seleccion de Caracteristicas [6], [11], [17]
Balanceo de Datos (SMOTE, etc.) [11], [17]

Autor del cuadro: Marco Montesdeoca

El Tabla 5 revela que la limpieza e imputacion de datos emerge como la técnica
de preprocesamiento mds utilizada en tres investigaciones, destacando su criticidad
para abordar problemas comunes en datos de campo como valores faltantes y outliers.
La presencia equilibrada de normalizacién y seleccidn de caracteristicas evidencia la
necesidad de preparar adecuadamente los datos antes del modelado. Estos hallazgos
sustentan la implementacién de un pipeline robusto de preprocesamiento para los datos

de Petroecuador, donde se anticipan desafios tipicos de datos operacionales.

Cuadro 6: Ingenieria y Seleccion de Caracteristicas

Técnica Articulos
Ingenieria de Caracteristicas (7], [6], [12], [17]
Seleccion de Caracteristicas [6], [11], [17]
Analisis de Correlacion [12], [17]
Extraccion de Atributos de Senales [6]

Autor del cuadro: Marco Montesdeoca

Segtn la Tabla 6, la ingenieria de caracteristicas muestra mayor prevalencia en
cuatro estudios, demostrando que la transformacion de variables operacionales en
caracteristicas significativas es crucial para el éxito de los modelos VFM. La presencia
del andlisis de correlacién y extraccion de atributos evidencia la importancia de capturar
relaciones fisicas subyacentes en los datos. Estos resultados validan la incorporacion de
un proceso exhaustivo de ingenieria de caracteristicas para los pozos de Petroecuador,

orientado a capturar patrones clave en el comportamiento del flujo de gas.
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Cuadro 7: Modelos de Clasificaciéon/Regresion

Tipo de Modelo Articulos

Redes Neuronales (ANN, MLP, BNN) [51, [8], [9], [12], [14]
Ensembles (Random Forest, Gradient Boosting) [10], [15], [17]
Support Vector Machine (SVM) [12], [17]

Modelos Hibridos (Fisico + ML) [3], [15], [16]

Autor del cuadro: Marco Montesdeoca

Como se presenta en el Tabla 7, las redes neuronales lideran su aplicacion en cinco
estudios, reflejando su capacidad para capturar relaciones no lineales complejas en
datos de flujo multifasico. Los modelos de ensemble y enfoques hibridos muestran
presencia significativa, indicando la necesidad de combinar multiples aproximaciones
para mejorar la robustez predictiva. Estos hallazgos justifican la evaluaciéon comparativa
de multiples arquitecturas para los pozos de Petroecuador, priorizando modelos que

balanceen precision e interpretabilidad.

Cuadro 8: Modelado Hibrido

Técnica Hibrida Articulos
Combinacién de Modelos Fisicos y Data-Driven [3], [15], [16]
Ensemble de Multiples Modelos [10], [15], [17]
Multi-Task Learning [9]

Autor del cuadro: Marco Montesdeoca

El Tabla 8 evidencia que la combinacién de modelos fisicos y data-driven lidera
las técnicas hibridas con tres estudios, seguido por ensembles en tres investigaciones,
mostrando la creciente preferencia por approaches que aprovechen el conocimiento de
dominio junto con patrones aprendidos de datos. La aparicién de Multi-Task Learning en
un estudio demuestra la evolucion hacia arquitecturas mas sofisticadas. Estos resultados
apoyan la implementacion de un enfoque hibrido para Petroecuador, aprovechando las

ventajas de modelos fisicos y data-driven.
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Cuadro 9: Optimizacién de Hiperparametros

Técnica de Optimizacion Articulos
Busqueda en Cuadricula (GridSearch) [8], [10], [12]
Optimizacion Bayesiana [5]

Seleccion Manual [17]

Autor del cuadro: Marco Montesdeoca

En el Tabla 9 se observa que GridSearch presenta mayor adopcion con tres estudios,
indicando su popularidad por su enfoque sistemético y garantia de exploracion exhaus-
tiva. La presencia de optimizacién bayesiana en un estudio sugiere tendencias hacia
métodos més eficientes computacionalmente. Los hallazgos respaldan la seleccion de
GridSearch para los modelos de Petroecuador, dado su balance entre completitud y

viabilidad computacional.

Cuadro 10: Arquitecturas de Software/Sistema

Arquitectura/Patron Articulos
Sistema Distribuido [13]
Arquitectura Hibrida (Fisica + ML) [31, [15], [16]
Integracioén en un sistema [13], [16]

Autor del cuadro: Marco Montesdeoca

Como se detalla en el Tabla 10, las arquitecturas distribuidas e hibridas muestran
igual prevalencia en tres estudios cada una, demostrando la necesidad de sistemas
escalables que combinen multiples fuentes de conocimiento. La integraciéon con un
sistema en dos estudios subraya la importancia de la interoperabilidad con sistemas
existentes. Estos hallazgos justifican el disefio de una arquitectura distribuida e hibrida

para Petroecuador, facilitando la integracion nativa con su infraestructura deseada.

Cuadro 11: Tecnologias y Librerias

Tecnologia/Libreria Articulos

Python (Scikit-learn, TensorFlow, PyTorch) [51, [8], [9]-[12], [14]-
[17]

Simuladores (OLGA, PIPESIM, HYSYYS) [3], [15], [16]

Sensores (Fibra Optica, Tomografia) [6], [13]

Autor del cuadro: Marco Montesdeoca
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En el Tabla 11 se identifica a Python con sus librerias de machine learning como la
tecnologia predominante en nueve estudios, evidenciando su madurez para implementar
pipelines completos de VEM. La presencia de simuladores comerciales en tres estudios
refleja la importancia de validar contra referencias fisicas. Estos resultados validan la se-
leccién de Python como tecnologia base para el VFM de Petroecuador, complementado

con validacion contra simuladores cuando sea posible.

Cuadro 12: Técnicas de Validacion

Técnica de Validacion Articulos

Validacién Cruzada [2], [10], [12], [14], [17]
Hold-Out (81, [6], [9]
Comparacién con Medidores Fisicos [2], [14], [15]

Autor del cuadro: Marco Montesdeoca

El Tabla 12 muestra que la validacién cruzada es claramente predominante en
cinco estudios frente al hold-out en tres, destacando su superioridad estadistica para
proveer estimaciones robustas del rendimiento en datos limitados. La comparacion con
medidores fisicos en tres estudios enfatiza la necesidad de validacién contra referencias
confiables. Estos hallazgos respaldan la implementacion de validacién cruzada para los

modelos de Petroecuador, complementada con comparacion contra mediciones fisicas

disponibles.
Cuadro 13: Métricas de Evaluacion
Métrica Articulos
Error Porcentual Absoluto Promedio (AAPE) [2]1, [12], [14], [17]
Coeficiente de Determinacion (R?) [10], [12], [17]
RMSE / MAE [10], [12], [14]
MAPE [2], [15]

Autor del cuadro: Marco Montesdeoca

En el Tabla 13 se identifica al AAPE como la métrica més utilizada en cuatro
estudios, superando claramente a R? y RMSE/MAE. Esta preferencia evidencia la
necesidad de métricas intuitivas que capturen el error relativo, especialmente importante

en aplicaciones industriales donde la magnitud del caudal varia significativamente. Sin
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embargo, la presencia complementaria de R? y RMSE revela la importancia de una
evaluacion multidimensional. Estos resultados justifican un enfoque multi-métrica para
Petroecuador, combinando AAPE para interpretabilidad con R? para evaluacién de

varianza explicada.

Cuadro 14: Interpretabilidad de Modelos (XAI)

Técnica XAl Articulos
Andlisis de Importancia de Caracteristicas [10], [17]
SHAP / LIME [10]

Autor del cuadro: Marco Montesdeoca

El Tabla 14 indica que el andlisis de importancia de caracteristicas aparece en dos
estudios, posiciondndose como técnica fundamental para interpretar modelos complejos
de VFM. Su presencia, aunque atn limitada, refleja la creciente conciencia sobre la
necesidad de transparencia en sistemas de IA aplicados a operaciones criticas. Estos
hallazgos sustentan la incorporacion de técnicas XAl para los modelos de Petroecuador,
permitiendo a los ingenieros comprender los factores que influyen en las estimaciones

de flujo.

1.3 Fundamentacion tedrica

Esta seccion constituye la base conceptual que sustenta el desarrollo del sistema
de Medidor Virtual de Flujo, integrando principios de inteligencia artificial, mecanica
de fluidos y sistemas de adquisicién de datos. Esta estructura conceptual permite
comprender las relaciones entre las variables operacionales del campo petrolero y los
caudales de gas, proporcionando el fundamento cientifico para el disefio de algoritmos
predictivos. El marco se organiza en dimensiones interrelacionadas que abarcan desde
los fundamentos de los algoritmos de inteligencia artificial aplicado a medicién de
flujo, hasta las arquitecturas de software para integracién con sistemas de medicion,
estableciendo asi un referente comprehensivo para la implementacion de la soluciéon

propuesta.
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1.3.1 Virtual Flow Metering y su aplicacion

Un Medidor Virtual de Flujo (VFM, Virtual Flow Metering) es una herramienta
basada en software que permite estimar el caudal de fluidos, como gas o petréleo, utili-
zando modelos matemadticos o algoritmos de inteligencia artificial a partir de variables
operacionales como presion, temperatura y condiciones de produccion. A diferencia de
los medidores fisicos tradicionales, el VFM no requiere la instalacion de equipos adicio-
nales en campo, lo que reduce costos y facilita la monitorizacién continua del proceso,
proporcionando informacion ttil para la toma de decisiones en sistemas industriales.
Para Petroecuador, en el campo Pucuna, es muy importante el tener un sistema para

poder medir lo que es el caudal del gas sin el costo de implementar medidores fisicos.

En [[3], [6], [14], [15], [18], [19]] se describe que el VFM permite monitoreo
continuo, reduccion de costos de instrumentacion y mejor soporte para decisiones
operacionales mediante modelos hibridos y de inteligencia artificial para prediccién de

flujo de gas.

1.3.2 Machine Learning para Virtual Flow Metering

Machine Learning es una rama de la inteligencia artificial que permite a los sistemas
aprender patrones a partir de datos y realizar predicciones o tomar decisiones sin
programacion explicita. Para el proyecto de VFEM en Petroecuador, esta tecnologia
es fundamental ya que permitird capturar las complejas relaciones no lineales entre
las variables operacionales del Campo Pucuna y los caudales de gas, sin depender de
modelos fisicos simplificados que no consideran las particularidades operacionales

especificas de cada pozo.

En [[4]-[3], [9]-[11], [14]-[17]] se aplic6 ML para la prediccién de caudales de
flujo, anélisis de regimenes multiphdsicos y modelado de sistemas de produccion con
técnicas de regresion, redes neuronales y modelos de ensamble. En este trabajo se
empleardn enfoques de aprendizaje automatico con el fin de desarrollar un modelo
predictivo orientado a estimar el flujo de gas en pozos de produccién de Petroecuador,

especificamente adaptado a las condiciones operacionales del Campo Pucuna.
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1.3.3 Arquitecturas de Redes Neuronales para VFM

Las redes neuronales artificiales son modelos computacionales inspirados en el
cerebro humano que permiten capturar relaciones no lineales complejas entre variables
de entrada y salida. Su aplicacién en el VFM del Campo Pucuna es crucial debido a
la naturaleza multivariable y no lineal de los datos de produccion, donde relaciones

simples no logran capturar la complejidad de los procesos de flujo multifésico.

En [[5], [8], [9], [12], [14]] se implementaron arquitecturas de redes neuronales
feed-forward, Bayesian Neural Networks y modelos multi-tarea para la estimacion de
caudales multiphdsicos. En este trabajo se utilizardn redes neuronales con multiples
capas ocultas para modelar la relacion entre variables operacionales del Campo Pu-
cunay el flujo de gas, permitiendo capturar interacciones complejas que los métodos

tradicionales no pueden representar.

1.3.4 Enfoques Hibridos y Ensemble Learning

El Ensemble Learning combina multiples modelos de machine learning para mejo-
rar el rendimiento predictivo y la robustez del sistema. Para el VFM de Petroecuador,
esta aproximacion es esencial dado que diferentes algoritmos pueden capturar distin-
tos aspectos de los datos operacionales, proporcionando estimaciones mas estables y

confiables que un modelo individual.

En [[10], [15], [17]] se aplicaron técnicas de Gradient Boosting, Random Forest
y combinadores hibridos para capturar patrones complejos y mejorar la precision de
los VFM. En este trabajo se considerard la incorporacion de estrategias de ensemble
para el Campo Pucuna, combinando las fortalezas de diferentes algoritmos para obtener

estimaciones de flujo mds robustas frente a variaciones operacionales.

1.3.5 Procesamiento de Datos y Feature Engineering

El preprocesamiento consiste en técnicas para limpiar, transformar y balancear los

datos antes de modelarlos. En el contexto del Campo Pucuna, esta etapa es critica
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debido a que los datos suelen contener ruido, valores faltantes y outliers que pueden

afectar significativamente el desempeiio de los modelos predictivos.

En [[6], [11], [17]] se aplicaron métodos para corregir desbalance de datos, reducir
ruido y seleccionar variables relevantes. En este trabajo se aplicardn procedimientos de
depuracion y transformacion especificos para los datos del Campo Pucuna, incluyendo
técnicas de imputacion robustas y normalizacién adaptada a las distribuciones tipicas

de variables operacionales petroleras.

1.3.6 Seleccion e Ingenieria de Caracteristicas

Este proceso consiste en elegir y transformar variables para mejorar el rendimiento
predictivo del modelo. Para el VFM del Campo Pucuna, la ingenieria de caracteristi-
cas permitird crear variables derivadas que capturen comportamientos operacionales
especificos, como tendencias temporales, relaciones entre presiones y temperaturas, y

patrones estacionales de produccion.

En [[7], [6], [12], [17]] se emplearon técnicas de ingenieria de caracteristicas y
andlisis de atributos para identificar factores influyentes en el caudal de flujo. En
este trabajo se utilizardn procedimientos de seleccién y construccion de variables
estratégicas basadas en el conocimiento del dominio operacional del Campo Pucuna,

creando caracteristicas que reflejen el comportamiento especifico de sus pozos.

1.3.7 Métricas de Evaluacion de Modelos

Son indicadores que cuantifican la calidad del modelo predictivo. Para el VFM
de Petroecuador, la seleccion de métricas apropiadas es crucial para asegurar que
el sistema cumpla con los requerimientos de precision operacional y permita una

evaluacion realista del desempefio en condiciones de campo.

En [[2], [10], [12], [14], [17]] se emplearon indicadores como AAPE, R?, RMSE
y MAPE para evaluar modelos de VFEM. En este trabajo se aplicardn métricas que

permitan medir no solo el rendimiento estadistico del modelo, sino también su utilidad
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préctica para la toma de decisiones operacionales en el Campo Pucuna.

1.3.8 Clasificacion de Regimenes de Flujo

La clasificacion es una técnica de Machine Learning que asigna una etiqueta a cada
instancia de datos. En el contexto del VFM para Petroecuador, esta técnica permitird
identificar automdticamente los diferentes regimenes de flujo presentes en los pozos del
Campo Pucuna, lo que es esencial ya que las relaciones entre variables operacionales y

caudales varian significativamente entre regimenes.

En [[6], [11]] se utilizaron enfoques de clasificacidn para identificar regimenes de
flujo multiphésico, evaluando medidas como precision y sensibilidad. En este trabajo se
empleardn técnicas de clasificacion supervisada para categorizar condiciones operacio-
nales de los pozos del Campo Pucuna, permitiendo adaptar las estrategias de estimacién

segtn el régimen de flujo identificado.

1.3.9 Modelado Hibrido

El modelado hibrido combina técnicas de machine learning con modelos basados
en primeros principios para mejorar el desempefio predictivo. Para el VFM del Campo
Pucuna, este enfoque es particularmente valioso ya que permite aprovechar tanto el
conocimiento fisico del proceso de flujo como la capacidad de los datos para capturar

comportamientos especificos del campo.

En [[3], [15], [16]] se aplicaron enfoques hibridos que integran simuladores fisicos
con modelos data-driven para capturar patrones complejos y mejorar la precision. En
este trabajo se considerara la incorporacion de estrategias combinadas que integren
principios fisicos bésicos del flujo de gas con modelos de machine learning entrenados

con datos especificos del Campo Pucuna.
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1.3.10 Optimizacion de Hiperparametros

La optimizacion de hiperpardmetros busca los valores que maximizan el rendimiento
del modelo. En el desarrollo del VFM para Petroecuador, esta etapa es fundamental para
asegurar que los algoritmos de inteligencia artificial estén configurados 6ptimamente

para las caracteristicas particulares de los datos del Campo Pucuna.

En [[8], [10], [12], [17]] se aplicaron diferentes métodos de busqueda para mejorar
la generalizacion de los modelos predictivos. En este trabajo se realizardn procesos de
ajuste de pardmetros especificos para las condiciones operacionales del Campo Pucuna,
optimizando el comportamiento del modelo de VFM para maximizar su precision y

robustez.

1.3.11 Validacion de Modelos

La validacién evalia la capacidad del modelo para generalizar a datos no vistos.
Para el VFM de Petroecuador, una validacion rigurosa es esencial para garantizar que
el sistema funcione de manera confiable en las condiciones operacionales reales del

Campo Pucuna y no solo en los datos de entrenamiento.

En [[2], [12], [14], [16], [17]] se aplicaron técnicas de validacién cruzada y evalua-
cién en conjuntos independientes. En este trabajo se utilizardn estrategias de validacién
especificas para el contexto operacional del Campo Pucuna, incluyendo validacion

temporal que simule condiciones reales de operacion.

1.3.12 Aprendizaje Continuo

El aprendizaje continuo permite a los modelos adaptarse a cambios en la distribucion
de datos sin sufrir olvido catastréfico. Esta capacidad es crucial para el VEM del Campo
Pucuna, ya que las condiciones operacionales de los pozos pueden cambiar con el
tiempo debido a factores como declinacién de produccién, cambios en la estrategia

operacional o modificaciones en la infraestructura.
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En [[11], [13]] se implementaron técnicas de actualizacién incremental y online
learning para mantener la precision de los VFM. En este trabajo se incorporaran
mecanismos de recalibracion periddica adaptados a las dindmicas operacionales del

Campo Pucuna, permitiendo que el sistema mantenga su precision a lo largo del tiempo.

1.3.13 Arquitectura de Software

La arquitectura de software define la estructura, componentes y comunicacién de un
sistema. Para el VFM de Petroecuador, una arquitectura bien disefiada es esencial para
garantizar la escalabilidad, mantenibilidad y integracion con los sistemas existentes del

Campo Pucuna.

En [[13], [15]] se implementaron estructuras arquitectonicas orientadas a la separa-
cion de responsabilidades y la escalabilidad. En este trabajo se adoptard una arquitectura
que permita organizar adecuadamente los componentes del sistema VFM y facilite su

integracién con la infraestructura tecnoldgica existente en el Campo Pucuna.

El andlisis integral de los antecedentes investigativos y el marco teérico evidencia
la viabilidad técnica y metodoldgica del proyecto propuesto. Los estudios revisados
validan la efectividad de los algoritmos de machine learning para la estimacién de flujo
de gas en contextos similares al Campo Pucuna, destacando el potencial de modelos
como Random Forest, SVM y redes neuronales. Se confirma la eficacia de arquitecturas
distribuidas para el desarrollo de sistemas VFM robustos que puedan operar efectiva-
mente en las condiciones especificas de Petroecuador. Esta fundamentacién sustenta
técnicamente la propuesta y proporciona un marco de referencia sélido para el desarrollo

e implementacién del sistema de Medidor Virtual de Flujo para pozos de Petroecuador.
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1.4 Objetivos

1.4.1 Objetivo general

Desarrollar un sistema de Medidor Virtual de Flujo (VFM) basado en algoritmos de
inteligencia artificial para la prediccién del flujo de gas en los pozos de produccion del

campo Pucuna durante el periodo académico 2026

1.4.2 Objetivos especificos

» [dentificar las variables operacionales criticas de los sistemas y bases de datos
histéricas de la empresa PetroEcuador, para construir el dataset de entrenamiento

del modelo de inteligencia artificial.

= Analizar algoritmos de inteligencia artificial que permiten la prediccion del flujo

del gas en los sistemas de medicion.

= Implementar un sistema integral de Medidor Virtual de Flujo, basado en al-
goritmos de inteligencia artificial, que permita la prediccion del flujo de gas

asociado en los flares.
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2. METODOLOGIA

El presente capitulo describe la metodologia empleada para el desarrollo de la in-
vestigacion, detallando los materiales, métodos y técnicas utilizados para la recoleccion
y andlisis de la informacién. En este sentido, se establecen los procedimientos para,
evaluar las condiciones actuales del sistema de medicion de flujo y sustentar la imple-
mentacion de un Medidor Virtual de Flujo (VFM) basado en algoritmos de inteligencia
artificial. Se especifican los instrumentos utilizados, la poblacion total de estudio y el
enfoque o enfoques metodolégicos adoptados, garantizando la validez y confiabilidad

de los resultados obtenidos.

2.1 Materiales

En esta seccion, se utilizaron los siguientes materiales:

Entrevistas semiestructuradas: Dirigidas al personal técnico y operativo del drea
de produccion, con el fin de identificar las variables operacionales criticas, analizar las
limitaciones de los métodos actuales de medicién, comprender los flujos de trabajo
existentes y recopilar requerimientos para el desarrollo del sistema integral de Medidor

Virtual de Flujo (VFM), segtin la guia de preguntas del Anexo B.

Fichas Documentales: Se utilizaron para recopilar, organizar y analizar informacién
relevante proveniente de fuentes cientificas, permitiendo sustentar tedricamente el

desarrollo del sistema VFM vy la aplicacion de algoritmos de inteligencia artificial.

2.2 Métodos

La presente investigacion adopta un enfoque cualitativo para el andlisis del pro-
blema, el enfoque cualitativo se desarrolla a través de entrevistas semiestructuradas
(Anexo B), proporcionando una comprension més profunda de los procesos actuales y
sus limitaciones. Esta metodoldgia permite obtener una vision integral y fundamentada

del contexto de estudio.
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Se utilizaron fichas bibliograficas para la recoleccion tanto cualitativa como cuanti-

tativa ya que proporciona datos para el sustento del desarrollo del sistema.

2.2.1 Modalidad de investigacion

La presente investigacion adopta un enfoque metodologico multimodal que integra

tres modalidades complementarias:

Investigacion documental: Revision de literatura cientifica reciente sobre Virtual
Flow Metering, algoritmos de inteligencia artificial y sistemas de medicién en la
industria oil & gas. Esta modalidad sustenta el marco tedrico y guia la seleccion
de técnicas y tecnologias y se justifica mediante el uso de fichas documentales donde se

veran los mayores aportes de cada la bibliografia..

Investigacion de campo: Recopilacion de informacién directa en el Campo Pucuna
de Petroecuador, con el propédsito de identificar los procesos actuales de medicion, las li-
mitaciones operativas y los requerimientos especificos del personal técnico. Para ello, se
emplearon entrevistas semiestructuradas como técnica principal de recoleccion de datos
(Anexo B), ya que permiten obtener informacidn detallada, contextualizada y basada en
la experiencia de los profesionales, facilitando la comprension de la problemaética real y

aportando insumos clave para el desarrollo del sistema propuesto.

Investigacion aplicada: Desarrollo e implementacién de un sistema de Medidor
Virtual de Flujo que integre algoritmos de inteligencia artificial para la estimacién

precisa del flujo de gas, respondiendo a las necesidades identificadas en campo.

2.2.2 Poblacion y muestra

El estudio se realizard con el personal técnico del Departamento de Instrumentacion

y Control del Campo Pucuna:

= | Supervisor

= | Supervisor de Instrumentacién y Control
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= 2 Ingenieros de Instrumentacién y Control

Dado que el total de la poblacion es bastante pequefio, contando con 4 personas este
es plenamente accesible, por lo tanto no requiere el uso de una formula para el calculo
de una muestra, en cambio, se prefirio utilizar un muestreo censal, el cual, consiste en

utilizar la totalidad de los individos dentro de la poblacion.

2.2.3 Recoleccion de informacion

La recoleccion de informacion constituye una etapa fundamental dentro del pro-
ceso investigativo, ya que permite obtener datos relevantes tanto cuantitativos como
cualitativos relacionados con la problematica planteada. En esta fase se busca recopilar
informacion confiable y pertinente que sirva como base para el andlisis y desarrollo de
la solucién propuesta. Para ello, se emplearon técnicas como entrevistas semiestructura-
das, dirigidas al personal técnico del Campo Pucuna (Anexo B), las cuales permitieron
obtener informacion detallada, contextualizada y basada en la experiencia directa de
los profesionales, facilitando la identificacion de problemas operativos y necesidades

especificas del entorno.

De manera complementaria, se utilizaron fichas documentales elaboradas a partir
de la revision de la bibliografia del proyecto, lo que permitié sustentar teéricamente
la investigacion y conocer enfoques, metodologias y resultados obtenidos en estudios
previos relacionados con Medidores Virtuales de Flujo (VFM) y el uso de inteligencia
artificial. La integracidn de estas técnicas de recoleccién de informacién contribuy6 a
identificar variables operacionales criticas, analizar el estado actual de los sistemas de
medicién y evaluar la viabilidad técnica de implementar un sistema de Medidor Virtual

de Flujo basado en algoritmos de inteligencia artificial.

28



Cuadro 15: Diseifio de recoleccion de datos

Preguntas basicas

Explicacion / Detalle

(Para qué? (Objetivos)

Recopilar informacién que permita identificar varia-
bles operacionales criticas, analizar la situacion actual
de medicion del flujo de gas y evaluar la aceptacién de
un sistema de Medidor Virtual de Flujo (VFM) basado
en inteligencia artificial.

(A qué personas u objetos?
(Sujetos)

Personal técnico y operativo del area de produccion,
incluyendo ingenieros, operadores de campo y espe-
cialistas en sistemas relacionados con la gestion de
datos.

(Sobre qué aspectos? (Varia-
bles)

Variables operacionales como presion, temperatura y
caudal, calidad de los datos histéricos, problemas en
la medicién actual, uso de herramientas tecnoldgicas y
nivel de aceptacion de sistemas basados en inteligencia
artificial.

(Quién? (Recolectores)

El investigador responsable del proyecto, encargado
de la aplicacién de entrevistas y entrevistas para la
obtencién de informacion.

(Cuando? (Tiempo)

Durante la fase de levantamiento de informacién del
proyecto, correspondiente al periodo académico 2026.

(Do6nde? (Lugar)

En las instalaciones de la empresa o mediante herra-
mientas digitales como formularios en linea.

(Cuéntas veces? (Frecuencia)

La recoleccién de datos se realizara una sola vez, con-
siderando un enfoque transversal del estudio.

(Qué técnicas de recoleccién?

Encuesta estructurada para obtener datos cuantitativos
y entrevistas semiestructuradas para profundizar en
aspectos técnicos y operativos.

(Con qué?

Instrumentos como formularios digitales (Google
Forms) y guias de entrevista disefiadas especificamen-
te para el contexto del sistema de medicion virtual de
flujo (Anexo B).

Autor del cuadro: Marco Montesdeoca
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a. Entrevistas

Se aplicaron entrevistas estructuradas al personal del Departamento de Instrumenta-
cién y Control del Campo Pucuna, con base en la guia del Anexo B, con el proposito de
recopilar informacién cualitativa sobre la situacién actual de los sistemas de medicion
de flujo de gas. A través de este instrumento se evaluaron aspectos como la confiabilidad
de los datos, la frecuencia de errores en los procesos manuales y la percepcién del uso
de tecnologias basadas en inteligencia artificial. Los resultados obtenidos permitieron

identificar tendencias claras que evidencian la necesidad de implementar un sistema de

Medidor Virtual de Flujo (VEM).

Cuadro 16: Resultados de la entrevista — Supervisor

NO

Pregunta

Respuesta

Conclusion

(Qué problemas exis-
ten en la medicidén ac-
tual del flujo de gas?

Existen inconsistencias en
los datos y falta de medi-
cién en algunos pozos, lo
que obliga a estimaciones
manuales.

La falta de medicion direc-
ta reduce la confiabilidad
de la informacion.

(Qué variables son
més relevantes para
estimar el flujo?

Principalmente presion,
temperatura y caudal, ya
que influyen directamente
en el comportamiento del
gas.

Las variables operaciona-
les son fundamentales pa-
ra modelos predictivos.

(Coémo es la calidad
de los datos actuales?

La calidad es variable, en
algunos casos hay datos
incompletos o inconsisten-
tes.

La calidad de datos limita
la precision del andlisis.

(Qué opina del uso de
inteligencia artificial
en este contexto?

Es una buena alternativa
para mejorar las estimacio-
nes y reducir errores hu-
manos.

La IA es percibida como
una solucién viable y ne-
cesaria.

(Qué beneficios ten-
dria un sistema VFM?

Mejoraria el control de
produccién y reduciria
costos en equipos fisicos.

El VEM optimiza costos y
control operativo.

Autor del cuadro: Marco Montesdeoca
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Cuadro 17: Resultados de la entrevista — Supervisor de Instrumentacion y Control

N° | Pregunta Respuesta Conclusion

1 (Qué problemas exis- | Errores en la verifica- | Los procesos manuales
ten en la medicién cién manual y retrasos | afectan la precision y
actual del flujo de gas? | en la disponibilidad de | oportunidad.

datos.

2 (Qué variables son Presion y temperatura | Las variables deben
mas relevantes para principalmente, tam- ser integradas en el
estimar el flujo? bien son importantes modelo.

las variables de agua
y petréleo, ya que es-
tas son variables que
se obtienen cuando se
obtiene el gas de los
cabezales BES.

3 (Como es la calidad de | Aceptable, pero con Se requiere mejorar la
los datos actuales? presencia de errores y | calidad de datos.
valores faltantes.

4 (Qué opina del uso de | Puede mejorar signi- La IA es clave para op-
inteligencia artificial? | ficativamente la preci- | timizacién del proceso.

sion del sistema.

5 (Qué beneficios ten- Facilitaria el monitoreo | E1 VFM mejora la

dria un sistema VFEM?

continuo y mejoraria la
eficiencia.

supervision operativa.

Autor del cuadro: Marco Montesdeoca
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Cuadro 18: Resultados de la entrevista — Ingeniero 1 de Instrumentacién y Control

NO

Pregunta

Respuesta

Conclusion

1

(Qué problemas exis-
ten en la medicidén ac-
tual del flujo de gas?

Existen datos faltantes y
errores en registros histo-
ricos.

La integridad de datos es
un problema critico.

(Qué variables son
mas relevantes para
estimar el flujo?

Presi6on, temperatura y
caudal son esenciales,
tambien son importantes
las variables de agua y
petréleo, ya que estas son
variables que se obtienen
cuando se obtiene el gas
de los cabezales BES.

Las variables clave permi-
ten modelado adecuado.

(Coémo es la calidad
de los datos actuales?

Irregular, con inconsisten-
cias frecuentes.

La calidad de datos afecta
la confiabilidad.

(Qué opina del uso de
inteligencia artificial?

Es util para analizar gran-
des volumenes de datos.

La IA mejora el andlisis y
prediccion.

(Qué beneficios ten-
dria un sistema VFEM?

Permitiria decisiones mas
rapidas y precisas.

El VFM mejora la toma de
decisiones.

Autor del cuadro: Marco Montesdeoca

Cuadro 19: Resultados de la entrevista — Ingeniero 2 de Instrumentacién y Control

NO

Pregunta

Respuesta

Conclusion

1

(Qué problemas exis-
ten en la medicion ac-
tual del flujo de gas?

Limitaciones en cobertura
de medicion y dependen-
cia de procesos manuales.

La falta de cobertura redu-
ce precision del sistema.

(Qué variables son
més relevantes para
estimar el flujo?

Todas las variables opera-
cionales son importantes.

Se requiere enfoque inte-
gral en variables.

(Coémo es la calidad
de los datos actuales?

Aceptable pero mejorable.

Se necesita optimizacion
de datos.

(Qué opina del uso de
inteligencia artificial?

Es una herramienta inno-
vadora con alto potencial.

La IA aporta innovacién
al sistema.

(Qué beneficios ten-
dria un sistema VEM?

Reduciria costos y mejora-
ria eficiencia.

El VFM optimiza recursos
operativos.

Autor del cuadro: Marco Montesdeoca
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Cuadro 20: Resultados segunda entrevista — Supervisor (Justificacién de datos y flujo

de gas)
N° | Pregunta Respuesta Conclusion
1 | (Por qué es necesario | Es fundamental porque el | Los datos operacionales

recolectar datos ope-
racionales para el de-
sarrollo del sistema
VEM?

sistema se basa en inte-
ligencia artificial. Sin da-
tos no hay modelo que en-
trenar. Necesitamos varia-
bles como presién y tem-
peratura para que el siste-
ma pueda aprender el com-
portamiento del flujo de
gas.

son esenciales para el en-
trenamiento del modelo de
inteligencia artificial.

(Qué tipo de datos
considera mds impor-
tantes para el entrena-
miento del modelo?

Los mds importantes son
presion, temperatura y en
algunos casos variables
del sistema BES. Estas
variables tienen relacién
directa con el comporta-
miento del gas.

Las variables operaciona-
les son clave para lograr
una estimacion precisa del
flujo.

(Por qué es importan-
te medir o estimar el
flujo de gas en los fla-
res?

Porque actualmente en
muchos casos ese gas no
se mide, solo se quema.
Pero ese gas tiene va-
lor energético y econdmi-
co. Si logramos estimarlo
bien, se puede aprovechar
para generacion eléctrica.

La medicién del flujo de
gas permite aprovechar re-
cursos energéticos y redu-
cir pérdidas.

(Qué problemas exis-
ten actualmente al no
contar con medicién
directa del flujo de
gas?

Principalmente que no se
tiene una estimacion con-
fiable. Se trabaja con apro-
ximaciones y eso afecta la
planificacién y el uso del
gas. Ademads, no se pue-
de optimizar su aprovecha-
miento.

La falta de medicién direc-
ta reduce la confiabilidad
y limita la toma de decisio-
nes.

(Coémo contribuiria
un sistema VEFM
basado en inteligen-
cia artificial en este
contexto?

Ayudaria a estimar el flu-
jo con mayor precision sin
necesidad de equipos fi-
sicos. Ademads, permitiria
analizar grandes volime-
nes de datos y encontrar
patrones que manualmen-
te no se pueden ver.

El VFM mejora la preci-
sién, reduce costos y opti-
miza el uso de la informa-
cion.

Autor del cuadro: Marco Montesdeoca
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Figura 1: Nube de palabras generada a partir de las entrevistas

La nube de palabras presentada permite visualizar los términos mas recurrentes
en las entrevistas realizadas al personal técnico. Se destacan conceptos como flujo,
gas, datos, presion y temperatura, lo cual evidencia la relevancia de las variables
operacionales en el proceso de medicion. La presencia de términos como inteligencia
artificial, modelo y prediccion refuerza la viabilidad del uso de tecnologias avanzadas

para la estimacion del flujo de gas, validando asi el enfoque del proyecto.
b. Fichas bibliograficas

Se elaboraron fichas documentales a partir de la revision de bibliografica que ha-
blan sobre Virtual Flow Metering y algoritmos de inteligencia artificial. Estas fichas
permitieron sistematizar informacion clave sobre metodologias, técnicas de modela-
do y aplicaciones en la industria, proporcionando un sustento tedrico s6lido para el
desarrollo del proyecto y facilitando la seleccion de herramientas adecuadas para la

implementacién del sistema VFM.
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Cuadro 21: Ficha bibliografica 1

Tema

Medicién virtual de flujo mediante inteligencia artificial

Nombre del articulo

Development of Virtual Flow Sensor using Artificial Neural Net-
works

Ideas centrales

El articulo propone el desarrollo de un sensor virtual de flujo uti-
lizando redes neuronales artificiales, demostrando que es posible
estimar variables de flujo con alta precision a partir de datos ope-
racionales sin necesidad de dispositivos fisicos.

Conceptos clave

Medidor Virtual de Flujo (VFM), redes neuronales artificiales, va-
riables operacionales, modelado predictivo, inteligencia artificial.

Conclusiones

El uso de redes neuronales permite obtener estimaciones confia-
bles del flujo, reduciendo la dependencia de sensores fisicos y
mejorando la eficiencia en sistemas industriales.

Aporte al tema

Este articulo constituye un aporte fundamental para el desarrollo
del presente proyecto, ya que demuestra la viabilidad técnica del
uso de redes neuronales artificiales en la estimacién del flujo en
sistemas industriales. Su contribucién radica en evidenciar que,
a partir de variables operacionales como presién, temperatura y
caudal, es posible construir modelos predictivos altamente pre-
cisos que sustituyen o complementan los sistemas de medicién
tradicionales.

Ademas, el estudio proporciona una base metodoldgica clara sobre
el uso de algoritmos de inteligencia artificial en entornos reales, lo
cual es directamente aplicable al disefio del sistema de Medidor
Virtual de Flujo (VFM) propuesto en esta investigacion. Este enfo-
que permite reducir costos asociados a equipos fisicos, minimizar
errores humanos y mejorar la disponibilidad de datos en tiempo
real.

En el contexto del proyecto, este documento respalda la decisién de
utilizar inteligencia artificial como nucleo del sistema, validando
su aplicacién en la industria oil & gas y fortaleciendo el sustento
cientifico del modelo a desarrollar.

Observaciones

El articulo presenta resultados favorables en términos de precision
y confiabilidad; sin embargo, es importante considerar que el
desempeiio del modelo depende en gran medida de la calidad
y disponibilidad de los datos utilizados para el entrenamiento.
En escenarios donde los datos sean incompletos o inconsistentes,
como se evidenci6 en el andlisis de campo, el rendimiento del
modelo podria verse afectado.

El estudio se enfoca en condiciones especificas de operacion,
por lo que su implementacién en otros contextos requiere una
adecuada adaptacion de los pardmetros del modelo. A pesar de
estas limitaciones, el enfoque propuesto sigue siendo altamente
relevante, ya que proporciona una guia clara para el desarrollo de
sistemas VFM basados en inteligencia artificial.

Finalmente, se destaca que el articulo no profundiza en aspectos
relacionados con la integracion del sistema en plataformas operati-
vas reales, lo cual representa una oportunidad de mejora que serd
abordada en el presente proyecto.
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Cuadro 22: Ficha bibliografica 2

Tema

Medidores virtuales de flujo y aprendizaje automatico

Nombre del articulo

First Principles and Machine Learning Virtual Flow Metering: A
Literature Review

Ideas centrales

El articulo presenta una revisién de diferentes enfoques de medi-
cion virtual de flujo, comparando modelos basados en principios
fisicos con modelos basados en aprendizaje automaético.

Conceptos clave

Virtual Flow Metering, machine learning, modelos hibridos, simu-
lacion, modelado fisico.

Conclusiones

Los modelos basados en aprendizaje automatico presentan ventajas
en términos de adaptabilidad y precision frente a los métodos
tradicionales.

Aporte al tema

Este documento representa un aporte tedrico clave para el desarro-
llo del presente proyecto, ya que proporciona una vision integral
sobre los diferentes enfoques utilizados en la medicién virtual de
flujo. Su principal contribucién radica en la comparacién entre
modelos basados en principios fisicos y aquellos sustentados en
técnicas de aprendizaje automdtico, permitiendo identificar las
ventajas y limitaciones de cada enfoque.

Este articulo justifica la eleccién de algoritmos de inteligencia
artificial como base del sistema VFM, debido a su capacidad para
adaptarse a grandes volimenes de datos y capturar relaciones
complejas entre variables operacionales. Ademas, proporciona
criterios técnicos que orientan la seleccion de modelos adecuados
para la prediccién del flujo de gas.

El estudio destaca la importancia de los modelos hibridos, lo
cual abre la posibilidad de futuras mejoras en el sistema propues-
to, integrando conocimiento fisico con técnicas de aprendizaje
automatico. De esta manera, el documento fortalece el sustento
cientifico del proyecto y amplia las posibilidades de implementa-
cion.

Observaciones

Si bien el articulo ofrece una revisién amplia y detallada, su enfo-
que es principalmente tedrico, por lo que no profundiza en casos
especificos de implementacién prictica. Esto implica que, para
el desarrollo del sistema propuesto, serd necesario complementar
esta informacién con estudios aplicados.

Ademas, el documento destaca la necesidad de contar con datos de
alta calidad para obtener buenos resultados en modelos de aprendi-
zaje automadtico, lo cual coincide con las limitaciones identificadas
en el anélisis de campo. Por lo tanto, se debera prestar especial
atencion a la fase de preparacién y limpieza de datos.
Finalmente, se observa que los modelos hibridos presentan un
alto potencial, aunque también implican mayor complejidad en su
implementacidn, lo cual puede representar un reto en términos de
desarrollo y recursos computacionales.

Autor del cuadro: Marco Montesdeoca
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Cuadro 23: Ficha bibliografica 3

Tema

Prediccién de flujo mediante inteligencia artificial

Nombre del articulo

Prediction of oil flow rate through an orifice flow meter:
Artificial intelligence alternatives compared

Ideas centrales

El estudio compara diferentes técnicas de inteligencia artifi-
cial para la prediccion de la tasa de flujo de petrdleo.

Conceptos clave

Prediccion de flujo, inteligencia artificial, modelos compara-
tivos, aprendizaje supervisado.

Conclusiones

Los modelos de inteligencia artificial presentan mayor preci-
sién que los métodos tradicionales en la estimacidn del flujo.

Aporte al tema

Este articulo aporta evidencia empirica relevante que res-
palda el uso de algoritmos de inteligencia artificial en la
prediccion de variables de flujo. Su principal contribucion
consiste en la comparacion de diferentes modelos, lo que
permite identificar cudles presentan un mejor desempefio en
términos de precision y confiabilidad.

En relacién con el presente proyecto, este documento permite
validar la efectividad de los modelos de inteligencia artificial
para la estimacion del flujo de gas, lo cual es fundamental
para el disefio del sistema VFM. Ademds, proporciona una
referencia importante para la seleccion de algoritmos, consi-
derando su rendimiento en escenarios reales.

El estudio destaca la capacidad de los modelos para adaptar-
se a diferentes condiciones operativas, lo que resulta clave
en entornos dindmicos como los sistemas de produccion de
hidrocarburos. De esta manera, el articulo contribuye signifi-
cativamente al sustento técnico del proyecto.

Observaciones

El articulo presenta resultados comparativos sélidos; sin
embargo, se enfoca principalmente en flujo de petréleo, por
lo que su aplicacién directa al flujo de gas requiere ciertas
adaptaciones.

Ademds, el desempeifio de los modelos depende de la calidad
del conjunto de datos, lo cual coincide con las limitaciones
identificadas en el entorno de estudio. Esto implica que se
debe realizar un adecuado preprocesamiento de datos.
Finalmente, se observa que algunos modelos pueden requerir
mayor capacidad computacional, lo cual debe considerarse
en la implementacidn del sistema.

Autor del cuadro: Marco Montesdeoca
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Cuadro 24: Ficha bibliografica 4

Tema

Aplicacion de machine learning en medicion virtual

Nombre del articulo

Virtual Metering and Allocation using Machine Learning
Algorithms

Ideas centrales

Describe la implementacién de sistemas de medicidn virtual
mediante algoritmos de machine learning en entornos indus-
triales.

Conceptos clave

Machine learning, medicién virtual, asignacién de produc-
¢ion, sistemas industriales.

Conclusiones

Los sistemas de medicion virtual mejoran la eficiencia ope-
rativa y permiten un mejor control de la produccién.

Aporte al tema

Este documento aporta evidencia practica sobre la implemen-
tacion de sistemas de medicion virtual en entornos industria-
les reales, lo cual es fundamental para validar la viabilidad
del proyecto propuesto.

Su contribucién radica en demostrar que los algoritmos de
machine learning pueden integrarse exitosamente en siste-
mas de produccion, mejorando la eficiencia operativa y la
precision en la estimacion de variables. En el contexto del
presente estudio, este articulo respalda la aplicabilidad del
sistema VFM en el Campo Pucuna.

Ademads, el documento proporciona una referencia sobre la
integracion de estos sistemas en procesos industriales, lo
cual es clave para el desarrollo de una solucién funcional y
adaptable. De esta manera, fortalece el enfoque aplicado de
la investigacion.

Observaciones

El estudio presenta resultados positivos, pero se basa en
condiciones especificas que pueden diferir del entorno del
Campo Pucuna.

No se detalla completamente la arquitectura del sistema, lo
cual limita su replicabilidad directa.

Sin embargo, el articulo sigue siendo relevante como refe-
rencia préctica para la implementacion del sistema VEM.

Autor del cuadro: Marco Montesdeoca
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Cuadro 25: Ficha bibliografica 5

Tema

Predicciéon de produccién en condiciones complejas

Nombre del articulo

Applications of Artificial Intelligence to Predict Oil Rate for
High Gas—Oil Ratio and Water-Cut Wells

Ideas centrales

Analiza el uso de inteligencia artificial para predecir la tasa
de produccién en condiciones complejas.

Conceptos clave

Inteligencia artificial, prediccion, condiciones complejas,
produccién de petréleo.

Conclusiones

La inteligencia artificial es capaz de modelar escenarios
complejos con alta precision.

Aporte al tema

Este articulo representa un aporte significativo al demostrar
la capacidad de la inteligencia artificial para trabajar en esce-
narios complejos, caracterizados por multiples variables y
condiciones cambiantes.

En el contexto del presente proyecto, este documento es
fundamental, ya que los sistemas de produccién de gas pre-
sentan condiciones similares, donde factores como presion,
temperatura y composicion influyen en el comportamiento
del flujo. La capacidad de la IA para manejar estas variables
permite desarrollar modelos mds robustos y precisos.
Ademas, el estudio valida el uso de técnicas avanzadas de
modelado en entornos reales, lo cual refuerza la viabilidad
del sistema VFM. También aporta una base para el manejo
de datos complejos, lo cual es clave en el desarrollo del
modelo.

En conjunto, este articulo fortalece el sustento cientifico y
técnico del proyecto, demostrando que la inteligencia arti-
ficial es una herramienta adecuada para la estimacion de
variables en sistemas de produccion.

Observaciones

El articulo se enfoca en produccion de petréleo, por lo que
su aplicacion a sistemas de gas requiere adaptacion.
Ademis, los modelos utilizados pueden ser complejos y
requerir alta capacidad computacional.

Sin embargo, el enfoque es altamente relevante y aplicable
al desarrollo del sistema VFEM.

Autor del cuadro: Marco Montesdeoca
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2.3 Procesamiento y analisis de datos

De acuerdo con la informacién recolectada a través de las entrevistas realizadas al
personal técnico del Departamento de Instrumentacion y Control del Campo Pucuna,
asi como del andlisis de las fichas documentales correspondientes a estudios cientificos
relacionados con Medidores Virtuales de Flujo (VFM), y luego de haber efectuado el

andlisis respectivo, se determina que:

= Se evidencia la existencia de limitaciones en los sistemas actuales de medicién de
flujo de gas, caracterizadas por la falta de medicion directa en ciertos puntos y la
dependencia de procesos manuales, lo que genera estimaciones poco confiables
y reduce la eficiencia operativa, situacién identificada a partir de las entrevistas

realizadas al personal técnico.

= Se determind la necesidad de implementar soluciones tecnoldgicas que permitan
automatizar los procesos de medicidn y andlisis, con el fin de mejorar la precision,
confiabilidad y disponibilidad de los datos operacionales, en concordancia con

las problemaéticas detectadas en el entorno de estudio.

= A partir del andlisis de las fichas documentales, se establece que los algoritmos
de inteligencia artificial, especialmente las redes neuronales, permiten estimar
variables de flujo con un alto nivel de precisién, incluso en ausencia de medicion

directa, tal como se evidencia en la ficha documental 1.

= [os modelos de aprendizaje automadtico presentan ventajas significativas frente
a los métodos tradicionales, destacidndose por su capacidad de adaptacion a
grandes volumenes de datos y la identificacion de patrones complejos, lo cual es

respaldado por la ficha documental 2 y la ficha documental 3.

= De igual manera, se ha comprobado que los sistemas de medicién virtual de flujo
han sido implementados con éxito en entornos industriales reales, demostran-
do su viabilidad técnica y su impacto positivo en la optimizacidén de procesos

productivos, como se expone en la ficha documental 4.
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= Lainteligencia artificial ha demostrado ser capaz de modelar escenarios complejos
con muiltiples variables operacionales, lo cual resulta fundamental en sistemas de

produccion de hidrocarburos, tal como se describe en la ficha documental 5.

= [a implementacién de un sistema de Medidor Virtual de Flujo (VFM) basado
en inteligencia artificial es una solucién viable y necesaria, ya que contribuye a
mejorar la eficiencia operativa, optimizar la toma de decisiones y reducir costos
asociados a equipos fisicos, integrando tanto la evidencia empirica como el

sustento tedrico analizado.

41



3. RESULTADOS Y DISCUSION

3.1 Identificacion de variables operacionales criticas y construccion del dataset de

entrenamiento

Se realiz6 un andlisis de las variables operacionales necesarias para el desarrollo
del Medidor Virtual de Flujo (VFM), considerando el contexto del gas asociado en
flares y la necesidad de estimar su caudal mediante técnicas de inteligencia artificial.
La identificacién de dichas variables se sustent6 en dos fuentes complementarias: las
entrevistas aplicadas al personal del Departamento de Instrumentacién y Control del
Campo Pucuna (Anexo B; Cuadros 16, 17, 18, 19y ??) y el andlisis de bases de datos
historicas del activo. En las entrevistas, la pregunta sobre variables relevantes para
estimar el flujo fue respondida de forma consistente con presion, temperatura y caudal;
la Figura 1 refuerza esa priorizacion al destacar términos como flujo, gas, presion y

temperatura.

Basandonos en eso, las variables de entrada consideradas para la red neuronal
correspondieron principalmente a la presién y temperatura de los cabezales y de los
sistemas BES, junto con volimenes de produccién liquida cuando aportaron contexto al
comportamiento del gas. El flujo de gas asociado se definié como variable objetivo, por

ser el valor que el modelo de inteligencia artificial debia aprender a estimar.

3.1.1 Variables operacionales criticas identificadas

Las variables criticas seleccionadas se documentan en el Cuadro 26. Su definicién
parti6 de las entrevistas realizadas —en las que el personal técnico priorizé presion,
temperatura y caudal como insumos para modelos predictivos— y se contrastd con la
relacién operativa entre el sistema BES, los volimenes de produccion (petrdleo y agua),
las mediciones en cabezal y el flujo de gas asociado del activo P del campo Pucuna. La

serie abarca enero de 2020 a diciembre de 2025.
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Cuadro 26: Variables operacionales criticas identificadas (campo Pucuna, activo P).

Variable Descripcion Uso en el modelo
Petrdleo Caudal diario de petrdleo del activo P en separador de boca de pozo (bbl/d). Entrada

Campo: produccion_volumenes.petroleo_bbl_d.
Agua Caudal diario de agua producida del activo P (bbl/d). Entrada

Campo: produccion_volumenes.agua_bbl_d.
Presién de cabezal Presion en cabezal del activo P con levantamiento BES (psi). Entrada

Campo: bes_cabezal_sensors.presion_cabezal_psi.
Temperatura Temperatura del sistema BES en cabezal (°C). Entrada
BES/cabezal Campo: bes_cabezal_sensors.temperatura_bes_c.

Flujo de gas asocia-
do

Caudal de gas asociado al activo P (MSCFD).
Campo: mediciones_gas.gas_mscfd.

Variable objetivo

Fecha Registro temporal diario de la medicion. Organizacién
temporal
Activo Identificador del pozo: P (campo Pucuna). Segmentacion de

datos

Autor del cuadro: Marco Montesdeoca

La presion y la temperatura fueron consideradas variables independientes, mientras

que el flujo de gas asociado fue considerado como variable dependiente. Esta estructura

respondi6 al enfoque de aprendizaje supervisado, donde el modelo recibi6 variables de

entrada y aprendio a estimar una salida esperada.

3.1.2 Bases de datos historicas

Estructuracion de la base de datos

Estos datos se estructuraron en una base que contiene tablas fuente, tablas de

transformacion y tablas de andlisis. Su propdsito fue permitir la trazabilidad desde los

datos originales hasta el dataset final utilizado por el modelo de inteligencia artificial.

Los datos proporcionados por Petroecuador se conforman por las siguientes bases

de datos:

m produccion_volumenes

m bes_cabezal_sensors

m mediciones_gas
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3.1.3 Tablas fuente utilizadas

La tabla produccion_volumenes represento el reporte diario de produccion

en el separador de boca de pozo. Para cada fecha y activo se almacenaron los caudales

de petréleo y agua, el crudo total y el corte de agua, junto con las columnas de uni-

dad correspondientes. De esta tabla se obtuvieron las variables Petrdleo y Agua, que

constituyeron dos de las cuatro entradas del modelo predictivo.

i fecha Jactivo
Pl  2020-01-01 00:00:00 P
EJl 2020-01-02 00:00:00 P
£l 2020-01-03 00:00:00 P
Ell 2020-01-04 00:00:00 P
[ 2020-01-05 00:00:00 P
gl 2020-01-06 00:00:00 P
il 2020-01-07 00:00:00 P
EN 2020-01-08 00:00:00 P
pof 2020-01-09 00:00:00 P
88 2020-01-10 00:00:00 P
¥4 2020-01-11 00:00:00 P
pE} 2020-01-12 00:00:00 P
Py 2020-01-13 00:00:00 P
pEY 2020-01-14 00:00:00 P
p{s) 2020-01-15 00:00:00 P
8l 2020-01-16 00:00:00 P
pE:J 2020-01-17 00:00:00 P
Pl 2020-01-18 00:00:00 P
plf 2020-01-19 00:00:00 P
pA8 2020-01-20 00:00:00 P
pyy 2020-01-21 00:00:00 P
pE] 2020-01-22 00:00:00 P
2020-01-23 00:00:00 P
2020-01-24 00:00:00 P
2020-01-25 00:00:00 P
2020-01-26 00:00:00 P
2020-01-27 00:00:00 P
2020-01-28 00:00:00 P
2020-01-29 00:00:00 P
2020-01-30 00:00:00 P
EYY 2020-01-31 00:00:00 P
EE] 2020-02-01 00:00:00 P
ELY 2020-02-02 00:00:00 P
EE) 2020-02-03 00:00:00 P
El 2020-02-04 00:00:00 P

R

Ww NN NN NN
RS0 ® N et

petroleo_lunidad_p¢petroleo_lagua_bbl_unidad_agagua_bbl_crudo_bblunidad_cr crudo_bbl corte_agu unidad_cccorte_agu fuente  campo

7676,456 bbl/d
7473,175 bbl/d
8025,916 bbl/d
7971,069 bbl/d
7234,237 bbl/d
7441,254 bbl/d
7852,992 bbl/d
7741,821 bbl/d
7835,633 bbl/d
7582,699 bbl/d

8021,16 bbl/d
8005,888 bbl/d
7391,712 bbl/d
7880,041 bbl/d
7974,926 bbl/d
7633,498 bbl/d
8090,371 bbl/d
7734,023 bbl/d
8303,863 bbl/d
8071,894 bbl/d
8051,998 bbl/d
7922,024 bbl/d
8474,856 bbl/d
8095,195 bbl/d
8028,878 bbl/d
8071,606 bbl/d
8373,073 bbl/d
8323,042 bbl/d
8358,052 bbl/d

8356,76 bbl/d
8880,245 bbl/d
8140,227 bbl/d
8086,525 bbl/d
8030,359 bbl/d

8480,42 bbl/d

7676.456 |
74731751
8025.916 |
7971.069 |
7234.2371
7441.254 1
7852.992 |
7741.8211
7835.633 |
7582.699 |
8021.160 |
8005.888 |
7391.7121
7880.041 |
7974.926 |
7633.498 |
8090.3711
7734.0231
8303.863 |
8071.894 1
8051.998 |
7922.024 1
8474.856 |
8095.195 |
8028.878 1
8071.606 |
8373.0731
8323.0421
8358.052 |
8356.760 |
8880.245 |
8140.227 |
8086.525 |
8030.359 |
8480.420 |

57048,2 bbl/d
58233,02 bbl/d
58403,02 bbl/d
56530,17 bbl/d
57842,29 bbl/d
58058,38 bbl/d
57462,15 bbl/d
56805,74 bbl/d
57115,14 bbl/d
57441,64 bbl/d
57609,73 bbl/d
58133,26 bbl/d

56006,3 bbl/d
57777,29 bbl/d
57584,27 bbl/d
58526,15 bbl/d
58450,21 bbl/d
57379,08 bbl/d
57919,14 bbl/d
58106,76 bbl/d
58453,74 bbl/d
58946,09 bbl/d
56223,01 bbl/d
56873,35 bbl/d
56938,58 bbl/d
56801,68 bbl/d
56230,89 bbl/d
55365,91 bbl/d
57002,29 bbl/d

56136,8 bbl/d
57018,94 bbl/d
56126,47 bbl/d
54946,23 bbl/d
56305,94 bbl/d
56235,06 bbl/d

57048.198
58233.022
58403.023
56530.169
57842.290
58058.380
57462.153
56805.741
57115.137
57441.642
57609.726
58133.264
56006.302
57777.292
57584.266
58526.153
58450.214
57379.075
57919.14¢C
58106.755
58453.741
58946.093
56223.012
56873.354
56938.578
56801.679
56230.894
55365.908
57002.294
56136.803
57018.940
56126.466
54946.232
56305.938
56235.055

64742,01 bbl/d
65707,43 bbl/d
66432,86 bbl/d
64514,88 bbl/d
65086,42 bbl/d
65506,58 bbl/d

65310,6 bbl/d
64535,34 bbl/d
64955,28 bbl/d

65018,2 bbl/d
65640,81 bbl/d
66141,69 bbl/d
63389,07 bbl/d
65660,55 bbl/d

65567,7 bbl/d
66161,78 bbl/d
66531,19 bbl/d
65116,25 bbl/d
66227,29 bbl/d
66188,54 bbl/d

66514,4 bbl/d
66857,22 bbl/d

64691,9 bbl/d
64975,82 bbl/d
64947,08 bbl/d
64882,61 bbl/d
64593,89 bbl/d
63683,89 bbl/d
65377,67 bbl/d
64492,79 bbl/d
65895,56 bbl/d
64270,07 bbl/d
63031,63 bbl/d
64328,79 bbl/d
64718,47 bbl/d

64742.006
65707.425
66432.86C
64514.876
65086.418
65506.581
65310.595
64535.336
64955.284
65018.197
65640.813
66141.687
63389.07C
65660.546
65567.702
66161.781
66531.194
65116.246
66227.287
66188.54C
66514.403
66857.218
64691.895
64975.818
64947.084
64882.612
64593.894
63683.89C
65377.666
64492.789
65895.562
64270.07C
63031.63C
64328.786
64718.473

88,116 %
88,625 %
87,913 %
87,623 %

88,87 %

88,63 %
87,983 %

87,528 %
86,892 %

"88.116 %
'88.625 %
'87.913%
'87.623%
'88.870 %
"88.630 %
'87.983 %
'88.023 %
'87.930 %
'88.347 %
'87.765 %
'87.892%
"88.353%
'87.994 %
'87.824 %
"88.459 %
'87.854%
"88.118 %
"87.455 %
'87.790 %
'87.881%
'88.167 %
"86.909 %
'87.530 %
'87.669 %
"87.545 %
'87.053 %
"86.939 %
'87.189 %
'87.044 %
"86.529%
'87.329%
"87.172%
'87.528%
"86.892 %

reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna
reporte_p Pucuna

punto_medicion

separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo
separador_boca_pozo

separador_boca
separador_boca
separador_boca
separador_boca
separador_boca
separador_boca
separador_boca
separador_boca

_pozo
_pozo
_pozo
_pozo
_pozo
_pozo
_pozo
_pozo

Figura 2: Tabla sensor_readings con Petroleo y Agua por activo
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Cuadro 27: Descripcién de columnas de la tabla produccion_volumenes.

Columna Descripcion
fecha Marca de tiempo de la lectura (registro diario).
activo Activo al que corresponde la medicién (P).
petroleo_bbl_d Caudal diario de petréleo (bbl/d). Entrada del modelo.

unidad_petroleo_bbl_d | Unidad registrada para petrdleo (bbl/d).

petroleo_bbl_d_con_unidad| Valor de petréleo con unidad en texto (metadato).
agua_bbl_d Caudal diario de agua (bbl/d). Entrada del modelo.
unidad_agua_bbl_d Unidad registrada para agua (bbl/d).

agua_bbl_d_con_unidad | Valor de agua con unidad en texto (metadato).
crudo_bbl_d Caudal de crudo total en separador (bbl/d).
unidad_crudo_bbl _d Unidad registrada para crudo (bbl/d).

crudo_bbl_d_con_unidad | Valor de crudo con unidad en texto (metadato).

corte_agua_pct Porcentaje de corte de agua en el crudo ( %).

unidad_corte_agua_pct | Unidad registrada para corte de agua ( %).

corte_agua_pct_con_unidad Valor de corte de agua con unidad (metadato).

fuente Origen del reporte; valor:
reporte_produccion_diaria.
campo Nombre del campo; valor: Pucuna.
punto_medicion Punto de medicién; valor: separador_boca_pozo.

Autor del cuadro: Marco Montesdeoca

La tabla bes_cabezal_sensors represento la principal fuente de variables
de proceso asociadas al sistema BES. En esta tabla se registraron, para cada fecha y
activo, las mediciones de presion de cabezal y temperatura BES/cabezal, asi como
variables de telemetria operacional (corriente del motor y frecuencia del variador).
Las variables de presion y temperatura fueron utilizadas como entradas del modelo;
corriente y frecuencia se conservaron como informacién de contexto y no ingresaron al

entrenamiento.
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fecha activo_cabezal
2020-01-01 00:00:00 P CH-P 1022,55 psi
2020-01-02 00:00:00 P CHP 1018938 psi
2020-01-03 00:00:00 P CH-P 1021503 psi
2020-01-04 00:00:00 P CH-P 1019,002 psi
2020-01-05 00:00:00 P CH-P 1016,25 psi
2020-01-06 00:00:00 P CH-P 1017,709 psi
2020-01-07 00:00:00 P CH-P 1018,174 psi
2020-01-08 00:00:00 P CH-P 1014,881 psi
2020-01-09 00:00:00 P CHP 1016524 psi
2020-01-10 00:00:00 P CH-P 1017057 psi
2020-01-11 00:00:00 P CH-P 1022,704 psi
2020-01-12 00:00:00 P CH-P 1024,26 psi
2020-01-13 00:00:00 P CH-P 1029,188 psi
2020-01-14 00:00:00 P CH-P 1031,547 psi
2020-01-15 00:00:00 P CH-P 1020,804 psi
2020-01-16 00:00:00 P CHP 021,022 psi
2020-01-17 00:00:00 P CH-P 1019,641 psi
2020-01-18 00:00:00 P CH-P 1013,142 psi
2020-01-19 00:00:00 P CH-P 1016,972 psi
2020-01-20 00:00:00 P CH-P 1015,299 psi
2020-01-21 00:00:00 P CH-P 1015,996 psi
2020-01-22 00:00:00 P CHP 1016833 psi
2020-01-23 00:00:00 P CcH-p 1010,28 psi
2020-01-24 00:00:00 P CH-P 1010,138 psi
2020-01-25 00:00:00 P CH-P 1009,81 psi
2020-01-26 00:00:00 P CH-P 1009,046 psi
2020-01-27 00:00:00 P CH-P 1007,173 psi
2020-01-28 00:00:00 P CH-P 1004,158 psi
2020-01-29 00:00:00 P CH-P 1009658 psi
2020-01-30 00:00:00 P CcH-p 1007,08 psi
2020-01-31 00:00:00 P CH-P 1012,229 psi
2020-02-01 00:00:00 P CH-P 1005,442 psi
2020-02-02 00:00:00 P CH-P 1002,079 psi
2020-02-03 00:00:00 P CH-P 1005,717 psi
2020-02-04 00:00:00 P CH-P 1006,756 psi

presion_ciunidad_pr presion_citemperatt unidad_te temperatt corriente_unidad_cccorriente_frecuenciaunidad_fr.frecuenciafuente

sistema_medicior

1022.550 | 68 °C 68.000 °C 85 A 85.000A 48,486 Hz 48.486 Hz cabezal_b BES
1018.938 | 68 °C 68.000 °C 85A 85.000 A 48 Hz 48.000 Hz cabezal_b BES
1021.503 | 68 °C 68.000 °C 85A 85.000 A 48,73 Hz 48.730 Hz cabezal_b BES
1019.002 | 68 °C 68.000 °C 85 A 85.000A 48,985 Hz 48.985 Hz cabezal_b BES
1016.250 | 68 °C 68.000 °C 85 A 85.000 A 48 Hz 48.000 Hz cabezal_b BES
1017.709 | 68 °C 68.000 °C 85 A 85.000A 48,565 Hz 48.565 Hz cabezal_b BES
1018.174 | 68 °C 68.000 °C 85 A 85.000A 48732 Hz 48.732 Hz cabezal_b BES
1014.881 68 °C 68.000 °C 85 A 85.000 A 48,97 Hz 48.970 Hz cabezal_b BES
1016.524 | 68 °C 68.000 °C 85A 85.000 A 48,315 Hz 48.315 Hz cabezal_b BES
1017.057 ¢ 68 °C 68.000 °C 85A 85.000 A 48 Hz 48.000 Hz cabezal_b BES
1022.704} 68,316 °C 68.316 °C 85 A 85.000A 48,616 Hz 48.616 Hz cabezal_b BES
1024.260| 68,713 °C 68.713°C 85 A 85.000A 49,108 Hz 49.108 Hz cabezal_b BES
1029.188 | 68 °C 68.000 °C 85 A 85.000A 48,113 Hz 48.113 Hz cabezal_b BES
1031.547 | 68 °C 68.000 °C 85 A 85.000 A 48,7 Hz 48.700 Hz cabezal_b BES
1020.804 | 68 °C 68.000 °C 85 A 85.000A 48,671 Hz 48.671 Hz cabezal_b BES
1021.022 ¢ 68 °C 68.000 °C 85A 85.000 A 48,069 Hz 48.069 Hz cabezal_b BES
1019.641) 69,275 °C 69.275 °C 85A 85.000 A 49,216 Hz 49.216 Hz cabezal_b BES
1013.142 68 °C 68.000 °C 85 A 85.000 A 48,53 Hz 48.530 Hz cabezal_b BES
1016.972| 70,208 °C 70.208 °C 85 A 85.000A 49,344 Hz 49.344 Hz cabezal_b BES
1015.299| 69,631 °C 69.631°C 85 A 85.000A 49,774 Hz 49.774 Hz cabezal_b BES
1015.996| 69,839 °C 69.839 °C 85 A 85.000A 49,179 Hz 49.179 Hz cabezal_b BES
1016.833 69,814 °C 69.814 °C 85A 85.000 A 49,455 Hz 49.455 Hz cabezal_b BES
1010.280| 69,691 °C 69.691 °C 85A 85.000 A 49,681 Hz 49.681 Hz cabezal_b BES
1010.138} 69,134 °C 69.134°C 85 A 85.000A 49,366 Hz 49.366 Hz cabezal_b BES
1009.810| 68,944 °C 68.944°C 85 A 85.000A 49,156 Hz 49.156 Hz cabezal_b BES
1009.046| 69,03 °C 69.030 °C 85 A 85.000A 48,644 Hz 48.644 Hz cabezal_b BES
1007.173| 69,634 °C 69.634°C 85 A 85.000A 50,198 Hz 50.198 Hz cabezal_b BES
1004.158| 68,866 °C 68.866 °C 85 A 85.000A 49,566 Hz 49.566 Hz cabezal_b BES
1009.658 70,178 °C 70.178 °C 85A 85.000 A 49,919 Hz 49.919 Hz cabezal_b BES
1007.080| 69,546 °C 69.546 °C 85A 85.000 A 49,381 Hz 49.381 Hz cabezal_b BES
1012.229} 71,916 °C 71.916°C 85 A 85.000A 50,383 Hz 50.383 Hz cabezal_b BES
1005.442| 68,836 °C 68.836 °C 85 A 85.000A 48978 Hz 48.978 Hz cabezal_b BES
1002.079| 68,441 °C 68.441°C 85 A 85.000A 49,615 Hz 49.615 Hz cabezal_b BES
1005.717| 69,255 °C 69.255 °C 85 A 85.000A 49,186 Hz 49.186 Hz cabezal_b BES
1006.756| 70,672 °C 70.672°C 85 A 85.000A 49,883 Hz 49.883 Hz cabezal_b BES

Figura 3: Tabla bes_cabezal_sensors con Presion y Temperatura por activo

Cuadro 28: Descripcion de columnas de la tabla bes_cabezal_ sensors.

Columna Descripcion

fecha Marca de tiempo de la lectura.

activo Activo al que corresponde la medicion (P).
cabezal Identificador del cabezal; valor: CH-P.

presion_cabezal_psi

Presion de cabezal (psi). Entrada del modelo.

unidad_presion_cabezal_psi

Unidad registrada para presion (psi).

presion_cabezal_psi_con_unid
ad

Valor de presién con unidad (metadato).

temperatura_bes_c

Temperatura BES/cabezal (°C). Entrada del modelo.

unidad_temperatura_bes_c

Unidad registrada para temperatura (°C).

temperatura_bes_c_con_unidad

Valor de temperatura con unidad (metadato).

corriente_motor_a

Corriente del motor BES en cabezal/VSD (A).

unidad_corriente_motor_a

Unidad registrada para corriente (A).

corriente_motor_a_con_unidad

Valor de corriente con unidad (metadato).

frecuencia_bes_hz

Frecuencia de operacion del variador BES (Hz).

unidad_frecuencia_bes_hz

Unidad registrada para frecuencia (Hz).

frecuencia_bes_hz_con_unidad

Valor de frecuencia con unidad (metadato).

fuente

Origen de la medicidn; valor: cabezal_bes.

sistema_medicion

Sistema de medicion; valor: BES.

Autor del cuadro: Marco Montesdeoca

3.1.4 Construccion del dataset de entrenamiento

Construccion del dataset de entrenamiento.

El dataset de entrenamiento se construyé a partir de las tablas operacionales del

activo P (campo Pucuna), integrando mediciones diarias de produccion liquida y varia-

bles de cabezal BES en un formato ancho apto para el modelo. Las entradas del VFM

corresponden a cuatro variables operacionales: caudal de petréleo (bbl/d), caudal de
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agua (bbl/d), presion de cabezal (psi) y temperatura BES (°C); la variable objetivo es el
gas asociado (MSCFD).

La integracion se realiz6 mediante unién interna por fecha y activo entre las fuentes

de produccién y sensores, excluyendo columnas de metadatos de unidad.

FECHA IPETROLECAGUA PRESION TEMPERA™ GAS

2020-01-01 00:00:00 7676,456 57048,2 102255 68 4758,53
2020-01-02 00:00:00 7473,175 58233,02 1018,9238 68 4704,751
2020-01-03 00:00:00 8025,916 58403,02 1021,503 68 4831,92
2020-01-04 00:00:00 7971,0689 56530,17 1019,002 68 4739,569
2020-01-05 00:00:00 7234,237 57842,29 1016,25 68 4070,768
2020-01-06 00:00:00 7441,254 58058,38 1017,709 68 4737,003
2020-01-07 00:00:00 7852,992 57462,15 1018,174 68 4829,546
2020-01-08 00:00:00 7741,821 56805,74 1014,881 68 4792,187
2020-01-09 00:00:00 7835,633 57115,14 1016,524 68 4674,318
2020-01-10 00:00:00 7582,699 57441,64 1017,057 68 4873,871

2020-01-11 00:00:00 8021,16 57609,73 1022,704 68,316 5105,482
2020-01-12 00:00:00 8005,888 58133,26 1024,26 68,713 4904,629

2020-01-13 00:00:00 7391,712 56006,3 1029,188 68 4434,028
2020-01-14 00:00:00 7880,041 57777,29 1031,547 68 4782,087
2020-01-15 00:00:00 7974,926 57584,27 1020,804 68 4761,375
2020-01-16 00:00:00 7633,498 58526,15 1021,022 68 4690,407
2020-01-17 00:00:00 8090,371 58450,21 1019,641 69,275 4869,66
2020-01-18 00:00:00 7734,023 57379,08 1013,142 68 4854,771

2020-01-19 00:00:00 8303,863 57919,14 1016,972 70,208 5054,276
2020-01-20 00:00:00 8071,894 58106,76 1015,299 69,631 4905,068
2020-01-21 00:00:00 8051,998 58453,74 1015,996 69,839 5232,994
2020-01-22 00:00:00 7922,024 58946,09 1016,833 69,814 4742,122
2020-01-23 00:00:00 8474,856 56223,01 1010,28 69,691 4945,388
2020-01-24 00:00:00 8095,195 56873,35 1010,138 69,134 5048,646
2020-01-25 00:00:00 8028,878 56938,58 1009,81 68,944 4565,744
2020-01-26 00:00:00 8071,606 56801,68 1009,046 69,03 5014,845
2020-01-27 00:00:00 8373,073 56230,89 1007,173 69,634 5338,349
2020-01-28 00:00:00 8323,042 55365,91 1004,158 68,866 5140,899
2020-01-29 00:00:00 8358,052 57002,29 1009,658 70,178 5154,559
2020-01-30 00:00:00 8356,76 56136,8 1007,08 69,546 4781,974
2020-01-31 00:00:00 88380,245 570138,94 1012,229 71,916 5591,165
2020-02-01 00:00:00 8140,227 56126,47 1005,442 68,836 5082,028
2020-02-02 00:00:00 8086,525 54946,23 1002,079 68,441 4764,906
2020-02-03 00:00:00 8030,359 56305,94 1005,717 69,255 5285,346
2020-02-04 00:00:00 8480,42 56235,06 1006,756 70,672 5011,93

Figura 4: Tabla dataset_entrenamiento
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Analisis exploratorio de datos (EDA)

Posterior a armar el dataset para el entrenamiento, se realizo un andlisis exploratorio
de datos (EDA) para analizar las variables de entrada y la variable objetivo. Primero

vamos a revisar los tipos de datos del dataset.

data.info()

PR
v DUs

<class ‘'pandas.DataFrame’>

RangeIndex: 2185 entries, @ to 2184
Data columns (total 6 columns):

# Column Non-Null Count Dtype

non-null datetime64[us]
PETROLEO 2185 non-null floate4
AGUA 2185 non-null floate4
PRESION 2185 non-null floatée4
TEMPERATURA 2185 non-null floate4d
GAS 2185 non-null floated
dtypes: datetime64[us](1), floaté4(5)
memory usage: 102.6 KB

Figura 5: Tabla Informacion del tipo de datos del dataset

El dataset limpio del activo P (campo Pucuna) comprende 2 192 registros diarios
y 6 variables: la marca temporal FECHA (tipo fecha) y cinco magnitudes numéricas
en punto flotante (float64) PETROLEO, AGUA, PRESION, TEMPERATURA y GAS.
Las cuatro primeras corresponden a las entradas operacionales del VFM (caudales de
petroleo y agua, presion de cabezal y temperatura BES) y la ultima al gas asociado,
definido como variable objetivo. Tras la etapa de preparacion y limpieza, no se registran
valores nulos en ninguna columna: las 2 192 observaciones estdn completas en todas
las variables, lo que confirma la coherencia del conjunto resultante para el andlisis
exploratorio y el entrenamiento del modelo. El tamafio en memoria es reducido (aprox.

103 KB), acorde con la naturaleza tabular y la frecuencia diaria del periodo analizado.
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Histograma de las variables del dataset.

Distribucion de entradas y GAS — campo Pucuna (activo P)
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Figura 6: Histograma de las variables del dataset

La Figura presenta la distribucion de las cuatro entradas operacionales del VEM y

de la variable objetivo GAS para el activo P (campo Pucuna).

En petrdleo, el histograma es multimodal en el rango aproximado 7 250-9 750 bbl/d
(media ~ 9001, desviacién ~ 274), con dos nicleos frecuentes alrededor de 8 800 y
9100 bbl/d y un grupo menor cerca de 7 300 bbl/d. Esta forma refleja la repeticion del
perfil histérico del activo con variacion estacional y ruido diario, y no exhibe mesetas

artificiales en el techo del periodo.

En agua, la distribucién es aproximadamente acampanada entre 45000 y
57000 bbl/d (media ~ 52077), centrada en torno a 52500 bbl/d, con colas ha-
cia valores mas bajos (~ 46 000—49 000 bbl/d) coherentes con el rango del perfil de

referencia.

En presion de cabezal, la frecuencia es bimodal: un méaximo local cerca de 890 psi
y otro cerca de 960 psi, en linea con un régimen BES estable pero con dos bandas
operativas distinguibles; el eje extendido hasta ~ 1170 psi corresponde a un nimero

reducido de registros extremos.

La temperatura se concentra principalmente entre 75 °C y 81 °C (mediana ~

77,5 °C), con dispersion moderada hasta ~ 91 °C; aparece ademas un grupo secundario
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en el limite inferior (~ 68 °C) asociado al minimo operacional del sensor.

Respecto a GAS, la distribucion es unimodal y aproximadamente simétrica en el
rango 4 400-6 450 MSCFD, con nicleo frecuente alrededor de 5 500-5 700 MSCFD
(media ~ 5563 MSCFD, desviacion ~ 255 MSCFD). El comportamiento es coherente
con la variabilidad de las entradas liquidas y con una correlacién positiva moderada con
petrdleo (r =~ 0,71), sin la concentracion previa en valores altos (> 7000 MSCFD) que

aparecia cuando el petréleo quedaba fijado en meseta.

En conjunto, petréleo y agua muestran variabilidad con respecto al histérico del
activo P; presion y temperatura aportan dispersion en rangos fisicamente plausibles. La
forma de la distribucion de GAS confirma que el problema planteado es de regresion
continua sobre un rango operacional definido, condicién relevante para el preproce-
samiento y el entrenamiento del modelo. Matriz de correlacion de las variables del

dataset.

100

Matriz de correlacion — entradas y GAS, Pucuna (Pearson)
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Figura 7: Matriz de correlacion de las variables del dataset
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La Figura presenta la matriz de correlaciéon de Pearson entre las cuatro entradas

operacionales del VFM vy la variable objetivo GAS para el activo P (campo Pucuna).

Respecto a GAS, la asociacion lineal mds intensa se observa con petréleo (r =~ 0,71),
seguida de presion de cabezal en sentido negativo (r ~ —0,63) y temperatura
(r = 0,62). La correlacién con agua es débil (r ~ 0,16), de modo que, en el subconjunto
analizado, el gas se explica principalmente por el comportamiento del crudo y de las

variables de cabezal BES, y no por la produccion de agua en forma lineal.

Entre las entradas destacan dos bloques de dependencia fuerte. Por un lado, petroéleo
y presion exhiben correlacion negativa muy alta (r ~ —0,89): a mayor caudal de
petréleo, menor presion de cabezal. Por otro, petréleo y temperatura se mueven de
forma conjunta (r = 0,86), mientras presion y temperatura se asocian negativamente
(r = —0,75). Agua permanece relativamente desacoplada del resto (Irl < 0,29 con las

demas entradas).

En conjunto, la matriz confirma que GAS guarda relacion positiva con petréleo
y temperatura y negativa con presion, en coherencia con un levantamiento BES. A
diferencia de escenarios con produccion liquida en meseta, aqui la correlacion petréleo—
GAS es fuerte pero no casi perfecta, lo que reduce el riesgo de redundancia extrema
entre objetivo y una sola entrada. No obstante, la alta correlacion cruzada entre petrdleo,
presion y temperatura sugiere multicolinealidad entre predictores; conviene tenerla
presente al interpretar coeficientes del modelo y al definir el preprocesamiento (por

ejemplo, normalizacion y validacion cruzada).

3.1.5 Resultados

El dataset de entrenamiento del activo P (Pucuna) comprende 2 192 observaciones
diarias (2020 a 2025) con cuatro entradas operacionales y gas asociado como objetivo.
A continuacién se presentan las variables consideradas y los estadisticos descriptivos

obtenidos con pandas (describe), con datos completos en todas las columnas.
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Descripcion del dataset utilizado

Registros (# regs.): 2,192

Variables:
Entradas: PETROLEO (bbl/d), AGUA (bbl/d), PRESION (psi),
TEMPERATURA (C)
Objetivo: GAS (MSCFED)

Periodo: 2020-01-01 -> 2025-12-31

PETROLEO AGUA PRESION TEMPERATURA GAS
count 2192.00 2192.00 2192.00 2192.00 2192.00
mean 9001.41 52077.38 919.47 77.73 5562.95
std 273.66 1776.62 42.63 4.17 254.94
min 7256.02 44756.54 838.10 68.00 4357.61
25% 8809.05 51518.37 887.50 74.60 5397.23
50% 9008.50 52352.84 911.87 77.53 5566.47
75% 9171.12 53069.99 954.97 80.59 5733.67
max 9723.35 56245.75 1168.89 90.59 6447.35

<class ’'pandas.DataFrame’>
RangeIndex: 2192 entries, 0 to 2191

Data columns (total 6 columns):

# Column Non-Null Count Dtype

0 FECHA 2192 non-null datetime64 [us]
1 PETROLEO 2192 non—null float64

2 AGUA 2192 non-null float64d

3 PRESION 2192 non-null floato64d

4 TEMPERATURA 2192 non-null float64

5 GAS 2192 non-null float64

dtypes: datetime64[us] (1), float64(5)

memory usage: 102.9 KB

En conjunto, el dataset ofrecid 2 192 observaciones diarias sin valores faltantes, con
entradas en escalas operacionales distintas y un objetivo GAS con media de 5 562,95

MSCFD (rango 4 357,61-6 447,35). La mediana de GAS (5 566,47 MSCFD) fue muy
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cercana a la media, lo que indic6 una distribucion relativamente simétrica; petréleo, agua
y presion presentaron dispersion acotada en el periodo 2020-2025. Estas caracteristicas
justificaron la etapa de andlisis exploratorio y la seleccion de modelos de regresion,
en particular el MLP, para estimar el gas asociado a partir de las cuatro variables

operacionales.

3.2 Analisis y seleccion del algoritmo de inteligencia artificial

Para la seleccion del algoritmo de prediccion del flujo de gas asociado (GAS), se
emplearon métricas de regresion ampliamente utilizadas en la literatura de Virtual Flow
Metering y aprendizaje automadtico supervisado. Estas medidas permiten evaluar de
forma complementaria la calidad de las predicciones: la RMSE y el MAE cuantifican
el error en las mismas unidades operativas del flujo, el coeficiente de determinacién
R? indica qué proporcion de la variabilidad de GAS es explicada por el modelo frente
a una prediccién basada solo en la media, y el MAPE expresa el error en términos

porcentuales, facilitando la comparacién entre algoritmos.

Todas las métricas se calcularon sobre un conjunto de prueba independiente corres-
pondiente al 25 % de las observaciones, no utilizado durante el entrenamiento, de modo
que el desempeiio reportado refleje la capacidad de generalizacion de cada modelo. A

continuacidn se presentan las expresiones matemadticas de cada indicador.
Raiz del error cuadratico medio (RMSE):

La RMSE corresponde a la raiz cuadrada del promedio de los errores al cuadrado
entre el valor real y el valor predicho de la variable GAS (en MSCFD). Penaliza con
mayor peso los errores grandes y se expresa en las mismas unidades que la variable
objetivo, lo que facilita su interpretacion operativa. Un valor menor indica mejor

desempefio del modelo.

1 N
RMSE = J N Z (yi,real - yi,pred)2 (1)
i=1
donde N es el numero de observaciones en el conjunto evaluado, ¥; a1 €5 €l gas
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asociado observado y y; preq €8 €l gas asociado estimado por modelo para observacion i.
Error absoluto medio (MAE):

El MAE representa el promedio del valor absoluto de la diferencia entre el gas
asociado real y el predicho. A diferencia de la RMSE, es menos sensible a valores
atipicos y se interpreta como una desviacion tipica media del error de prediccidn,

también en MSCFD.

1 N
MAFE = N Z |yi,real - yi,pred| (2)
=1

Coeficiente de determinacién (R?):

El R? mide la proporcién de la varianza de la variable GAS explicada por el modelo
respecto a una prediccion basada unicamente en la media de los datos. Sus valores se
encuentran entre O y 1; valores cercanos a 1 indican mayor capacidad explicativa del

modelo.

al 2
Z (yi,rcal - yi,prod>

=1
R2=1- =L 3)

Z (yi,real - g)z

=1

donde ¥ corresponde a la media de GAS observado en el conjunto evaluado.
Error porcentual absoluto medio (MAPE):

El MAPE expresa el error medio en términos porcentuales respecto al valor real.
Permite comparar modelos en escala relativa y evaluar la magnitud del error frente al

nivel tipico del gas asociado (GAS).

1 N
MAPE = ](\)[0 3

i=1

Yireal — Yi pred
Yi,real

4)

El resultado se reporta en porcentaje ( %). En la practica se excluyen observaciones

CON ¥; real = 0 para evitar divisiones indefinidas.
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3.2.1 Algoritmos de regresion evaluados

El conjunto de entrenamiento del campo Pucuna (activo P) comprende 2 192 re-
gistros diarios con cuatro entradas operacionales (petréleo, agua, presion de cabezal
y temperatura BES) y el flujo de gas asociado como variable objetivo (MSCFD). El
andlisis exploratorio evidencié multicolinealidad entre las entradas liquidas y térmicas y
correlaciones lineales relevantes entre GAS y petrdleo (r ~ 0,71), presién (r ~ —0,63)

y temperatura (r =~ 0,62), con agua débilmente asociada al objetivo (r ~ 0,16).

En ese contexto, no es posible presuponer la forma funcional éptima del estimador.
Por ello se evalué un portafolio de modelos de regresion: (i) regresion lineal con
regularizacion Ridge, como referencia interpretable ante relaciones casi lineales y
multicolinealidad; (ii) Random Forest, por su capacidad de modelar datos tabulares
con interacciones no lineales y distribuciones concentradas; (iii) SVR, como referencia
no lineal clésica con entradas escaladas; y (iv) un perceptron multicapa (MLP) como
estimador principal del VFM, por su capacidad de aproximar relaciones no lineales
entre variables operacionales de distinta naturaleza y escala [27, 24, 26, 29, 30]. La
comparacion se realizo sobre el mismo dataset y las mismas métricas (MAE, RMSE,

R?), empleando validacion que respete el orden temporal de las observaciones [28].

3.2.2 Modelo naive de referencia

Antes de contrastar los cuatro estimadores anteriores, se definié un modelo naive
(inglés: naive baseline) como linea base minima de desempefio. En regresion super-
visada, cualquier VFM que aporte valor operativo debe superar esta referencia; de lo

contrario, bastaria con reportar un caudal fijo sin usar las variables de proceso.

En este trabajo, el naive corresponde a una prediccion para cada dia del conjunto de
evaluacion, se estimé el mismo valor de GAS, igual a la media aritmética de GAS cal-
culada unicamente sobre el subconjunto de entrenamiento (75 % de las observaciones,

previo al 25 % de prueba). Formalmente,
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~naive

G = Yirain Vi € conjunto de prueba, 5)

donde i,.in €s la media de GAS (MSCFD) en entrenamiento y ;Q;“aive la prediccion
para el dia <. El modelo naive no utiliza petréleo, agua, presion ni temperatura: ignora

por completo la informacién operacional disponible ese dia.

En el activo P del periodo analizado, ¥i.in S€ sitda en el orden de 5500-
5600 MSCFD, coherente con la media global reportada en el anélisis exploratorio
(= 5563 MSCFD). Asi, ante un gas real que oscila entre ~ 4400y 6 450 MSCFD, el
naive comete un error sistemdtico en los dias por encima o por debajo de la media,
aunque pueda acertar de forma accidental cuando el caudal observado estd cerca del

valor central.

Interpretacion frente a las métricas. El coeficiente R? definido en la ecua-
cién eq:r2 compara cada modelo con una prediccion basada en la media del conjunto
evaluado; el naive basado en ¥;,,;, cumple un rol andlogo como referencia operativa
fija aprendida solo del histérico previo. Un R? cercano a cero (o negativo) en el naive
indicaria que predecir siempre la media no explica la variabilidad diaria del gas. En
cambio, valores altos de R? en MLP, Ridge, Random Forest o SVR muestran que las

entradas operacionales aportan informacién mds alla de ese nivel.

Columna ‘““Mejora vs. Naive”. En el Cuadro 29, la mejora porcentual se calculé a
partir del error absoluto medio (MAE) de cada algoritmo frente al MAE del naive, en la

forma

MAEmodelo

ejora vs. Naive (%) ( MAE .ive

) x 100, (6)

de modo que un 86,33 % en el MLP significa que el error medio del perceptron
multicapa es aproximadamente un 86 % menor que el de predecir siempre ¥, .in- Esta
comparacion cuantifica el valor agregado del VFM frente a una estimacién rudimentaria
que podria adoptarse en ausencia de modelo (por ejemplo, “asumir el gas del afio pasado

en su promedio”).

56



Alcance y limites. El naive adoptado no es un modelo fisico de yacimiento ni
calcula explicitamente una relacion gas—aceite (GOR x petrdleo); tampoco replica la
persistencia temporal (y; = y;_1), otra linea base habitual en series diarias. Se eligi6 la
media de entrenamiento por su interpretacion directa, su alineacion con el significado
de R? y su uso como piso de comparacién en el pipeline de evaluacién del proyecto.
Los cuatro algoritmos de regresion que siguen se midieron con las mismas métricas y

contra este mismo naive.

3.2.3 Algoritmos:

Regresion Lineal(Ridge):

La regresion lineal es un modelo supervisado que estima la variable objetivo como
una combinacidn lineal de las variables de entrada, ajustando coeficientes que minimizan
el error cuadrético entre valores observados y predichos [27]. En el contexto del Medidor
Virtual de Flujo, permite establecer una relacion directa entre presion, temperatura y
otras variables operacionales con el flujo de gas asociado (GAS), con ventajas de

simplicidad, bajo costo computacional e interpretabilidad de los coeficientes.
Maquinas de Soporte Vectorial para Regresion (SVR)

Las SVR extienden el concepto de maquinas de soporte vectorial al problema de
regresion, buscando una funcién que aproxime la salida con un error acotado mediante
un parametro ¢, mientras se controla la complejidad del modelo con un término de
regularizacion [25, 26]. Mediante funciones kernel (por ejemplo, RBF), el SVR puede
modelar relaciones no lineales entre las variables de entrada y GAS sin definir explicita-
mente la forma de la funcién. En aplicaciones de VFM ha mostrado buen desempeiio

en conjuntos de tamafio moderado y alta complejidad operacional.
Random Forest:

Random Forest es un método de ensamble que combina multiples arboles de decision
entrenados sobre submuestras aleatorias de los datos y subconjuntos aleatorios de

variables, promediando sus predicciones para obtener la estimacion final [24]. Cada
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arbol captura particiones no lineales del espacio de entrada, lo que permite modelar
interacciones entre presion, temperatura y variables derivadas sin suponer una forma

funcional fija.
Red Neuronal Multicapa (MLP)-Perceptron Multicapa:

La red neuronal multicapa es un modelo de aprendizaje profundo compuesto por
capas de neuronas totalmente conectadas, en el que cada neurona aplica una transfor-
macion lineal seguida de una funcién de activacion no lineal (por ejemplo, ReL.U),

permitiendo aproximar funciones complejas entre entradas y salida [29, 30].

3.2.4 Resultados de la evaluacion de los algoritmos de regresion

La Tabla 29 resumio el desempefio comparativo de MLP, Ridge, Random Forest y
SVR sobre el conjunto de prueba (25 % de los datos) para la prediccion del flujo de gas
asociado en el campo Pucuna. Todas las métricas se expresaron en porcentaje: MAE y
RMSE indicaron el error medio y cuadratico relativo; R? la proporcién de variabilidad
explicada; MAPE el error porcentual absoluto medio; y la columna Mejora vs. Naive
cuantificé el incremento de precision respecto a un modelo de referencia que predijo el

valor medio historico.

Cuadro 29: Métricas de desempefio de los modelos en el conjunto de prueba (25 %) —
campo Pucuna

Modelo MAE (%) | RMSE (%) | R? (%) | MAPE ( %) | Mejora vs. Naive ( %)
MLP 0.13 0.18 97.02 0.13 86.33
Ridge (regresion lineal) 0.17 0.26 93.55 0.17 80.95
Random Forest 0.30 0.37 87.02 0.30 67.70
SVR 0.27 0.37 86.96 0.27 71.03

Nota: métricas expresadas en porcentaje. Ordenado por R? descendente.

Autor del cuadro: Marco Montesdeoca

MLP. El perceptrén multicapa obtuvo el mejor desempefio global: un 122 de 97,02 %,
con errores minimos en MAE (0,13 %), RMSE (0,18 %) y MAPE (0,13 %). Ademas,
supera al modelo naive en un 86,33 %, lo que indica que captura de forma consistente

la variabilidad del gas asociado a partir de las variables operacionales de entrada.

Ridge. La regresién lineal regularizada ocupé el segundo lugar, con un R? de
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93,55 %, MAE de 0,17 %, RMSE de 0,26 %, MAPE de 0,17 % y mejora frente al
naive de 80,95 %. La cercania con el MLP sugiere que gran parte de la relacién entre
presion, temperatura, produccion liquida y gas es aproximadamente lineal en este

conjunto.

Random Forest. El ensamble de drboles alcanzé un R? de 87,02 %, con MAE y
MAPE de 0,30 % y RMSE de 0,37 %. Su mejora respecto al naive fue de 67,70 %,
inferior a la de MLP y Ridge, lo que refleja mayor dificultad para generalizar con solo

cuatro entradas tabulares.

SVR. Las médquinas de soporte vectorial registraron un R? de 86,96 %, con MAE
de 0,27 %, RMSE de 0,37 % y MAPE de 0,27 %. Aunque su R es ligeramente menor
que el de Random Forest, la mejora frente al naive (71,03 %) es algo superior, lo que

indica un comportamiento intermedio entre los modelos no lineales evaluados.

En conjunto, los cuatro algoritmos superan el 85 % de R? y mantienen errores
porcentuales inferiores a 0,40 % en MAE, RMSE y MAPE. La brecha mds relevante se
observa entre los dos primeros modelos (MLP y Ridge) y los dos siguientes (Random
Forest y SVR). Por el balance entre precision, estabilidad y mejora frente al naive, se

selecciona el MLP como algoritmo principal del VEM para el caso de estudio Pucuna.

3.2.5 Resultados

Comparacion y seleccion del algoritmo de prediccion

Se realiz6 la comparacién de algoritmos de regresion para la prediccion del flujo
de gas asociado (GAS), con base en el entrenamiento del modelo y en los datos del gas

real del conjunto de prueba.

La Tabla 30 presenta una muestra de 14 dias del conjunto de prueba, en los que se
contrasta el gas medido con la prediccion de cada uno de los cuatro modelos evaluados:
Ridge, MLP, Random Forest y SVR. Las entradas operacionales de cada fecha son
las mismas que alimentan todos los modelos; la diferencia entre columnas refleja

unicamente el criterio de cada algoritmo para estimar el flujo de gas.
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Cuadro 30: Comparacién de predicciones vs. gas real (MSCFD) — campo Pucuna

Fecha

Gas real

Pred. Ridge

Pred. MLP

Pred. RF

Pred. SVR

2025-12-18

9411.935

9398.180 554

9411.412719

9400.751 680

9428.486 629

2025-12-19

9349.951

9361.270602

9347.881 629

9379.554 520

9395.645 777

2025-12-20

9547.678

9500.897 539

9546.056 639

9489.582 146

9505.340 846

2025-12-21

9436.688

9453.974 790

9425.132 584

9474.459614

9458.330333

2025-12-22

9305.793

9374.506 222

9338.662 605

9387.292874

9393.496 328

2025-12-23

9380.829

9371.205 658

9418.828 078

9402.184 479

9377.116 801

2025-12-24

9332.201

9328.239178

9307.466 627

9371.755 409

9351.563 001

2025-12-25

9465.914

9459.315 576

9473.430 563

9483.551 005

9459.394 858

Ol || nsrlw o] ~|2Z

2025-12-26

9476.419

9474.798 437

9483.515 279

9472.711 092

9479.444 069

—_
=)

2025-12-27

9471.947

9470.275 944

9489.299 290

9455.033 997

9467.292 130

—_
—_

2025-12-28

9651.871

9638.400 765

9641.397 040

9619.242 597

9596.016 874

—_
[\

2025-12-29

9550.608

9543.606 308

9544.495 106

9543.382499

9537.878 707

—_
W

2025-12-30

9582.219

9567.861 174

9581.615 244

9599.655 380

9553.637 924

—_
~

2025-12-31

9464.247

9449.302 785

9469.514 045

9481.531 838

9461.136 058

Nota: Muestra de 14 dfas del conjunto de prueba (25 %). Valores en MSCFD. RF = Random Forest.

Autor del cuadro: Marco Montesdeoca

La muestra del 18 al 31 de diciembre de 2025 muestra que el gas real oscila entre
9305,79 y 9651,87 MSCFD, con un repunte hacia fin de mes. Los cuatro modelos
reproducen esa tendencia y mantienen predicciones en un rango operativo equivalente,

sin desviaciones extremas respecto del valor medido.

El MLP registra los acercamientos mas notables al gas real en fechas puntuales: el
18/12/2025 (real 9411,94; prediccion 9411,41 MSCFD) y el 30/12/2025 (real 9 582,22;
prediccidn 9 581,62 MSCFD). Ridge se mantiene muy préximo en la mayoria de los
dias; por ejemplo, el 26/12/2025 predice 9 474,80 frente a un real de 9476,42 MSCFD.
En el minimo del periodo (22/12/2025, real 9 305,79 MSCFD), el MLP (9 338,66) se
acerca mas que Ridge (9374,51) y Random Forest (9 387,29).

Random Forest y SVR siguen la serie con errores algo mayores en dias de mayor
variacion. El 20/12/2025, con gas real de 9 547,68 MSCFD, Random Forest estima
9489,58 y SVR 9 505,34, mientras Ridge y MLP quedan mas cerca (9 500,90 y 9 546,06,
respectivamente). En el pico del 28/12/2025 (real 9 651,87 MSCFD), SVR subestima
con mayor margen (9 596,02 MSCFD) que MLP y Ridge (9 641,40 y 9 638,40 MSCFD).

En conjunto, la tabla confirm¢é dia a dia lo observado en el Cuadro de métricas
globales: MLP y Ridge ofrecieron el seguimiento mas fino del gas medido; Random

Forest y SVR fueron competitivos, pero con desajustes puntuales algo superiores. Esta
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comparacién cualitativa complement6 el andlisis cuantitativo (MAE, RMSE, R? y

MAPE) de la subseccién anterior.
Ventajas del algoritmo seleccionado

La Red Neuronal Multicapa (MLP) fue seleccionada como algoritmo principal
para la prediccion del flujo de gas asociado debido a su capacidad para aprender
relaciones complejas entre las variables operacionales del sistema. En el contexto del
Medidor Virtual de Flujo, esta caracteristica result6 importante, ya que el flujo de gas
podia depender de interacciones no lineales entre presion, temperatura y condiciones

operativas. Otras caracteristicas obtenidas fueron:

= Modelado de relaciones no lineales: La MLP permitié capturar relaciones
complejas entre presion, temperatura y flujo de gas asociado, superando las

limitaciones de modelos lineales tradicionales.

= Adecuada para problemas de regresion: El sistema buscé predecir un valor
numérico continuo, correspondiente al flujo de gas asociado. La MLP se adapt6

correctamente a este tipo de problema.

= Aprendizaje a partir de datos operacionales: El modelo aprendié patrones
directamente desde los datos disponibles, sin requerir una ecuacion fisica explicita

del comportamiento del gas en cada activo.

= Adaptabilidad por activo: El sistema entrené un modelo por cada activo, permi-
tiendo que la red neuronal se ajustara a las condiciones especificas de presion,

temperatura y flujo de cada uno.

= Compatibilidad con TensorFlow/Keras: La implementaciéon mediante Tensor-
Flow/Keras facilit6 la construccidn, entrenamiento, almacenamiento y reutiliza-

cion de los modelos entrenados.

= Regularizacion para reducir sobreajuste: El uso de Dropout y regularizacién
L2 contribuy6 a mejorar la generalizacién del modelo y reducir la dependencia

excesiva de patrones especificos del dataset.
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= Validacion cruzada del entrenamiento: El uso de K-Fold con cinco particiones
permiti6 evaluar el modelo en diferentes subconjuntos de datos y seleccionar el

modelo con mejor desempefio.

= Uso de parada temprana: El mecanismo de Early Stopping evit6 entrenamientos
innecesarios y ayudo a conservar los pesos del modelo con mejor desempeio

durante la validacion.

3.3 Implementacion del sistema integral de Medidor Virtual de Flujo

La presente seccion documenta el proceso seguido para construir el Medidor Virtual
de Flujo (VEM): desde la definicidn de requisitos y el disefio de la arquitectura, hasta la
construccion de los médulos de software, su validacion y la puesta en operacién del

sistema integrado.
Seleccion del modelo de ciclo de vida del software

Al momento de iniciar el desarrollo, fue necesario elegir un modelo de ciclo de
vida del software acorde con la naturaleza del proyecto. E1 VFM no es un componente
aislado, sino una solucién que articula base de datos, procesamiento de datos, entrena-
miento de modelos de inteligencia artificial, servicios HTTP y una interfaz web para el
usuario final. Ademads, el alcance académico exige entregables verificables en plazos
definidos, validacion temprana de requisitos y retroalimentacion sobre prototipos antes

del cierre del trabajo.

Por ello, la seleccion del ciclo de vida condiciona el orden del trabajo, la forma
de integrar los médulos y la gestion del riesgo de dejar la validacion para una etapa
final. Un enfoque inadecuado, por ejemplo, un desarrollo estrictamente secuencial
sin revisiones intermedias, podria retrasar la deteccidén de errores de acoplamiento
entre capas o de interpretacion de los requisitos operacionales del campo Pucuna. En
consecuencia, a continuacion se presenta la comparacion de alternativas y la justificacion

de la metodologia adoptada.
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Modelos de ciclo de vida del software

La seleccion de las metodologias evaluadas para el desarrollo del sistema se fun-
damento6 en la necesidad de identificar un enfoque que permita integrar de manera
estructurada el desarrollo de software, el procesamiento de datos y el entrenamiento de

modelos de inteligencia artificial aplicados al Virtual Flow Metering.

A partir de la revision bibliogréfica realizada, se identificé que los proyectos relacio-
nados con VFM requieren procesos iterativos de preparacion de datos, entrenamiento,
validacién y ajuste continuo de modelos predictivos, tal como se evidencia en los
trabajos de [3, 11, 13, 15, 14]. Estos estudios muestran que los sistemas basados en
inteligencia artificial demandan metodologias flexibles que permitan la experimentacion,

recalibracion y mejora progresiva del modelo durante el ciclo de vida del proyecto.

Se consideraron modelos de ciclo de vida del software ampliamente utilizados en el
desarrollo de sistemas: RAD, el espiral, el prototipado y el modelo en cascada. Estos
enfoques permiten contrastar un desarrollo secuencial y fuertemente documentado
frente a alternativas iterativas o exploratorias que favorecen la validacion progresiva o

la verificacion temprana de ideas mediante versiones de trabajo.

La comparacién metodoldgica tomé como referencia principios de calidad y
gestion establecidos en normas internacionales como ISO/IEC/IEEE 12207:2017 e
ISO/IEC 25010:2011 (Anexo A), relacionadas con procesos del ciclo de vida del soft-
ware y con atributos de calidad como mantenibilidad, confiabilidad y compatibilidad,
respectivamente. Esto permitid seleccionar una metodologia alineada tanto con las
necesidades técnicas del sistema de Medidor Virtual de Flujo como con buenas pricticas

internacionales para el desarrollo de soluciones basadas en inteligencia artificial.

= Modelo en cascada: Metodologia secuencial donde cada etapa debe finalizar
antes de iniciar la siguiente. Es adecuada para proyectos con requisitos muy esta-
bles desde el inicio, aunque presenta poca flexibilidad ante cambios y validacion

tardia del conjunto. Sus fases son:

* Requisitos: definicion del alcance y especificacion de necesidades del

sistema.
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* Analisis: modelado de procesos, restricciones y viabilidad técnica.

* Disefio: arquitectura, estructura de datos e interfaces del software.

Implementacion: codificacion y ensamblaje de los médulos.

Pruebas: verificacion y validacion del producto frente a los requisitos.

Mantenimiento: correccion, evolucion y soporte del sistema en operacion.

= Modelo RAD (Rapid Application Development): Metodologia orientada a ciclos
cortos con prototipos ejecutables y retroalimentacién temprana del usuario [21,

20, 22]. Sus fases son:

* Requisitos: levantamiento y priorizaciéon de necesidades con participacién

del usuario.

Disefio: definicidn de arquitectura, interfaces y plan de construccién por

ciclos.

* Construccion: desarrollo de prototipos ejecutables y refinamiento iterativo.

Implantacion: despliegue, pruebas de aceptacion y puesta en operacién del

producto.

= Modelo espiral: Metodologia orientada a la gestién de riesgos, combinando
prototipos y desarrollo iterativo [23]. Se utiliza principalmente en proyectos de
gran complejidad y cuando el riesgo debe gobernar cada ciclo. En cada vuelta del

espiral se repiten las siguientes actividades:

Planificacion: definicion de objetivos, alternativas y restricciones del ciclo.

Analisis de riesgos: identificacion, priorizacion y planes de mitigacion.

Desarrollo e ingenieria: construccion del producto o prototipo del ciclo.

Evaluacidn: revision con el cliente y decision de continuar, ajustar o detener.

= Modelo de prototipos: Metodologia enfocada en versiones preliminares para
validar requisitos e interaccion antes de consolidar el producto. Complementa
otros enfoques, pero suele ser insuficiente como Unica estrategia de gestion del

proyecto completo. Sus fases son:
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* Identificacion de requisitos: recoleccion de necesidades con el usuario.
* Diseifio rapido: esquema funcional y visual del prototipo.

* Construccion del prototipo: implementacion de una versidon operativa

limitada.
* Evaluacion: validacion de usabilidad, requisitos y ajustes solicitados.
* Refinamiento: incorporacién de cambios al prototipo o al disefio final.

* Implementacion: desarrollo del producto definitivo a partir del prototipo

validado.

Los criterios imperativos se definieron como condiciones de admisibilidad del ciclo
de vida frente a la naturaleza del VFM: un sistema que articula varios subsistemas
(datos, inteligencia artificial, servicios y presentacion) y que solo adquiere sentido si se
integra y valida de manera progresiva, evitando un cierre Unico al final donde los errores
de acoplamiento se detecten tarde y caro. En ese marco, también se exige que la carga
de formalizacion y gestion sea acorde al alcance del proyecto, descartando enfoques

cuya burocracia interna compita con el propio objetivo técnico.

Los criterios deseables, en cambio, no excluyen por si solos una alternativa, pero
permiten ordenar a las opciones que compiten en el mismo espacio de decision: ponderan
factores tipicamente relevantes en un desarrollo acotado (adecuacién a cronograma
y tamafio de equipo, claridad y trazabilidad del proceso, y mitigacion del riesgo de
integracion tardia), de modo que la seleccion quede sustentada tanto por cumplimiento
de minimos no negociables como por una evaluacion explicita de conveniencia entre

alternativas viables.

65



Cuadro 31: Ponderacién aplicada a los criterios deseables para la seleccién del modelo

de ciclo de vida

Criterio Deseable Peso
Adecuacién a cronograma académico y equipo reducido 0,35
Claridad, predictibilidad y trazabilidad del proceso 0,30
Reduccidn del riesgo de integracion tardia “gran cierre” 0,35
Total 1,00

Autor del cuadro: Marco Montesdeoca

Cuadro 32: Seleccion del modelo de ciclo de vida del software mediante el modelo de

toma de decisiones de Simon (desarrollo del VFM).

Criterio ‘ Peso ‘ Cascada ‘ RAD Espiral Prototipos

I. Criterios imperativos (filtro; no se ponderan)

Imp. 1: Permite integracién — No St Si No

progresiva entre médulos del

VFM (datos, IA, API, interfaz)

Imp. 2: Evita depender de una — No St Si sit

validacion tnicamente al cierre

del ciclo

Imp. 3: Formalizacién y carga — Si Si No St

de gestion acotadas al alcance

del proyecto

I1. Criterios deseables (escala 1-5; comparacion cualitativa)

Des. A: Adecuacion a 0,35 3 5 2 4

cronograma académico y equipo

reducido

Des. B: Claridad, predictibilidad | 0,30 5 4 3 2

y trazabilidad del proceso

Des. C: Reduccién del riesgo de | 0,35 2 5 4 3

integracion tardia “gran cierre”

Puntaje ponderado ), w;s; 1,00 3,25 4,70 3,00 3,05

Cumplimiento del filtro — No cumple Cumple No cumple | No cumple

imperativo (I)

Decision para el proyecto — Descartada | Seleccionada| Descartada | Descartada
(RAD) (comple-

mentaria)

Autor del cuadro: Marco Montesdeoca

Con el andlisis comparativo realizado, se seleccion6 la metodologia RAD (Rapid

Application Development) como enfoque principal para el desarrollo del sistema VFM.

Este enfoque se considerd el més adecuado porque el proyecto combina componen-

tes heterogéneos, base de datos, backend de inteligencia artificial, servicios HTTP y

aplicacion web que debian converger en un producto utilizable en plazos académicos
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acotados, con validacion temprana de requisitos, interfaces y resultados del modelo de

inteligencia artificial.

3.3.1 Seleccion de herramientas tecnoldgicas

La pila tecnoldgica se definié con criterios de compatibilidad entre capas, integracion
por HTTP, reproducibilidad del entorno y anticipacion de los atributos de calidad
del sistema —alineados con ISO/IEC 25010:2011 (Anexo A)— que mads adelante
se formalizaron como requisitos no funcionales (Tabla 44). La comparacién formal
mediante el modelo de Simon se present6 en las tablas de ponderacion y decision de

cada componente (por ejemplo, Tabla 36).

Cuadro 33: Ponderacidn aplicada a los criterios deseables para la seleccion del lenguaje
principal de inteligencia artificial

Criterio Deseable Peso
Ecosistema de machine learning 0,40
Facilidad para procesar archivos Excel/CSV 0,30
Facilidad de implementacién 0,30
Total 1,00

Autor del cuadro: Marco Montesdeoca
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Cuadro 34: Seleccién del lenguaje principal para inteligencia artificial mediante el

modelo de Simon

Criterio ‘ Peso ‘ R Python Java
Criterios imperativos
(filtro)
Imp1: Soporte — | Cumple el filtro: buen | Cumple el filtro: Cumple el filtro: hay
para inteligencia ecosistema estadistico; | librerfas maduras librerias de ML; el
artificial para redes neuronales | (TensorFlow/Keras, camino mas directo
y despliegue con API | PyTorch, scikit-learn) | para prototipos
suele requerir mas y flujo tipico de cientificos no suele ser
ensamblaje que entrenamiento e tan 4gil como en
Python. inferencia. Python.

eficiente de datos
tabulares

Imp2: Manejo -

Cumple el filtro para
tablas clasicas;
pipelines repetibles
ML+Excel/CSV

Cumple el filtro:
Pandas/NumPy
facilitan limpieza,
pivotes y preparacion

No cumple: el manejo
tabular es posible, pero
no se considera

equivalente al requisito

suelen ser mas del dataset del VFM. | de eficiencia practica
homogéneos en con Excel/CSV del
Python. proyecto.

Imp3: Integracién | — | No cumple: se puede | Cumple el filtro: Cumple el filtro: Java

con APIs web integrar, pero no es el | encaje directo con es fuerte en servicios;
caso de uso principal; | FastAPI/Flask y para iteracion rapida
exponer API ligera de | despliegue de del prototipo VFM
inferencia es mas endpoints de resulta mds pesado que
natural en Python/Java. | prediccién. Python.

Criterios deseables
(puntuacion 1-5)

Des.A: 0.40 | — (descartado) 5 — ecosistema 3 —sélido en

Ecosistema de amplio para deep empresas; menos agil

machine learning learning y utilidades de | para el ciclo
entrenamien- experimental del VFM.
to/serializacion.

Des.B: Facilidad | 0.30 | — (descartado) 5 — lectura/escritura y | 3 — viable con mayor

para procesar transformacion con costo de

Excel/CSV Pandas alineada al implementacion.
backend.

Des.C: Facilidad | 0.30 | — (descartado) 5 — mismo lenguaje | 3 — mayor verbosidad

de para datos, modeloy |y tiempo de iteracion.

implementacién API reduce friccion.

Puntaje total 1.00 | Descartado 5.00 3.00
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Cuadro 35: Ponderacion aplicada a los criterios deseables para la seleccién del frame-

work web

Criterio Deseable Peso
Facilidad de desarrollo de interfaz 0,35
Organizacion del c6digo 0,35
Formularios y manejo de archivos Excel 0,30
Total 1,00

Autor del cuadro: Marco Montesdeoca

Cuadro 36: Seleccion del framework web mediante el modelo de toma de decisiones de

Simon
Criterio ‘ Peso ‘ Laravel Django Express.js
Criterios imperativos
(filtro)
Imp1: Aplicacién - Si: MVC nativo (rutas, | Si: MVC completo con | No: es minimalista;
web MVC controladores, vistas administraciéon y ORM | MVC completo no es

Blade) alineado al
patrén del VEM.

integrado.

inherente y depende de
arquitectura ad-hoc.

Imp2: Rutas,
vistas y
formularios

Si: formularios,
validacion, middleware
y plantillas para carga
de Excel y flujos web.

Si: sistema de
plantillas y formularios
maduro.

Si: posible, pero
requiere mds piezas y
convenciones propias
para igualar
productividad.

Imp3: Integracion
con backend
externo via HTTP

Si: cliente HTTP y
multipart encajan con
consumo de FastAPI.

Si: consumo de APIs
externas viable con
librerias estandar.

Si: llamadas HTTP
desde Node; hay que
reforzar timeouts,
reintentos y manejo de
archivos.

Criterios deseables
(puntuacién 1-5)

Des.A: Facilidad | 0.35 | 5— Blade, layoutsy | 4 — muy productivo; | 3 — flexible, pero mds

de desarrollo de flujo rapido para curva distinta a PHP si | ensamblaje para UL

interfaz paneles y formularios | el equipo es “completa” tipo panel.
del VEM. heterogéneo.

Des.B: 0.35 | 5§ — convenciones 4 — estructura por 3 — orden depende

Organizacion del Laravel claras por apps; puede crecer en | fuertemente del

codigo médu- complejidad. criterio del proyecto.
los/rutas/controladores.

Des.C: 0.30 | 5 —requests, 4 — integracion con 3 — requiere

Formularios y validacién y capa Python del middleware (multer)

archivos (Excel) almacenamiento modelo puede duplicar | y validacién manual
temporal alineados al | ecosistemas. miés explicita.
entrenamiento.

Puntaje total 1.00 | 5.00 4.00 3.00
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Este cuadro resume la aplicaciéon del modelo de Simon para elegir la tecnologia
de la capa web del VFM. Los criterios imperativos actiian como filtros minimos: se
exige un enfoque MVC utilizable para construir la aplicacion, un manejo claro de rutas,
vistas y formularios (especialmente para la carga de archivos Excel) y la capacidad de
integrar un backend externo por HTTP, condicién necesaria para comunicarse con el
servicio de inteligencia artificial. Las alternativas que no cumplen esos filtros quedan
descartadas; sobre las restantes, los criterios deseables se ponderan para comparar la
facilidad de desarrollo de interfaz, la organizacién del codigo y la compatibilidad con
formularios y archivos. El resultado justifica la seleccién de Laravel como opcién con
mejor desempeifio ponderado frente a Django y Express.js en el contexto del sistema

implementado.

Cuadro 37: Ponderacién aplicada a los criterios deseables para la seleccion del sistema
de gestion de base de datos

Criterio Deseable Peso
Integridad de datos estructurados 0,40
Escalabilidad futura 0,30
Compatibilidad con analisis de datos 0,30
Total 1,00

Autor del cuadro: Marco Montesdeoca
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Cuadro 38: Seleccion del sistema de gestion de base de datos mediante el modelo de

Simon

Criterio ‘ Peso ‘ SQLite ‘ MySQL ‘ PostgreSQL

Criterios imperativos

(filtro)

Imp1: Base — | Si: relacional Si: motor relacional Si: motor relacional

relacional embebida; adecuada maduro y amplio maduro con buen

estructurada para prototipos despliegue. soporte analitico.
pequenos.

Imp2: — | No: limitado para Si: adecuado para Si: fuerte en

Multiusuario / concurrencia y servicios concurrentes | concurrencia,

escalable crecimiento tipico de | estandar. integridad y cargas
datos operacionales. analiticas.

Imp3: Integraciéon | — | Si: integrable en Si: compatible con Si: compatible con

con Docker y contenedores y desde | Docker y conectores Docker y ecosistema

Python Python. Python. Python/ETL.

Criterios deseables
(puntuacién 1-5)

Des.A: Integridad | 0.40 | — (descartada) 4 — soélido para OLTP; | 5 — tipos, integridad y

de datos analitica avanzada consultas analiticas

estructurados depende del disefio. muy adecuadas al
VFM.

Des.B: 0.30 | — (descartada) 4 — escalable en 5 — encaje con

Escalabilidad muchos escenarios crecimiento de datos y

futura corporativos. analisis.

Des.C: 0.30 | — (descartada) 4 — viable con 5 — muy alineado con

Compatibilidad herramientas estidndar. | pipelines y andlisis

con andlisis de reproducibles.

datos

Puntaje total 1.00 | Descartada 4.00 5.00

Autor del cuadro: Marco Montesdeoca

Esta tabla documenta la decision del motor relacional que soporta el esquema de

datos del VFM. Los criterios imperativos priorizan un modelo relacional estructurado,

adecuado para entornos multiusuario o escalables y compatible con despliegue mediante

Docker y consumo desde Python, alineado con el pipeline de carga, transformacién y

analisis del dataset operacional. SQLite queda fuera cuando no satisface el requisito

de escalabilidad/concurrencia tipica de un entorno operacional o corporativo. Los

criterios deseables comparan integridad de datos estructurados, escalabilidad futura y

compatibilidad con andlisis de datos; con ello se fundamenta la eleccion de PostgreSQL

frente a MySQL y el descarte explicito de SQLite.
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Cuadro 39: Ponderacién aplicada a los criterios deseables para la seleccion de la
herramienta de despliegue

Criterio Deseable Peso
Facilidad de configuracion 0,35
Portabilidad 0,35
Rapidez de inicializacién 0,30
Total 1,00

Autor del cuadro: Marco Montesdeoca

Cuadro 40: Seleccion de herramienta de despliegue mediante el modelo de Simon

Criterio

‘ Peso ‘ Instalacion local

Maquina virtual

Docker

(filtro)

Criterios imperativos

Imp1: Reproducir
entorno en otra
méquina

No: depende de
instalacién manual y
versiones del host.

Si: imagen/plantilla
puede estandarizar,
aunque opera con mas
friccion operativa.

Si: contenedores y
compose facilitan
repetir el mismo
entorno.

Imp2: Levantar
PostgreSQL sin
instalacion manual
local

No: normalmente
requiere instala-
cion/configuracion en
el SO.

No: suele requerir
pasos adicionales
frente a contenedores
listos.

Si: servicio Postgres
en compose con
inicializacién
automatizada.

Imp3: Reducir
conflictos de
configuracién

No: alto riesgo de
divergencia entre
equipos.

Si: mejora, pero
mantiene sobrecarga
de SO y redes.

Si: afsla dependencias
y versiones del stack
del VFM.

Criterios deseables
(puntuacion 1-5)

Des.A: Facilidad | 0.35 | — (descartada) 3 — requiere 5 — comandos
de configuracion aprovisionamiento y reproducibles y
mantenimiento de VM. | entorno declarativo.
Des.B: 0.35 | — (descartada) 4 — portable, pero 5 — portabilidad alta
Portabilidad menos “caja cerrada” | entre equipos del
que contenedores. equipo de trabajo.
Des.C: Rapidez 0.30 | — (descartada) 3 — arranque y red 5 — levantar stack
de inicializacién tipicamente més lentos | completo con menor
que contenedores. friccién repetida.
Puntaje total 1.00 | Descartada 3.35 5.00

Autor del cuadro: Marco Montesdeoca

Aqui se formaliza la comparacion entre instalar localmente, usar maquina virtual o

contenedores Docker para reproducir el entorno del proyecto. Los imperativos enfatizan

reproducibilidad entre equipos, la posibilidad de levantar PostgreSQL sin depender de

instalaciones manuales en el sistema operativo y la reduccién de conflictos de versiones

y dependencias. La instalacion local suele fallar en reproducibilidad y automatizacion;
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la maquina virtual mejora estandarizacion pero no cumple igual el criterio de levantar

PostgreSQL “sin friccion” comparado con Docker. Los criterios deseables evaldan

facilidad de configuracidn, portabilidad y rapidez de inicializacion, lo que respalda

Docker como alternativa con mayor puntaje total para el VEM.

Cuadro 41: Ponderacién aplicada a los criterios deseables para la seleccion del frame-

work de API

Criterio Deseable Peso
Simplicidad de implementacién 0,35
Rendimiento 0,35
Documentacion automatica de API 0,30
Total 1,00

Autor del cuadro: Marco Montesdeoca

Cuadro 42: Seleccién del framework para API mediante el modelo de toma de decisiones

de Simon
Criterio ‘ Peso ‘ Flask Django REST FastAPI
Criterios imperativos
(filtro)
Imp1: Exponer — | Si: microframework Si: expone REST con | Si: orientado a APIs
servicios HTTP con routing HTTP el ecosistema Django. | HTTP de alto
estandar. rendimiento.

Imp2: Compatible
con Python y
modelos TA

Si: integracion directa
con TensorFlow/Keras
via Python.

Si: viable, aunque el
stack puede volverse
mads pesado para un

servicio de inferencia.

Si: encaje natural con
carga de archivos,
validacién y modelo en
el mismo runtime.

Imp3: Servicio

Si: puede ser ligero,

No: framework

Si: encaja en

ligero de pero requiere mas completo; mayor microservicio
prediccion piezas para produccién | sobrecarga para un enfocado a entrena-
estandar. microservicio de miento/prediccion.
prediccion.
Criterios deseables
(puntuacion 1-5)
Des.A: 0.35 | 4 — simple al inicio; | — (descartado) 5 — rutas,
Simplicidad de estructura final dependencias y
implementacion depende del equipo. validacién con poco
boilerplate.
Des.B: 0.35 | 3 — adecuado; no — (descartado) 5 — muy adecuado
Rendimiento optimizado por defecto para /O y APIs
como ASGI moderno. concurrentes.
Des.C: 0.30 | 2 — requiere extensio- | — (descartado) 5—
Documentacién nes/configuracién para OpenAPI/Swagger
automadtica de API OpenAPI comparable. integrado de forma
natural.
Puntaje total 1.00 | 3.10 Descartado 5.00
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Este cuadro justifica la tecnologia del servicio HTTP que expone entrenamiento y
prediccion. Los filtros imperativos exigen capacidad de exponer servicios HTTP, com-
patibilidad con Python y modelos de IA y adecuacién a un servicio relativamente ligero
centrado en prediccion, criterio que penaliza soluciones “full stack” demasiado pesadas
para un microservicio. Django REST queda descartado en el filtro de servicio ligero.
Sobre Flask y FastAPI, los criterios deseables comparan simplicidad de implementacion,
rendimiento y documentacion automdtica de la API; el resultado ponderado favorece
FastAPI y deja a Flask en un segundo lugar, consolidando la decision técnica adoptada

en el backend del VFM.

A partir de la aplicaciéon del modelo de toma de decisiones de Simon, se selec-
cionaron las tecnologias que mejor se ajustaron a las necesidades técnicas previstas
para el VFM. Python fue seleccionado para inteligencia artificial y procesamiento de
datos; Laravel para la aplicaciéon web; PostgreSQL para la gestion estructurada de
datos; Docker para garantizar reproducibilidad; y FastAPI para exponer los servicios
de entrenamiento y prediccion del modelo. El control de versiones se gestioné con Git,

utilizando GitHub como repositorio remoto.

3.3.2 Fase 1: Analisis de requisitos

En la fase de anélisis se identificaron los requisitos funcionales y no funcionales del
sistema. Esta fase permitio transformar la problematica del proyecto en funcionalidades
concretas que debian ser implementadas, coherentes con la pila tecnoldgica ya decidida
(Apartado 3.3.1), con el enfoque RAD descrito arriba (prototipos acotados, validacién
temprana y refinamiento iterativo) y con el modelo de calidad ISO/IEC 25010:2011
(Anexo A).

Los requisitos identificados para el sistema VFM se documentan en las Tablas 43

y 44, con el formato ID, Requerimiento y Descripcion.
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Cuadro 43: Requisitos funcionales identificados para el sistema VFM

ID

Requerimiento

Descripcion

RF1

Gestion de datos operacionales

El sistema debe permitir la carga,
almacenamiento y consulta de
datos operacionales de presion,
temperatura y flujo en un esquema
estructurado en base de datos.

RF2

Construccion del dataset

El sistema debe construir un da-
taset de entrenamiento a partir de
variables de presion y temperatura
por activo, en formato ancho apto
para el modelo.

RF3

Entrenamiento de modelos

El sistema debe entrenar modelos
de inteligencia artificial para es-
timar el flujo de gas asociado de
cada activo.

RF4

Carga de archivos Excel

El sistema debe permitir la carga
de archivos Excel para los procesos
de entrenamiento y prediccion.

RF5

Prediccion de flujo

El sistema debe generar prediccio-
nes diarias de flujo de gas asociado
(GAS) y valores agregados de GAS
por periodo (p. €j. mensual), deri-
vados de las entradas operaciona-
les.

RF6

Visualizacién de resultados

El sistema debe visualizar resul-
tados, métricas y graficos en una
interfaz web para el usuario.

RF7

Consulta y trazabilidad

El sistema debe permitir consultar
las tablas de la base de datos y la
trazabilidad del dataset desde el
origen hasta el entrenamiento.
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Cuadro 44: Requisitos no funcionales identificados para el sistema VFM

ID Requerimiento Descripcion

RNF1 | Modularidad El sistema debe ser modular, separando la capa web, el
backend de inteligencia artificial, la base de datos y el
moédulo de visualizacion.

RNF2 | Reproducibilidad El sistema debe ser reproducible mediante contenedores
Docker, de modo que el entorno de ejecucién sea consis-
tente entre equipos.

RNF3 | Trazabilidad de datos | La base de datos debe permitir la trazabilidad de las va-
riables desde las tablas fuente hasta el dataset de entrena-
miento.

RNF4 | Usabilidad La interfaz web debe ser comprensible para el usuario, fa-
cilitando la carga de datos, el entrenamiento y la consulta
de resultados.

RNF5 | Procesamiento en El backend debe permitir el procesamiento de datos y el

backend entrenamiento de modelos de forma eficiente y estable.

RNF6 | Escalabilidad El sistema debe poder ampliarse con datos reales de cam-
po en el futuro sin redisefiar la arquitectura base.

RNF7 | Integracién entre El sistema debe integrar la capa web, el backend de in-

capas teligencia artificial y la base de datos mediante servicios
HTTP estandarizados.
RNF8 | Confiabilidad y vali- | El sistema debe ser verificado mediante pruebas unitarias,
dacién de integracidn, de caja blanca y de caja negra antes de su
uso operativo.

3.3.3 Fase 2: Diseno

Arquitectura del sistema

Autor del cuadro: Marco Montesdeoca

La solucién se basé en una arquitectura cliente—servidor orientada a servicios API

REST, organizada en tres capas: presentacion, 16gica de negocio y datos. El cliente

correspondié a la aplicacion web ejecutada en el navegador del usuario, implementada

con Laravel, desde donde se realizaron las operaciones de consulta, entrenamiento de

modelos y prediccion de gas asociado.

El servidor se compuso de dos niveles coordinados: un componente en Laravel

que recibia las solicitudes, validaba la sesion y actuaba como intermediario proxy, y

un servicio en Python FastAPI que procesaba las peticiones, ejecutaba los modelos

de machine learning del VEM con TensorFlow/Keras y devolvia las predicciones y

76



métricas. La informacién se centralizé en la capa de datos mediante almacenamiento en
PostgreSQL. Esta separacion garantiz6 que la interfaz permaneciera ligera, que la carga
computacional mds intensa recayera en el servicio de inferencia en Python y que los

artefactos del modelo pudieran actualizarse sin modificar la capa de presentacion.

Capa de Presentacion Capa de negocios Capa de Datos

Laravel

Peticion-Respuesta Postgres

Peticion-Respuesta

Peticion-Respuesta

Peticion-Respuesta

Figura 8: Arquitectura del sistema VFM

Diagrama de caso de uso

La Figura 9 representa la interaccién principal entre el Operador/Ingeniero y
la aplicacion VFM (implementada con Laravel y FastAPI). Desde la perspectiva
funcional, el usuario pudo: (i) consultar el estado de la base de datos, (ii) cargar datos
de entrenamiento desde Excel hacia PostgreSQL, (iii) entrenar el modelo de prediccion
de gas, (iv) ejecutar inferencias, (v) visualizar en el dashboard la comparacién entre
valores medidos y predichos, (vi) descargar resultados en formato Excel y (vii) revisar

métricas y modelos disponibles. En conjunto, estos casos de uso describieron el flujo
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operativo completo del sistema, desde la preparacion de datos hasta la explotacién de

resultados para andlisis y toma de decisiones.

Carril

_{ Consulta
~\_ estado BD

Carga de datos

de entrenamiento
O Entrenamiento
del modelo
Ejecutar
Operador-Ingeniero prediccion

Visualizacion
dashboard

Descargar
|-
resultados

Consulta

- metricas y
resultados

Figura 9: Diagrama de caso de uso

78



Disenio de interfaces y mockups

#0D47A1 Headline

Q, Search
_
d o
A — ol

Aa H IEE BDon

Labe

Neutral #FIF3F4

L

Figura 10: Guia de estilo visual: paleta de colores, tipografia y componentes reutilizables
del sistema VFM

Como parte de la fase de disefio, se elaboraron mockups de las principales panta-
llas de la aplicacién web. Estos prototipos permitieron definir la estructura visual, la

distribucién de componentes y la navegacion del sistema antes de iniciar la construccion.

Los mockups fueron utilizados como guia para la fase de construccion de la interfaz
en Laravel, permitiendo mantener coherencia entre los médulos de dashboard, entre-
namiento, prediccion y gestion de modelos. Ademas, facilitaron la identificacion de
los elementos necesarios para que el usuario pudiera cargar datos, ejecutar procesos de

entrenamiento, generar predicciones y visualizar resultados.

La Figura 10 definié la base visual de la interfaz. Se establecieron cuatro familias
cromadticas primario, secundario, terciario y neutro con escalas tonales para fondos,
texto y estados de interaccion. La tipografia Inter organizd la jerarquia en titulares,
cuerpo y etiquetas. Ademads, se especificaron botones (primario, secundario, invertido
y contorno), barra de biisqueda, barra de navegacion con iconos de inicio, bisqueda y
perfil, iconografia funcional (edicién, automatizacion, categorias, etiquetas y elimina-
cién) y barras de progreso. Este catdlogo garantizé coherencia entre pantallas y redujo

retrabajo en la implementacién con Laravel.
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VFMPETROECUADOR n 7 cooume o e A @ Bxportar Ejecutar (5
V2.4 e = c ‘ § Logs Inferencia

VFM Petroecuador - o
PRECISION INDUSTAIAL Analitica de Produccion

Inferencia en tiempo real del Cluster A-14 (Offshore Sur)

B3 Panel de Control

E 4 ASA F INFIANZA DEL SALUD DEL SISTEMA ° NODOS DE MPUTO
(‘) Modelos -
1,428.4 ... 98.2. Nominal 1212
A Prediccion en Tiempo T ® Latencia: TODOS ACTIVOS - 1007% Ca.
—_—

Real

Gestién de Modelos

-
s

. - ) ENTRADAS CRITICAS
Andlisis de Prediccion de Flujo

Temperatura 82.4°c

14:00
€8 Configuracién
VER DOE. DE CALIBRACISN

Documentacién API

S. Henderson
@ T +
Configuracién del Modelo Activo == Feed de Eventos y Anomalias

Sincronizacion de auto-calibracién completada para Sensor

Figura 11: Mockup del dashboard principal del sistema VFM

La Figura 11 present6 el panel de control como vista de entrada al sistema. Incluia
men lateral, barra superior con bisqueda de pardmetros, pestaias de resumen, flujo
en vivo e historico, y acciones de exportacion de registros y ejecucion de inferencia.
El drea central mostraba indicadores de tasa de flujo, confianza del modelo, salud del
sistema y nodos de cémputo; un grafico comparaba flujo medido frente a flujo predicho
por el VEM; y un panel lateral listaba entradas operacionales criticas con alertas de
umbral. Esta pantalla concentraba la supervision operativa y la validacion visual del

desempefio del modelo.
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Petroecuador Motor VFMv2.4  Sesion de Entrenamiento A 9 o [[EEEEY o

METRICA DE PRECISION

'H > - "
B3 Tablero Principal FUENTE DE DATOS s Configuracion de Hiperparametros
(3 Panelde u
* Entrenamiento Sensores_Industriales_va.csv
TAMARODELOTE .. EPOCAS (EPOCHS) 1
A Prediccion (BATCH 5\1(; °
444 Activos del Modelo
ESTRATEOIA DEL TASA DE APRENDIZAJE
© Config. dol Sistema INGENIERIADE VARIABLES
. OPTIMIZADOR
NORMALIZACION DE ENTRADA 6.0601 DISTRIBUCION DE PERDIDA
Sp— =
Escalado Min-Max
Recomendacion de Arquitoctura
]

INICIAR MOTOR DE
ENTRENAMIENTO

v

Figura 12: Mockup del panel de entrenamiento del modelo

La Figura 12 correspondi6 al médulo de entrenamiento. En la columna izquierda
se configuraba la fuente de datos, el método de normalizacion y la seleccion de va-
riables de sensor. La zona central permitia ajustar hiperpardmetros —tamaio de lote,
nimero de épocas, optimizador y tasa de aprendizaje— y mostraba recomendaciones
de arquitectura segtn el tipo de serie temporal. El botén principal iniciaba el motor de
entrenamiento. La columna derecha monitorizaba en tiempo real la precision alcanzada,
la curva de pérdida y el estado del sistema (carga de GPU, memoria y tiempo estimado
de finalizacion). Este disefio materializé los requisitos RF2, RF3 y RF4: construccién

del dataset, entrenamiento del modelo y carga de datos desde archivos estructurados.
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RETROALIMENTACION HIDRAULICA

Modo de Optimizacior Prioridad de Latencia
——————————
FACTOR DE VISCOSIDAD AMBITNTAL

—
Tip de Ejecucion Rapida

Figura 13: Mockup del médulo de prediccion del flujo de gas asociado

La Figura 13 ilustré la pantalla de prediccion en tiempo real. Se visualizaba la
confianza de la inferencia, la latencia y el rendimiento del servicio; un grafico central
contrastaba la sefal predicha con la referencia; y paneles auxiliares reportaban deteccion
de anomalias, contribucion de variables y metadatos del modelo activo (version, dltima
calibracién y modo de optimizacién). El indicador de estado EN VIVO vy el acceso
rapido a ejecutar inferencia reforzaron el uso operativo del VFM durante el despliegue.
Esta vista dio soporte al RF5 (generacion de predicciones) y al RF6 (visualizacion de

resultados y métricas).
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Petroecuador Motor VEMv2.4 A @ Exportar Registros

85 Tobiero Principal Biblioteca de Modelos
Vistade Tabla  Analitica = Filtros Avanzados
estionando 24 pesos neuronales activ y mMotos
% Panel de Entrenamientc
! onr moorLo
~ F LEC
1 Prediccion-Térmica-X
##4  Activos del Modelo VFM- . -
Vision-Core
0.992
Prediccién- 98.4% 14ams
Térmica-X
| . 0.984
CONFIGURACION DEL MOTOR
ResNet -Modificada
Sentido-
Actstico- Adam (1lr=3e-4)
360 0.061
Cuantizados FP16
256 (Paralelo)
Registro REGISTRO DE
ESTABILIDAD
Deita-
Presién 0.997
4 Pasar a Produccion
Juri
-]
@ Docume :
P | @ o o | T . @ TO0O
22.4% 1,240
14.268 ' CORRECTO

Figura 14: Mockup del médulo de gestion de modelos y activos

La Figura 14 defini6 la biblioteca de modelos y activos. Una tabla listaba los modelos
disponibles con version, fecha de liberacion y métricas de desempefio, ademds del R? y
el error medio movil. Al seleccionar un registro, el panel derecho mostraba identificador,
precision, tiempo de inferencia, configuracién del motor (arquitectura, optimizador,
tipo de pesos y tamaio de lote), registro de estabilidad y la accién de pasar el modelo a
produccion. En la parte inferior, tarjetas resumian almacenamiento, carga de computo,
enlaces API activos y estado general del sistema. Este médulo cubri6 la trazabilidad y el
control de versiones exigidos por RF7 y RNF3, y facilité la comparacién entre modelos

entrenados antes de usarlos en prediccion.

3.3.4 Fase 3: Construccion

La fase de construccion materializ6 en codigo ejecutable lo definido en la Fase 2
(Disefio). A partir de la arquitectura cliente—servidor de la Figura 8 —presentacion en

Laravel, 16gica de inferencia en FastAPI y persistencia en PostgreSQL— se implementd
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cada capa sin mezclar responsabilidades: la interfaz web solo orquestaba solicitudes
y mostraba resultados, mientras el procesamiento de datos, el entrenamiento con Ten-
sorFlow/Keras y la prediccion del flujo de gas asociado permanecian en el servicio
Python. En paralelo, los mockups y la guia de estilo (Figuras 10 a 14) se tradujeron en
vistas Blade con la misma estructura de navegacion: panel de control, entrenamiento,
prediccion en tiempo real y gestion de modelos. El desarrollo técnico sigui6 el enfoque
RAD de la metodologia adoptada: prototipos acotados por médulo (datos, API, modelo

e interfaz), revision funcional y refinamiento antes de cerrar la implantacidn.

Los apartados que siguen describieron cdmo cada decision de disefio se concretd
en el repositorio del VFM: infraestructura Docker y base de datos, pipeline del dataset,
nucleo de inteligencia artificial, integracion HTTP entre Laravel y FastAPI, y pantallas

finales alineadas con los requisitos funcionales y no funcionales levantados en la Fase 1.
A) Entrenamiento y prediccion del modelo de inteligencia artificial.

En el backend de inteligencia artificial se concentré la 16gica de aprendizaje y

estimacion del flujo de gas asociado:

= Entrenamiento con validacion cruzada: se entren6 el modelo mediante K-Fold,
se registraron métricas por pliegue (RMSE, MAE, R?, MAPE) y se conservo la

mejor version mediante early stopping y regularizacion.

= Red neuronal: se modelaron las relaciones entre presidn y temperatura por
activo y el flujo de gas asociado; los pesos entrenados y los escaladores quedaron

guardados para reutilizacion.

= Prediccion: se prepararon las entradas operacionales, se ejecutd el modelo activo
y se obtuvieron estimaciones diarias de GAS por activo, con posibilidad de
consolidar el flujo por periodo (consolidacién mensual a partir de las predicciones

diarias).

= Servicios de entrenamiento y prediccion: el usuario pudo alimentar el proceso
desde la base de datos o desde un archivo Excel; el sistema devolvié métricas de

desempefio y un libro de resultados descargable.
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= Monitoreo del servicio: se consulto el estado del backend, las versiones de
modelos disponibles y el desempeiio por activo para alimentar el dashboard y la

gestion operativa.

El cédigo fuente del médulo de entrenamiento, de la red neuronal, del servicio de

prediccion y de las rutas del backend se consigna en el Anexo C (Figuras 24 a 26).
B) Integracion entre la aplicacion web y el backend de IA.

La aplicacién web actu6é como capa de presentacion y enlace con el backend de

inteligencia artificial, sin duplicar la 16gica de aprendizaje automético:

» Coordinacion de médulos: desde la interfaz se centralizaron las operaciones
de dashboard, entrenamiento, prediccion, consulta de modelos y verificacion del

estado de la base de datos.

= Comunicacion con el backend: se enviaron archivos Excel al servicio de IA 'y
se gestionaron tiempos de espera mds amplios para el entrenamiento que para las

consultas rdpidas de estado del sistema.

= Validacion de entradas: se verificé el formato de los archivos cargados y la
correcta configuracion de la conexion entre la aplicacion web y el backend en el

entorno de despliegue.

= Optimizacién de consultas: las respuestas de salud del sistema y de inventario
de modelos se reutilizaron de forma temporal para evitar saturar el backend en

cada actualizacién del panel.

= Persistencia de resultados: las predicciones generadas se almacenaron en el

servidor y quedaron disponibles para su descarga posterior por el usuario.

C) Interfaz web y médulos funcionales.

A partir de los mockups de la Fase 2 se implementaron las pantallas que materiali-

zaron los flujos de usuario del VFM:
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= Dashboard: mostré el estado general del sistema, los modelos disponibles y el

acceso a métricas de desempefio (Figura 11).

= Entrenamiento: permitié cargar datos desde Excel o desde la base de datos,
ejecutar el proceso de entrenamiento y visualizar métricas y curvas de pérdida al

finalizar (Figuras 12y 16).

= Prediccion: habilité la carga de entradas operacionales, la ejecucién de inferen-

cias y la descarga del libro de resultados (Figuras 13y 17).

= Gestion de modelos: present6 el listado de modelos entrenados, sus métricas por

activo y la trazabilidad de versiones (Figura 14).

= Navegacion comiin: unificé menu lateral, estilos de la guia visual y mensajes

informativos o de error para todo el sistema.

A continuacion se presentaron las evidencias de implementacion: el entorno conte-
nedorizado y las pantallas finales del sistema, construidas a partir de los mockups de la

Fase 2.

synthetic-da... B
@ 63 19:40:52.376 UTC [27] LOG: checkpoint starting: time

03 19:41:29.482 UTC [27] LOG: checkpoint complete: wrote 373 buffers (2.3%); © WAL file(s) added, &
1 recycled; write=37.097 s, sync-0.008 s, total=37.114 s; sync files=39, longest-0.802 s, average=6.601
s; distance-4359 kB, estimate-4359 kB; 1sn-8/21C5198, redo 1sn-8/21C3A68
5:54.207 UTC [27] LOG: i
21:27:46.697 UTC [27] LOG: i e 1123 buffers (6.9%); @ WAL file(s) added, &
cled; write=112.472 s, . . 6 s; sync Files=77, longest=9.002 s,
average=0.601 s; distance=13417 kB, estimate=13417 k8; Lst FC50, redo 1sn=0/2EDDFDS
2 -05-04 02: 1 .645 UTC [27] LOG: checkpoint starting: time
2 -05-04 02:1¢ 9 UTC [27] LOG: checkpoint complete: wrote 1174 buffers (7.2%); © WAL file(s) added, ©
removed, 2 recy rite-117.428 s, sync-0.846 s, total-117.485 s; sync files-113, longest-0.632 s,
nce=26865 kB, estimate-26865 kB; 1sn-=0/493D7B8, redo 1sn-0/491A5D@
.223 UTC [27] LOG: checkpoint starting: time
-850 UTC [27] L0G: checkpoint complete: wrote 1136 buffers (6.9%); @ WAL file(s) added, @
removed, 1 recycled; write=113.805 s, sync=6.011 s, total=113.827 s; sync files=74, longest=0.602 s,
average=0.001 s; distance=13565 kB, estimate=25535 kB; 1sn=0/5659CF@, redo lsn=0/5659C60

postgres ©

PostgresQL Database directory appears to contain a database; Skipping initialization

2026-05-05 05:07:37.495 UTC [1] LOG: starting PostgresQL 17.9 (Debian 17.9-1.pgdg13+1) on x86_64-pc-linux-gnu,
compiled by gcc (Debian 14.2.6-19) 14.2.6, 64-bit
2 H .496 UTC [1] LOG: listening on IPv4 address " 0", port 5432
.496 UTC [1] LOG: listening on IPv6 addre: , port 5432
.499 UTC [1] LOG: listening on Unix socket "/var/run/postgresql/.s.PGSQL.5432"
.563 UTC [28] LOG: database system was interrupted; last known up at 2026-65-64 62:21:36 UTC
.68 UTC [28] LOG: database system was not properly shut down; automatic recovery in progress
.670 UTC [28] LOG: redo starts at ©/5659C60
676 UTC [28] L0G: invalid record length at 0/5659DA6: expected at least 24, got ©
.676 UTC [28] LOG: redo done at 8/5659D68 system usage: CPU: user: ©.00 s, system: 0.00 s,

2 05 05:07:37.675 UTC [26] LOG: checkpoint starting: end-of-recovery immediate wait
2026-05-05 ©5:07:37.684 UTC [26] LOG: checkpoint complete: wrote 3 buffers (0.6%); 0 WAL file(s) added, 0
removed, © recycled; write=0.803 s, sync=0.801 s, total=6.011 s; sync files=2, longest=8.001 s, average=e.061 s;
distance=6 kB, estinate= kB; 1sn=8/5659DA8, redo 1sn=8/5659DA0
2026-05-05 ©5:67:37.691 UTC [1] LOG: database systen is ready to accept connections
2 7 UTC [26] LOG: checkpoint starting: time
2 UTC [26] LOG: checkpoint complete: wrote 1126 buffers (6.9%); © WAL file(s) added, ©
rite=112.477 s, sync-6.811 s, total-112.496 s; sync files=75, longest-6.062 s,
average-0.601 s; distance-13498 kB, estimate-13498 kB; 1sn-0/6388748, redo lsn-0/6388688

Figura 15: Servicios Docker utilizados en la implementacion del sistema

La Figura 15 documenta el despliegue local del stack. Se observa el contenedor

postgres:17 mapeado al puerto 5433:5432 y los servicios de persistencia y
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backend del proyecto. Los registros del terminal confirman el arranque de PostgreSQL,
la recuperacion automadtica tras una interrupcion y el mensaje database system is ready
to accept connections, lo que valida que la capa de persistencia qued6 operativa antes

de ejecutar entrenamientos y predicciones (RNF2).
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Sensores_Industriales_va.csv
PR Seleccionar archivo  Sin ar...nados PRODUCCION_DEMANDA
== Activos del Modelo 1.2M registros - 142 variables
Tamafio de Lote Epocas
P . 128 100
Ingenieria de Variables
Normalizacién Estrategia Tasa de Aprendizaje

Escalado Min-Max v 2 - oo 00001

Seleccion de Variables

Distril ion de Pérdida

Recomendacion: tus ajustes actuales estan i para series

0 ji y
@ vibracion_eje_z de alta frecuencia

temp.interna_c

@ presion_psi_nominal
rpm_salida_real Iniciar Motor de Entrenamiento

@ torque_nm_calc

Estado del Sistema
Carga del Cluster GPU 84%
Asignacion de VRAM 14.268

Uttimo 27/4/2026,
@ Config. del Sistema Entrenamiento  15:55:45

Figura 16: Interfaz entrenamiento del sistema VFM

La Figura 16 mostré la pantalla final del panel de entrenamiento, alineada con
el mockup de la Figura 12. El usuario selecciond el archivo y la hoja de calculo
(PRODUCCION_DEMANDA) o, de forma equivalente, cargé los datos desde las tablas
historicas en PostgreSQL, definié hiperparametros (tamafio de lote, épocas, optimizador
ADAM Yy tasa de aprendizaje) e inici6 el motor de entrenamiento. En el panel derecho
se reportaron la métrica de precision alcanzada, el espacio reservado para la curva de
pérdida y el estado del sistema con marca de tiempo del dltimo entrenamiento. Esta
vista materializé el flujo de entrenamiento descrito en el apartado C y cubrié RF3 y

RF4.
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Motor VFM v2.4 Buscar nodos del modelo... 4 Ejecutar Inferencia [SCEIIICIERNANNOY

Ejecucion en Tiempo Real

Fase de despliegue - comparacion entre sefial predicha y referencia

Motor de Inferencia Varianza de Sefal de Salida Predicho / Referencia
Archivo de Entrada

Seleccionar archivo  Sin archivos seleccionados

Hoja de Datos

DATOS

Ejecutar Prediccion
CONFIANZA DE PREDICCION

94.2%

. Vista demo. Ejecuta una prediccion para ver la serie real
Latencia Rendimiento

12ms 1.2k/s

DETECCION DE ANOMALIAS

0.032

Coeficiente de desviacion de linea base

Figura 17: Interfaz prediccion del sistema VFM

La Figura 17 correspondié al médulo de prediccion en tiempo real. Permiti6
cargar el archivo de entrada, indicar la hoja DATOS y ejecutar la prediccion mediante
el botén principal; adicionalmente, el mismo flujo pudo tomar registros operacionales
directamente desde la base de datos PostgreSQL para inferencia sin carga manual de
archivos. Se exhibieron indicadores de confianza (94,2 %), latencia, rendimiento del
servicio y un coeficiente de deteccion de anomalias. El grafico central contrastd la sefial
predicha frente a la referencia, facilitando la validacion visual del modelo en fase de

despliegue. La pantalla implement6 el flujo de prediccidn y satisfizo RFS.

Petroecuador : . e
TERMINAL DE MOTORES VFM Motor VFM v2.4 Buscar nodos del modelo # Ejecutar Inferencia [SISISIIRRNAR)

88 Tablero Principal Analitica de Produccion

Inferencia en tiempo real del clister A-14 (Offshore Sur)

Panel de
Entrenamiento
TASA DE FLUJO CONFIANZA DEL MODELO SALUD DEL SISTEMA NODOS DE COMPUTO
o .
F— 1,428.4 v 98.2% Nominal 12/12
1 +2.4% v e _— - Latencia: 14 Tor s -100% carga
32 Activos del Modelo
Analisis de Prediccion de Flujo Entradas Criticas
(hoja REAL) vs pr ATOS) Grafica: datos reales (REAL vs modelo). Temperatura 82.4°c
DEMANDA medida / DEMANDA predicha Presion M2 bar
DATA_PREDICCION.xIsx Hoja entrada Hoja real Puntos Corte de Agua 12.5%
Relacion Gas Aceite 850 scf/bbl

Figura 18: Interfaz web desarrollada para el sistema VFM
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La Figura 18 presento el tablero principal de analitica de produccion, coherente
con el mockup del dashboard (Figura 11). En la parte superior se mostraron tarjetas
de tasa de flujo, confianza del modelo, salud del sistema y nodos de cémputo. El area
central permiti6 elegir el libro DATA_PREDICCION. x1sx, las hojas de entrada y de
datos reales, el nimero de puntos a graficar y actualizar la serie; ademas, habilité la
consulta de series historicas almacenadas en PostgreSQL para construir los mismos

gréficos sin depender tnicamente de carga manual.

El gréfico compar6 el gas asociado real frente al gas asociado predicho (GAS). El
panel lateral list6 entradas criticas —temperatura, presion, corte de agua y relacién gas—
aceite— con resaltado de alertas. Esta vista integré consulta, visualizacion y contraste

de resultados (RFS y RF6) desde un tnico punto de acceso para el usuario operativo.

3.3.5 Fase 4: Implementacion

La fase de implantacién comprendi6 el despliegue del sistema, la verificacién
integral de su funcionamiento y la validacion frente a los requisitos definidos. Con
el objetivo de garantizar la confiabilidad y estabilidad del Medidor Virtual de Flujo
(VEM), se defini6 una estrategia de pruebas basada en diferentes niveles y enfoques
de validacion. Esta fase permiti6 evaluar tanto la l6gica interna del sistema como el
comportamiento observable desde la perspectiva del usuario final, asegurando que los
modulos desarrollados en la construccion operaran de manera correcta e integrada en el
entorno objetivo (Docker). Se consider¢ el cierre de entregables (salidas descargables,
evidencias y reproducibilidad del flujo) como parte de la puesta en operacion del

producto refinado en los ciclos RAD de construccion.

Para ello, se aplicaron pruebas unitarias, pruebas de integracion, pruebas de caja
blanca y pruebas de caja negra, debido a que estas permitieron analizar el sistema desde
distintos niveles de complejidad, validando componentes individuales, comunicacién
entre médulos, comportamiento interno del cédigo y funcionamiento funcional del

sistema.
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Clasificacion general de las pruebas

= Pruebas unitarias: permitieron validar funciones o componentes individuales

del sistema de manera aislada.

= Pruebas de integracion: verificaron la correcta comunicacion e intercambio de

datos entre los diferentes modulos del sistema.

= Pruebas de caja blanca: evaluaron la 16gica interna del sistema con conocimiento

de la implementacion del cédigo.

= Pruebas de caja negra: validaron el comportamiento observable del sistema

desde la perspectiva del usuario, sin analizar el cédigo fuente.

Pruebas unitarias. Las pruebas unitarias fueron implementadas principalmente en
Python para validar la 16gica interna del backend de inteligencia artificial y del médulo
de preparacién de datos. Estas pruebas permitieron verificar que los componentes
individuales del sistema funcionaran correctamente antes de ser integrados con el resto

de la aplicacion.

En el sistema VFM, las pruebas unitarias se enfocaron en funciones relacionadas
con el procesamiento del dataset, validacion de columnas, carga y transformacién de

datos operacionales, cédlculo de correlaciones y prediccién del modelo.

Objetivos de las pruebas unitarias

= Verificar la normalizacién y validacion de columnas del dataset.

= Validar el comportamiento de la funciéon predict_dataframe () frente a

datos validos e invalidos.

= Comprobar el funcionamiento de la validacion cruzada implementada en

train_model _cv ().

= Verificar la correcta construccion del dataset ancho y la exportacion de archivos

de salida.
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= Validar el cdlculo de correlaciones entre variables operacionales.

Comando de ejecucion

python -m tests.python.test_app_prediction_api -v

Cuadro 45: Pruebas unitarias aplicadas al sistema VFM

Componente evaluado

Prueba realizada

Resultado esperado

Carga de datos operaciona-
les

Verificar la ingesta de registros
histdricos para todos los activos
definidos.

La base debe contener datos com-
pletos y consistentes para el en-
trenamiento del modelo.

Construccion del dataset

Validar que el dataset contenga
las columnas requeridas por el
modelo.

El dataset debe contener varia-
bles de presion, temperatura y flu-
jo.

Prediccion del modelo

Ejecutar la funcién
predict_dataframe ()
con datos validos.

El modelo debe retornar predic-
ciones numéricas sin errores.

Validacion cruzada

Comprobar el entrenamiento me-
diante K-Fold.

El sistema debe seleccionar el
mejor fold del entrenamiento.

Matriz de correlacién

Verificar el calculo de correlacio-
nes de Pearson.

Deben generarse correctamente
las matrices de correlacion.

Exportacién de archivos

Validar generacién de archivos
Excel y graficos PNG.

Los archivos deben generarse co-
rrectamente y ser accesibles.

Autor del cuadro: Marco Montesdeoca

Estas pruebas permitieron confirmar que los componentes internos del sistema

funcionaron correctamente de manera individual y generaron resultados coherentes para

el entrenamiento y prediccion del modelo.

PS C:\Users\Felipe\Desktop\Proyectos\TesisComposerV2> python tests.python.test_app_prediction_api
test_column_lookup_normalizes_spaces_case_and_underscores (__main__.AppPredictionApiTest.test_column_lookup_normalizes_spaces_case_and_u
nderscores) ... ok

test_predict_dataframe_generates_demanda_and_reference_sum (__main__.AppPredictionApiTest.test_predict_dataframe_generates_demanda_and_r
eference_sum) ... ok

test_predict_dataframe_rejects_missing_required_columns (__main__.AppPredictionApiTest.test_predict_dataframe_rejects_missing_required_c
olumns) ... ok

test_train_model_cv_selects_and_saves_lowest_mse_fold (__main__.AppPredictionApiTest.test_train_model_cv_selects_and_saves_lowest_mse_fo
1d) ... 2026-05-06 22:54:29,343 - app_prediction_api - INFO - Iniciando entrenamiento con K-Fold para activo: AU

2026-85-06 22:54:29,343 - app_prediction_api - INFO - Fold 1/5 - Train size: 8, Val size: 2
2026-85-06 22: - app_prediction_api - INFO - Fold 1 - MSE: 9.6000, MAE: 3.0000, R?
2026-85-06 22: - app_prediction_api - Fold 2/5 - Train size: 8, Val size: 2
2026-85-06 22: - app_prediction_api - Fold 2 - MSE: 4.0000, MAE: 2.0000, R2:
2026-85-06 22: - app_prediction_api - Fold 3/5 - Train size: 8, Val size: 2
2026-85-06 22: Fold 3 - MSE: ©.0080, MAE: ©.0080, R2:
2026-85-06 22: Fold 4/5 - Train size: 8, Val size: 2
2026-05-06 Fold 4 - MSE: 16.6@! MAE: 4.0000, R?: -31.0000

2026-05-06 Fold 5/5 - Train si: , Val size: 2

2026-05-06 22: Fold 5 - MSE: 25.0000, MAE: 5.0000, R2: -49.0000

2026-85-06 22: - Modelo guardado para AU: C:\Users\Felipe\AppData\Local\Temp\tmp5davwjsa\AU_model.k

-17.000e0

-7.0e00e0

1.0000

- app_prediction_api -
- app_prediction_api -
- app_prediction_api -
- app_prediction_api -
- app_prediction_api -
- app_prediction_api -

Ran 4 tests in ©.341s

OK

Figura 19: Ejecucion de pruebas unitarias del backend de prediccion
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Pruebas funcionales y de caja negra. Las pruebas funcionales fueron desarrolladas
desde el enfoque de caja negra, evaluando el comportamiento observable del sistema
desde la perspectiva del usuario final. Estas pruebas permitieron validar que las fun-
cionalidades implementadas respondieran correctamente ante diferentes escenarios de

uso.

Las pruebas funcionales se ejecutaron principalmente sobre la aplicacién web
desarrollada en Laravel, validando rutas, formularios, carga de archivos y generacion de

resultados.

Casos funcionales verificados

Carga de archivos Excel para entrenamiento.

Flujo completo de prediccion desde la interfaz web.

Rechazo de archivos con formatos no permitidos.

Descarga de resultados generados por el sistema.

Visualizacion de métricas y graficos del dashboard.

Comando de ejecucion

php artisan test
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Cuadro 46: Pruebas de caja negra aplicadas al sistema VFM

Funcionalidad evaluada

Entrada o accion del usuario

Resultado esperado

Acceso al dashboard

Ingresar a la pagina principal del
sistema.

El sistema debe mostrar correcta-
mente métricas y gréficos.

Carga de archivo de entre-
namiento

Subir un archivo Excel valido.

El sistema debe aceptar el archi-
vo e iniciar el entrenamiento.

Carga de archivo invalido

Subir archivos con formato inco-
rrecto.

El sistema debe rechazar el archi-
VO y mostrar un error.

Prediccién de flujo

Subir datos de presién y tempera-
tura.

El sistema debe generar predic-
ciones correctamente.

Descarga de resultados

Solicitar descarga del archivo ge-
nerado.

El sistema debe entregar un archi-
vo Excel descargable.

Consulta de modelos

Ingresar al médulo de modelos
entrenados.

El sistema debe mostrar modelos
y métricas disponibles.

Autor del cuadro: Marco Montesdeoca

Estas pruebas permitieron validar que el sistema responde adecuadamente a las

acciones del usuario y cumple con las funcionalidades esperadas.

PS C:\Users\Felipe\Desktop\Proyectos\TesisComposerV2> php artisan test

Tests\Unit\ExampleTest

Tests\Feature\ExampleTest

Tests\Feature\PredictionControllerTest

5 passed
8.36s

Figura 20: Ejecucién de pruebas funcionales y de caja negra en la interfaz web

Pruebas de integracion.

Las pruebas de integracion permitieron validar la comu-

nicacién entre los diferentes médulos que conforman el sistema VFM, incluyendo

la aplicacién web en Laravel, el backend de inteligencia artificial desarrollado en

Python/FastAPI, la base de datos PostgreSQL y los archivos de entrada/salida.
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Debido a que el sistema estd compuesto por multiples tecnologias integradas, este

tipo de pruebas resulté fundamental para garantizar el flujo correcto de informacién

entre componentes.

Alcance de las pruebas de integracion

Confirmacion del procesamiento de archivos Excel.

Comandos de ejecucion

composer test:integration

Senv:INTEGRATION_API_TESTS='1"'

Verificacion de conectividad entre Laravel y la API de prediccion.

Validacion de endpoints como /pingy /health.

Validacién de almacenamiento y recuperacion de resultados.

Verificacion del funcionamiento de PostgreSQL mediante Docker.

python tests/python/test_integration_prediction_api.py -Vv

Cuadro 47: Pruebas de integracion aplicadas al sistema VFM

Moédulos integrados

Prueba realizada

Resultado esperado

cion.

Docker + PostgreSQL Levantar contenedores y verificar | La base de datos debe estar dis-
conexion. ponible y operativa.

Laravel + FastAPI Enviar archivos desde la interfaz | La API debe recibir y procesar
web. correctamente los datos.

FastAPI + Modelo IA Ejecutar entrenamiento y predic-| El sistema debe generar modelos

y predicciones validas.

Backend + Archivos Excel

Generar archivos de salida des-
cargables.

Los archivos deben generarse co-
rrectamente.

API Python

Verificar endpoints HTTP.

Los endpoints deben responder
correctamente.

Autor del cuadro: Marco Montesdeoca

Estas pruebas permitieron confirmar que todos los médulos del sistema trabajan de

manera integrada y estable.
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PS C:\Users\Felipe\Desktop\Proyectos\TesisComposerV2> composer test:integration

ou are running Composer with SSL/TLS protection disabled.

pil|§el Configuration cache cleared successfully.

PHPUnit 11.5.55 by Sebastian Bergmann and contributors.

Runtime: PHP 8.2.12

Configuration: C:\Users\Felipe\Desktop\Proyectos\TesisComposerV2\phpunit.integration.xml

Time: ©0:01.249, Memory: 36.0@ MB

OK (4 tests, 13 assertions)

4 / 4 (108%)

Figura 21: Ejecucién de pruebas de integracion entre médulos del sistema

Pruebas de caja blanca.

Las pruebas de caja blanca se realizaron con conocimiento

de la estructura interna del sistema, revisando directamente el comportamiento del

codigo fuente y la 16gica implementada.

Este enfoque se aplic6 sobre funciones del backend, arquitectura de la red neuronal,

validaciones del dataset y procesos de entrenamiento del modelo.

Cuadro 48: Pruebas de caja blanca aplicadas al sistema VFM

Elemento evaluado

Aspecto revisado

Resultado esperado

Validaciéon de columnas

Revision de identificacion de va-
riables requeridas.

El backend debe detectar correc-
tamente las columnas necesarias.

Construccion del dataset

Transformacién de datos para en-
trenamiento.

Las variables deben estructurarse
correctamente.

Arquitectura MLP

Revision de capas y entrenamien-
to del modelo.

El modelo debe entrenarse co-
rrectamente.

Validacion cruzada

Aplicacién de K-Fold en entrena-
miento.

El sistema debe evaluar multiples
particiones del dataset.

Generacion de graficos

Revisién de funciones de correla-
cion.

Los graficos deben generarse sin
errores.

Autor del cuadro: Marco Montesdeoca

El enfoque de caja blanca permitié validar que la légica interna del sistema se

encontraba alineada con los objetivos planteados en el proyecto.

Checklist operativo de validacion.

Con el fin de mantener una validacion continua

del sistema, se establecio el siguiente orden de ejecucion de pruebas:
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1. php artisan test

2. composer test:integration

3. python tests/python/test_integration_prediction_api.py

-V

Cuadro 49: Resumen general de pruebas del sistema VFM

Tipo de prueba

Propdésito

Aplicacion en el sistema VFM

Pruebas unitarias

Validar componentes individua-
les.

Funciones internas del backend y
dataset.

Pruebas de integracion

Verificar comunicacion entre mo-
dulos.

Laravel, FastAPI, PostgreSQL y
Docker.

Caja blanca

Analizar 16gica interna del siste-
ma.

Entrenamiento, validaciones y
procesamiento.

Caja negra

Validar comportamiento desde el
usuario.

Carga de archivos, prediccion y
descarga.

Autor del cuadro: Marco Montesdeoca

Resumen de pruebas aplicadas.

Conclusion de la estrategia de pruebas.

La aplicacion de pruebas unitarias, funciona-

les, de integracion, caja blanca y caja negra permitié validar el correcto funcionamiento

del sistema de Medidor Virtual de Flujo (VFM) en diferentes niveles de andlisis.

Las pruebas realizadas permitieron detectar errores tempranos, validar la 16gica del

modelo de inteligencia artificial, comprobar la comunicacién entre médulos y asegurar

que los flujos principales del sistema funcionaran correctamente de extremo a extremo.

Ademas, se confirmé que el sistema fue capaz de procesar archivos de entrada,

entrenar modelos de prediccion, generar resultados y presentar informacion de manera

adecuada para el usuario final, garantizando asi la confiabilidad y estabilidad de la

solucion desarrollada.
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Cuadro 50: Pruebas realizadas en la implantacién del sistema VFM

Prueba Resultado esperado Estado

Creacion de base PostgreSQL Tablas creadas correctamente Cumplido
Construccidn del dataset Columnas requeridas disponibles ~ Cumplido
Exportacion Excel/CSV Archivos generados correctamente Cumplido
Matriz de correlacién Grificos generados en PNG Cumplido
Entrenamiento Modelos generados por activo Cumplido
Prediccion Estimacién de flujo de gas Cumplido
Visualizacion Resultados visibles en interfaz Cumplido

Autor del cuadro: Marco Montesdeoca

3.3.6 Resultados

Pipeline del sistema

La Figura 22 resumi6 de extremo a extremo el flujo de datos y modelos del VFM para
el Campo Pucuna (activo P). El proceso inici6 con la ingesta de registros operacionales
desde archivos Excel hacia PostgreSQL; continu6 con el control de calidad de datos;
incorporé ingenieria de caracteristicas (rezagos, ventanas moviles y estacionalidad);
ejecutd el entrenamiento del MLP con validacién cruzada temporal K-Fold; expuso
la prediccion de gas asociado; y culminé en la publicacién de resultados en base de

datos, libros Excel y dashboard.

Las entradas del modelo fueron petréleo, agua, presidon y temperatura; la salida
principal fue el flujo de gas (GAS). La capa de presentacion (Laravel), el servicio de
inteligencia artificial (FastAPI) y la persistencia (PostgreSQL) se mantuvieron separadas,
de acuerdo con la arquitectura definida en la Fase 2, lo que permiti6 trazabilidad del

dato y reentrenamiento del modelo sin redisefar la interfaz de usuario.
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Pipeline VFM — Campo Pucuna

ingesta Calidad B Entrenamiento Prediccin Resultados @

Excel - PostgreSQL vim_data_quality MLP - KFold temporal POST /predict - GAS BD - Excel - Dashboard

aravel (UI) — Fast ~ PostgreSQL - Activo P - Entradas: petréleo, agua, presi6n, temperatura

Figura 22: Pipeline del sistema VFM

Requerimientos funcionales y no funcionales

Los requerimientos del sistema VFM se clasificaron en funcionales (RF), que
describian gué debia hacer el sistema, y no funcionales (RNF), que especificaban como
debia comportarse en términos de calidad, arquitectura y despliegue, en linea con
ISO/IEC 25010:2011 (Anexo A). Las Tablas 51 y 52 detallaron cada requerimiento, su

evidencia de cumplimiento y el estado al cierre de la implementacion.

Cuadro 51: Matriz de requerimientos funcionales del sistema VFM

N° | Tipo | Requerimiento Evidencia de cumplimiento Estado
RF1| RF |Gestionar datos operacionales (pre- |Carga desde archivos Excel, tablas Cumplido
sién, temperatura y flujo): carga, PostgreSQL y archivo histérico.

almacenamiento y consulta en un es-
quema estructurado.

RF2| RF |Construir un dataset de entrenamiento | Tabla training_dataset, Cumplido
a partir de variables de presion y pivote ancho (x_P, »_A)y
temperatura por activo. dataset_feature_map.

RF3| RF |Entrenar modelos de inteligencia API FastAPI (/t rain), modelos Cumplido
artificial para estimar el flujo de gas | MLP por activo con validacién K-

asociado. Fold y TensorFlow/Keras.
RF4| RF |Permitir la carga de archivos Excel =~ |Md&dulos Laravel de entrenamiento | Cumplido
para entrenamiento y prediccion. y prediccién; endpoints /trainy
/predict.

RF5| RF | Generar predicciones diarias de flujo |Salidas «_D, GAS y exportacién de | Cumplido
de gas asociado (GAS) y valores agre- | resultados Excel desde el backend.
gados de GAS por periodo.

RF6| RF | Visualizar resultados, métricas y Dashboard Laravel, graficos com- Cumplido
gréficos en una interfaz web. parativos con Chart.js y capturas de
entrenamiento/prediccion.
RF7| RF |Consultar tablas de la base de datos | Mddulo de gestion de modelos, Cumplido
y la trazabilidad del dataset desde el |dataset_feature_map, con-
origen hasta el entrenamiento. sultas a PostgreSQL y control de

versiones de modelos entrenados.

Autor del cuadro: Marco Montesdeoca
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Cuadro 52: Matriz de requerimientos no funcionales del sistema VFM

NO

Tipo

Requerimiento

Evidencia de cumplimiento

Estado

RNF1

RNF

Modularidad: separar capa web,
API de IA, base de datos y mo-
dulo de visualizacion.

Arquitectura distribuida en cua-
tro componentes principales (Fi-
gura 8).

Cumplido

RNF2

RNF

Reproducibilidad del entorno
mediante contenedores Docker.

Servicios Docker para Post-
greSQL e inicializacién automa-
tizada de datos (Figura 15).

Cumplido

RNF3

RNF

Trazabilidad de variables desde
tablas fuente hasta el dataset de
entrenamiento.

dataset_feature_map,
catalogo de activos y documen-
tacion completa del pipeline de
datos.

Cumplido

RNF4

RNF

Usabilidad: interfaz comprensi-
ble para personal técnico y ope-
rativo.

Mockups y pantallas finales
de entrenamiento, prediccién y
dashboard del sistema.

Cumplido

RNF5

RNF

Capacidad de procesamiento de
datos y entrenamiento en el bac-
kend.

Backend Python/FastAPI con
Pandas, StandardScalery

validacién cruzada implementa-
da.

Cumplido

RNF6

RNF

Escalabilidad para incorporar
datos reales de campo en el futu-
ro.

Esquema relacional extensible y
carga de archivos Excel sin mo-
dificar la arquitectura base.

Cumplido

RNF7

RNF

Integracién entre capas median-
te servicios HTTP estandariza-
dos.

Comunicacion Laravel <+ Fas-
tAPI y pruebas de integracién
(Tabla 47).

Cumplido

RNF8

RNF

Confiabilidad y validacién del
sistema antes de uso operativo.

Pruebas unitarias, de integra-
cién, caja blanca y caja negra
(Tabla 49).

Cumplido

Autor del cuadro: Marco Montesdeoca

La Tabla 53 resume el nivel de cumplimiento por tipo de requerimiento. Todos

los requerimientos planificados fueron implementados y verificados durante la fase de

pruebas del sistema.

Cuadro 53: Resumen de cumplimiento de requerimientos del sistema VFM

Categoria Total planificados | Cumplidos | Porcentaje ( %)
Requerimientos funcionales (RF) 7 7 100
Requerimientos no funcionales (RNF) 8 8 100
Total general 15 15 100

Autor del cuadro: Marco Montesdeoca

En la Figura 23, el sistema alcanzé un cumplimiento del 100 % en ambas categorias:
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Figura 23: Nivel de cumplimiento: planificado vs. logrado

Nivel de cumplimiento: Planificado vs. Logrado

Requerimientos no | 100 %
funcionales (RNF)
Requerimientos | 100 %
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Porcentaje de cumplimiento ( %)

los siete requerimientos funcionales (RFI-RF7) y los ocho no funcionales (RNF1—
RNF8), validados mediante la implementacion de los médulos descritos en las fases

RAD de requisitos, disefio, construccion e implantacion del capitulo de resultados.
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4. CONCLUSIONES Y RECOMENDACIONES

4.1 Conclusiones

= Se identificaron las variables operacionales criticas de los sistemas y bases de
datos histéricas de Petroecuador mediante entrevistas (Anexo B), revision biblio-
grafica de Virtual Flow Metering y andlisis de las bases de datos histéricas del
campo Pucuna, y con ello se construy¢ el dataset de entrenamiento del modelo
de inteligencia artificial. El conjunto resultante comprende 2 192 observaciones
diarias sin valores faltantes, con GAS en torno a 5 562,95 MSCFD de media; el
esquema relacional en PostgreSQL permite vincular cada variable del entrena-
miento con su origen documentado y sostener la trazabilidad desde el registro de

campo hasta el modelado supervisado.

= En el andlisis de algoritmos de regresion Ridge, MLP, Random Forest y SVR
evaluados con MAE, RMSE, R?, MAPE y mejora frente a un modelo naive
sobre el 25 % de datos de prueba, el MLP obtuvo el mejor desempeiio global:
R?* = 97,02 %, MAE = 0,13 %, RMSE = 0,18 %, MAPE = 0,13 % y mejora del
86,33 % respecto al naive. Ridge ocupé el segundo lugar (R? = 93,55 %), lo que
indica que parte de la relacion entre presion, temperatura, produccion liquida y
gas es aproximadamente lineal; Random Forest y SVR quedaron por debajo del
88 % de R?. La comparacién dia a dia del Cuadro de predicciones confirma el
ajuste fino del MLP en fechas representativas (por ejemplo, 18/12/2025: gas real
9411,94 MSCFD, prediccién 9411,41 MSCFD). Con validacién cruzada K-Fold,
early stopping y regularizacion, se justifica el MLP como nucleo del VEM y se

cumple el segundo objetivo especifico.

= Se implemento un sistema integral de Medidor Virtual de Flujo basado en
algoritmos de inteligencia artificial para la prediccién del flujo de gas asociado
en los flares del Campo Pucuna. Para su desarrollo se adopté la metodologia
RAD, seleccionada mediante el modelo de Simon con puntaje ponderado de 4,70
frente a 3,25 del modelo en cascada, al exigir integracion progresiva entre datos,

inteligencia artificial, API e interfaz; la pila tecnoldgica se definié con el mismo
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criterio: Python (5,00/5,00) y FastAPI (5,00) para procesamiento, entrenamiento
e inferencia; Laravel (5,00) para la capa web; PostgreSQL (5,00) como motor
relacional; y Docker (5,00) para reproducibilidad del entorno. Bajo la arquitec-
tura de la Fase 2, se cubre la carga de datos desde Excel hacia PostgreSQL, la
construccion del dataset, el entrenamiento por activo, la prediccion diaria y su
consolidacién mensual, la exportacion de resultados y la visualizacion en dash-
board, con backend TensorFlow/Keras y separacion entre la carga computacional
del modelo y la presentacion al usuario. Los médulos fueron verificados con
pruebas unitarias, de integracion, caja blanca y caja negra; los 15 requerimientos
planificados alcanzaron 100 % de cumplimiento (Tabla 53), lo que demuestra la
viabilidad técnica de estimar el flujo sin depender exclusivamente de medidores
fisicos en cada punto y aporta una base de software replicable para una fase piloto

con recalibracion periddica del modelo.

= El sistema de Medidor Virtual de Flujo (VFEM) desarrollado para el Campo Pucu-
na de Petroecuador durante el periodo académico 2026 unificé en una plataforma
web la carga y trazabilidad de datos operacionales, el entrenamiento del mo-
delo, la prediccion del caudal de gas asociado y la visualizacién de resultados,
sustituyendo estimaciones manuales y la dependencia exclusiva de medidores
fisicos en cada punto de medicion, e integrd un perceptrén multicapa como nicleo
predictivo con R? = 97,02 % en el conjunto de prueba, verificado con 100 %
de cumplimiento de los quince requerimientos planificados. El resultado es una
herramienta operativa y analitica que no existia previamente en el activo y que
responde directamente a la problematica de medicién del gas asociado diagnosti-
cada en el estudio, en cumplimiento del objetivo general de desarrollar un VFM
basado en algoritmos de inteligencia artificial para la prediccién del flujo de gas

en los pozos de produccién del campo Pucuna.

4.2 Recomendaciones

= Se recomienda implementar el sistema de forma progresiva, iniciando con un

escenario piloto acotado y ampliando su uso una vez validada la estabilidad de
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los datos, el desempefio del modelo y el funcionamiento integral del software en

condiciones operativas reales.

Conviene capacitar al personal técnico y de supervision vinculado a la medicién
y al control de produccidn, mediante sesiones de formacion préctica que faciliten

la adopcién del sistema y el uso adecuado de sus funcionalidades principales.

Es pertinente evaluar periddicamente el comportamiento del sistema en operacion,
contrastando la calidad de la informacidn, los resultados del modelo y los tiempos
de respuesta con lo establecido en las pruebas de validacion, a fin de orientar
acciones de mejora continua; conviene revisar también la coherencia de balances

mensuales obtenidos por agregacion de las predicciones diarias.

Se sugiere profundizar la linea de investigacion sobre medicion virtual de flujo
mediante estudios que incorporen nuevos periodos de datos, escenarios operati-
vos adicionales y enfoques metodoldgicos complementarios que fortalezcan la

estabilidad y la generalizacion de las predicciones.

Resulta conveniente establecer lineamientos de actualizacion, trazabilidad y docu-
mentacion del modelo predictivo, de modo que cada version quede respaldada con
evidencia metodoldgica reproducible para trabajos académicos o de aplicacién

industrial posteriores.

Seria oportuno explorar la aplicacion del enfoque de medidor virtual en otros
contextos industriales donde la medicion directa sea limitada o costosa, siempre
que exista una relacién consistente entre variables operacionales observables y la

magnitud que se desea estimar.

Se aconseja considerar la arquitectura de integracion entre datos, inteligencia
artificial e interfaz de usuario como referencia para el desarrollo de otros sistemas
que requieran entrega incremental, validacion temprana con usuarios y toma de

decisiones basada en informacion.

Se recomienda ampliar el alcance del sistema implementado mediante el desa-
rrollo de un modelo de inteligencia artificial orientado a la prediccién del caudal

de petréleo, reutilizando la infraestructura de datos, entrenamiento e inferencia
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ya construida para el VFM de gas y aprovechando variables operacionales como
presion, temperatura y produccion liquida, con el fin de ofrecer una estimacién
integral de los flujos del activo y fortalecer la toma de decisiones operativas en el

Campo Pucuna.
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6. ANEXOS

6.1 Anexo A. Normas ISO utilizadas

En el desarrollo del sistema VFM se tomaron como referencia dos normas de la serie

ISO/IEC de ingenieria de sistemas y software, citadas en el apartado de seleccion del

ciclo de vida del Capitulo de metodologia. A continuacién se consigna la denominacién

oficial, el titulo integro, la edicion y el uso que tuvo cada norma en el proyecto.

ISO/IEC/IEEE 12207:2017

Denominacion completa: ISO/IEC/IEEE 12207:2017.

Titulo oficial (inglés): Systems and software engineering — Software life cycle

processes.

Titulo en espaiol: Ingenieria de sistemas y del software — Procesos del ciclo de

vida del software.

Organismo: ISO/IEC JTC 1/SC 7 (Software and systems engineering), en cola-

boracién con IEEE.
Fecha de publicacion: noviembre de 2017.

Alcance: Establece un marco comtn de procesos para el ciclo de vida del software
(adquisicidén, suministro, desarrollo, operacién y mantenimiento), con actividades

y tareas aplicables a proyectos y organizaciones.

Aplicacion en el proyecto: Sustent6 la organizacién del trabajo en fases RAD
(requisitos, disefio, construccién e implantacién) y la trazabilidad entre requisitos,

disefo, implementacién y validacion del VFM.

ISO/IEC 25010:2011

Denominacién completa: ISO/IEC 25010:2011.
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Titulo oficial (inglés): Systems and software engineering — Systems and software
Quality Requirements and Evaluation (SQuaRE) — System and software quality

models.

Titulo en espaiiol: Ingenieria de sistemas y del software — Requisitos y evalua-
cion de la calidad de sistemas y software (SQuaRE) — Modelos de calidad de

sistemas y software.
Organismo: ISO/IEC JTC 1/SC 7.

Fecha de publicacién: marzo de 2011 (sustituida en parte por ISO/IEC
25010:2023, que actualiza el modelo de calidad del producto).

Alcance: Define un modelo de calidad para productos software y sistemas, con
caracteristicas y subcaracteristicas (por ejemplo, mantenibilidad, confiabilidad,
compatibilidad, usabilidad, eficiencia del desempefio y seguridad) que orientan

requisitos no funcionales y evaluacion.

Aplicacion en el proyecto: Orient6 la definicion de los requisitos no funcionales
del VFM (modularidad, reproducibilidad, trazabilidad, usabilidad, escalabilidad,

entre otros) y su verificacion en la matriz de cumplimiento.

Nota: Las normas ISO/IEC son documentos con derechos de autor; en esta tesis se

citan unicamente su identificacién oficial y su aporte conceptual. El texto completo de

cada norma debe consultarse en el organismo nacional de normalizacion o en la tienda

oficial de ISO/IEC.

6.2 Anexo B. Guia de preguntas de las entrevistas

Las entrevistas se aplicaron al personal del Departamento de Instrumentacién y

Control del Campo Pucuna (supervisor, supervisor de instrumentacién y control, e

ingenieros de instrumentacion y control). Se utilizé una guia semiestructurada en dos

momentos: una primera ronda comin a todos los entrevistados y una segunda ronda

complementaria al supervisor para profundizar en datos operacionales y flujo de gas en
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flares. Los resultados detallados por entrevistado figuran en el Capitulo de metodologia

(Cuadros de entrevistas).

Primera ronda — Preguntas comunes

1. ({Qué problemas existen en la medicion actual del flujo de gas?
2. (Qué variables son més relevantes para estimar el flujo?

3. (Coémo es la calidad de los datos actuales?

4. (Qué opina del uso de inteligencia artificial en este contexto?

5. ¢Qué beneficios tendria un sistema VFM?

Segunda ronda — Preguntas al supervisor (justificacion de datos y flujo de gas)

6. (Por qué es necesario recolectar datos operacionales para el desarrollo del sistema

VFEM?

7. (Qué tipo de datos considera mds importantes para el entrenamiento del modelo?

8. ¢Por qué es importante medir o estimar el flujo de gas en los flares?

9. (Qué problemas existen actualmente al no contar con medicion directa del flujo

de gas?

10. (Coémo contribuiria un sistema VFM basado en inteligencia artificial en este

contexto?

6.3 Anexo C. Cédigo fuente del sistema VFM

Este anexo reune las capturas del c6digo implementado en la Fase 3 de construc-
cion del Medidor Virtual de Flujo: médulo de entrenamiento con validacion cruzada,
arquitectura de la red neuronal, servicio de prediccion y definicién de rutas del backend

FastAPI.
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def train_model_cv(X, y, model_name: str, activo: str):
logger.info(f"Iniciando entrenamiento con K-Fold para activo: {activo}")

scaler = StandardScaler()
X_scaled = scaler.fit_transform(X).astype(np.float32)

n_folds = max(2, min(TRAIN_FOLDS, 1@))

kf = KFold(n_splits=n_folds, shuffle=False)
models = []

histories = []

mse_scores = []

mae_scores = []

r2_scores = []

fold = 1

for train_index, val_index in kf.split(X_scaled):
X_train, X_val = X_scaled[train_index], X_scaled[val_index]
y_train, y_val = y[train_index], y[val_index]

logger.info(f" Fold {fold}/{n_folds} - Train size: {len(X_train)}, Val size: {len(X_val)}")

model = build model(input dim=X.shape[1])

early stopping = tf.keras.callbacks.EarlyStopping(
monitor='val_loss",
patience=TRAIN_EARLY_STOPPING_PATIENCE,
restore_best_weights=True,
verbose=0

history = model.fit(
X_train, y_train,
epochs=TRAIN_EPOCHS,
batch_size=min(32, len(X_train))
validation data=(X_val, y_val),
callbacks=[early_stopping],
verbose=0

2

y_pred = model.predict(X_val, verbose=e).flatten()
mse = mean_squared_error(y_val, y_pred)

Figura 24: Mdédulo de entrenamiento del modelo de inteligencia artificial
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def predict_dataframe(df: pd.DataFrame):

df = df.copy()

df.columns = df.columns.astype(str).str.strip()

if len(df.columns) > @ and (str(df.columns[@]).startswith('Unnamed’) or str(df.columns[@]).strip() == "'):
df = df.iloc[:, 1:]

norm_map = _make_column_map(df.columns)

for req in REQUIRED_COLS:
try:
_ = _find_column(req, norm_map)
except KeyError:
raise

preds = {}

for activo in ACTIVOS:
col_a = _find_column(f"{activo}_A", norm_map)
col_p = _find_column(f"{activo , horm_map)

model_file = os.path.join(MODEL_DIR, f"{activo}_ model.keras")
1f not os.path.exists(model_file):
raise FileNotFoundError(f"Modelo no encontrado para activo '{activo}': {model_file}")

base_model = tf.keras.models.load_model(model_file)
X, clean_report = prepare_asset_predict_frame(df, col_a, col_p)
if clean_report["nulos_imputados_a"] or clean_report["nulos_imputados_p"]:
logger.info(
"Limpieza predict %s: A=%s P=%s nulos imputados”,
activo,
clean_report["nulos_imputados_a"],
clean_report["nulos_imputados_p"],
)
scaler_file = scaler_path_for(model_file)
1f os.path.exists(scaler_file):
scaler = joblib.load(scaler_file)
X = scaler.transform(X)
y_pred = base_model.predict(X, verbose=0).flatten()
preds[f~{activo}_D"] = y_pred

out_df = pd.DataFrame(preds)

if 'FECHA' in df.columns:
out_df.insert(®, 'FECHA', pd.to_datetime(df['FECHA'], errors='coerce'))

Figura 25: Servicio de prediccion del flujo de gas asociado

@app.get(’/ping’)
@app.get(’/health")

/models ")

@app.get(’
@app.get(’

/metrics/{activo}")

Figura 26: Rutas del backend FastAPI (entrenamiento, prediccion y monitoreo)

6.4 Anexo D. Manual de usuario de la Terminal VFM

El manual se publicé en linea en la siguiente direccion:

https://felixmf.github.io/manual/
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