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RESUMEN EJECUTIVO

En la presente investigacion, se destaca la limitada capacidad de los actuales tratamientos contra el
cancer gastrico junto al rol de las herramientas de Inteligencia Artificial en el desarrollo de nuevas
estrategias personalizadas, a través de la prediccion de proteinas de novo destinadas a la inhibicion del
Factor Nuclear de las cadenas ligeras kappa de las células B activas (NF-kB) asociado con este tipo de
cancer. Se predijeron 30 proteinas con una composicion similar a las que se encuentran almacenadas en
bases de datos de tipo estandar y experimental. Se analiz6 su estabilidad y capacidad de plegamiento a
partir del analisis de las energias provenientes de interacciones intra e intermoleculares mediante
simulaciones de dinamica molecular. Asi mismo, se efectud un proceso de acoplamiento molecular entre
varios genes o factores de transcripcion regulados por NF-«xB vy las proteinas predichas, se calculd y
compar6 diferentes variables termodinamicas tales como: Energia Libre de Gibbs, Constante de
disociacion, Entalpia, Capacidad Calorifica y Entropia con respecto al complejo del Inhibidor Alpha de
kappa B y la proteina compuesta por las subunidades p65 y p50 de NF-«B para verificar la afinidad de
su interaccion proteina-proteina y su estado de conformacion estructural. Finalmente, se evalud la
afinidad y selectividad en las interacciones resultantes, concluyendo que las proteinas de novo predichas
por inteligencia artificial son viables para la generacién de nuevos tratamientos y el disefio de nuevos

farmacos para tratar el cancer gastrico.

Palabras clave: NF-xB, cancer gastrico, proteinas de novo, inteligencia artificial, acoplamiento

molecular, interacciones proteina-proteina
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ABSTRACT

In this research, highlights the limited effectiveness of current treatments for gastric cancer and the role
of Al tools in the development of new personalized strategies, through the prediction of de novo proteins
aimed at inhibiting the Nuclear Factor kappa-light-chain-enhancer of activated B cells (NF-xB)
associated with this type of cancer. Thirty proteins were predicted, with a similar composition to those
stored in standard and experimental databases. Their stability and folding capacity were analyzed based
on the energies from intra and intermolecular interactions by molecular dynamics simulations.
Furthermore, a molecular docking process was performed between several genes or transcription factors
regulated by NF-«xB and the predicted proteins, different thermodynamic variables such as Gibbs Free
Energy, Dissociation Constant, Enthalpy, Heat Capacity, and Entropy were calculated and compared
with respect to the complex of Inhibitor Alpha of kappa B and the protein composed of the p65 and p50
subunits of NF-«xB to verify the affinity of their protein-protein interaction and structural conformation
state. Finally, the affinity and selectivity of the resulting interactions were evaluated, concluding that
the de novo proteins predicted by artificial intelligence are viable for the generation of new treatments

and the design of new drugs to treat gastric cancer.

Keywords: NF-xB, gastric cancer, de novo proteins, artificial intelligence, molecular docking,

protein-protein interactions
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CAPITULO 1

MARCO TEORICO

1.1 Antecedentes Investigativos

1.1.1. Justificacion

A pesar de los esfuerzos de la comunidad médica, el cancer se ha convertido en una de las
principales causas de muerte a nivel global, provocando alrededor de 10 millones de
defunciones en el afio 2020 (World Health Organization [WHO], 2022), incluso cuando su
tasa de mortalidad disminuy¢ entre 1.4 a 1.8 % durante periodos anteriores (Ward et al., 2019).
El cancer gastrico es considerado como uno de los cinco tipos mas comunes de cancer, debido
a que cada afio se diagnostica a mas de un millén de personas con esta enfermedad y al
incremento de su incidencia en poblaciones menores de 40 afios dentro de paises europeos,
asiaticos y sudamericanos, por esta razon, se ha posicionado como el tercer tipo de cancer con
mayor mortalidad en el mundo (Rawla & Barsouk, 2019; Wong et al., 2021). Este cancer
registra una tasa de supervivencia del 30% durante los primeros cincos anos tras su diagnostico,
no obstante, dicho porcentaje puede aumentar si los tratamientos empiezan en una etapa

temprana del cancer diagnosticado (Eusebi et al., 2020).

Entre las técnicas para su tratamiento se encuentras: la radioterapia y la quimioterapia que son
las mas comunes durante el desarrollo de ensayos clinicos, sin embargo, este tipo de técnicas
se encuentran limitadas por su incapacidad para actuar en secciones especificas (Johnston &
Beckman, 2019; Joshi & Badgwell, 2021), en donde, a pesar de que es habitual contrarrestar
la accion tumoral de dicha enfermedad aiin no se demuestran avances significativos en su
eliminacion definitiva (Petryszyn et al., 2020). Por tal motivo, la implementacion de
alternativas como la terapia proteica enfocada al disefio de proteinas de novo se presenta como
una posible estrategia para el tratamiento del cancer debido a la facilidad para generar
secuencias proteicas altamente estables y destinarlas a la interaccion o uniéon con receptores de
células cancerigenas especificas (Kintzing et al., 2016; Kuhlman & Bradley, 2019), todo esto
afnadido al uso de la inteligencia artificial como parte de la prediccion y verificacion del disefio
de dichas estructuras, para el desarrollo de nuevas estrategias de tratamiento de cualquier tipo

de cancer y el desarrollo de nuevos farmacos dirigidos (Huang & Li, 2023).

Finalmente, en la presente investigacion se plantea un estudio de factibilidad acerca del uso de

herramientas de inteligencia artificial para la prediccion de proteinas de novo destinadas a la



inhibicion especifica del factor NF-kB presente en el cancer gastrico con la finalidad de
establecer un punto de partida en investigaciones relacionadas con la comprension de
estructuras proteicas, inteligencia artificial en la biomedicina y desarrollo de nuevos farmacos

para tratar la enfermedad.

1.1.2. Cancer Gastrico

El cancer gastrico probablemente sea una de las enfermedades mas antiguas reconocidas por la
sociedad humana incluso llegando a presentar varios registros dentro de distintas civilizaciones,
sin embargo, no fue considerada como tal hasta el descubrimiento de su fisiopatologia
(alteraciones en la mucosa géastrica y desarrollo de ulceras duodenales) durante la época del
Renacimiento (Topi et al., 2020), en donde, gran parte de los conocimientos actuales fueron
desarrollados. Hoy en dia, se la considera la neoplasia més recurrente en el estomago y el tercer
tipo de cancer con mayor mortalidad (1 de cada 12 muertes) por debajo del cancer de pulmon
y colorrectal, ademas, suele ser mas frecuente en hombres (1 de cada 54) que en mujeres (1 de
cada 126) de regiones rurales de Asia Oriental, Europa Oriental y América Latina, siendo esta
ultima region donde se presentan la mayor parte de los pacientes jovenes (M. J. Lopez et al.,
2023; Smyth et al., 2020; Thrift & El-Serag, 2020), debido en gran parte a la gran cantidad
de factores asociados a la misma, tales como: la edad, el sexo, el alto consumo de sales, las
inflamaciones cronicas intestinales (gastritis), las infecciones por Helicobacter pylori, la
virulencia bacteriana, los polimorfismos genéticos y los factores ambientales (Lyons et al.,

2019; Sepulveda, 2013; L. Yang et al., 2020).

1.1.2.1. Clasificacion del cancer gastrico

Los sistemas de clasificacion empleados durante el ultimo siglo no son completamente
reproducibles conforme los estandares actuales, debido a que se basan principalmente en las
caracteristicas macroscopicas y microscopicas presentes en el cancer gastrico, en donde, la
presencia de numerosas caracteristicas histologicas en una misma region dificulta su
interpretacion (Agnes et al., 2020). Por tal razon, recientemente se ha implementado varias

clasificaciones que toman en cuenta multiples caracteristicas de dicha enfermedad:

e (Clasificacion de Borrmann: Implementada y estudiada ampliamente dentro de paises
asiaticos y orientales, clasifica al cancer géstrico en funcion de sus caracteristicas
macroscopicas y su patron infiltrativo llegando a diferenciarlas en: tipo I (polipoide)

caracterizada por presentar lesiones leves junto a una limitada formacion del tumor,



tipo II (fungante) con aspecto similar al de un hongo tras la formacién de lesiones
profundas, tipo III (ulcerada) causante de lesiones ulceradas extensas dentro de la pared
del estdmago vy tipo IV (plana/infiltrativa) relacionada con la infiltracion difusa de
células cancerigenas (Agnes et al., 2020; Del Arco et al., 2021).

e C(Clasificacion de Lauren: Conocido por ser el sistema de clasificacion del cancer
gastrico mas utilizado en el mundo debido al uso de subtipos histologicos (intestinal y
difuso) junto a los principales tipos topograficos (cardiaco y no cardiaco) presentes en
dicho cancer, con la finalidad de identificar distintos tipos en funcion de sus
caracteristicas (Thrift & Nguyen, 2021), siendo que pueden ser las siguientes: bien
diferenciado (no cardiaco/intestinal) presente en adultos mayores en forma de glandulas
o tibulos que se asemejan a la mucosa intestinal, poco diferenciado (cardiaco/difuso)
comun entre mujeres jovenes en forma de anillo o poco cohesiva y mixto regularmente
presentado por hombres (Machlowska et al., 2020; Sexton et al., 2020).

e Clasificacion de la OMS: Similar a anteriores clasificaciones, este tipo de sistema
aflade caracteristicas de varios grupos de adenocarcinomas gastricos (subtipos
histologicos) y conforme a su tiltima edicion se identifican los siguientes tipos: tubular
conocido por ser el mas frecuente dentro de este tipo de cancer y la alta cohesion entre
sus células, papilar que presenta una superficie luminal hacia afuera formando
estructuras papilares similares a dedos, mucinoso caracterizado por ser la segunda mas
frecuente en aparecer y la produccion de un componente gelatinoso (mucina), poco
cohesivo destinados para los carcinomas de tipo no sélido junto a los de tipo difuso y
mixto que a pesar de no contar con una descripcion clara implica la presencia de una
combinacion tanto de tumores tubulares como de mucinosos (Kushima, 2022;

Machlowska et al., 2020).

1.1.2.2. Causas y Efectos

Generalmente, el desarrollo de cualquier tipo de cancer suele estar influenciado por diversos
factores genéticos y ambientales, se incluyen habitos y comportamientos con un alto impacto
en la generacion de este tipo de diagndsticos, como lo son: la elevada ingesta de sales y
alimentos ahumados o asados, consumo de alcohol, tabaquismo, las infecciones por bacterias o
virus (Helicobacter pylori y virus de Epstein-Barr) y en menor medida los antecedentes
familiares (Machlowska et al., 2020). Dichos factores, cominmente ocasiona un crecimiento
anormal de células tumorales alrededor del revestimiento del estdmago que puede llegar a
extenderse hasta varios 6rganos subyacentes como es el caso del higado o el pancreas, sin llegar

a presentar ningln sintoma caracteristico hasta etapas muy avanzadas debido a la obstruccion



de la luz perteneciente a la region géstrica (Cleveland Clinic, 2022; Waldum & Fossmark,

2021).

1.1.2.3. Diagndstico y tratamientos contra el cancer gdstrico

Recientemente, se han desarrollado diversos procedimientos (biomarcadores circulantes,
microARN, entre otros) para el diagndstico temprano del cancer gastrico, sin embargo, aun
presentan una baja sensibilidad y especificidad durante la presentacion de sus resultados
(Necula et al., 2019). Por tal razén, procedimientos invasivos como la biopsia endoscopica
siguen siendo recurrentes en el diagnodstico de este tipo de enfermedad, a pesar de que se
realizan durante etapas muy avanzadas de la enfermedad, donde, la tasa de supervivencia de los

pacientes es baja incluso llegando a ser del 10% (L. Yang et al., 2020).

La mayoria de los tratamientos se tratan de terapias combinadas como: la cirugia tradicional y
laparoscopica, la quimioterapia convencional, la terapia dirigida, la radioterapia y la
inmunoterapia que ha logrado importantes avances con el control inmunologico por medio de
inhibidores, de igual forma, se puede incluir al uso de diversos farmacos como (K. Li et al.,

2021; Patel & Cecchini, 2020):

e Anti-HER?2 (receptor de tirosina quinasa)

e Trastuzumab (anticuerpo monoclonal IgG1)

e Trastuzumab emtansina (conjugado anticuerpo - farmaco)
e Pertuzumab (anticuerpo monoclonal humanizado)

e Lapatinib (inhibidor competitivo del ATP)

1.1.3. Factor NF-xB

El Factor Nuclear Kappa B (NF-«B) considerado como un factor de transcripcion de proteinas,
presenta un papel clave durante la supervivencia, proliferacion y expresion de distintos tipos de
células, ademas, mantiene una enorme influencia en las propiedades de proinflamacion y neuro
proteccion, en gran parte, por ser un regulador del sistema inmune innato (Albensi, 2019), es
responsable de la sefalizacion bioldgica compleja del cuerpo, resultante de la activacion de su
via de sefializacion (IxkB quinasa o IKK) por diversos estimulos: sefiales de estrés, antigenos
inmunes, citoquininas inflamatorias o productos microbianos que permiten al complejo IKK

trasladarse hacia el nucleo, en donde, la poli ubiquitinacidon y fosforilacion de NF-«B permite



la degradacion proteasomal de dicha proteina y la liberacion de sus dimeros para su traslocacion

(Mulero et al., 2019; Ramadass et al., 2020).

1.1.3.1. Subunidades y vias de seiializacion del factor NF-kB

Dentro de la familia NF-kB constan cinco miembros que pueden interactuar entre si: RelA
(p65), RelB, c-Rel, NFxB1 (p105/p50) y NFkB2 (p100/p52), donde, cada subunidad presenta
un dominio N-terminal (RHD) que permite la union, dimerizacion e interaccion del ADN con
multiples inhibidores y proteinas (Medeiros et al., 2021). Ademas, se sabe que tanto la
subunidad p50 como p52 no son capaces de activar una transcripcion in vitro o in vivo y RelB

solo llega a formar homo o heterodimeros con dichas subunidades (Barnabei et al., 2021).

Por otra parte, el complejo quinasa IKK consta de un par de subunidades cataliticas, conocidas
como: IKKa y IKKf junto a una subunidad reguladora conocida por ser moduladora esencial
de NF-«B y principal componente de la via de senalizaciéon de NF-kB (NEMO) (Peng et al.,
2020); La activacion de dicha via se realiza a través de una via candnica inducida por medio
de diversas moléculas (lipopolisacaridos, interleucina-1 y TNFa) y relacionada con el desarrollo
del sistema nervioso o de una via no canénica dependiente del complejo NFxB2 (p100)/RelB
de vital importancia en el desarrollo del sistema inmunolégico (Medeiros et al., 2021; Peng et

al., 2020; Zinatizadeh et al., 2021).

1.1.3.2. Factor NF-kB y su relacion con el cancer gastrico

NF- xB actia como regulador central de la respuesta inmune e inflamatoria del organismo, por
lo tanto, si existe una desregulacion durante la activacion de dicho factor se pueden presentar
varias alteraciones (mutaciones oncogénicas, dafios en los tejidos y ADN) que permiten la
carcinogénesis gastrica, supresion de la apoptosis, metastasis e inestabilidad gendémica que
puede incluir cierto tipo de resistencia a medicamentos destinados al tratamiento del cancer
(Chaithongyot et al., 2021; Peng et al., 2020). Un claro ejemplo de estas alteraciones son: los
diferentes polimorfismos presentes en los genes del factor NF-xB y sus moléculas de

sefalizacion, en la Tabla 1 (Chaithongyot et al., 2021).



Tabla 1.

Polimorfismos presentes en genes de NF-kB y en moléculas de senalizacion.

Nombre del ) ) Observaciones relacionadas con el
Polimorfismos ) o
Gen cancer géstrico
SNP_rs230521 Presente en pacientes con cancer gastrico
Se encuentra asociado con el cancer
SNP_rs28362491 o ) ) .
gastrico difuso, acelera la inflamacion
(=94 pulgadas/del ATTG) o
NFKB1 gastrica severa
SNP_rs4648068 Presenta mayor riesgo de cancer gastrico
. o Se observa atrofia gastrica en ratones
delecién homocigotica ) ) o )
relacionada a un cancer géstrico invasivo
Presenta una hiperplasia gastrica junto a
) o una muerte postnatal temprana
NFKB2 delecion homocigotica i
Se observa en lesiones de la mucosa
gastrica de forma suprimida
SNP_rs2233408 T/C Presenta cierta susceptibilidad al cancer
homocigoto gastrico
Se observa una reduccion del riesgo de
SNP_rs2233408 T . o . .
) cancer gastrico no cardiaco de tipo
heterocigoto ) )
NFKBIA intestinal
Considerado como un factor de riesgo
SNP_rs17103265 S
para la carcinogénesis gastrica
SNP_rs696 Susceptible al cancer gastrico cardiaco
SNP_rs2233406 Susceptible al cancer géstrico no cardiaco
IKBKB SNP_rs2272736 A Relacionado con un tiempo prolongado de
homocigoto supervivencia general
SNP_rs7708392 ) ) ) o
TNIP1 Asociado con el riesgo de cancer gastrico
SNP_rs10036748
» » Presenta dafio de la mucosa gastrica y
delecion, mutacion .
carcinogénesis
MYD88 i _
Se observa en linfomas de tejido linfoide
L265P mutante ] o
asociado a la mucosa géastrica (MALT)
Presenta mayor riesgo de cancer gastrico
RIPK2 SNP_rs16900627 ) )
intestinal
TLRO SNP_rs5743836 Asociado con el cancer gastrico inducido

(-1237 T/C)

por H. pylori




De igual forma, se puede llegar a vincular con el cancer gastrico a los distintos genes regulados

por NF-kB presentados en la Tabla 2 y que pertenecen a: citoquininas proinflamatorias, células

epiteliales, macrofagos, ciclo celular, entre otros (Chaithongyot et al., 2021). Es necesario

establecer una inhibicidn selectiva de su via de activacion y sefalizacion a través de proteinas

inhibitorias tales como los microARN (miARN), compuestos farmacologicos como el salicilato

de sodio, la dexametasona u otro farmaco antinflamatorio acompafiado de diferentes terapias

convencionales para un tratamiento mas efectivo. Hay que tomar en cuenta que el uso de este

tipo de inhibidores durante un tiempo prolongado puede provocar inmunodeficiencia (Mirzaei

et al., 2021; Yu et al., 2020).

Tabla 2.

Genes regulados por NF-kB vinculados con el desarrollo de cancer gastrico.

Genes regulados por NF-

Observaciones relacionadas con el desarrollo del cancer

kB gastrico
Se encuentra relacionado con el cancer gastrico de tipo difuso
Vinculado con las siguientes caracteristicas:
IL-8 e Invasion venosay linfatica
¢ Profundidad de la invasion
e Bajatasa de supervivencia
Vinculado positivamente con el cancer gastrico y la migracion
A7 celular
IL-18 Promueve la displasia gastrica a cancer gastrico

COX2, MMP9, VEGF

Se promueve la invasion y migracion celular en el cancer

gastrico a traves de su expresion

PD-L1

Relacionado con el cancer gastrico de tipo intestinal en etapas

temprana

Asociado con un mal prondstico del cancer gastrico

NO, PGE2

Promueve un ambiente inflamatorio mediante la infiltracién de

macrdfagos en el tejido del estbmago

Se observa un aumento de la microcirculacién en la restitucion

celular que permite la curacidon de los tejidos

Aumento en la tasa de mutagénesis del tejido inflamado por

medio del recambio acelerado de las células epiteliales

INOS , COX-2

Contribuye al progreso gradual de la carcinogénesis gastrica

STAT3

Relacionado con el desarrollo y progresion de cancer gastrico.




Genes regulados por NF-  Observaciones relacionadas con el desarrollo del cancer

kB gastrico

o Vinculado a la alta expresion de cancer géastrico de tipo
c-myc, ciclinaD1 ) )
intestinal

HNF4o Vinculado con la inflamacion prolongada (sobreexpresion)

miR-223-3p, miR-18a-3p,  Se presenta un vinculo con la su expresion en células o tejidos

miR-4286 y la carcinogénesis gastrica

miR-425 Promueve la proliferacion del cancer gastrico
Noxol Relacionado con la gastritis
Snaill Regula negativa de E-cadherina en las células cancerigenas
hTERT Promueve la metaplasia intestinal

1.1.4. Proteinas de novo

En el pasado, el disefio de proteinas de novo fue considerado casi imposible a causa de las
limitaciones de la época, debido a la complejidad de la proteina y la inexistencia de
herramientas que faciliten su disefio. Actualmente, el uso de herramientas como: las redes
neuronales convolucionales o los modelos de aprendizaje profundo que permitan estabilizar la
columna vertebral (backbone) de la estructura proteica en funcion de la secuencia otorgada para
obtener una conformacion tridimensional plegada que imite eficazmente distintas funciones de
una proteina natural ha mejorado eficazmente el proceso de disefio de nuevas proteinas (Qing

et al., 2022; Wu et al., 2022).

Con el paso del tiempo y la evolucidon continua de los métodos computacionales se ha logrado
disefiar varios tipos de proteinas con diversas funciones y pliegues (Korendovych & DeGrado,
2020), inclusive se ha proporcionado nuevos conocimientos acerca de la estructura y
plegamiento de las proteinas a partir del desarrollo de nuevas variantes proteicas que pueden o

no estar relacionadas con una especie nativa (Qing et al., 2022).

1.1.4.1. Enfoques generales para la prediccion de proteinas de novo

En sus inicios, la construccion y prediccion de proteinas empled un enfoque basado en el
ensamblaje de fragmentos de corta longitud que tomaba en cuenta datos cristalograficos de
estructuras proteicas con una alta similitud entre sus secuencias, dando como resultado modelos
tridimensionales aleatorios con caracteristicas similares (estructuras secundarias, angulos de

torsion, entre otras) a las de sus predecesores (Korendovych & DeGrado, 2020; J. Yang et



al., 2020). Actualmente, gracias a la potencia informatica junto con el rapido crecimiento de las
bases de datos bioldgicas se ha logrado impulsar el desarrollo de dos nuevos enfoques generales

(Kuhlman & Bradley, 2019):

e Modelado basado en plantillas: Destinado principalmente a la construccion y ajuste
de modelos en funcion de una plantilla estructural adecuada, en donde, se toma en
cuenta las secuencias disponibles pertenecientes a cierta familia de proteinas con la
finalidad de proporcionar informacion acerca de las mutaciones, inserciones y
eliminaciones disponibles en dicha estructura.

e Modelado sin plantillas: Enfocado en la generacion de modelos candidatos sin
ninguna similitud o relacion aparente con estructuras proteicas disponibles en las bases
de datos, a través de, un largo proceso de construccion, refinamiento, clasificacion,
comparacion y seleccion de dichos modelos conforme a las necesidades planteadas

durante su elaboracion.

1.1.4.2. Aplicaciones de las proteinas de novo

Su motivacion principal arraigada en la comprension del aspecto y plegamiento de las proteinas,
mediante el uso de disefios computacionales enfocados en la prediccion de estructuras proteicas
de menor tamafio y mas estables a factores de desnaturalizacion los cuales estan, destinados a
incrementar su potencial terapéutico dentro de la industria farmacéutica (Korendovych &
DeGrado, 2020; Woolfson, 2021), con lo que se ha logrado desarrollar terapias proteicas
enfocadas en la neutralizacion de los efectos de las drogas por medio del disefio de enzimas

estables que mejoren la accion catalitica (Planas-Iglesias et al., 2021).

También, surgen otras potenciales aplicaciones como es el caso de: la generacion de
nanomateriales estables y funcionales o interfaces biocompatibles, el descubrimiento y disefio
de nuevos farmacos a nivel molecular, prediccion de las propiedades de un compuesto, entre
muchos otros destinados al desarrollo y analisis de datos preclinicos (Lin et al., 2020; Qing et

al., 2022).

1.1.4.3. Desafios de las proteinas de novo

El disefo y prediccion de estas estructuras atn presenta grandes desafios debido a que su

construccion tradicional comienza desde el interior (cavidad proteica) hacia el exterior (cadenas



laterales polares) de la proteina con el tnico fin de maximizar las interacciones ligando-proteina
favorables, incluso con los avances computacionales de hoy en dia, dichas proteinas tienden a
mantener los principios basicos de las estructuras pertenecientes al Protein Data Bank (PDB)

(Pan & Kortemme, 2021).

La mayoria de este tipo de proteinas no presentan una funcién bioldgica por conformacion
evolutiva, por tanto, destinar una funcién suele ser un desafio que atin no se ha logrado resolver
en su totalidad junto a la generacion de grandes conjuntos de interacciones con un repertorio de
monomeros (Baker, 2019; Sesterhenn et al., 2020). A pesar de esto, el desarrollo de proteinas
con una alta afinidad y especificidad ha logrado resolver una gran problematica relacionada con
la prediccion de cambios en la estructura o secuencia proteica, siendo mas facil predecir dichos
cambios en las conformaciones y comprender las interacciones proteina-proteina en las

proteinas de novo que en las proteinas naturales (Baker, 2019).

1.1.5. Inteligencia artificial dentro de la Biomedicina

Durante una conferencia informatica en 1956, el término “Inteligencia Artificial” describid a
aquellos algoritmos preliminares que permitieron reproducir la cognicién humana junto a su
capacidad de adaptabilidad y aprendizaje en un entorno computacional, a través del uso de redes
locales para la blisqueda y recopilacion de informacion, dando como resultado un alto
rendimiento en areas especificas: desde el reconocimiento de patrones de rostros, voz o huellas
dactilares, la deteccion de fallas en procesos, ecuaciones y codigos hasta la toma de decisiones

a partir de patrones adquiridos (Bernstein, 2022; Hassani et al., 2020).

Dentro de la medicina fue presentado durante la década de 1970 como sistema complementario
de las computadoras que ayudaba en la resolucion de problemas médicos conforme los
conocimientos de distintos especialistas (Kulikowski, 2019), no obstante, solo recientemente
se ha vuelto tendencia debido la inclusién de técnicas de aprendizaje profundo, aprendizaje
automatico y redes neuronales afiadiendo a la generacion de computadoras con un poder
computacional eficiente que permiten cumplir con su objetivo inicial y desarrollar nuevos
estandares tanto de entrada como de salida de datos e informacion (Hulsen, 2021; Rong et al.,

2020).
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1.1.5.1. Potencial biomédico de la Inteligencia Artificial

El valor del uso de la Inteligencia Artificial puede llegar a ser incalculable, debido a que tiene
el potencial de reducir los costos de investigacion y gestion administrativa, gerencial o médica.
La identificacion de informacion cuantitativa y cualitativa en revistas lideres dentro del campo
o relacionado al mismo permitiré la optimizacion de los procesos, destinando sus recursos en
la atencion médica multidisciplinaria (Secinaro et al., 2021). Por tal razén, actualmente el uso
de herramientas de inteligencia artificial se ha destinado en aplicaciones biomédicas, en donde,

conforme a su potencial se clasifican en (Kaul et al., 2020; Schwalbe & Wahl, 2020):

e De aprendizaje automatico (diagnostico)

e Procesamiento de datos (evaluacion de riesgos)

e Procesamiento natural del lenguaje (Prediccion y vigilancia de enfermedades)
e Planificacion experta (Politica y planificacion)

e Robots fisicos (Automatizacion de procesos)

Ademas, se ha implementado dentro de los procesos de disefio de farmacos y tratamientos
contra el cancer por medio de técnicas como: cribado virtual de estructuras y ligandos,
liberacion de medicamentos, evaluacion de parametros de toxicidad, actividad fisicoquimica de
distintos compuestos farmacologicos y comprension de los mecanismos moleculares (Gupta et
al., 2021; Melo et al., 2021; Nagarajan et al., 2019). Inclusive, se ha logrado solventar los
altos costos que presenta el estudio y prediccion de estructuras proteicas destinadas a mejorar
el desarrollo de nuevos medicamentos mediante el refinamiento o modelado computacional de
sus estructuras tridimensionales y la optimizacion e identificacion de nuevas dianas terapéuticas

para el tratamiento del cancer (Dhakal et al., 2022; J. L. Watson et al., 2023).

Por lo tanto, este tipo de herramientas representan tanto el presente como el futuro de la
humanidad, especialmente dentro del desarrollo de farmacos y prediccidon de proteinas, siendo
necesario conocer algunas herramientas de inteligencia artificial aplicadas a este enfoque, tales
como: AlphaFold desarrollada por Google’s Deep mind, Deepchem presentada por Googles’s

TensoFlow framework o Rfdiffusion elaborada por Rossetta (Chopra et al., 2022).
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1.2. Objetivos
1.2.1. Objetivo General

Predecir proteinas de novo mediante inteligencia artificial para la inhibicion del factor NF-xB

en el cancer géstrico.

1.2.2. Objetivos Especificos

e Identificar proteinas de novo estables relacionadas con la inhibicion del factor NF-kB
en el cancer gastrico utilizando herramientas de inteligencia artificial.

e Comparar las variables termodinamicas obtenidas de la interaccion entre el factor NF-
kB y las proteinas predichas.

e Evaluar la afinidad y selectividad de las proteinas predichas durante la inhibicion del

factor NF-«xB.
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CAPITULO 2

METODOLOGIA

El presente trabajo de titulacion fue llevado a cabo dentro de las instalaciones de la Facultad de Ciencia
e Ingenieria en Alimentos y Biotecnologia de la Universidad Técnica de Ambato. En la Tabla 3, se
enlistan las aplicaciones, softwares y servidores web empleado durante la investigacion, y en la Tabla

4 se presentan los equipos utilizados para el mismo.

2.1. Materiales

Tabla 3.

Recursos Bioinformaticos.

Recursos

Enlace

PDB (Protein Data Bank) https://www.rcsh.org/

Uniprot https://www.uniprot.org/
DogsiteScorer https://proteins.plus/#dogsite
BLAST https://blast.ncbi.nlm.nih.gov/Blast.cqgi
NCBI https://www.ncbi.nlm.nih.gov/
Jalview https://www.jalview.org/download/
AlphaFold https://alphafold.ebi.ac.uk/
Deepchem https://github.com/deepchem/deepchem
RFdiffusion https://github.com/RosettaCommons/RFdiffusion
PyMOL https://pymol.org/
CHARMM https://www.charmm.org/archive/charmm/showcase/news/free-
charmm/
CHARMM-GUI https://www.charmm-gui.org/
GROMACS https://manual.gromacs.org/current/install-quide/index.html
ChimeraX https://www.cgl.ucsf.edu/chimerax/
Protein Plus https://proteins.plus/
AutoDock Vina https://vina.scripps.edu/downloads/

Tabla 4.
Equipos.
Recursos Cantidad
Computadora Portétil 1
Router para Internet 1
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2.2. Métodos

2.2.1. Identificacion de proteinas de novo estables relacionadas con la inhibicion del factor

NF-kB en el cancer gastrico utilizando herramientas de inteligencia artificial.

2.2.1.1. Busqueda de secuencias y estructuras proteicas relacionadas con el factor NF-kB

presente en el cancer gastrico

Para la prediccion precisa de proteinas, se establecio la secuencia y estructura tridimensional
del factor NF-kB como base para la construccion de inhibidores que presenten la capacidad de
interaccionar con este, como también las diferentes mutaciones con las que se relaciona dentro
del cancer gastrico. Esto permitié identificar regiones especificas que pueden llegar a ser
objetivos de inhibicion, ademds, se verificaron otras posibles interacciones con proteinas

naturales para establecer puntos de comparacion en secciones futuras de esta investigacion.

Fue necesario el uso de diversos repositorios de datos como: PDB (Protein Data Bank), Uniprot
y DogSiteScorer para la visualizacion de sus estructuras proteicas cristalizadas e identificacion
de sus secuencias, en donde, PDB y Uniprot tuvieron como entrada principal el factor “NF-xB”
o cada uno de los nombres de las mutaciones encontradas tras una revision bibliografica; se
seleccionaron aquellas proteinas provenientes del organismo “Homo sapiens” (Bittrich et al.,
2023), mientras que para DogSiteScorer se utilizo como entrada exclusiva el coédigo “PDB”
(e.g. 20zr) de dichos elementos y se mantuvo los pardmetros de seleccion anteriormente

mencionados (Michel et al., 2019).

2.2.1.2. Prediccion de proteinas de novo mediante el uso de inteligencia artificial

El uso de modelos de aprendizaje automatico para la prediccion de estructuras y secuencias
novedosas permitid que varias proteinas de novo recientemente desarrolladas presenten

distintos disefios (Pan & Kortemme, 2021).

En el caso de construcciones proteicas de doble hélice B se empled la metodologia dispuesta
por Marcos et al., (2018), se especificd que la longitud de las hebras mantuviera un rango de 5
a 7 residuos y de 3 a 5 residuos para los bucles de arco B, también se permitié un rango de
desplazamiento de 0 a 2 para hebras  de distinto arco junto a un desplazamiento para los arcos
B de 0 a 4, mientras que para las hebras pertenecientes a un mismo arco se mantuvieron sin
ningiin cambio, resultando en la formacion de estructuras estrechas (tipo sandwich) para
aquellas proteinas con un pequefio desplazamiento y para grandes desplazamientos estructuras

anchas (tipo barril); se incluy6 enlaces disulfuro entre la primera y ultima p-cadena para

14



disminuir la entropia y aumentar la estabilidad termodindmica del disefio. En cambio, para
construcciones que contengan los elementos bucle-hélice-bucle (LHL) su elaboracion se llevo
a cabo mediante el método descrito por (Pan et al., 2020), que excluye todas las estructuras
redundantes y comienza con un pliegue de proteina que permitié insertar bucles de 5 residuos
o menos en los extremos de cada espacio y en las hélices de 2 a 5 residuos de longitud en el
medio, en donde; se elimind toda secuencia del bucle que entre en conflicto con el pliegue de

la proteina inicial junto al exceso de residuos presente.

Asi también, fue necesario el uso de “templates” con el fin de obtener una adecuada
conformacion proteica similar a las estructuras naturales, para esto se utiliz6 el programa
BLAST en conjunto con el repositorio de datos NCBI los que permiten identificar diferentes
“clusters” pertenecientes a bases de datos experimentales que presenten un alineamiento
homoélogo casi idéntico (mayor al 70 %) con las secuencias anteriormente investigadas. De esta
manera, se generd un alineamiento “multiple” y “por pares” entre los “clusters” y la “query
sequence”, utilizando los ficheros que contienen dichas secuencias en el software Jalview, esto
permiti6 seleccionar los fragmentos con un alto indice de conservacion junto a los segmentos

disponibles para un mejor consenso en la prediccion de las proteinas de novo.

En estas predicciones, se empled diferentes programas de Inteligencia Artificial (IA) tales
como: AlphaFold, Deepchem y RFdiffusion que generaron modelos 3D con cierta similitud con
las proteinas naturales. Para “AlphaFold” se estableci6 como entrada el nombre del factor
propuesto y se selecciond solo aquellos que muestran un acceso directo a su estructura
cristalizada dentro de la base de datos “Uniprot” y que pertenezcan al organismo H. sapiens
(Senior et al., 2020), en cambio, en “Deepchem” se establecié una linea de comando presentada
en el Anexo 1 que permitio establecer la longitud de las secuencias proteicas con la finalidad
de modelarla en colaboracion de los servidores de Google Colab de ‘“AlphaFold”
(Bellamkonda, 2023; Chang et al., 2024). Mientras que, “RFdifussion” ejecutd sus propias
lineas de comando disponibles dentro de su propio servidor de Google Colab, permitiendo
establecer los parametros de disefo: longitud de la proteina y la generacion de dimeros,
oligbmeros o mondmeros junto al numero de variantes que se quieren disefiar, estableiendo que
por cada herramienta se genere 5 a 10 estructuras (Pinzi & Rastelli, 2019; J. L. Watson &
Juergens, 2023; K. Watson, 2022).
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2.2.1.3. Visualizacion de las proteinas predichas

Para la visualizacion de estructuras moleculares tanto de proteinas como algin tipo de
compuestos, se utilizo herramientas como ‘“PyMOL”, que permite una rapida y facil
exploracién de la composicion estructural de una proteina, por lo tanto, es fundamental su
utilizacion en el disefio de proteinas de novo, desarrollo de farmacos y nuevas terapias
personalizadas (Martinez et al., 2020). Por tal razon, cada una de las proteinas inhibitorias
predichas en la seccion anterior y que presentan estructuras tridimensionales, fueron descargas
en formato “.pdb” y a través de la aplicacion “PyMOL” se abrieron por medio de los comandos:
“File; Run script” con el proposito de visualizar de forma completa la estructura, composicion,
motivos y dominios estructurales, familias de proteinas, entre otras caracteristicas que

componen dichas moléculas (Mooers & Brown, 2021).

2.2.1.4. Anadlisis de estabilidad de las proteinas predichas

El analisis de estabilidad de las proteinas predichas fue una de las secciones mas cruciales
dentro de esta investigacion, ya que identifico si las secuencias proteicas establecidas son
adecuadas para el proceso de interaccidon proteina-proteina, por lo que, se examind su
conformacion y plegamiento a través de técnicas y herramientas computacionales para
comprender la complejidad de dichas moléculas (Rocklin et al., 2017). Se utilizo las siguientes
herramientas, Chemistry at HARvard Macromolecular Mechanics conocida como CHARMM
que es un programa informatico con la capacidad de leer distintas estructuras proteicas con las
que se llevo a cabo simulaciones (modo normal o dindmica molecular) y analisis de propiedades
de equilibrio, dindmicas y estructurales presentes en las proteinas predichas conforme a lo

descrito por (Brooks et al., 1983).

Se emple6 CHARMM apoyado del uso de su servidor web gratuito “CHRAMM-GUI” (debido
a que el software “PROTDES” se encuentra descontinuado y deshabilitado), en donde, se
subieron a la red las estructuras proteicas predichas en forma de archivo PDB y desde ese lugar
se calcularon: energias de referencia, capacidad de plegamiento e interacciones residuo-residuo
presentes en dichas estructuras (Jo et al., 2008), ademas, de los parametros basicos para las
simulaciones de dinamica molecular que fueron ejecutados en la aplicacion GROMACS
(Abraham et al., 2015). Finalmente, con estos resultados se llend una tabla con los valores de
los diferentes pardmetros analizados y se definié aquellas proteinas que cumplen con las

condiciones de estabilidad deseable.
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2.2.2. Comparacion de las variables termodinamicas obtenidas de la interaccion entre el

factor NF-kB y las proteinas relacionadas.

2.2.2.1. Acoplamiento y Docking molecular entre el factor NF-xB y las proteinas predichas

Estas se consideran técnicas destacadas en la prediccion de interacciones moleculares, tienen
como finalidad el andlisis de las fuerzas y energias presentes en la interaccion y la
determinacion de su conformacion optima. Por lo tanto, para iniciar este procedimiento se
descargd cada una de las estructuras pertenecientes al factor NF-kB y las mutaciones
relacionadas a dicho factor dentro del cancer gastrico lo que conjuntamente con las proteinas
predichas y seleccionadas como estables en secciones anteriores; se probaron para la
eliminacion de sitios irrelevantes en los mismos, utilizando el programa ChimeraX v1.6.1 o
superior (Haure-Mirande et al., 2022; Pettersen et al., 2021); luego se utilizé el servicio
Protein Plus para la prediccion de sitios de uniéon apropiados dentro de las estructuras
previamente importadas y procesadas, en donde, se establecieron valores “DrugScore” entre

0.5 a 1 de significancia (Michel et al., 2019; Schéning-Stierand et al., 2020).

Para el acoplamiento molecular se empled AutoDock Vina junto a las estructuras tanto del factor
empleado como de las estructuras proteicas anteriormente cargadas, se cargaron a través de:
“File: Read Molecule” y “Ligand: Input” las cuales no deben contener moléculas de hidrogeno,
agua o cargas Kollman (Desta et al., 2020; Salmaso & Moro, 2018). Finalmente, se establecio
las coordenadas de los sitios de uniéon por medio de mapeos estructurales que permitieron el
uso de la opcion “Docking; Macromolecule; Set Rigid Filename” con los formatos . pdbqt” de
las estructuras de las proteinas que van a interaccionar (Eberhardt et al., 2021; Tang et al.,
2022), se establecido como parametro de 10 predicciones de sitios de unioén que se identificaron

mediante la opcion “DogSiteScorer” (Pham et al., 2022).

2.2.2.2. Determinacion y Comparacion de las variables termodindmicas presentes en la

interaccion proteina-proteina

La comparacion de las variables termodinamicas (Energia libre de Gibbs, Constante de
disociacioén, Entalpia, Capacidad Calorifica y Entropia) suele ser parte del andlisis de
acoplamiento obtenido de la interaccion proteina-proteina, por lo tanto, su contrastacion es
necesaria para la verificacion de la eficacia de las proteinas en la inhibicion del factor NF-kB

presente en el cancer gastrico (Deeks et al., 2023; Holdgate & Ward, 2005).
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Se establecié como control una de las interacciones entre proteinas naturales identificadas en la
primera seccion de la metodologia de esta investigacion, en donde, conforme a los valores
registrados de las variables termodinamicas: Entalpia y Capacidad calorifica se asumié un
sistema a presion y temperatura constantes (25 °C a 1 atm) igual para cada una de las
interacciones obtenidas, mientras que las variables restantes se obtuvieron a través del proceso

de acoplamiento molecular de las proteinas predichas y las férmulas de equilibrio:

AG = AH —TAS y AG = —RT InKj.

Donde:

e AG = Energia libre de Gibbs
e AH = Entalpia

e T =Temperatura

e AS = Entropia

e R =Contante de los gases

e K4 = Constante de disociacion

2.2.3. Evaluacion de la afinidad y selectividad de las proteinas predichas durante la

inhibicion del factor propuesto.

2.2.3.1. Determinacion y evaluacion de la afinidad y selectividad de las proteinas predichas

durante la inhibicion del factor propuesto.

Para la evaluacion de la selectividad de las proteinas predichas durante la inhibicion del factor
propuesto, se categoriz6 a cada una de las interacciones proteina-proteina conforme la cantidad
de genes o factores NF-kB con los que han logrado interaccionar estas proteinas (Cao et al.,
2022; Ivarsson & Jemth, 2019), aquellas estructuras con la menor cantidad de interacciones
seran consideradas como “selectivas”. Mientras que para considerar la afinidad de una proteina
se tomo en cuenta la “energia libre de Gibbs” determinada en la seccion anterior durante el
acoplamiento molecular, donde una AG mas negativa sugiere una interaccion mas fuerte y, por

lo tanto, una mayor afinidad.
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CAPITULO 3

RESULTADOS Y DISCUSION

3.1. Analisis y discusiéon de los resultados

3.1.1. Bisqueda de Secuencias y Prediccion de proteinas de novo

Si bien en estos ultimos afos, se ha logrado identificar y clasificar diferentes tipos de cancer
gastrico conforme a su histopatologia y caracteristicas macroscopicas, todavia no se refleja en
su totalidad la heterogeneidad de dicha enfermedad, se ha demostrado que cada subtipo de
cancer gastrico presenta patrones moleculares especificos vinculados a alteraciones o
aberraciones genoémicas y vias oncogénicas (Carino et al., 2021; Cristescu et al., 2015).
Incluso se han asociado con la activacion irregular de diversos promotores, como es el caso de

los genes y factores de transcripcion regulados por NF-kB disponibles en la Tabla 5.

Tabla S.

Genes regulados y factores de transcripcion relacionados con NF- kB en el cancer gastrico.

Factores regulados por NF- kB Nombre del Gen Cddigo PDB

Quinasa inductora de NF- kB (NIK) MAP3K14 4G3D

3 Subunidad p50 (NFxB1) NFKB1 1SVC

c%); 2 Subunidad p52 (NFxB2) NFKB2 1A3Q

g L Subunidad p65 (RelA) RELA INFI

§ Subunidad p100 (NFkB2) NFKB2 40T9

Subunidad p105 (NFkB1) NFKB1 2DBF

. CiclinaD1 CD1 6P8H

§ ﬂ& Ciclooxigenasa-2 COX-2 51KV
> ]

i‘,’ I-ZL Interleucina-B IL-B 9ILB

g §_ Interleucina-8 IL-8 6N2U

© STAT3 STAT3 6NUQ

Por lo tanto, se ha planteado el uso dichos genes y factores de transcripcion como objetivos
terapéuticos contra del cancer gastrico, debido a que en su mayoria se encuentran relacionados
con procesos inflamatorios mediados por la via de sefializacion de NF-kB o sus subunidades,
por lo que fomentan la progresion de tumores asociados con la enfermedad (Pflug & Sitcheran,

2020). Por ejemplo, tanto NIK como IL-8 se encuentran relacionados con el desarrollo de
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linfomas y ulceras pépticas con un mayor grado de agresividad (Marta et al., 2020;
Mondragon et al., 2019), mientras que COX-2 al ser una enzima que se expresa en la mucosa
inflamada tiene un papel clave en la tumorigénesis, asi también, STAT3 esta presente en etapas
tempranas de la infeccion por H. pylori ayuda a la proliferacion de células cancerigenas a través
de la activacion de las vias proinflamatorias (Ashrafizadeh et al., 2020; Echizen et al., 2019;

Soutto et al., 2021).

Es una prioridad el desarrollo de tratamientos con la capacidad de suprimir la expresion del
factor NF-kB y de este tipo de genes. Desde este punto de vista, cada uno de los modelos
contemplados en la Tabla 6 junto a las secuencias proteicas descritas en el Anexo 2 son el
resultado de redes de aprendizaje altamente entrenadas para la generacion de nuevas estructuras
proteicas sin algun tipo de restriccion o limitacion en su plegamiento (Kortemme, 2024), por
tal motivo, la verificacion de su confiabilidad y efectividad se presentan como el punto de

partida para la investigacion de nuevas estrategias especializadas en este contexto.

Tabla 6.
Proteinas generadas por las herramientas de Inteligencia Artificial en base a inhibidores del

factor NF- «B.

. Cddigos para la identificacién de las proteinas predichas

AlphaFold Deepchem RFdiffusion

1 015226 AT7886 RF21A

2 P25963 EC19F RF415AD
3 Q15653 963D2 RF715A1
4 015111 92B1D RF315AD
5 014920 A26C8 RF215A2
6 Q8NI38 208E3 RF315BD
7 000221 10FAD RF51B

8 Q9BYHS 9061D RF2M31
9 Q9Y6K9 533E3 RF3M31
10 Q9uBCl1 07795 RF2M32

Nota: En total, se predijeron 30 proteinas de novo a partir de datos disponibles en repositorios
(AlphaFold) o conjuntos de datos experimentales (RFdiffusion) y estdndar (Deepchem).
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Uno de los problemas latentes, es la poca credibilidad que se le otorga a estos modelos, lo cual
se debe a la falta de informacion acerca de la capacidad y precision de las IA al momento de
realizar multiples disefios o conformaciones similares a proteinas naturales (Del Alamo et al.,
2022), a pesar de ello, el progreso y evolucion constante de este tipo de herramientas de
inteligencia artificial han permitido determinar las mejores métricas, composiciones
estructurales y funciones bioldgicas con la tinica finalidad que respondan adecuadamente a las
pruebas experimentales a las que seran sometidas durante las siguientes fases de desarrollo

(Schauperl & Denny, 2022; Winnifrith et al., 2024).

Como evidencia de este progreso, la prediccion exitosa de la estructura T1008 ha demostrado
que es posible generar modelos homologos a estructuras PDB con un alto grado de precision,
pero con una clara diferencia entre los rendimientos obtenidos por una proteina de novo y una

de origen natural (J. Yang et al., 2020).
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3.1.2. Visualizacion de las proteinas predichas

Los modelos obtenidos estan basados en una amplia variedad de inhibidores y reguladores naturales de NF-kB, siendo el inhibidor NFKBIA uno de los
“templates” mas empleados en la construccion y prediccion de estas estructuras, debido a que puede llegar a disminuir la inflamacion causada por los
complejos NF- kB/REL (Wang et al., 2024). Por ende, un analisis de la estructura y composicion que caracterizan a las proteinas de novo resultantes
como lo presentado en la Tabla 7 y Anexo 3 permite mejorar la compresion de sus disposiciones tridimensionales, ademas, de definir las similitudes

existentes con respectos a sus bases de datos (Banach et al., 2020; Yadav et al., 2021).

Tabla 7.

Composicién y Estructura de las proteinas predichas en las herramientas de Inteligencia artificial.

Cddigo de

IA |dentificacion Composicion de la proteina Figuras
Regiones
e Regiones desordenadas: Verde (149-193, 298-356) N
Dominios (_,
¢ Dominio que contiene repeticiones Ankyrin: Rosado (56-302) ‘
2 Repeticiones _
= Q15653 e ANK 1: Café (57-86) B
<% e ANK 2: Café (93-122)
e ANK 3: Café (126-155)
o ANK 4: Café (206-235) Figura 1. Compo§icién y estructura de la
« ANK 5: Café (240-269) proteina Q15653.

e ANK 6: Café (273-302)
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Q8NI38

Dominios

e Dominio que contiene repeticiones Ankyrin: Rosado (32-303)

Repeticiones
e ANK 1: Café (48-83)
e ANK2: Café (84-113)
e ANK 3: Café (117-146)
e ANK4: Café (152-201)
e ANK5: Café (206-236)
e ANK6: Café (243-276)

%

S
0
C g

SN
ji)_’ 3l
Re

R

Figura 2. Composicion y estructura de la
proteina Q8NI38.

Q9BYHS

Regiones

e Requerido para la actividad transcripcional: Rojo (321-394)

e Interaccion con NFKB1/p50: Gris (404-718)

e Regiones desordenadas: Verde (1-20, 58-108, 186-211)
Sesgos compositivos

¢ Residuos polares: Azul (58-82)

¢ Residuos basicos y acidos: Amarillo (1-15)
Dominios

e Dominio que contiene repeticiones Ankyrin: Rosado

(428-692)

e OCA: Naranja (108-130)
Motivos

o Sefial de localizacion nuclear: Morado (164-179)
Repeticiones

e ANK 1: Café (443-472)

e ANK 2: Café (479-508)

e ANK 3: Café (512-541)

e ANK 4: Café (551-580)

e ANK 5: Café (582-607)

e ANK 6: Café (612-641)

e ANK 7: Café (648-681)

Figura 3. Composicion y estructura de la
proteina Q9BYHS.
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Deepchem

Regiones
e Regiones artificiales: Verde (1-60, 565-625)

Dominios
e Dominio catalitico de la serina/treonina quinasa: Rosado
A26C8 (69-139) — .
e Dominio similar a la ubiquitina (Ubl): Naranja (140-220)
e Dominio de dimerizacion del andamio IQBAL: Azul
(219-_49_)3) 5 _ ) Figura 4. Composicion y estructura de la
e Dominio de union a I-kappa-quinasa-beta NEMO: Rojo proteina A26C8.
(536-565)
Regiones
e Regiones artificiales: Verde (1-60, 565-625)
Dominios
e Dominio catalitico de la serina/treonina quinasa: Rosado ‘
208E3 (59-139) o .
o Dominio similar a la ubiquitina (Ubl): Naranja (140-220)
e Dominio de dimerizacion del andamio IQBAL: Azul
(219__493) ., i ) Figura 5. Composicion y estructura de la
e Dominio de union a I-kappa-quinasa-beta NEMO: Rojo proteina 208E3.
(536-565)
Regiones
e Regiones artificiales: Verde (1-80, 355-435) -
Dominios
9061D ¢ Dominio catalitico de la serina/treonina quinasa: Rosado
(65-159)

e Dominio similar a la ubiquitina (Ubl): Naranja (160-240)
e Dominio de dimerizacion del andamio IQBAL: Azul
(239-355)

Figura 6. Composicion y estructura de la
proteina 9061D.

24



Regiones
e Regiones artificiales: Verde (1-5, 305-359)

Dominios
¢ Dominio catalitico de la serina/treonina quinasa: Rosado
RF715A1 (13-242)
o Dominio similar a la ubiquitina (Ubl): Naranja (244-302)
Familias
L] Fam|l|a de fUnCién deSCOHOCida (DUF6088) MOI’adO Figura 7. Composicién y estructura de |a
(255-313) proteina RF715A1.
S Regiones
k2 e Regiones artificiales: Verde (113-117)
E .
= Dominios
Z RF315AD - . . . .
% o Dominio catalitico de la serina/treonina quinasa: Rosado
(8-242)
Dominio similar a la ubiquitina (Ubl): Naranja (244-302 .
* ominio similar a la ubiquitina (Ubl): Naranja ( ) Figura 8. Composicion y estructura de la
proteina RF315AD.
Regiones
RF2M31 . _Reglones artificiales: Verde (31-98)
Dominios

e Modulador esencial NF-kappa-B NEMO: Rosado (89-138)
Figura 9. Composicion y estructura de la
proteina RF2M31.

Nota: Cada una de las estructuras estudiadas tanto en la presente tabla como las dispuestas en el Anexo 3 presentan una conformacion Bucle-Hélice-
Bucle (LHL), en donde, la variedad en sus estructuras tridimensionales se ve determinada por la Inteligencia Artificial utilizada, mientras que su
composicion esta definida por el conjunto de datos destinado a dicho modelos.
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Tal y como se observa en la Tabla 7 y en las estructuras proteicas expuestas, la mayoria de las
proteinas predichas presentan composiciones similares entre si, las que coinciden con datos
cristalograficos de tipo estandar y experimental (E. H. Li et al., 2023). Ante este hecho, los
dominios y regiones que mejor representan la composicion general de estas estructuras son: el
dominio que contiene repeticiones de ankyrin visualizado en la Figura 1, Figura 2 y Figura 3
que describe a una de las familias de proteinas mas comunes que puede encontrarse en todas
las formas de vida, y tienen un papel clave en las interacciones proteina-proteina de iniciadores
transcripcionales, transductores de sefiales, reguladores de desarrollo y toxinas (Chakrabarty

& Parekh, 2022).

De igual forma, se encuentra un dominio de dimerizacion similar al contenido por las
subunidades RelA y p50 de NF-xB dentro de la Figura 4, Figura 5 y Figura 6, donde: su
principal rol es la construccion de complejos diméricos (Baughman et al., 2022), ademas, estan
el dominio similar a ubiquitina (Ubl) junto al dominio catalitico serina/treonina quinasa
disponibles en la Figura 7, Figura 8 y las anteriormente mencionadas que permiten efectuar
modificaciones postraduccionales en diferentes vias de sefializacion destinadas a la
transcripcion y degradacion (Dreier et al., 2022; Fulcher & Sapkota, 2020). El dominio de
union a NEMO visto en la Figura 9 interrumpe las interacciones con el complejo IKK sin
presentar algin tipo de efecto secundario o afectar las actividades normales del factor NF-xB
(Glaeser et al., 2020), en cambio, en el caso de las regiones “desordenadas” y “artificiales”
adquiridas por los modelos en funcidn de la IA, se consideran como secciones Unicas de cada
proteina que deben ser tomadas en cuenta en las siguientes fases de desarrollo, debido a su

conformacion poco confiable.

3.1.3. Analisis de estabilidad de las proteinas predichas

En relacion con el andlisis de estabilidad efectuado a cada uno de los modelos proteicos, se
conoce de forma general que, a pesar de la constante evolucion de las herramientas de
inteligencia artificial no se puede identificar de forma directa la capacidad de plegamiento de
las estructuras predichas, de igual manera, las multiples interacciones intra ¢ intermoleculares
consideradas como el actual foco de atencion de diversos estudios fisicos, quimicos y biologicos
por su activo papel en el rendimiento y viabilidad de las proteinas solo pueden ser calculados
en un determinado punto energético (Liu et al., 2022; Song et al., 2022), por lo tanto, la
incorporacion de simulaciones computacionales que permiten reflejar el comportamiento de
estas proteinas de novo en entornos experimentales y con tiempos especificos, ayuda a

comprender la naturaleza de este tipo de propiedades (Pandey et al., 2023).
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En base a estos criterios, se puede deducir que los datos relacionados con el estado de
protonacion y los residuos terminales, presentados tanto en la Tabla 8 como en el Anexo 4, son
relevantes en el analisis de estabilidad de las proteinas de novo debido a que su presencia o
ausencia durante el ensamblaje de la estructura tridimensional est4 ligado a su capacidad de
plegamiento y retencion. Como evidencia de ello, D. J. Lépez et al., (2021) describe a los
residuos N-terminal y C-terminal como regiones comunes de varias proteinas de union al ADN
con funciones reguladoras, en donde, N-terminal presenta cierta flexibilidad conformacional y
capacidad de union con moléculas de sefializacion, mientras C-terminal al estar conformada por
residuos hidrofobos estabiliza la estructura y aumenta su afinidad con otras proteinas (Hamann

et al., 2020; Voros et al., 2018).

En este sentido, se puede sugerir que el estado de protonacion de los residuos presentes en las
proteinas predichas permite experimentar cierto grado de inestabilidad durante su plegamiento,
incluso, los residuos que se encuentran asociados con dicho efecto tienden a separarse de su
estructura principal con mayor frecuencia cuando se encuentran con dos o mas de estos estados
(Wilson et al., 2024), sin embargo, no se puede tomar como prueba irrefutable o concluyente
de la estabilidad de dichas estructuras, ya que en varios estudios se ha determinado su papel en
la heterogeneidad de los modelos lo que resulta ambiguo debido a que puede provocar inusuales
interacciones entre aquellos que lo conducen a una total desestabilizacion de complejos
diméricos a causa del drastico aumento en la diferencia de sus energias de interaccion en

comparacion con contrapartes monoméricas (Dogan & Durdagi, 2023; Medina et al., 2020).

Por otra parte, las energias computadas se presentan como una medida de mayor confiabilidad
para el andlisis de estabilidad, gracias a que representan a aquellas interacciones intra e
intermoleculares que mantienen unidas a este tipo de estructuras complejas (Olivieri et al.,
2023), en donde, las interacciones de enlace de hidrogeno asociadas con la energia de union
entre sus enlaces covalentes y de van der Waals relacionadas con energias mas débiles para
mantener la estabilidad tienen un papel clave en estas conformaciones (Grassmann et al.,
2024; Nunes et al., 2023; Zhang et al., 2024). Ademas, si se incluyen los valores energéticos
negativos de: CMAP (Correccion de mapas de energia) y Angular relacionados con los campos
de fuerza de torsion, flexibilidad y plegamiento de las proteinas (Galano-Frutos & Sancho,
2024; Y. Li et al., 2023), se puede inferir que cada uno de los modelos monoméricos obtenidos

presenta una buena estabilidad en su conformacion estructural.
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Tabla 8.

Datos y propiedades energéticas de las proteinas predichas por las herramientas de Inteligencia Artificial.

. Datos basicos de la proteina Energia Computada
Codigos de Residuos g X ;
Identificacion Cadenas Longitud pH Terminal Protonacion lon Enlace CMAP VDWaals Angular
NTER
Q15653 A 356 7,0 - NaCl 544,93 -13,17 727,46 1147,65
= CTER
o
NTER
Ls;'ﬁ Q8NI38 A 313 7,0 - NaCl 495,22 29,63 -1088,82 948,24
5 CTER
< NTER
Q9BYH8 A 718 7,0 CTER - NaCl 146152 -241,28  -1354,91 3124,63
A NTER A (384ARG-RN1;
A26C8 5 625 7,0 CTER 561ASP-ASPP; 5ASP— NaCl 4574,76 229,09  0,18x10% 7053,08
E ASPP)
S NTER
@ 208E3 A 625 7,0 - NaCl 1460,05 -269,79  7,45x108 2974,29
8 CTER
NTER
9061D A 435 7,0 CTER - NaCl 1019,61 -112,79  5,95x108 1856,22
GLYP A (229LYS-LSN; 5 6
_ RF715A1 A 433 7,0 CTER  30ASP_ASPP) NaCl 3,10x10° -33,67 7,24x10 1452,76
o
4 RF315BD A 544 7,0 NTER - NaCl 6593143 -62,22 4,17x10%° 4889,89
= B CTER
=
d A NTER A (30CYS-CYM;
! _ 12
RF2M31 g 138 7,0 CTER  4ASP_ASPP) NaCl 1088,81 47,44 0,68x10 998,25

Nota: Dentro de la presente tabla y Anexo 4, el estado de protonacion expresado en la mayoria de los modelos diméricos predichos representa la
presencia o ausencia de protones (H") en cada uno de los residuos descritos, en donde, se incluye la forma que adopta tras dicho proceso. Por lo tanto,
se puede deducir que las herramientas de inteligencia artificial empleadas afin no se encuentran familiarizadas con el desarrollo de conformaciones mas
complejas.
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RMSD over Time for AlphaFold RMSD over Time for Deepchem
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Figura 10. Graficas RMSD de estabilidad de las proteinas predichas.

RMSD (Raiz de la desviacidén cuadratica media) muestra el cambio producido dentro de la conformacion estructural de las proteinas predichas en un
tiempo de 100 picosegundos debido a la limitada capacidad computacional. En donde, a) la simulacion de los modelos predichos por AlphaFold presenta
solo 9 proteinas sin considerar a Q9Y6K9 y b) la simulacion de los modelos otorgados por Deepchem muestra 9 proteinas exceptuando 533E3, mientras
tanto, c) la simulacion de los modelos propuestos por RFdiffusion indica 10 proteinas junto a un d) analisis RMSD completo de la proteina RF21A
durante una simulacion de 1000 picosegundos.
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Asi mismo, sus contrapartes diméricas necesitan un estudio mas amplio para llegar a una
adecuada conclusion, por lo que, se incluy¢ a los valores de RMSD (desviaciones cuadraticas
medias) visualizados en la Figura 10 como un analisis extra acerca de la estabilidad de las
proteinas predichas, al ser considerado como un indicador util del estado de la estructura durante
su plegamiento en las simulaciones realizadas (Irumagawa et al., 2021). Por esta razon, varios
estudios consideran al estado estable de una proteina dentro de un rango de fluctuacion de entre
0,2 a 1,0 nm tras llegar a su equilibrio a los 100 o 200 picosegundos hasta finalizar los 150 a
200 nanosegundos de dinamica molecular (Arshia et al., 2021; Maruyama et al., 2023; Xing
et al., 2023), por tanto, al considerar dicha informacion se puede concluir que todas las proteinas
predichas que fluctuacion no mayor a 0,6 nm son estables durante los primeros 100

picosegundos.

3.1.4. Comparacion de las variables termodinamicas presentes en la interaccion proteina-

proteina

Luego de haber completado el acoplamiento molecular entre las proteinas predichas y los sitios
de union de los genes observados en el Anexo 5, una de las mejores maneras de identificar si
dicho procedimiento fue favorable es mediante la medicion de variables termodinamicas que
evallen las caracteristicas estructurales obtenidas en el complejo proteina-proteina (Singh et
al., 2022), por lo tanto, el estudio y comparacion de los valores de capacidad de interaccion o
union proteina-proteina junto a los de estabilidad y flexibilidad del acoplamiento, presentados

en la Tabla 9 y Anexo 6 son adecuados para confirmar este planteamiento.

Tabla 9.

Datos acerca de las variables termodindmicas obtenidas tras el proceso de Acoplamiento

Molecular.
Docking y
Acoplamiento Variables Termodinamicas obtenidas
Molecular
Mejor AG Kg AH Cop AS
Receptor ]
ligando (kcal/mol) (pM) (kcal/mol) (cal/mol*K) (cal/mol*K)
Heterodimero o
Inhibidor
NF-xB
IxBa -15,11 8,4 -30 -119,5 50
p50/p65
(Control)
(Control)
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Docking y

Acoplamiento Variables Termodinamicas obtenidas
Molecular
Mejor AG Kq AH Co AS
Receptor )
ligando (kcal/mol) (pM) (kcal/mol) (cal/mol*K) (cal/mol*K)
Quinasa
inductora de
Q9BYH8  -15,59 3,7 -30 -119,5 48,3
NF- xB
(NIK)
Subunidad
p100 Q9BYH8  -18,07 0,05 -30 -119,5 40,0
(NFxB2)
Interleucina-
10FAD -11.93 1799,9 -30 -119,5 60,6

Nota: Los valores descritos en la presente tabla y en el Anexo 6, se refieren a las siguientes
variables termodinamicas: Energia libre de Gibbs (AG), Constante de disociacion (Kg), Entalpia
(AH), Capacidad calorifica (C,) y Entropia (AS).

En primer lugar, los valores de control disponibles pertenecen al complejo altamente estudiado
IkBo/NF-kB, que a través de su acoplamiento e interaccion especifica produce una inhibicion
efectiva de la actividad de NF-«xB (Huxford et al., 1998), por lo tanto, se presenta como punto
de referencia para los nuevos prospectos a inhibidores. De este modo, se puede considerar que
aquellos valores de AG y K4 conocidos por estar asociados con los fendmenos de interaccion
proteina-proteina, proteina-ligando o proteina-ADN, tienden a formar acoplamientos con
mayor fuerza en complejos espontaneos con valores mas negativos o menores (Ferraz et al.,
2023), y conforme a esta informacion, es factible decir que todo acoplamiento obtenido con
valores de mayores a -15,11 kcal/mol de AG y 8,4 pM de Kqpresentan interacciones proteina-

proteinas menos favorables o viceversa.

Mientras tanto, aquellos valores restantes se encuentras asociados con la estabilidad y plegado
de los acoplamientos, en donde, el valor de -30 kcal/mol obtenido en AH junto al valor de -
119,5 cal/mol*K de C, reflejan en cada uno de complejos proteicos un cierto grado de termo-
estabilidad (25 °C) durante plegamiento de su estructura (Kordes et al., 2022; Romero-Romero
et al., 2021). En cambio, AS al representar el desorden y la espontaneidad se puede interpretar
que los valores que sean mayores a 50 cal/mol*K en dicha variable presentaran un mayor

desorden en su estructura y viceversa (Seelig & Seelig, 2023), dando a entender que la mayoria
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de los acoplamientos evaluados tienen una buena predisposicion en funcion del complejo

IkBa/NF-«B.

3.1.5. Afinidad y selectividad de las proteinas predichas

En relacion con el apartado anterior, se destaca la importancia de impulsar el desarrollo de
interacciones proteina-proteina con altos rangos de afinidad y especificidad, ya que, impulsan
activamente la generacion y descubrimiento de nuevos tratamientos o farmacos especializados
en la inhibicion de los multiples factores que participan en el cancer gastrico junto a nuevos

métodos computacionales que simplifican dicho proceso (Soleymani et al., 2022).

Consecuentemente, existe la necesidad de seleccionar a aquellos modelos predichos con 1A con
mayor afinidad y selectividad hacia los diferentes genes expuestos con antelacion, por lo tanto,
primero se evalud la afinidad obtenida durante estas interacciones proteina-proteina y se

visualizo a las mismas dentro de la Tabla 10 y Anexo 7.

Tabla 10.

Datos acerca de la afinidad de las proteinas predichas (ligandos).

Proteinas

) Afinidad .
Receptor predichas inida Figura
. (kcal/mol)
(ligandos)
HEtErgd';‘;ero Inhibidor
N IkBa 115,11
PS0/pES (Control)
(Control)
Figura 11. Acoplamiento obtenido de la
interaccion entre las proteinas control.
Quinasa
inductora de
NE- «B Q9BYHS -15,59
(NIK)

Figura 12. Acoplamiento obtenido de la
interaccién entre NIK y Q9BYHS.
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Proteinas

Receptor predichas Afinidad Figura
. (kcal/mol)
(ligandos)
Subunidad
p100 Q9BYHS -18,07
(NFkB2)
Figura 13. Acoplamiento obtenido de la
interaccion entre la subunidad p100 y Q9BYHS.
Interlt;ucma- 10FAD 11,93

Figura 14. Acoplamiento obtenido de la
interaccion entre IL-8 y 10FAD.
Nota: Las figuras observadas en la presente tabla y Anexo 7, representan la interaccion
proteina- proteina entre los genes regulados por el factor NF-xB (verde) y las proteinas
predichas con mayor afinidad (celeste) a dichos genes.

De acuerdo con los mencionado por (Siebenmorgen & Zacharias, 2020), se puede deducir
que tanto la afinidad de unidén como la energia libre de unién (AG) se encuentran asociadas a
las interacciones proteina-proteina y por ende sus valores llegan a ser iguales durante una
evaluacion de afinidades. En consecuencia, la estructura del complejo [kBa/NF-xB vista en la
Figura 11 junto a su energia libre de union (AG) seran nuevamente el punto de referencia para
los demas complejos obtenidos, dando como resultado que, la proteina Q9BYHS sea altamente
afin en complejos como NIK y NFkB2(p100) observados tanto en la Figura 12 como Figura 13,

mientras que en complejos como el de la Figura 14 se observa que existe una menor afinidad.

Al considerar que una buena interaccion proteina-proteina presenta tanto afinidad como
selectividad, esta Ultima ain permanece casi inexplorada debido a que solo se conoce su
preferencia por estructuras ordenadas (Shu et al., 2023), la evaluacion correspondiente a la
Tabla 11 se realizé de forma cualitativa. Donde, se determin6 la cantidad de complejos que

forma cada una de las proteinas empleadas durante el acoplamiento e interaccion, infiriendo
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que los modelos Q9UBCI, 963D2 y 10FAD llegan a formar complejos altamente selectivos
con: NFkBI1 (p50), RelA (p65) y IL-8 respectivamente.

Tabla 11.

Identificacion de la selectividad de las proteinas predichas (ligandos).

Proteina predicha ] i Interpretacion de
) Receptores con los que interactta o
(Ligando) Selectividad
1. Quinasa Inductora de NF-xB
2. Subunidad p52 (NFxB2) ]
Q9BYHS ) Poco selectivo
3. Subunidad p100 (NFkB2)
4. CiclinaD1 (CD1)
1. Subunidad p105 (NFxB1) )
A26C8 ) Levemente selectivo
2. Interleucina-B (IL-B)
1. Ciclooxigenasa-2 (COX-2) )
000221 Levemente selectivo
2. STAT3
QouUBC1 1. Subunidad p50 (NFxB1) Selectivo
963D2 1. Subunidad p65 (RelA) Selectivo
10FAD 1. Interleucina-8 (IL-8) Selectivo

En conclusion, podemos afirmar que las diferentes proteinas de novo predichas por las
herramientas de Inteligencia Artificial como: AlphaFold, Deepchem y RFdiffusion son
absolutamente viables y estables para el desarrollo de tratamientos destinados a la interaccion
y posterior inhibicién de genes y factores de transcripcion regulados por NF-kB dentro del

cancer gastrico.
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CAPITULO 4

CONCLUSIONES Y RECOMENDACIONES

4.1. Conclusiones

A partir de las herramientas de inteligencia artificial AlphaFold, Deepchem y RFdiffusion se predijeron
30 proteinas de novo con conformacion Bucle-Hélice-Bucle (LHL) y una composicion similar a
inhibidores y reguladores del factor NF-kB presente en varios conjuntos de bases de datos estandar y
experimental, en donde, se presentaron principalmente: dominios de repeticiones de Ankyrin, dominios
de Dimerizacion, dominios similares a ubiquitina (Ubl) y dominios cataliticos serina/treonina quinasa
junto a regiones artificiales o desordenadas que permiten mejorar sus interacciones proteina-proteina.
También, se analizé los valores energéticos de las interacciones moleculares y valores de RMSD,

concluyendo que todas las proteinas predichas son estables durante un tiempo de 100 picosegundos.

Mediante el acoplamiento y docking molecular de las proteinas predichas con los genes regulados por
el factor NF-«xB presentes en el cancer gastrico, se obtuvieron valores correspondientes a las variables
termodinamicas tales como: Energia libre de Gibbs (AG), Constante de disociacion (Kq), Entalpia (AH),
Capacidad calorifica (C,) y Entropia (AS), las cuales comparadas con los valores impuestos por el
complejo IkBa/NF-kB (control), permiten inferir que la mayoria de complejos predichos tienen una

mejor interaccion proteina-proteina y plegamiento en comparacion con el control sugerido.

En las 11 interacciones proteinas-proteina y el complejo IkxBa/NF-kB (control), se evaluaron los valores
de afinidad mediante el anélisis de la Energia libre de Gibbs (AG) y la selectividad mostrada por las
proteinas de novo durante el acoplamiento molecular. Mostrando como resultado que los modelos
predichos por AlphaFold son mas afines y que los modelos predichos por Deepchem son mas selectivos

en sus interacciones con los genes y factores de transcripcion regulados por NF-kB.
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4.2. Recomendaciones

Analizar los valores de RMSD durante los tiempos correspondientes a una simulacion de dinamica
molecular completa (150 a 200 nanosegundos) con la intenciéon de mejorar la comprension acerca de la

capacidad de plegamiento y estabilidad de las proteinas predichas.

Plantear diferentes variables termodinamicas para contrastar y verificar los resultados obtenidos en

relacion con sus interacciones proteina-proteina.

Validar los valores de afinidad mediante el uso de softwares o servidores web destinados

exclusivamente al acoplamiento y docking molecular entre proteinas, por ejemplo, Cluspro.

Probar la metodologia expuesta dentro de un servidor con una mayor capacidad de cémputo para

obtener mejores resultados con la intencion de que puedan ser escalados a una etapa de predisefio.
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ANEXOS

Anexo 1. Linea de comando y codigos empleados para la ejecucion de la Inteligencia Artificial

Deepchem.
- Configuracion:

Ipip install --pre deepchem

import deepchem
deepchem.__version__

Ipip install biopython

import random

from Bio.Seq import Seq

from Bio.SeqUtils import seql
from Bio.PDB import PDBParser
from Bio import BiopythonWarning
import warnings

- Generacion de nueva secuencia:

warnings.simplefilter(ignore’, BiopythonWarning)

query_sequence =
"HMKSSVVGSERKRGMQLEDLKQQLQQAEEALVAKQEVIDKLKEEAEQHKIVMETVPVLKA
QADIYKADFQAERQAREKLAEKKELLQEQLEQLQ"

add_random_residues(sequence, num_residues, position="end’):
residues = 'ACDEFGHIKLMNPQRSTVWY"

for _in range(num_residues):

residue = random.choice(residues)
if position == "end":

sequence += residue
elif position == 'start":

sequence = residue + sequence

elif position == 'both';




sequence = residue + sequence + residue

return sequence

validate_pdb_format(pdb_file):
try:
parser = PDBParser()
structure = parser.get_structure(‘temp’, pdb_file)
return
except Exception as e:
print("Error:", e)

return
fix_pdb_sequence(sequence):
fixed_sequence = sequence

return fixed_sequence

num_residues = 80

position = "both"

new_sequence = add_random_residues(query_sequence, num_residues=num_residues,

position=position)

print(*Nueva secuencia generada:", new_sequence)

is_valid_pdb = validate_pdb_format(new_sequence)
if is_valid_pdb:

print("La secuencia cumple con el formato PDB.")
else:

print("'La secuencia no cumple con el formato PDB.")

fixed_sequence = fix_pdb_sequence(new_sequence)
print("Secuencia corregida:", fixed_sequence)

display(fixed_sequence)




Anexo 2. Secuencias proteicas de las proteinas predichas por las herramientas de Inteligencia Artificial.

1A

Cddigo de
Identificacion

Secuencia proteica

AlphaFold

015226

MEKILQMAEGIDIGEMPSYDLVLSKPSKGQKRHLSTCDGQNPPKKQAGSKFHARPRFEPVHFVASSSKDERQEDPY GP
QTKEVNEQTHFASMPRDIYQDYTQDSFSIQDGNSQYCDSSGFILTKDQPVTANMYFDSGNPAPSTTSQQANSQSTPEPS
PSQTFPESVVAEKQYFIEKLTATIWKNLSNPEMTSGSDKINYTYMLTRCIQACKTNPEY1YAPLKEIPPADIPKNKKLLT
DGYACEVRCQNIYLTTGYAGSKNGSRDRATELAVKLLQKRIEVRVVRRKFKHTFGEDLVVCQIGMSSYEFPPALKPPE
DLVVLGKDASGQPIFNASAKHWTNFVITENANDAIGILNNSASFNKMSIEYKYEMMPNRTWRCRVFLQDHCLAEGYG
TKKTSKHAAADEALKILQKTQPTYPSVKSSQCHTGSSPRGSGKKKDIKDLVVYENSSNPVCTLNDTAQFNRMTVEYV
YERMTGLRWKCKVILESEVIAEAVGVKKTVKYEAAGEAVKTLKKTQPTVINNLKKGAVEDVISRNEIQGRSAEEAYK
QQIKEDNIGNQLLRKMGWTGGGLGKSGEGIREPISVKEQHKREGLGLDVERVNKIAKRDIEQIIRNYARSESHTDLTFS
RELTNDERKQIHQIAQKYGLKSKSHGVGHDRYLVVGRKRRKEDLLDQLKQEGQVGHYELVMPQAN

P25963

MFQAAERPQEWAMEGPRDGLKKERLLDDRHDSGLDSMKDEEYEQMVKELQEIRLEPQEVPRGSEPWKQQLTEDGDS
FLHLAIIHEEKALTMEVIRQVKGDLAFLNFQNNLQQTPLHLAVITNQPEIAEALLGAGCDPELRDFRGNTPLHLACEQG

CLASVGVLTQSCTTPHLHSILKATNYNGHTCLHLASIHGYLGIVELLVSLGADVNAQEPCNGRTALHLAVDLQNPDLV
SLLLKCGADVNRVTYQGYSPYQLTWGRPSTRIQQQLGQLTLENLQMLPESEDEESYDTESEFTEFTEDELPYDDCVFG

GQRLTL

Q15653

MAGVACLGKAADADEWCDSGLGSLGPDAAAPGGPGLGAELGPGLSWAPLVFGYVTEDGDTALHLAVIHQHEPFLDF
LLGFSAGTEYMDLQNDLGQTALHLAAILGETSTVEKLYAAGAGLCVAERRGHTALHLACRVGAHACARALLQPRPR

RPREAPDTYLAQGPDRTPDTNHTPVALYPDSDLEKEEEESEEDWKLQLEAENYEGHTPLHVAVIHKDVEMVRLLRDA
GADLDKPEPTCGRSPLHLAVEAQAADVLELLLRAGANPAARMYGGRTPLGSAMLRPNPILARLLRAHGAPEPEGEDE

KSGPCSSSSDSDSGDEGDEYDDIVVHSSRSQTRLPPTPASKPLPDDPRPV

015111

MERPPGLRPGAGGPWEMRERLGTGGFGNVCLYQHRELDLKIAIKSCRLELSTKNRERWCHEIQIMKKLNHANVVKAC
DVPEELNILIHDVPLLAMEYCSGGDLRKLLNKPENCCGLKESQILSLLSDIGSGIRYLHENKIIHRDLKPENIVLQDVGG
KIIHKIIDLGY AKDVDQGSLCTSFVGTLQYLAPELFENKPYTATVDYWSFGTMVFECIAGYRPFLHHLQPFTWHEKIKK
KDPKCIFACEEMSGEVRFSSHLPQPNSLCSLVVEPMENWLQLMLNWDPQQRGGPVDLTLKQPRCFVLMDHILNLKIV
HILNMTSAKIISFLLPPDESLHSLQSRIERETGINTGSQELLSETGISLDPRKPASQCVLDGVRGCDSYMVYLFDKSKTVY
EGPFASRSLSDCVNY IVQDSKIQLPIHQLRKVWAEAVHYVSGLKEDYSRLFQGQRAAMLSLLRYNANLTKMKNTLISA
SQQLKAKLEFFHKSIQLDLERYSEQMTYGISSEKMLKAWKEMEEKAIHYAEVGVIGYLEDQIMSLHAEIMELQKSPYG

54




Cddigo de
Identificacion

Secuencia proteica

RRQGDLMESLEQRAIDLYKQLKHRPSDHSYSDSTEMVKIIVHTVQSQDRVLKELFGHLSKLLGCKQKIIDLLPKVEVAL
SNIKEADNTVMFMQGKRQKEIWHLLKIACTQSSARSLVGSSLEGAVTPQTSAWLPPTSAEHDHSLSCVVTPQDGETSA
QMIEENLNCLGHLSTIHHEANEEQGNSMMNLDWSWLTE

014920

MSWSPSLTTQTCGAWEMKERLGTGGFGNVIRWHNQETGEQIAIKQCRQELSPRNRERWCLEIQIMRRLTHPNVVAAR
DVPEGMQNLAPNDLPLLAMEYCQGGDLRKYLNQFENCCGLREGAILTLLSDIASALRYLHENRIIHRDLKPENIVLQQ
GEQRLIHKIIDLGYAKELDQGSLCTSFVGTLQYLAPELLEQQKYTVTVDYWSFGTLAFECITGFRPFLPNWQPVQWHS
KVRQKSEVDIVVSEDLNGTVKFSSSLPYPNNLNSVLAERLEKWLQLMLMWHPRQRGTDPTYGPNGCFKALDDILNLK
LVHILNMVTGTIHTYPVTEDESLQSLKARIQQDTGIPEEDQELLQEAGLALIPDKPATQCISDGKLNEGHTLDMDLVFLF
DNSKITYETQISPRPQPESVSCILQEPKRNLAFFQLRKVWGQVWHSIQTLKEDCNRLQQGQRAAMMNLLRNNSCLSK
MKNSMASMSQQLKAKLDFFKTSIQIDLEKYSEQTEFGITSDKLLLAWREMEQAVELCGRENEVKLLVERMMALQTDI
VDLQRSPMGRKQGGTLDDLEEQARELYRRLREKPRDQRTEGDSQEMVRLLLQAIQSFEKKVRVIYTQLSKTVVCKQK
ALELLPKVEEVVSLMNEDEKTVVRLQEKRQKELWNLLKIACSKVRGPVSGSPDSMNASRLSQPGQLMSQPSTASNSLP
EPAKKSEELVAEAHNLCTLLENAIQDTVREQDQSFTALDWSWLQTEEEEHSCLEQAS

Q8NI38

MEAGPWRVSAPPSGPPQFPAVVPGPSLEVARAHMLALGPQQLLAQDEEGDTLLHLFAARGLRWAAYAAAEVLQVYR
RLDIREHKGKTPLLVAAAANQPLIVEDLLNLGAEPNAADHQGRSVLHVAATYGLPGVLLAVLNSGVQVDLEARDFEG
LTPLHTAILALNVAMRPSDLCPRVLSTQARDRLDCVHMLLQMGANHTSQEIKSNKTVLHLAVQAANPTLVQLLLELP
RGDLRTFVNMKAHGNTALHMAAALPPGPAQEAIVRHLLAAGADPTLRNLENEQPVHLLRPGPGPEGLRQLLKRSRVA
PPGLSS

000221

MNQRRSESRPGNHRLQAYAEPGKGDSGGAGPLSGSARRGRGGGGAIRVRRPCWSGGAGRGGGPAWAVRLPTVTAG
WTWPALRTLSSLRAGPSEPHSPGRRPPRAGRPLCQADPQPGKAARRSLEPDPAQTGPRPARAAGMSEARKGPDEAEES
QYDSGIESLRSLRSLPESTSAPASGPSDGSPQPCTHPPGPVKEPQEKEDADGERADSTYGSSSLTYTLSLLGGPEAEDPAP
RLPLPHVGALSPQQLEALTYISEDGDTLVHLAVIHEAPAVLLCCLALLPQEVLDIQNNLYQTALHLAVHLDQPGAVRA
LVLKGASRALQDRHGDTALHVACQRQHLACARCLLEGRPEPGRGTSHSLDLQLQNWQGLACLHIATLOQKNQPLMEL
LLRNGADIDVQEGTSGKTALHLAVETQERGLVQFLLQAGAQVDARMLNGCTPLHLAAGRGLMGISSTLCKAGADSL
LRNVEDETPQDLTEESLVLLPFDDLKISGKLLLCTD

QIBYHS

MIVDKLLDDSRGGEGLRDAAGGCGLMTSPLNLSYFYGASPPAAAPGACDASCSVLGPSAPGSPGSDSSDFSSASSVSSC
GAVESRSRGGARAERQPVEPHMGVGRQQRGPFQGVRVKNSVKELLLHIRSHKQKASGQAVDDFKTQGVNIEQFREL
KNTVSYSGKRKGPDSLSDGPACKRPALLHSQFLTPPQTPTPGESMEDVHLNEPKQESSADLLOQNIINIKNECSPVSLNTV

55




Cddigo de
Identificacion

Secuencia proteica

QVSWLNPVVVPQSSPAEQCQDFHGGQVFSPPQKCQPFQVRGSQQMIDQASLYQYSPQNQHVEQQPHY THKPTLEYSP
FPIPPQSPAYEPNLFDGPESQFCPNQSLVSLLGDQRESENIANPMQTSSSVQQQNDAHLHSFSMMPSSACEAMVGHEM
ASDSSNTSLPFSNMGNPMNTTQLGKSLFQWQVEQEESKLANISQDQFLSKDADGDTFLHIAVAQGRRALSYVLARKM
NALHMLDIKEHNGQSAFQVAVAANQHLIVQDLVNIGAQVNTTDCWGRTPLHVCAEKGHSQVLQAIQKGAVGSNQFV
DLEATNYDGLTPLHCAVIAHNAVVHELQRNQQPHSPEVQELLLKNKSLVDTIKCLIQMGAAVEAKDRKSGRTALHLA
AEEANLELIRLFLELPSCLSFVNAKAYNGNTALHVAASLQYRLTQLDAVRLLMRKGADPSTRNLENEQPVHLVPDGP
VGEQIRRILKGKSIQQRAPPY

QIY6K9

MNRHLWKSQLCEMVQPSGGPAADQDVLGEESPLGKPAMLHLPSEQGAPETLQRCLEENQELRDAIRQSNQILRERCE
ELLHFQASQREEKEFLMCKFQEARKLVERLGLEKLDLKRQKEQALREVEHLKRCQQQMAEDKASVKAQVTSLLGEL
QESQSRLEAATKECQALEGRARAASEQARQLESEREALQQQHSVQVDQLRMQGQSVEAALRMERQAASEEKRKLAQ
LQVAYHQLFQEYDNHIKSSVVGSERKRGMQLEDLKQQLQQAEEALVAKQEVIDKLKEEAEQHKIVMETVPVLKAQA
DIYKADFQAERQAREKLAEKKELLQEQLEQLQREYSKLKASCQESARIEDMRKRHVEVSQAPLPPAPAYLSSPLALPS
QRRSPPEEPPDFCCPKCQYQAPDMDTLQIHVMECIE

Q9UBC1

MSNPSPQVPEEEASTSVCRPKSSMASTSRRQRRERRFRRYLSAGRLVRAQALLQRHPGLDVDAGQPPPLHRACARHD
APALCLLLRLGADPAHQDRHGDTALHAAARQGPDAY TDFFLPLLSRCPSAMGIKNKDGETPGQILGWGPPWDSAEEE
EEDDASKEREWRQKLQGELEDEWQEVMGRFEGDASHETQEPESFSAWSDRLAREHAQKCQQQQREAEGSRRPPRAE
GSSQSWRQQEEEQRLFRERARAKEEELRESRARRAQEALGDREPKPTRAGPREEHPRGAGRGSLWRFGDVPWPCPGG
GDPEAMAAALVARGPPLEEQGALRRYLRVQQVRWHPDRFLQRFRSQIETWELGRVMGAVTALSQALNRHAEALK

Deepchem

AT886

DTTTNVFVKSYLEFREVGVSQCESPKFMHLTLVMWNVYLRVAHFRAQNVQPYYRVPLYYVPQIWVYPLHRMGRHEEL
KWYEFPMPHFYTRSMEVIRQVKGDLAFLNFQNNLQQTPLHLAVITNQPEIAEALLGAGCDPELRDFRGNTPLHLACEQ
GCLASVGVLTQSCTTPHLHSILKATNYNGHTCLHLASIHGYLGIVELLVSLGADVNAQEPCNGRTALHLAVDLQNPDL
VSLLLKCGADVNRVTYQGYSPYQLTWGRPSTRIQQQLGQLTLENLQMLPE

ECI19F

DTTTNVFVKSYLEFREVGVSQCESPKFMHLTLVMWNVLRVAHFRAQNVQPYYRVPLY YVPQIWVYPLHRMGRHEEL
KWYEFPMPHFYTRSMEVIRQVKGDLAFLNFQNNLQQTPLHLAVITNQPEIAEALLGAGCDPELRDFRGNTPLHLACEQ
GCLASVGVLTQSCTTPHLHSILKATNYNGHTCLHLASIHGYLGIVELLVSLGADVNAQEPCNGRTALHLAVDLQNPDL
VSLLLKCGADVNRVTYQGYSPYQLTWGRPSTRIQQQLGQLTLENLQMLPE

963D2

AYMYFQQYNEEWMLIRFPWSKQNPIHMRIEFCGMQKNHCSYQHRELDLKIAIKSCRLELSTKNRERWCHEIQIMKKL
NHANVVKACDVPEELNILIHDVPLLAMEYCSGGDLRKLLNKPENCCGLKESQILSLLSDIGSGIRYLHENKIIHRDLKPE

56




Cddigo de
Identificacion

Secuencia proteica

NIVLQDVGGKIIHKIIDLGYAKDVDQGSLCTSFVGTLQYLAPELFENKPYTATVDYWSFGTMVFECIAGYRPFLHHLQP
FTWHEKIKKKDPKCIFACEEMSGEVRFSSHLPQPNSLCSLIVEPMENWLQLMLNWDPQQRGGPVDLTLKQPRCFVLM
DHILNLKIVHILNMTSAKIISFLLPPDESLHSLQSRIERETGINTGSQELLSETGISLDPRKPASQCVLDGVSCHNKQMGCF
EIRMHIPNQKSWPFRILMWEENYQQFYMYA

92B1D

AYMYFQQYNEEWMLIRFPWSKQNPIHMRIEFCGMQKNHCSY QHRELDLKIAIKSCRLELSTKNRERWCHEIQIMKKL
NHANVVKACDVPEELNILIHDVPLLAMEYCSGGDLRKLLNKPENCCGLKESQILSLLSDIGSGIRYLHENKIIHRDLKPE
NIVLQDVGGKIIHKIIDLGYAKDVDQGSLCTSFVGTLQYLAPELFENKPYTATVDYWSFGTMVFECIAGYRPFLHHLQP
FTWHEKIKKKDPKCIFACEEMSGEVRFSSHLPQPNSLCSLIVEPMENWLQLMLNWDPQQRGGPVDLTLKQPRCFVLM
DHILNLKIVHILNMTSAKIISFLLPPDESLHSLQSRIERETGINTGSQELLSETGISLDPRKPASQCVLDGVSCHNKQMGCF
EIRMHIPNQKSWPFRILMWEENYQQFYMYA

A26C8

IMWQDAVFHFYFVCCFGELKEMWYGPPQIAQNEISHVKKKEIFCNVETYHSDNQTGNQMKWHSKVRQKSEVDIVVS
EDLNGTVKFSSSLPYPNNLNSVLAERLEKWLQLMLMWHPRQRGTDPTYGPNGCFKALDDILNLKLVHILNMVTGTIH
TYPVTEDESLQSLKARIQQDTGIPEEDQELLQEAGLALIPDKPATQCISDGKLNEGHTLDMDLVFLFDNSKITYETQISP
RPQPESVSCILQEPKRNLAFFQLRKVWGQVWHSIQTLKEDCNRLQQGQRAAMMNLLRNNSCLSKMKNSMASMSQQL
KAKLDFFKTSIQIDLEKYSEQTEFGITSDKLLLAWREMEQAVELCGRENEVKLLVERMMALQTDIVDLQRSPMGRKQ
GGTLDDLEEQARELYRRLREKPRDQRTEGDSQEMVRLLLQAIQSFEKKVRVIYTQLSKTVVCKQKALELLPKVEEVVS
LMNEDEKTVVRLQEKRQKELWNLLKIACSKVRGPVSGSPDSMNASRLSQPGQLMSQPSTASNSLPEPAKKSEELVAE
AHNLCTLLENAIQDTVREQDQSFTKMQNGTQNDSHY TEVNCFIEKKKVHSIENQAIQPPGVWMEKLEGFCCVFYFHF
VADQWMI

208E3

IMWQDAVFHFYFVCCFGELKEMWYGPPQIAQNEISHVKKKEIFCNVETYHSDNQTGNQMKWHSKVRQKSEVDIVVS
EDLNGTVKFSSSLPYPNNLNSVLAERLEKWLQLMLMWHPRQRGTDPTYGPNGCFKALDDILNLKLVHILNMVTGTIH
TYPVTEDESLQSLKARIQQDTGIPEEDQELLQEAGLALIPDKPATQCISDGKLNEGHTLDMDLVFLFDNSKITYETQISP
RPQPESVSCILQEPKRNLAFFQLRKVWGQVWHSIQTLKEDCNRLQQGQRAAMMNLLRNNSCLSKMKNSMASMSQQL
KAKLDFFKTSIQIDLEKYSEQTEFGITSDKLLLAWREMEQAVELCGRENEVKLLVERMMALQTDIVDLQRSPMGRKQ
GGTLDDLEEQARELYRRLREKPRDQRTEGDSQEMVRLLLQAIQSFEKKVRVIYTQLSKTVVCKQKALELLPKVEEVVS
LMNEDEKTVVRLQEKRQKELWNLLKIACSKVRGPVSGSPDSMNASRLSQPGQLMSQPSTASNSLPEPAKKSEELVAE
AHNLCTLLENAIQDTVREQDQSFTKMQNGTQNDSHY TEVNCFIEKKKVHSIENQAIQPPGVWMEKLEGFCCVFYFHF
VADQWMI

57




Cddigo de
Identificacion

Secuencia proteica

10FAD

MLCGEGKPRKAKNMRKHETENWSNEILINIASIWVKGEWTNHQQRRFNSDSLEWYGPSQSIYTYAYGCMRNLPPWA
WRENWHSKVRQKSEVDIVVSEDLNGTVKFSSSLPYPNNLNSVLAERLEKWLQLMLMWHPRQRGTDPTYGPNGCFKA
LDDILNLKLVHILNMVTGTIHTYPVTEDESLQSLKARIQQDTGIPEEDQELLQEAGLALIPDKPATQCISDGKLNEGHTL
DMDLVFLFDNSKITYETQISPRPQPESVSCILQEPKRNLAFFQLRKVWGQVWHSIQTLKEDCNRLQQGQRAAMMNLLR
NNSCLSKMKNSMASMSQQLKAKLDFFKTSIQIDLEKYSEQTEFGINERWAWPPLNRMCGYAYI1YISQSPGYWELSDSN
FRRQQHNTWEGKVWISAINILIENSWNETEHKRMNKAKRPKGEGCLM

9061D

MLCGEGKPRKAKNMRKHETENWSNEILINIASIWVKGEWTNHQQRRFNSDSLEWYGPSQSIYIYAYGCMRNLPPWA
WRENWHSKVRQKSEVDIVVSEDLNGTVKFSSSLPYPNNLNSVLAERLEKWLQLMLMWHPRQRGTDPTYGPNGCFKA
LDDILNLKLVHILNMVTGTIHTYPVTEDESLQSLKARIQQDTGIPEEDQELLQEAGLALIPDKPATQCISDGKLNEGHTL
DMDLVFLFDNSKITYETQISPRPQPESVSCILQEPKRNLAFFQLRKVWGQVWHSIQTLKEDCNRLQQGQRAAMMNLLR
NNSCLSKMKNSMASMSQQLKAKLDFFKTSIQIDLEKYSEQTEFGINERWAWPPLNRMCGYAYI1YISQSPGYWELSDSN
FRRQQHNTWEGKVWISAINILIENSWNETEHKRMNKAKRPKGEGCLM

533E3

NPLMDKYYCDKFKMNKWIGIRLKKMTVDKGYPNAGRQCYQAHHWSLWGCAQVNHHQCYWDRNSFQLDSVFYVSI
HSMIYSHMKSSVVGSERKRGMQLEDLKQQLQQAEEALVAKQEVIDKLKEEAEQHKIVMETVPVLKAQADIYKADFQ

AERQAREKLAEKKELLQEQLEQLQSYIMSHISVYFVSDLQFSNRDWYCQHHNVQACGWLSWHHAQYCQRGANPYG

KDVTMKKLRIGIWKNMKFKDCYYKDMLPN

07795

GIYVFAESCDYFCHQRDSGQLYRKWQQAPRRKQYWPWEVFMHSRNLPFRDDKIWHWIGQQAVYSSDSSPAYSDNG
RFSLQADIYKADFQAERQAREKLAEKKELLQEQLEQLQREYSKLKASCQESARIEDMRKRHVEVSQAPLPPAPAYLSS
PLALPSQRRSPPEEPPDFCCPKCQYQAPDMDTLQIHVMECIE

RFdiffusion

RF21A

MLAEILALIDSLEPEALARALELFRAALALPDEELQALFLAVMLRLERQIKASSPEQAALLRQLRIEMTRLLIETRPEVA
RALCPLLAAAGLSQETLATMLHLAVITNQPEIAEALLGAGCDPELRDFRGNTPLHLACEQGCLASVGVLTQSCTTPHL
HSILKATNYNGHTCLHLASIHGYLGIVELLVSLGADVNAQEKNGNEEVYKKVQEAVASL

RF415AD

LLTPEELEELPWEMRERLGTGGFGNVCLYQHRELDLKIAIKSLSTKNRERWCHEIQIMKKLRKLLNKPENCCGLKESQI
LSLLSDIGSGIRY LHENKIIHRDLKPENIVLQDVGGKIIHKILQYLAPELFENKPYTATVDYWSFGTMVFECIAGYRPFL
HHLOPFTWHEKIKKKDPKCIFACEEMSGEVRFSSHLPQPNSLCSLIVEPMENWLQLMLNWDPQQRGGPVDLTLKQPR
CFVLMDHILNLKIVHILNMTSAKIISFLLPPDESLHSLQSRIERETGINTGSQELLSETGISLDPRKPMVYLITKSDTSFRTR
LEIENLKKEHPEAAAMIGPISDEVSVEDVRRLYDVVVELL

58




Cddigo de
Identificacion

Secuencia proteica

RF715A1

GPVIIPWEMRERLGTGGFGNVCLYQHRELDLKIAIKSLSTKNRERWCHEIQIMKKLRKLLNKPENCCGLKESQILSLLS
DIGSGIRYLHENKIIHRDLKPENIVLQDVGGKIIHKIILQYLAPELFENKPYTATVDYWSFGTMVFECIAGYRPFLHHLQP
FTWHEKIKKKDPKCIFACEEMSGEVRFSSHLPQPNSLCSLIVEPMENWLQLMLNWDPQQRGGPVDLTLKQPRCFVLM
DHILNLKIVHILNMTSAKIISFLLPPDESLHSLQSRIERETGINTGSQELLSETGISLDPRKPMVY LSDGKPREIKPEDKEKF
EENYVEEHEKTKKAKKEVEKKEKVEFVKIGDKYYILRVL

RF315AD

PWEMRERLGTGGFGNVCLYQHRELDLKIAIKSLSTKNRERWCHEIQIMKKLRKLLNKPENCCGLKESQILSLLSDIGSG
IRYLHENKIIHRDLKPENIVLQDVGGKIIHKIIPRPLDLQYLAPELFENKPYTATVDYWSFGTMVFECIAGYRPFLHHLQP
FTWHEKIKKKDPKCIFACEEMSGEVRFSSHLPQPNSLCSLIVEPMENWLQLMLNWDPQQRGGPVDLTLKQPRCFVLM
DHILNLKIVHILNMTSAKIISFLLPPDESLHSLQSRIERETGINTGSQELLSETGISLDPRKPMVYL

RF215A2

PWEMRERLGTGGFGNVCLYQHRELDLKIAIKSLSTKNRERWCHEIQIMKKLRKLLNKPENCCGLKESQILSLLSDIGSG
IRYLHENKIIHRDLKPENIVLQDVGGKIHKIIPYPLSSKESRLQYLAPELFENKPYTATVDYWSFGTMVFECIAGYRPFL
HHLQPFTWHEKIKKKDPKCIFACEEMSGEVRFSSHLPQPNSLCSLIVEPMENWLQLMLNWDPQQRGGPVDLTLKQPR

CFVLMDHILNLKIVHILNMTSAKIISFLLPPDESLHSLQSRIERETGINTGSQELLSETGISLDPRKPMVY L

RF315BD

MVRHEVLVLERGEIAPRSKEKVIKLVTEVLEMRSLPVEKQSEWILEYALKKITLRRVTVDVLYVVSPELLARLEAFAAE
HAPLFLKAAAELRIYGELGNLIEACSRKPVAMTTLLDDHQREIADKAIKKGGKGIVVSEDLNGTVKFSSSLPYPNNLNS

VLAERLEKWLQLMLMWHPRQRGTDPTYGPNGCFKALDDILNLKLVHILNMVTGTIHTYPVTEDESLQSLKARIQQDT

GIPEEDQELLQEAGLALIPDKPATQCISLNEGHTLDMDLVFLFDNSKITYETQRPQPESVSCILQEPKRNLAFFQLRKVW
GQVWHSIQTLKEDCNRLQQGQRAAMMNLLRNNSCLSKMKNSMASMSQQLKAKLDFFKTSIQIDLEKYSEQTDKLLL

AWREMLKKLPPLSPEAEEFYKKKLEEIEKQRAELEKYTAEVTAKYQAEIGKLITTLCTTLIAQAKAFAEEYAKHAADN

PDVLLHFLFVIGEALAGAAKFDPALVAATLAEIEEIFAAHGAHAELTALAMEYCRLYVLAEAA

RF51B

VIERTPGLIAYYPGALIVYCSGPSCTPEKIKEIDLLKKRKYKNQLIICISTDLSKEEHNEIAAAIVEAAKESGSPEIWIAISS
GRLLEKGHHTVFLHFVLPLSPEDVRIEVEKIIAAKEKHFEKTKGAIVVSEDLNGTVKFSSSLPYPNNLNSVLAERLEKW
LOQLMLMWHPRQRGTDPTYGPNGCFKALDDILNLKLVHILNMVTGTIHTYPVTEDESLQSLKARIQQDTGIPEEDQELL
QEAGLALIPDKPATQCISLNEGHTLDMDLVFLFDNSKITYETQRPQPESVSCILQEPKRNLAFFQLRKVWGQVWHSIQT
LKEDCNRLQQGQRAAMMNLLRNNSCLSKMKNSMASMSQQLKAKLDFFKTSIQIDLEKYSEQTDKLLLAWREMLEKL
KEVEKKIEELEKQIEELDKKEEEAEKRLESLNKAVLKYILEKLKQATKLLKAVLELLKQAPLEALPALFPIVEQMLKQV
KELIKLAKEQLKQVKTLTEEEKKEIEKEIKEVEKEMKELEKAIEEARKAVAEA
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Cddigo de

e Secuencia proteica
Identificacion
RF2M31 ELEDKNEELLSEIAHLKNEVARLKKLLQRCLGGLLGLEMSRLRDAGDEAAVAAIEAALAKEREEVKKELKKLKEEGA
PEEDIENKEALLEALEESAETLAANQELRDAIRQSNQILRERAEELLHFQASQREEKEFLM
RF3M31 ELEDKNEELLSEIAHLKNEVARLKKLLQRCGEPGRRLVEELRDAPLEERLAVLAEREAELQAILAALEALRAKETLEEK

KAIIDELRAALLAANQELRDAIRQSNQILRERAEELLHFQASQREEKEFLM

HHMMTVARFDGMTLEDLELLNKALKTGELSPSMSEKVKAVLEAVKKGVDVILITSVGADPEKAWKAFLELAKLFKE

KGIALLIVHANTKEDADAWADKLEPIVKKYKSNIVAIVEKHPDEPTKVKVVCDTEESAQELLELLKDLPGLSMKVEDG
WYIIYTSEGPADFCCPKCQYQAPDMDTLQIHVMECIEEEKHQKLMKEKE
Anexo 3. Estructuras y composicion de las proteinas complementarias.

RF2M32

Cédigo de

Identificacion

1A Composicion de la proteina Figuras

Regiones
e Dominio de Represion Activa: Rojo (1-296)

e Regiones desordenadas: Verde (27-87, 132-163, 414-437)
Sesgos compositivos

e Residuos polares: Azul (29-43, 414-430)
015226 e Residuos basicos y acidos: Amarillo (51-78)

AlphaFold

Dominios
e Parche G: Rosado (551-596)

¢ R3H: Naranja (600-664)
Motivos

Composicidn y estructura de la proteina 015226

e Sefial de localizacion nuclear: Violeta (25-45)
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Cddigo de
Identificacion

Composicion de la proteina

Figuras

P25963

Regiones

¢ Regiones desordenadas: Verde (1-39)
Sesgos compositivos

e Residuos béasicos y &cidos: Amarillo (11-39)
Dominios

e Dominio que contiene repeticiones Ankyrin: Rosado (73-293)
Motivos

e Motivo de destruccion: Violeta (30-36)

¢ Sefial de exportacion nuclear: Azul (45-54)

e Sefial de importacion nuclear: Rojo (110-120)
Repeticiones

e ANKI: Café (73-103)

e ANK?2: Café (110-139)

e ANK3: Café (143-172)

e ANKY: Café (182-211)

e ANKS5: Café (216-245)

Composicidn y estructura de la proteina P25963
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Cddigo de
Identificacion

Composicion de la proteina

Figuras

Regiones
e Cremallera de leucina: Rojo (455-476)
e Encuadernacion NEMO: Azul (738-743)

015111 Dominios
e Dominio catalitico de la serina/treonina quinasa: Rosado (21-309)
e Dominio similar a la ubiquitina (Ubl): Amarillo (311-387)
e Dominio de dimerizacion de andamio: Naranja (386-659)
Regiones
e Cremallera de leucina: Rojo (458-479)
e Region desordenada: Verde (667—-706)
014920 ¢ Encuadernacion NEMO: Naranja (737-742)
Sesgos compositivos
e Residuos polares: Azul (670-700)
Dominios
e Proteina quinasa: Rosado (15-300)
Regiones
e Regiones desordenadas: Verde (1-66, 84-215, 222-241) S
000221 Sesgos compositivos g f&;,,i‘ &

e Residuos polares: Azul (157-183)
¢ Residuos bésicos y &cidos: Rojo (194-208)

Dominios
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Cddigo de
Identificacion

Composicion de la proteina

Figuras

Dominio que contiene repeticiones Ankyrin: Rosado (249-496)

Repeticiones

ANK 1: Café (258-291)
ANK 2: Café (293-322)
ANK 3: Café (326-355)
ANK 4: Café (369-398)
ANK 5: Café (403-432)
ANK 6: Café (436-465)

Composicidn y estructura de la proteina 000221

Q9Y6K9

Regiones

Requerido para la interaccién y ubiquitinacién por MARCHF2:

Rojo (1-197)

Interaccion con CHUK/IKBKB: Azul (44-111)

Interacciéon con TANK: Rosado (150-257)

Unidn de ubiquitina (UBAN): Amarillo (242-350)

Auto asociacion: Morado (246-365)

Requerido para la interaccion con TNFAIP3: Gris (251-419)
Cremallera de leucina: Cyan (322-343)

Regiones desordenadas: Verde (358-395)

Interaccion con CYLD: Olivo oscuro (382-419)

Dedo de Zinc: Cafe (389-419)

Composicidn y estructura de la proteina Q9Y6K9
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Cddigo de

1A dentificacién Composicion de la proteina Figuras
Regiones
e Regiones desordenadas: Verde (1-34, 129-167, 186-294)
Sesgos compositivos
¢ Residuos polares: Azul (1-25) j‘,sxﬁgg
Q9UBCL .- | Residuos basicos y acidos: Amarillo (201-226, 235-290) { %’;fg“}sﬁ
Dominios \ Y
¢ Dominio que contiene repeticiones Ankyrin: Rosado (43-138) .
Repeticiones Composicidn y estructura de la proteina QQUBC1
e ANK 1: Café (64-93)
e ANK 2: Café (97-130)
Regiones
e Regiones artificiales: Verde (1-90)
Dominios
e e Dominio que contiene repeticiones Ankyrin: Rosado (91-256)
%_ AT7886 Repeticiones
g « ANK 1: Café (110-141)

e ANK 2: Café (143-180)
e ANK 3: Café (182-213)
e ANK 4: Café (216-246)

Composicién y estructura de la proteina A7886
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Cddigo de
Identificacion

Composicion de la proteina

Figuras

Regiones
e Regiones artificiales: Verde (1-90)
Dominios

¢ Dominio que contiene repeticiones Ankyrin: Rosado (91-256)

EC19F ..
Repeticiones
e ANK 1: Café (110-141)
e ANK 2: Café (143-180)
e ANK 3: Café (182-213)
e ANK 4: Café (216-246)
Regiones
e Regiones artificiales: Verde (1-40, 385-425)
963D2 Dominios
¢ Dominio catalitico de la serina/treonina quinasa: Rosado (37-318)
e Dominio similar a la ubiquitina (Ubl): Naranja (320-382)
Regiones
e Regiones artificiales: Verde (1-40, 385-425)
92B1D Dominios

e Dominio catalitico de la serina/treonina quinasa: Rosado (37-318)

e Dominio similar a la ubiquitina (Ubl): Naranja (320-382)

Composicidn y estructura de la proteina 92B1D
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Cddigo de
Identificacion

Composicion de la proteina

Figuras

Regiones
e Regiones artificiales: Verde (1-80, 355-435)
Dominios
10FAD o ) ) ) )
e Dominio catalitico de la serina/treonina quinasa: Rosado (65-159)
e Dominio similar a la ubiquitina (Ubl): Naranja (160-240)
e Dominio de dimerizacién del andamio IQBAL: Azul (239-355) Composicion y estructura de la proteina 10FAD
Regiones
e Regiones artificiales: Verde (1-80, 174-254)
e Cremallera de leucina: Azul (96-160)
Dominios
533E3 - - - - - -y .
e Dominio de unioén a poliubiquitina de NEMO y proteinas o
relacionadas (UBAN): Rosado (95-160) hd
e Dominio en espiral N-terminal no caracterizado del Composicién y estructura de la proteina 533E3
peptidoglicano hidrolasa CwlO: Naranja  (62-158)
Regiones
¢ Regiones artificiales: Verde (1-80)
e Cremallera de leucina: Azul (80-120) .
07795 Dominios )J

e Dominio de unién a poliubiquitina de NEMO vy proteinas
relacionadas (UBAN): Rosado (80-120)
ZNF
e Dedos de zinc tipo C2H2: Café (169-194)

Composicién y estructura de la proteina 07795
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Cddigo de o ] )
IA o Composicion de la proteina Figuras
Identificacion
Regiones
e Regiones artificiales: Verde (1-100, 199-217)
]
Dominios 5 o
¢ Dominio que contiene repeticiones Ankyrin: Rosado (101-198) ;
RF21A N
Repeticiones /
e ANK 1: Café (110-127)
e ANK 2: Café (129-166)
e ANK 3: Café (168-193)
c Regiones K
é e Regiones artificiales: Verde (1-10, 310-360) "% ¥ ) Lo
b RF415AD | Dominios M
m y \‘: L =
e Dominio catalitico de la serina/treonina quinasa: Rosado (18-247) C @‘ @
e Dominio similar a la ubiquitina (Ubl): Naranja (249-307)
Regiones
o Regiones artificiales: Verde (113-122)
RF215A2

Dominios

Serina/treonina proteina quinasa: Rosado (1-225)

Composicidn y estructura de la proteina RF215A2
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Cddigo de

1A |dentificacion Composicion de la proteina Figuras
Regiones
e Regiones artificiales: Verde (1-132, 397-532) . Aﬁ%
Dominios srnnerline

RF315BD ¢ Dominio catalitico de la serina/treonina quinasa: Rosado (125- Pcresses %5
200) @/'F
e Dominio similar a la ubiquitina (Ubl): Naranja (201-278)
e Dominio de dimerizacion del andamio IQBAL: Azul (277-396) Composicion y estructura de la proteina RF3158D
Regiones
e Regiones artificiales: Verde (1-131, 395-530)
Dominios
¢ Dominio catalitico de la serina/treonina quinasa: Rosado (126-
198)
e Dominio similar a la ubiquitina (Ubl): Naranja  (199-276)
RF51B e Dominio de dimerizacion del andamio IQBAL: Azul (275-415)

Proteinas
e Proteina de segregacion cromosoémica SMC: Café (315-492)
e Proteina conservada YhaN no caracterizada: Morado (382-530)
Motivo
e Reparacion de roturas de doble cadena de ADN ATPasa Rad50
(PRK03918): Rojo (377-494)

Composicién y estructura de la proteina RF51B
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Cddigo de
Identificacion

Composicion de la proteina

Figuras

Regiones
e Regiones artificiales: Verde (32-90)
Dominios
¢ Modulador esencial NF-kappa-B NEMO: Rosado (90-130)

RF3M31
Proteinas
e Enzima de restriccion tipo | (hsdR): Café (3-100)
o Posible nucleasa del pliegue RNasa H (COG2433): Morado (1-90) Composicién y estructura de la proteina RF3M31
Regiones
e Regiones artificiales: Verde (1-165)
Dominios )
e Dominio de unién a FMN similar a la dihidrouridina sintasa (tipo 4 %
RF3M32 DUS): Rosado  (35-91) R@W

Proteinas
e Carbamoilfosfato sintasa, subunidad grande: Café (12-139)
ZFN

e Dedos de zinc tipo C2H2: Azul (167-190)

Composicidn y estructura de la proteina RF2M32
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Anexo 4. Datos y propiedades energéticas de las proteinas complementarias.

Datos basicos de la proteina

Energia Computada

B (114LYS-LSN;
415GLU- GLUP)

Caddigos de -
1A e . Residuos .,
Identificacion | Cadenas | Longitud | pH Terminal Protonacién lon Enlace CMAP VDWaals Angular
NTER
015226 A 690 7,0 CTER - NaCl | 1307,79 -147,50 -1621,88 2280,32
P25963 A 317 7,0 NTER - NaCl | 503,45 -77,77 -817,69 940,27
CTER
NTER
015111 A 745 7,0 - NaCl | 1194,87 -149,25 -2627,20 2103,24
= CTER
o
ccl-ls 014920 A 756 7,0 NTER - NaCl | 1322,26 -154,52 -2773,19 2340,87
=2 CTER
< NTER
000221 A 500 7,0 CTER - NaCl | 984,23 -53,19 -998,98 1986,16
NTER
Q9Y6K9 A 419 7,0 CTER - NaCl | 706,91 -80,30 -927,44 1289,95
NTER
Q9UBC1 A 381 7,0 CTER - NaCl | 732,13 21,92 -862,41 1236,55
A NTER A (39ARG - RN1;
A7886 5 282 7,0 CTER 1ASP - ASPP) NaCl | 1598,84 15,78 0,21x10% 2194,07
B (89ARG — RN1)
NTER
c EC19F A 282 7,0 - NaCl | 596,67 -24,61 1,40x108 939,08
5 CTER
S A (111ASP-
& ASPP; 114LYS-
A NTER | LSN; 47ASP- "
963D2 5 425 7,0 CTER ASPP) NaCl | 2785,85 52,55 0,74x10 3691,54
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Datos basicos de la proteina

Energia Computada

Cédigos de .
1A o . Residuos -
Identificacion | Cadenas | Longitud | pH . Protonacion lon Enlace CMAP VDWaals Angular
Terminal
NTER
92B1D A 425 7,0 CTER - NaCl | 861,35 -134,29 1,14x106 1708,99
10FAD g 435 7,0 E_IEE - NaCl | 2678,92 177,09 0,88x10*2 5111,01
533E3 'EA; 254 7,0 EIEE - NaCl | 1229,68 42,48 0,10x10% 1680,55
GLYP
07795 A 195 7,0 CTER - NaCl | 518,72 -43,51 1,55x106 989,84
NTER
RF21A A 217 7,0 CTER - NaCl | 439,73 -24,16 3517,64 481,06
RF415AD g 434 7,0 EIEE - NaCl | 6,68x10° -56,24 0,13x10%6 2797,02
A (124GLU-
GLUP; 209LYS—
LSN; 264ASP—
- ASPP; 268LYS—
2 LSN; 25ASP—
=] A PROP
E RF315AD B 358 7,0 CTER ASPP) NaCl | 5,07x10° -68,28 0,34x10%3 2544,19
S B (204GLU-
- GLUP; 205LYS—
LSN; 209LYS-
LSN; 218GLU-
GLUP)
PROP | A (214LYS-LSN; . .
RF215A2 A 363 7,0 CTER 25ASP_ASPP) NaCl | 2,18x10 -41,88 1,69x10 960,61
NTER
RF51B A 542 7,0 CTER - NaCl | 38152,88 -33,95 0,36x10%3 1867,60
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Datos basicos de la proteina

Energia Computada

Cédigos de .
1A o, . Residuos .,
Identificacion Cadenas | Longitud | pH Terminal Protonacién lon Enlace CMAP VDWaals Angular
NTER
RF3M31 A 130 7,0 CTER - NaCl 336,06 -8,86 60017,24 330,47
NTER
RF3M32 A 203 7,0 CTER - NaCl 426,31 -35,35 1,24x108 628,71

Anexo 5. Sitios de union de los genes y factores de transcripcion relacionados con NF- kB en el cancer para el proceso de Acoplamiento Molecular.

Genes y Factores relacionados con NF- kB

Sitios de Unién

Quinasa inductora de NF- kB (NIK)

Subunidad p50 (NFxB1)

Sitios de Unidn de la Subunidad p50 (NFxB1)
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Genes y Factores relacionados con NF- kB

Sitios de Unidén

Subunidad p52 (NFkB2)

Sitios de Unidn de la Subunidad p52 (NFxB2)

Subunidad p65 (RelA)

T
)

2 % ‘;b::
_§ & Xy, ;
;\»5

Sitios de Union de la Subunidad p65 (RelA)

Subunidad p100 (NFxB2)

Sitios de Union de la Subunidad p100 (NFxB2)
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Genes y Factores relacionados con NF- kB

Sitios de Unién

Subunidad p105 (NFkB1)

Sitios de Unidn de la Subunidad p105 (NFxB1)

CiclinaD1

Ciclooxigenasa-2

Sitios de Unio6n de la Ciclooxigenasa-2
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Genes y Factores relacionados con NF- kB

Sitios de Unidén

Interleucina-B

Sitios de Union de la Interleucina-B

Interleucina-8

3

Sitios de Unioén de la Interleucina-8

STAT3

.
Sitios de Union del STAT3

75




Anexo 6. Datos complementarios acerca de las variables termodinamicas obtenidas tras el proceso de

Acoplamiento Molecular.

Acoplamiento Molecular Variables termodinamicas
Mejor AG Ka AH Co AS
Receptor ]
Ligando (kcal/mol) (pM) (kcal/mol) | (cal/mol*K) | (cal/mol*K)
Subunidad p50
Q9UBC1 -15,30 6,1 -30 -119.5 49,3
(NFxB1)
Subunidad p52
Q9BYHS -17,96 0,07 -30 -119.5 40,4
(NFxB2)
Subunidad p65
963D2 -18,01 0,06 -30 -119.5 40,2
(RelA)
Subunidad p105
A26C8 -12,25 1048.8 -30 -119.5 59,5
(NFkB1)
CiclinaD1 Q9BYHS -14,86 12,8 -30 -119.5 50,8
Ciclooxigenasa-2 000221 -18,27 0,04 -30 -119.5 39,3
Interleucina-B A26C8 -12,77 436,1 -30 -119.5 57,8
STAT3 000221 -13,90 64.8 -30 -119.5 54,0

Anexo 7. Datos complementarios acerca de la afinidad de las proteinas predichas (ligandos).

Proteinas o
) Afinidad )
Receptor predichas Figura
) (kcal/mol)
(ligandos)
Subunidad p50

Q9UBC1 -15,30

(NFkB1)
Acoplamiento obtenido de la interaccidn entre la
subunidad p50 y Q9UBC1
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Proteinas o
] Afinidad .
Receptor predichas Figura
) (kcal/mol)
(ligandos)
Subunidad p52
Q9BYHS -17,96
(NFkB2)
Acoplamiento obtenido de la interaccion entre la
subunidad p52 y Q9BYH8
Subunidad p65
963D2 -18,01
(RelA)
Acoplamiento obtenido de la interaccién entre la
subunidad p65 y 963D2
Subunidad p105
A26C8 -12,25
(NFkB1)
Acoplamiento obtenido de la interaccion entre la
subunidad p105y A26C8
CiclinaD1 Q9BYHS -14,89
Acoplamiento obtenido de la interaccién entre
CD1y Q9BYHS8
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Proteinas

] Afinidad .
Receptor predichas Figura
) (kcal/mol)
(ligandos)
Ciclooxigenasa-2 000221 -18,27
Acoplamiento obtenido de la interaccion entre
COX-2y 000221
Interleucina-B A26C8 -12,77
Acoplamiento obtenido de la interaccién entre IL-
By A26C8
STAT3 000221 -13,90

Acoplamiento obtenido de la interaccion entre
STAT3y 000221
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