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RESUMEN EJECUTIVO 

En este proyecto se exploran las características anatómicas de los terceros molares y 

la aplicación de técnicas avanzadas de aprendizaje automatizado y procesamiento de 

imágenes para su evaluación. Se utilizaron las clasificaciones de Pell-Gregory y 

Winter para estructurar la base de datos con 2592 casos clínicos en 12 categorías 

principales, lo que permitió entrenar modelos precisos utilizando el algoritmo YOLO 

en su versión YOLOV8x. La selección de herramientas y software adecuados fue 

fundamental para el desarrollo exitoso del modelo de Inteligencia Artificial, la 

plataforma Google Colab se eligió para el entrenamiento debido a su alta velocidad de 

procesamiento, lo cual permitió alcanzar un entrenamiento óptimo entre 45 y 55 

épocas en cada categoría de los terceros molares. 

Además, se desarrolló de una interfaz para la evaluación de terceros molares se logró 

mediante CustomTkinter, ya que el YOLOv8 tiene una amplia compatibilidad de 

librerías en Python en comparación con versiones anteriores y otros algoritmos de 

Visión Artificial disponibles que facilitó la creación de una plataforma interactiva y 

amigable para los profesionales de Odontología. Además, para la gestión y 

almacenamiento de datos clínicos, se implementó Firebase Admin, permitiendo la 

recopilación y organización de los resultados de cada caso clínico. Esto llevo al 

desarrollo de una plantilla clínica odontológica integral que incluye los parámetros 

esenciales necesarios para las revisiones posteriores por parte de los odontólogos. 

En conjunto, este sistema avanzado mejora la precisión en el diagnóstico y evaluación 

de terceros molares, optimizando la práctica odontológica mediante una integración 

efectiva de tecnologías de Inteligencia Artificial y herramientas de desarrollo, 

proporcionando un enfoque eficiente y preciso en el manejo de datos clínicos. 

Palabras clave: Yolo, Winter, Pell y Gregory, Fire base, Python, Labelme. 
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ABSTRACT 

This project explores the anatomical characteristics of third molars and applies 

advanced techniques in automated learning and image processing for their evaluation. 

The Pell and Gregory, and Winter classifications were used to structure a database of 

2592 instances into 12 main categories, enabling precise model training using the 

YOLO algorithm in its YOLOv8x version. The selection of appropriate tools and 

software was pivotal for the successful development of the artificial intelligence 

model; Google Colab was chosen for training due to its high processing speed, 

achieving optimal training within 45 to 55 epochs for each category of third molars. 

Additionally, an interface for third molar evaluation was developed using 

CustomTkinter, leveraging YOLOv8's extensive compatibility with Python libraries 

compared to earlier versions and other available artificial vision algorithms. This 

facilitated the creation of an interactive and user-friendly platform for dental 

professionals. For clinical data management and storage, Firebase Admin was 

implemented, enabling the collection and organization of results from each clinical 

case. This led to the development of a comprehensive dental clinical template 

containing essential parameters necessary for subsequent reviews by dentists. 

Overall, this advanced system enhances accuracy in diagnosing and evaluating third 

molars, optimizing dental practices through effective integration of artificial 

intelligence technologies and development tools, providing an efficient and precise 

approach to managing clinical data. 

Keywords: Yolo, Winter, Pell and Gregory, Fire base, Python, Labelme. 
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CAPÍTULO I. MARCO TEÓRICO 

1.1 Tema de investigación 

Sistema de evaluación inteligente de terceros molares basado en aprendizaje 

automático y procesamiento de imágenes. 

1.1.1 Planteamiento del problema 

La influencia de la tecnología en la vida cotidiana es cada vez más notoria, como en la 

medicina, la industria y la seguridad, entre otros. Uno de los ejemplos más 

sobresalientes se manifiesta en el ámbito de la salud, donde las herramientas 

tecnológicas están adquiriendo una relevancia significativa como diseño de prótesis 

dentales y control de tratamientos.   

Uno de estos casos, a nivel global, se han realizado cirugías maxilofaciales dedicadas 

al tratamiento de diversas afecciones que afectan la boca, la mandíbula, así como la 

región craneal y cervical. Entre los desafíos patológicos más extendidos a nivel 

mundial se encuentra la impacción dental, que se manifiesta cuando un diente no puede 

o no logra emerger en su posición funcional normal [1]. 

En el grupo de edades entre los 17 y 30 años, la mayoría de las personas han 

experimentado intervenciones quirúrgicas, particularmente relacionadas con la 

extracción de piezas dentales, tratamientos ortodónticos y razones protésicas. Un 

estudio en Medellín, Colombia, evaluó terceros molares en 157 historias clínicas; la 

mayoría siendo mujeres. Donde existían datos específicos sobre la prevalencia de 

impactación de los terceros molares, presentando síntomas como dolor agudo, 

inflamación, molestia al masticar, dolor de garganta, dolor de cabeza y mal aliento. 

Adicionalmente, un 40.8% busca tratamiento ortodóntico, mientras que un 13.4% 

acude por razones protésicas. En total se evaluaron 515 terceros molares. Los 

resultados indican que el tercer molar más impactado fue el 28 (25.6%), seguido por 

el 18 (25.4%), el 48 (24.6%) y el 38 (24.2%). El 61.9% de las personas se sometieron 

a la extracción de todos sus terceros molares, siendo más común encontrar terceros 
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molares impactados en el maxilar superior en ambos géneros. El 38.1% a pesar de 

presentar síntomas que indican problemas con los terceros molares, estos no tenían 

relación con los mismos, a pesar de usar métodos de clasificación como los de Pell, 

Gregory y Winter, los cuales consideran el grado de impactación, la angulación de los 

molares y su relación con el borde de la rama mandibular, basándose principalmente 

en la evaluación visual por parte del odontólogo. Estos eran producidos por problemas 

de encías, Trastornos de la articulación temporomandibular (ATM), caries o 

infecciones en otras piezas dentales, a pesar de que estos fueran diagnosticados para 

una intervención quirúrgica, se pudo evitar al realizar estudios más exhaustivos 

tomando un más de tiempo [2]. 

A nivel nacional, el Ministerio de Salud proporciona información esencial para 

mejorar la salud bucal siguiendo protocolos publicados por última vez en 2014 y que 

han estado siendo empleados hasta el día de hoy. A pesar de que estos aún se 

encontraban en proceso de actualización, la llegada de la pandemia del COVID-19 ha 

impedido la actualización de estos protocolos hasta la fecha. Esta falta de actualización 

dificulta la obtención de datos actuales que permitan comprender la prevalencia de los 

terceros molares retenidos, incluyendo sus posiciones, angulación y otras 

características en la población ecuatoriana. La ausencia de esta información 

obstaculiza la toma de decisiones clínicas y la planificación de estrategias de 

prevención junto a tratamientos en el campo de la Odontología. Además, en el último 

protocolo publicado, indica un máximo de 45 minutos en cada cita, la mayoría de los 

diagnósticos, siendo estos forzosos a una evaluación inmediata y toma de decisiones 

apresuradas, evitando un estudio más exhaustivo.  

Por lo tanto, dentro del Ecuador, en el área de la Odontología se indica que el 55% de 

casos clínicos en la población son diagnósticos de problemas de encías o caries no 

relacionadas con los terceros molares. El otro 45% son casos que presentan síntomas 

de impactación de los terceros molares. La mayoría de los casos se diagnostican como 

Odontectomía; extracción del tercer molar por procedimiento quirúrgico causado por 

una toma de decisión forzosa [3]. 

A nivel de Tungurahua en la ciudad de Ambato, en los distintos centros de Salud existe 

la atención odontológica, pero en su mayoría brindan una atención básica de 
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tratamientos de caries y extracción de piezas dentales, en casos relacionados con los 

terceros molares estos llegan a tomar mucho tiempo, ya que se debe hacer uso de 

Equipos de Rayos X previamente al diagnóstico. Por lo tanto, muchos de los pacientes 

por falta de una buena atención clínica optan por acudir a entidades privadas por una 

atención inmediata donde por lo general no solo el paciente se realiza una Radiografía 

panorámica dental, sino también una Radiografía periapical. Un profesional 

Odontológico de la provincia manifestó que esta segunda radiografía se realiza por la 

falta de visión detallada de las piezas dentales de la Radiografía panorámica, causando 

gastos excesivos para un diagnóstico más exhaustivo [4]. 

La falta de una evaluación eficiente y precisa de terceros molares en pacientes, de la 

dependencia significativa de una evaluación manual, donde la interpretación subjetiva 

de imágenes radiográficas puede llevar a diagnósticos inconsistentes y a errores en la 

identificación de condiciones relacionadas con terceros molares. Además, debido a 

limitaciones de tiempo en la práctica clínica, los profesionales de la salud pueden verse 

presionados para realizar evaluaciones superficiales o apresuradas, lo que compromete 

la calidad de la atención. La falta de una experiencia uniforme entre los profesionales 

en la evaluación de terceros molares también contribuye a esta problemática, 

generando error al diagnosticar problemas de manera efectiva. 

Las consecuencias de este problema son significativas, porque afecta a los 

profesionales de la salud y a los pacientes. Los diagnósticos erróneos o tardíos de 

condiciones relacionadas con terceros molares pueden resultar en procedimientos 

quirúrgicos innecesarios o la omisión de tratamientos adecuados, lo que tiene 

implicaciones directas en la calidad de la atención y la satisfacción de los pacientes. 

Además, esto genera la pérdida de tiempo y recursos para los profesionales, para las 

instituciones de atención médica y por supuesto para los mismos pacientes. 

1.2 Antecedentes investigativos 

En 2023, Vathsala Patil y colaboradores de Manipal College of Dental Sciences, en la 

investigación "Evaluación de la edad a través de la longitud de las raíces de los 

segundos y terceros molares permanentes mandibulares mediante aprendizaje 

automático y redes neuronales artificiales", en el cual se utilizó el software ImageJ 
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para medir la longitud de las raíces mesiales y distales. Se archivaron datos de 1000 

radiografías panorámicas de pacientes de entre 12 y 25 años, y se utilizaron modelos 

como máquina de vectores de soporte (SVM) y bosque aleatorio (RF) para entrenar, 

probar y analizar las mediciones. La raíz mesial del tercer molar del lado derecho fue 

un buen predictor de la edad, con el SVM mostrando la mayor precisión del 86,4% 

para la clase 2. En general, el estudio demostró que el modelo de aprendizaje profundo 

funcionó mejor que los modelos de aprendizaje automático para la predicción de la 

edad [5]. 

En 2022, Eunhye Choi y colaboradores de la Universidad Nacional de Seúl, en la 

investigación “Inteligencia Artificial en el posicionamiento entre el tercer molar 

mandibular y el nervio alveolar inferior en radiografía panorámica”, en el cual se 

desarrolló un modelo de Inteligencia Artificial para determinar dos relaciones 

posicionales entre el tercer molar mandibular y el nervio alveolar inferior cuando se 

superponían en radiografías panorámicas. Se utilizaron 571 imágenes panorámicas 

para el estudio, y se entrenó un modelo de red neuronal convolucional profunda con 

arquitectura ResNet-50. Los resultados mostraron que el modelo de IA tuvo un mejor 

rendimiento en la determinación de la posición vestibulolingual (exactitud 0,76, 

precisión 0,83, recuperación 0,67 y puntuación F1 0,73) en comparación con la 

determinación de la posición de contacto real (exactitud 0,63, precisión 0,62, 

recuperación 0,63 y puntuación F1 0,61), superando en precisión a los especialistas en 

cirugía oral y maxilofacial [6]. 

En 2022, Mahmut Emin Celik, en la investigación “Herramienta de detección basada 

en aprendizaje profundo para terceros molares mandibulares impactados”, en el cual 

se desarrolló un sistema de detección asistido por computadora utilizando redes 

neuronales convolucionales profundas para identificar terceros molares impactados en 

radiografías panorámicas. Se utilizó un conjunto de 440 radiografías panorámicas de 

300 pacientes y se probaron diferentes arquitecturas como Faster RCNN con 

ResNet50, AlexNet, VGG16, y YOLOv3. El modelo YOLOv3 mostró el mejor 

rendimiento con un mA 0.5 de 0,96 y una precisión de 0,88 [7]. 

En un estudio de 2021 publicado en "Scientific Reports" por Jeong-Hun Yoo y 

colaboradores, se empleó una red neuronal convolucional (CNN) para predecir la 
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dificultad de extracción de terceros molares mandibulares usando imágenes 

radiográficas panorámicas. Se analizaron 1053 molares de 600 imágenes, utilizando la 

puntuación de dificultad de Pederson (PDS). El modelo ResNet-34, entrenado con 

ImageNet, mostró precisiones de 78,91%, 82,03% y 90,23% para evaluar profundidad, 

relación ramal y angulación, respectivamente. Este enfoque confirmó la efectividad de 

las CNN para predecir dificultades quirúrgicas en Odontología [8]. 

En 2020, Myrthel Vranckx de la Universidad de Lovaina, en la investigación 

"Mediciones de angulación molar impulsadas por Inteligencia Artificial (IA) para 

predecir la erupción del tercer molar en radiografías panorámicas", en la cual se utilizó 

una red neuronal convolucional con ResNet-101 para segmentar automáticamente los 

molares inferiores en radiografías panorámicas y calcular sus orientaciones. Los 

resultados de este modelo mostraron una precisión en la segmentación molar y en la 

estimación de orientaciones de hasta un 98,1% [9]. 

1.3 Fundamentación teórica 

Los elementos clave de esta investigación incluyen: el procesamiento y la adquisición 

de imágenes, la Visión Artificial, la Odontología, las radiografías panorámicas, y los 

terceros molares, todos fundamentales para el desarrollo del estudio. 

1.3.1 Inteligencia Artificial 

El objetivo es dotar a las máquinas de la capacidad para ejecutar tareas que 

tradicionalmente realizan los seres humanos. Esta capacitación se clasifica en 

diferentes tipos, incluyendo: 

a.  Machine learning 

Es un campo clave dentro de la informática, donde se crean algoritmos que analizan 

datos para extraer características relevantes y generar resultados interpretativos a partir 

de la información ingresada al sistema. Este proceso implica la segmentación de datos, 

la extracción de características y la clasificación, lo que facilita la identificación y la 

comprensión de cómo se relacionan entre sí diferentes características. La Figura 1, 
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ilustra los distintos procesos involucrados, que incluyen la entrada de datos, la 

segmentación, la extracción de datos, la clasificación y la salida [10]. 

 

Figura 1.Machine Learning [10] 

b. Deep Learning 

En este modelo, no se contempla una etapa de segmentación ni de extracción de 

características; en su lugar, el sistema clasifica automáticamente los datos a través de 

un proceso de entrenamiento. Esto elimina la necesidad de intervención humana, lo 

que lo convierte en un sistema altamente autónomo. Según se muestra en la Figura 2, 

la estructura del Aprendizaje Profundo consiste en entrada, clasificación y salida [11]. 

 

Figura 2. Deep Learning [11] 
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c. Neurona  

En el contexto del algoritmo computacional, según lo representado en la Figura 3, este 

recibe datos de entrada (x) y, a través de una transformación matemática, los 

reinterpreta de manera diferente (y) [12]. 

 

Figura 3.Funcionamiento de una neurona [12] 

La Figura 4, una neurona es un elemento básico que simula el comportamiento de una 

neurona biológica. Cada neurona en una red neuronal artificial cumple con funciones 

específicas y contribuye al proceso de aprendizaje y toma de decisiones de la red. 

 

Figura 4. Red Neuronal [12] 

d. Capacidad de computador para entrenamiento 

La capacidad de cómputo de un ordenador para el entrenamiento en Inteligencia 

Artificial es vital para ejecutar modelos complejos eficientemente. Incluye 

procesadores (CPU) para operaciones secuenciales, GPUs para cálculos paralelos en 

redes neuronales, y memoria RAM para manejar grandes conjuntos de datos. El 

almacenamiento rápido (SSD NVMe) mejora los tiempos de carga, y la conectividad 

de red es esencial para el entrenamiento distribuido. TPUs optimizan operaciones 

específicas de IA. Las configuraciones varían desde setups básicos hasta avanzados, 

combinando estos componentes para acelerar el entrenamiento y procesar datos a gran 

escala, equilibrando rendimiento y costo [12]. 
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e.  Tipos de datos 

• Estructurados: Se encuentran estructurados, ya sea en forma de una tabla de 

datos o representados mediante un gráfico. Siguen algún tipo de estructura o 

disposición específica. 

• No Estructurados: No presentan una organización clara o un orden evidente, 

abarcando diferentes tipos de contenido como audio, texto, imágenes y videos. 

 

1.3.2  Procesamiento digital de imágenes 

El procesamiento digital de imágenes es una disciplina que tiene aplicaciones en una 

amplia gama de áreas, tales como la industria, la ganadería, la agricultura, la medicina 

y la biometría. Su principal objetivo es la utilización de técnicas especializadas para la 

identificación precisa de patrones específicos. Para lograr esto, se emplean 

herramientas avanzadas de análisis, entre las que se incluyen la transformada de 

Fourier, la transformada Z y el teorema de convolución. Estas herramientas son 

fundamentales para el desarrollo de filtros y el tratamiento eficaz de señales, 

permitiendo así mejorar la precisión y la efectividad en la identificación de patrones 

en imágenes digitales como se muestra en la Figura 5 [13]. 

 

Figura 5. Procesamiento de imágenes [13] 

La Figura 6 ilustra el sistema básico de Procesamiento Digital de Señales (DSP), la 

señal analógica se filtra para eliminar ruido con un filtro de entrada, se convierte a 

digital con un ADC para procesarla digitalmente con técnicas DSP, se reconvierte a 
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analógica con un DAC, y finalmente se filtra de nuevo para suavizarla con un filtro de 

salida[14]. 

 

Figura 6. Sistema de DSP [14] 

a. Procesamiento digital de imágenes 

El procesamiento de imágenes se refiere al conjunto de técnicas y métodos utilizados 

para manipular imágenes digitales con el objetivo de mejorarlas o extraer información 

específica. Incluye diversas operaciones como filtrado para eliminar ruido o realzar 

características, segmentación para identificar regiones de interés, transformaciones 

geométricas para modificar la geometría de la imagen, y análisis de patrones para 

reconocimiento y clasificación.  

Se aplica ampliamente en campos como la visión por computadora, medicina, 

seguridad, entre otros, facilitando desde el mejoramiento de calidad hasta tareas 

complejas como el reconocimiento facial y la interpretación de imágenes médicas. 

Como se puede apreciar en la Figura 7 [15]. 

 

Figura 7. SDPI (Índice de Procesamiento en el Dominio Espacial) [15] 
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b. Características del procesamiento digital de imágenes 

Con el avance tecnológico, el procesamiento de imágenes ha evolucionado 

notablemente. Se han refinado algoritmos para mejorar el contraste, reducir el ruido y 

segmentar imágenes con mayor precisión. 

Tabla 1. Características del procesamiento de imágenes [16]    

Características Descripción 

Calidad Visual Incluye operaciones como aumento de contraste, reducción de ruido y 

mejora de nitidez. 

Segmentación de 

Imágenes 

Divide una imagen en regiones o segmentos significativos para análisis 

posterior. 

Extracción de 

Características 

Identifica y extrae atributos clave como bordes, formas o texturas de la 

imagen. 

Transformaciones 

Espaciales 

Modifica la geometría de la imagen mediante rotaciones, escalados u 

otras transformaciones. 

Filtrado de Imágenes Elimina ruido o realza detalles mediante filtros como suavizado o 

realce de bordes. 

Además, las capacidades de extracción de características y transformaciones 

espaciales han progresado, al igual que los filtros de imagen, ofreciendo una calidad y 

claridad mejoradas. Estos avances han ampliado significativamente las aplicaciones 

del procesamiento de imágenes en medicina, seguridad y diversas áreas científicas[16]. 

La Tabla 1., muestra características que son esenciales en aplicaciones de 

procesamiento de imágenes para diversas áreas como la visión por computadora, la 

medicina, la seguridad, entre otras. 

c. Aplicaciones del procesamiento digital de imágenes 

El procesamiento digital de imágenes ha revolucionado numerosos campos, 

proporcionando herramientas poderosas para mejorar la calidad visual, analizar datos 

visuales complejos y automatizar tareas que van desde la vigilancia hasta la medicina. 

La Tabla 2, La tabla muestra diversas aplicaciones del procesamiento de imágenes en 

campos como visión por computadora, medicina, automatización industrial, seguridad 

y vigilancia, cartografía y geografía, y arte y entretenimiento [17]. 
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Tabla 2. Aplicaciones del procesamiento digital de imágenes [17] 

Aplicación  Descripción  

Visión por Computadora Es fundamental en sistemas de reconocimiento 

facial, reconocimiento óptico de caracteres 

(OCR), seguimiento de objetos, realidad 

aumentada y realidad virtual. 

Medicina  Ayuda en el diagnóstico médico mediante el 

análisis de imágenes médicas como radiografías, 

resonancias magnéticas y tomografías 

computarizadas. Permite la detección temprana 

de enfermedades, planificación de tratamientos y 

seguimiento de la progresión de enfermedades. 

Automatización Industrial Contribuye a la inspección de calidad de 

productos en líneas de producción, control de 

calidad en fabricación, y robots guiados por 

visión para tareas precisas. 

Seguridad y Vigilancia Se utiliza en sistemas de vigilancia y análisis de 

imágenes para la detección de intrusos, 

reconocimiento de patrones sospechosos y 

análisis forense de imágenes. 

Cartografía y Geografía  Permite la interpretación de imágenes satelitales 

y aéreas para la creación de mapas, monitoreo 

ambiental y gestión de recursos naturales. 

Arte y Entretenimiento  Se utiliza en la creación de efectos visuales en 

cine y videojuegos, así como en la restauración y 

preservación de obras de arte y patrimonio 

cultural. 

 

1.3.3 IA con Procesamiento de imágenes. 

El procesamiento de imágenes mediante Inteligencia Artificial ha transformado 

radicalmente cómo las máquinas interpretan y manipulan contenido visual. Desde el 

reconocimiento de objetos y personas hasta la mejora de la calidad de imágenes y la 

generación creativa mediante redes generativas, estas tecnologías han encontrado 

aplicaciones en campos tan diversos como la medicina, la seguridad, el 

entretenimiento y la automatización industrial, proporcionando mejoras significativas 

en precisión y eficiencia en el análisis y la manipulación de imágenes digitales [18]. 

 

1.3.4  Adquisición de imágenes 

La adquisición de imágenes es el primer paso crucial en el procesamiento de imágenes 

digitales, donde se capturan datos visuales utilizando dispositivos como cámaras 
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digitales, escáneres o sensores especializados. Este proceso implica la conversión de 

la información óptica en datos digitales, los cuales pueden ser luego procesados por 

algoritmos de Inteligencia Artificial. La calidad y precisión de la adquisición de 

imágenes influyen directamente en la efectividad de las técnicas posteriores de análisis 

y procesamiento, impactando áreas tan diversas como la medicina, la vigilancia, la 

investigación científica y la automatización industrial [19].  

1.3.5 Visión Artificial.  

La Visión Artificial se centra en el desarrollo de algoritmos y técnicas que permiten a 

las máquinas procesar, interpretar y entender imágenes y vídeos de manera similar a 

los humanos. Esto implica la aplicación de métodos de procesamiento de imágenes 

para extraer características visuales, como bordes, formas y colores, y el uso de 

modelos de aprendizaje automático para reconocer objetos, detectar patrones y tomar 

decisiones basadas en la información visual. Esta capacidad tiene aplicaciones 

significativas en la automatización industrial, la robótica, la realidad aumentada, la 

interacción persona-máquina y la asistencia médica, entre otros campos, mejorando la 

capacidad de las máquinas para interactuar y comprender el mundo visualmente [20]. 

1.3.6 Reconocimiento de patrones 

El reconocimiento de patrones es un área fundamental dentro del procesamiento de 

imágenes y la Inteligencia Artificial, enfocada en identificar regularidades o 

características distintivas en conjuntos de datos complejos, como imágenes, señales o 

datos sensoriales. Utiliza técnicas avanzadas de aprendizaje automático y estadística 

para analizar y clasificar patrones, permitiendo a los sistemas automáticos extraer 

información significativa y tomar decisiones basadas en datos. Este campo es crucial 

en aplicaciones como el reconocimiento facial, la clasificación de imágenes médicas, 

la detección de fraudes, la predicción del comportamiento del consumidor y la 

optimización de procesos industriales, contribuyendo a avances significativos en la 

automatización y la toma de decisiones inteligentes [21]. 
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1.3.7 Plataformas basadas en la nube 

Las plataformas basadas en la nube proporcionan servicios de computación, 

almacenamiento y networking a través de internet. Permiten a empresas y 

desarrolladores acceder a recursos informáticos flexibles y escalables sin necesidad de 

mantener servidores físicos locales. Esto reduce costos, permite escalar rápidamente y 

facilita la implementación global de aplicaciones con baja latencia, además de ofrecer 

servicios adicionales como bases de datos gestionadas y herramientas de Inteligencia 

Artificial, impulsando la innovación y la eficiencia empresarial [22]. 

a. Microsoft Azure Notebook 

Es un servicio en la nube que permite crear y compartir cuadernos interactivos con 

código, texto explicativo y visualizaciones. Utiliza Jupyter Notebooks y es ideal para 

proyectos de análisis de datos, aprendizaje automático e investigación científica. 

Proporciona acceso a recursos de computación escalables y gestionados, eliminando 

la necesidad de configurar infraestructuras locales, lo que lo hace útil para 

desarrolladores, científicos de datos y educadores [23]. 

b. Kaggle Kernels 

Kaggle Kernels es una plataforma en línea que permite a los usuarios escribir, ejecutar 

y compartir código en un entorno colaborativo basado en Jupyter Notebooks. Es parte 

de Kaggle, una comunidad y plataforma de competiciones de ciencia de datos. Los 

Kernels de Kaggle ofrecen acceso gratuito a recursos computacionales potentes, lo que 

facilita el análisis de datos, la experimentación con algoritmos de aprendizaje 

automático y la participación en desafíos de análisis de datos [23]. 

c. Google Colab 

Google Colab es un entorno de notebook basado en la nube que permite escribir y 

ejecutar código en Python desde el navegador. Ofrece acceso gratuito a GPUs y TPUs 

para acelerar proyectos de ciencia de datos y aprendizaje automático, siendo popular 
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entre desarrolladores, científicos de datos y educadores por su facilidad de uso y 

recursos computacionales poderosos [24].  

1.3.8 Algoritmos de Visión Artificial 

Los algoritmos de Visión Artificial son herramientas informáticas que permiten a las 

máquinas interpretar y procesar información visual, como imágenes y vídeos, de 

manera similar a los humanos. Utilizan técnicas de procesamiento de imágenes y 

aprendizaje automático para reconocer patrones y realizar tareas como la identificación 

de objetos y la mejora de imágenes. Son fundamentales en aplicaciones que van desde 

la seguridad y la medicina hasta la automatización industrial y la realidad aumentada 

[25]. 

a. YOLO 

YOLO (You Only Look Once) es un popular algoritmo de detección de objetos en 

tiempo real desarrollado por Joseph Redmon y colaboradores. A diferencia de otros 

enfoques que requieren múltiples pasadas sobre la imagen para detectar objetos, 

YOLO realiza la detección en una sola pasada, lo que lo hace extremadamente rápido 

y eficiente. Utiliza una única red neuronal convolucional para predecir 

simultáneamente las coordenadas del cuadro delimitador y las probabilidades de 

clasificación para múltiples objetos en una imagen [26]. 

b. SSD (Single Shot Multibox Detector) 

SSD (Single Shot Multibox Detector) es otro algoritmo de detección de objetos en 

tiempo real que, al igual que YOLO, está diseñado para ser rápido y eficiente. Utiliza 

una única red neuronal convolucional para predecir simultáneamente múltiples 

cuadros delimitadores y clasificaciones de objetos en una sola pasada sobre la imagen. 

SSD es conocido por su capacidad para manejar objetos de diferentes tamaños en una 

imagen de manera efectiva, lo que lo hace adecuado para aplicaciones donde la 

precisión y la velocidad son críticas, como en la vigilancia y la conducción autónoma 

[27]. 
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c. Faster R-CNN (Region-based Convolutional Neural Network) 

Faster R-CNN (Region-based Convolutional Neural Network) es un método avanzado 

para la detección de objetos que ha marcado un hito en la precisión y eficiencia de los 

modelos de Visión Artificial. Introducido por Shaoqing Ren, Kaiming He, Ross 

Girshick y Jian Sun en 2015, Faster R-CNN mejora la velocidad y precisión de los 

modelos anteriores al introducir dos innovaciones clave: el uso de una red neuronal 

convolucional para generar regiones de interés (Region Proposal Network, RPN) y una 

red neuronal para realizar la clasificación y refinamiento de los cuadros delimitadores 

propuestos [28]. 

1.3.9 Arquitectura del modelo interno de Yolov8x.  

El modelo YOLOv8x, parte de la serie YOLO (You Only Look Once), introduce 

varios avances con respecto a sus predecesores, con el objetivo de mejorar la precisión 

y la eficiencia en las tareas de detección de objetos. La arquitectura de YOLOv8x 

incluye varios componentes presentes en la siguiente Figura 8 [29]. 

 

Figura 8. Arquitectura YOLOv8 [30] 
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En la Figura 8 se pueden observar los distintos bloques que conforman la arquitectura 

de YOLOv8. A continuación, se procede a detallar cada uno de los bloques y sus 

respectivas capas del algoritmo de redes neuronales utilizado en el proyecto. 

• Backbone 

El Backbone se encarga de extraer características a partir de la imagen de entrada a 

través de una serie de convoluciones y bloques de procesamiento. El Backbone de 

YOLOv8 está compuesto por varios niveles de características que se representan como 

P1, P2, P3, P4 y P5, con resoluciones decrecientes, como se observa en la Figura 9 

[29]. 

 

Figura 9. Pirámide de bloques de Backbone [29] 

La imagen de entrada tiene un tamaño de 640x640 píxeles con 3 canales (RGB). Será 

procesada en varios escalones, cada uno compuesto por una capa de convolución 

denominada "Conv" y otras conformadas también por una capa llamada "C2f". 

Finalmente, se alcanza la capa denominada "SPPF", como se observa en la Figura 10. 
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Figura 10. Capa de convoluciones del Backbone [29] 

Cada capa reduce la resolución espacial mientras aumentan la profundidad de las 

características, como se muestra en la siguiente Tabla 3. 
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Tabla 3. Capa de convoluciones del Backbone 

Nivel Operación Descripción 

P1 Conv (k=3, s=2, p=1) 
Convolución con kernel 3x3, stride 2, padding 1. 

Reduce resolución de 640x640 a 320x320. 

P2 Conv (k=3, s=2, p=1) 
Convolución con kernel 3x3, stride 2, padding 1. 

Reduce resolución de 320x320 a 160x160. 

P3 C2f (shortcut=True, n=3, c=64) 
Bloque C2f con 3 capas internas, conexiones 

residuales, 64 canales de salida. 

 Conv (k=3, s=2, p=1) 
Convolución con kernel 3x3, stride 2, padding 1. 

Reduce resolución de 160x160 a 80x80. 

P4 C2f (shortcut=True, n=6, c=128) 
Bloque C2f con 6 capas internas, conexiones 

residuales, 128 canales de salida. 

 Conv (k=3, s=2, p=1) 
Convolución con kernel 3x3, stride 2, padding 1. 

Reduce resolución de 80x80 a 40x40. 

P5 C2f (shortcut=True, n=9, c=256) 
Bloque C2f con 9 capas internas, conexiones 

residuales, 256 canales de salida. 

 Conv (k=3, s=2, p=1) 
Convolución con kernel 3x3, stride 2, padding 1. 

Reduce resolución de 40x40 a 20x20. 

 SPPF (k=5, s=1, p=2) 
Bloque SPPF con kernel 5x5 para max pooling, stride 

1, padding 2. Consolidación de información espacial. 

 

• Head 

El Head se encarga de la detección a partir de las características extraídas por el 

Backbone. Utiliza una serie de bloques que incluyen convoluciones, concatenaciones 

y operaciones de upsampling para refinar y combinar las características en diferentes 

resoluciones, como se muestra en la Figura 11.  

 

Figura 11. Arquitectura de Head [29] 

Como se mencionó anteriormente, cada uno de estos bloques realizan operaciones de 

upsampling y concatenación, lo que mejora la precisión de detección. En la Figura 12, 

se observa de manera detallada. 
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Figura 12. Capas de convoluciones de Head [29] 

Esta parte es muy importante ya que cada capa reduce la resolución espacial mientras 

aumentan la profundidad de las características antes de la capa de detección, como se 

muestra en la siguiente Tabla 4. 

Tabla 4. Capa de Head 

Nivel Operación Descripción 

P5 C2f (shortcut=False, 

n=3, c=512) 

Bloque C2f con 3 capas internas, sin conexiones residuales, 512 

canales de salida. 

 
Upsample Aumenta la resolución de 40x40 a 80x80. 

P4 Concat Concatenación de características provenientes de P4 y P5 

(upsampled). 

 
C2f (shortcut=False, 

n=3, c=256) 

Bloque C2f con 3 capas internas, sin conexiones residuales, 256 

canales de salida. 

 
Upsample Aumenta la resolución de 80x80 a 160x160. 

P3 Concat Concatenación de características provenientes de P3 y P4 

(upsampled). 

 
C2f (shortcut=False, 

n=3, c=128) 

Bloque C2f con 3 capas internas, sin conexiones residuales, 128 

canales de salida. 
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Las predicciones de los detectores en las escalas P3, P4 y P5 se combinan para obtener 

las detecciones finales, como se muestra en la siguiente Tabla 5. 

Tabla 5. Detectores de Head 

Nivel Operación Descripción 

P3 Conv (k=3, s=1, 

p=1) 

Convolución con kernel 3x3, stride 1, padding 1. Afinación de 

características. 
 

Conv (k=1, s=1, 

p=0) 

Convolución con kernel 1x1, stride 1, sin padding. Reducción de canales 

para detección. 
 

Output Predicciones de bounding boxes, clases y confidencias para escala P3 

(160x160). 

P4 Conv (k=3, s=1, 

p=1) 

Convolución con kernel 3x3, stride 1, padding 1. Afinación de 

características. 
 

Conv (k=1, s=1, 

p=0) 

Convolución con kernel 1x1, stride 1, sin padding. Reducción de canales 

para detección. 
 

Output Predicciones de bounding boxes, clases y confidencias para escala P4 

(80x80). 

P5 Conv (k=3, s=1, 

p=1) 

Convolución con kernel 3x3, stride 1, padding 1. Afinación de 

características. 
 

Conv (k=1, s=1, 

p=0) 

Convolución con kernel 1x1, stride 1, sin padding. Reducción de canales 

para detección. 
 

Output Predicciones de bounding boxes, clases y confidencias para escala P5 

(40x40). 

 

Las predicciones de los detectores en las escalas P3, P4 y P5 se combinan para obtener 

las detecciones finales. Cada salida incluye: 

• Bounding Boxes: Coordenadas de las cajas delimitadoras de los objetos 

detectados. 

• Class Predictions: Probabilidades de que cada caja contenga un objeto 

de una clase específica. 

• Objectness Score: Confianza de que la caja contiene un objeto.  

 

• Bloques Internos de la estructura de YOLOv8() 

C2f: Bloque que incluye convoluciones con conexiones residuales, permite una mejor 

propagación del gradiente y evita el problema de la desaparición del gradiente en redes 

profundas como se observa en la Figura 13. 
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Figura 13. Estructura de bloque C2f [29] 

 

Bottleneck: Consiste en una convolución seguida de una convolución con conexión 

residual (shortcut), lo que ayuda a preservar la información y facilita el entrenamiento 

profundo como se detalla en la Figura 14. 

 

Figura 14. Estructura de bloque Bottleneck [29] 
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SPPF (Spatial Pyramid Pooling - Fast): Bloque de pooling espacial que aplica max 

pooling a diferentes escalas y concatena los resultados, consolidando la información 

espacial y manteniendo el tamaño de la característica. Su estructura es presentada en 

la Figura 15. 

 

Figura 15. Estructura de bloque SPPF [29] 

Conv: Es fundamental en las redes neuronales convolucionales (CNNs) y se utiliza 

para aplicar operaciones de convolución que extraen características de la imagen de 

entrada. La estructura se presenta en la Figura 16. 

 

Figura 16. Estructura de bloque Conv [29] 
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Detect: Es responsable de generar las predicciones de detección de objetos en 

diferentes escalas de la imagen. Este bloque procesa las características extraídas por el 

backbone y head para producir las coordenadas de las cajas delimitadoras (bounding 

boxes), las clases de los objetos detectados y las puntuaciones de confianza. Su 

estructura se muestra en la Figura 17. 

 

Figura 17. Estructura de bloque de Detect [29] 

Upsample: Aumenta la resolución de las características para fusionarlas con otras de 

resoluciones más altas, permitiendo combinar información de diferentes escalas. 

Concat: Combina características de diferentes capas, permitiendo que la red use 

información de múltiples niveles de abstracción para mejorar la precisión de detección. 

En la siguiente Tabla 6, se encuentran descritos los parámetros utilizados en cada 

bloque de todas las capas: 

Tabla 6. Parámetros de red neuronal 

Parámetro Significado Descripción 

K Kernel Size Tamaño del kernel (ventana) utilizado en la operación de convolución. 

S Stride Número de píxeles que la ventana del kernel se desplaza en cada paso 

de la convolución. 

P Padding Número de píxeles añadidos alrededor de la imagen para mantener la 

información en los bordes. 

C Channels Número de canales en la salida de la capa (representa la profundidad 

de las características). 

 

1.3.10 Plataformas de etiquetado 

En el campo de la segmentación, hay una amplia gama de herramientas disponibles 

para realizar el etiquetado. Actualmente, existen diversas opciones, pero a 

continuación se resaltarán aquellas que son más reconocidas y utilizadas en la práctica. 
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a. Labelme  

LabelMe es una herramienta de etiquetado de imágenes de código abierto desarrollada 

por el MIT(Massachusetts Institute of Technology), que permite a los usuarios realizar 

anotaciones detalladas en imágenes de manera colaborativa y eficiente. Utiliza una 

interfaz web intuitiva que facilita el marcado de objetos, regiones y características 

específicas en las imágenes, lo que es fundamental para la creación de conjuntos de 

datos etiquetados necesarios para entrenar y evaluar algoritmos de visión por 

computadora y aprendizaje automático. LabelMe ha sido ampliamente adoptado en la 

comunidad académica y de investigación, contribuyendo significativamente al avance 

de tecnologías como el reconocimiento de objetos y la segmentación semántica de 

imágenes [30]. 

 

Figura 18. Interfaz de Labelme 

LabelMe genera etiquetas para imágenes mediante anotaciones de polígonos, 

rectángulos, puntos y líneas. Los polígonos delinean objetos de cualquier forma, los 

rectángulos marcan objetos con forma rectangular, los puntos etiquetan características 

específicas y las líneas destacan bordes y contornos. Estas etiquetas detalladas son 

esenciales para entrenar modelos de Visión Artificial en tareas como detección de 

objetos y segmentación de imágenes [30]. 

b. Keylabs 

Keylabs es una plataforma avanzada para el etiquetado de datos visuales, especializada 

en la anotación de imágenes y vídeos para proyectos de Visión Artificial. Ofrece una 
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amplia gama de herramientas para realizar tareas de etiquetado, como segmentación 

semántica, detección de objetos, seguimiento de instancias, y anotaciones en 3D. 

Diseñada para mejorar la precisión y eficiencia del etiquetado, Keylabs utiliza 

Inteligencia Artificial para automatizar partes del proceso, lo que reduce el tiempo 

necesario para crear conjuntos de datos anotados y minimiza errores humanos. 

Además, Keylabs soporta colaboración en tiempo real, permitiendo a varios usuarios 

trabajar simultáneamente en la misma tarea de etiquetado. La plataforma está equipada 

con funciones avanzadas como la integración de flujos de trabajo, gestión de 

proyectos, y control de calidad para asegurar que las anotaciones cumplan con los 

estándares requeridos para entrenar modelos de aprendizaje automático [31]. 

 

Figura 19. Interfaz de Keylabs [31] 

c. CVAT 

CVAT (Computer Vision Annotation Tool) es una herramienta de código abierto de 

Intel para la anotación de datos visuales en proyectos de Visión Artificial. Ofrece una 

interfaz web para etiquetar imágenes y vídeos mediante cajas delimitadoras, polilíneas, 

polígonos y puntos clave. Optimizada para el trabajo colaborativo, permite la gestión 

de proyectos y tareas de anotación en equipo. CVAT soporta anotaciones en 2D y 3D, 

y se integra con otros sistemas a través de su API REST, siendo ampliamente utilizada 

en aplicaciones que requieren precisión en el etiquetado, como la conducción 

autónoma y la robótica [32]. 
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Figura 20. Interfaz de VoTT [32] 

1.3.11 Odontolog-IA 

La implementación de la Inteligencia Artificial en la Odontología ha evolucionado 

significativamente en los últimos años, integrándose de manera más eficiente en el 

proceso clínico. Los sistemas de Inteligencia Artificial ahora son capaces de analizar 

radiografías panorámicas, cefalométricas y modelos digitales de los pacientes, 

asistiendo a los especialistas en la identificación de problemas dentales y esqueléticos. 

Estos sistemas también permiten prever y comunicar de manera más efectiva los 

resultados del tratamiento, ya que los softwares pueden simular el aspecto de los 

dientes y la sonrisa al finalizar el tratamiento. Además, la Inteligencia Artificial sigue 

el progreso del tratamiento a lo largo del tiempo mediante el análisis continuo de 

imágenes y modelos digitales, facilitando la evaluación de la posición de los dientes y 

permitiendo ajustar el plan de tratamiento según sea necesario. Esta capacidad de 

monitoreo y ajuste en tiempo real mejora la precisión y eficacia de los tratamientos 

odontológicos [33]. 

1.3.12 Odontología 

La Odontología, una rama esencial de la medicina, se dedica a la salud bucodental 

mediante la prevención, diagnóstico y tratamiento de condiciones que afectan los 

dientes y las encías. Dentro de sus subdisciplinas, la cefalometría, las radiografías 
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panorámicas y las radiografías oclusales son herramientas fundamentales. La 

cefalometría, que implica el uso de radiografías laterales de la cabeza, es vital en 

ortodoncia y cirugía maxilofacial, ya que permite realizar análisis estandarizados de la 

estructura facial. Las radiografías panorámicas proporcionan una visión completa de 

la boca, siendo cruciales para un diagnóstico integral y una planificación adecuada del 

tratamiento. Las radiografías oclusales, que muestran la mordida y el piso de la boca, 

son esenciales para diagnósticos específicos. Estas técnicas se complementan entre sí, 

ofreciendo una herramienta integral para un tratamiento dental efectivo, y se basan en 

principios físicos y biológicos para lograr una visualización precisa de la anatomía 

interna [34]. 

1.3.13 Radiografías panorámicas 

Las radiografías panorámicas son esenciales en Odontología moderna, ofreciendo una 

visión completa de la cavidad oral, incluyendo mandíbula, dientes y estructuras 

circundantes en una sola imagen. Son cruciales para detectar caries no visibles en 

exámenes rutinarios, evaluar los terceros molares y proporcionar información sobre 

tejidos blandos, permitiendo la identificación de patologías difíciles de observar. 

Al integrar distintos aspectos de la salud oral en una sola imagen, esta técnica 

radiográfica se convierte en un elemento integral para la planificación y ejecución de 

un plan de tratamiento dental comprensivo como se muestra en la Figura 21 [35]. 

 

Figura 21. Radiografía panorámica [35] 
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1.3.14 Terceros Molares 

Los terceros molares, conocidos como muelas del juicio, son un aspecto crucial en la 

Odontología debido a su tendencia a causar diversos problemas como impacciones o 

desplazamiento de otros dientes. Para evaluar y abordar estos desafíos, los dentistas 

utilizan clasificaciones como la de Pell y Gregory, que ayuda a determinar la posición 

de los terceros molares en relación con la mandíbula y el segundo molar.  

La orientación de Winter es otra herramienta diagnóstica clave, proporcionando 

información sobre el ángulo de erupción de estos dientes. Estas evaluaciones son 

fundamentales para tomar decisiones informadas sobre la necesidad de extracción y la 

estrategia quirúrgica más apropiada, con el objetivo de minimizar riesgos y garantizar 

los mejores resultados para la salud bucal del paciente [36]. 

1.3.15 Clasificación de Terceros Molares 

La disposición anatómica de los terceros molares mandibulares es altamente variable 

y difícil de predecir, lo que resalta la importancia de un diagnóstico preciso para el 

tratamiento quirúrgico adecuado, la prevención de complicaciones y el manejo 

posterior a la cirugía. Un estudio radiográfico es fundamental, ya que ayuda a 

identificar el punto de menor resistencia en el hueso alveolar, lo que facilita superar el 

anclaje radicular durante las intervenciones quirúrgicas [37]. 

a. Pell y Gregory 

Según Pell y Gregory, los terceros molares pueden clasificarse en niveles A, B o C 

según su profundidad con respecto al plano oclusal, y en clases I, II o III según el 

espacio disponible, en relación con la rama ascendente mandibular y el segundo molar 

adyacente. La posición espacial se ha categorizado según Winter en cuatro grupos 

basados en la inclinación con respecto al eje longitudinal del tercer molar, como se 

observa en la Figura 22 [38]. 
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Figura 22. Clasificación de Pell y Gregory [38] 

Niveles A, B, C: Clasificación según la profundidad respecto al plano oclusal. 

Clases I, II, III: Clasificación según el espacio disponible en relación con la rama 

ascendente mandibular y el segundo molar. 

b. Winter 

Winter basó su clasificación en la evaluación de la posición del tercer molar en relación 

con el eje longitudinal del segundo molar. En el caso mesio-angular, su eje mayor 

forma un ángulo agudo hacia abajo en relación con el segundo molar. La posición 

horizontal, el eje mayor del tercer molar es perpendicular al del segundo molar. 

También, posición vertical, el eje mayor del tercer molar es paralelo al del segundo 

molar. La posición disto-angular, la corona del tercer molar se dirige hacia la rama 

ascendente y forma un ángulo abierto hacia arriba y hacia atrás con el segundo molar. 

Por último, en la posición invertida, la corona se dirige hacia el borde inferior del 

maxilar y las raíces hacia el cóndilo. Como se pude observar en la Figura 23 [39]. 

 

Figura 23. Clasificación de Winter [39] 



30 

 

Mesio-angular: Ángulo agudo hacia abajo respecto al segundo molar. Común y 

asociado a impactación. 

Horizontal: Eje mayor perpendicular al del segundo molar. 

Vertical: Eje mayor paralelo al del segundo molar. Favorable para erupción, aunque 

pueden surgir problemas de espacio. 

Invertida: Corona dirigida hacia el borde inferior del maxilar. Raíces apuntan hacia 

el cóndilo. Rara y generalmente implica una impactación severa. 

Transversal: Eje mayor perpendicular a la mandíbula, con la corona apuntando hacia 

la lengua o la mejilla. Frecuentemente asociado a complicaciones y requiere 

intervención quirúrgica. 

 

1.4 Objetivos 

1.4.1 Objetivo general 

Desarrollar un Sistema de Evaluación Inteligente de Terceros Molares basado en 

Aprendizaje Automático y Procesamiento de Imágenes. 

1.4.2 Objetivos específicos 

• Analizar las características anatómicas de los terceros molares, las técnicas de 

aprendizaje automatizado y procesamiento de imágenes. 

• Seleccionar software y herramientas para el entrenamiento de un modelo de 

Inteligencia Artificial con procesamiento de imágenes.  

• Desarrollar una interfaz para la evaluación inteligente de terceros molares. 
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CAPÍTULO II. METODOLOGÍA 

2.1 Materiales 

En el marco del proyecto, se desarrolló un sistema avanzado de evaluación de terceros 

molares mediante el análisis de radiografías panorámicas, utilizando Inteligencia 

Artificial y el lenguaje de programación Python. Para la detección de imágenes, se 

empleó la arquitectura YOLO (You Only Look Once), conocida por su precisión y 

rapidez en la identificación de objetos. Además, se utilizó la herramienta Labelme para 

el etiquetado manual y detallado de las radiografías panorámicas dentales, asegurando 

así una correcta anotación de las imágenes. 

El proceso de entrenamiento del sistema se llevó a cabo con un conjunto de datos 

propio compuesto por 2592 imágenes, recolectadas y preprocesadas específicamente 

para este fin. Para el procesamiento eficiente de estos datos voluminosos, se utilizó 

una PC TUF Gaming 750, equipada con componentes de alto rendimiento que 

permiten el manejo y análisis de grandes cantidades de datos de manera efectiva. En 

la Tabla 7 y Tabla 8 se describen el hardware y el software utilizados en el sistema. 

Tabla 7. Características del software seleccionado 

Material Características Descripción  

YOLOv8x Arquitectura de Visión 

Artificial 

Utiliza una red neuronal profunda con mejoras significativas 

en la identificación de características y la eficacia del 

modelo. 

Python Lenguaje de 

programación 

Es un lenguaje de programación de alto nivel, interpretado, 

versátil y multiparadigma. 

FireBase Base de datos de tipo 

NoSQL 

Plataforma en la nube de Google que facilita la creación de 

aplicaciones web y móviles de alta calidad. 

Tabla 8. Características del Hardware seleccionado 

Material Características Descripción  

PC-asus 

tuf fx 527 

Procesador Intel Core i7, 16 GB de RAM y un 

almacenamiento de 512 GB SSD. Incorpora una 

tarjeta gráfica NVIDIA GeForce GTX 1650 

El Equipo se utilizó para el 

desarrollo de la programación y la 

creación de la Interfaz del sistema. 
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2.2 Métodos 

2.2.1 Modalidad de la investigación 

El proyecto consistió en una investigación aplicada, en la que se utilizaron 

conocimientos existentes, complementándolos con el apoyo de las nuevas tecnologías 

para incrementar su eficacia en la resolución de problemas relacionados con los 

diagnósticos de los terceros molares. 

Este estudio se clasificó como investigación bibliográfica, basándose en la recolección 

de datos de fuentes como libros, artículos científicos, publicaciones en línea y tesis 

que abordarán el tema del desarrollo de software. 

La investigación fue de campo, ya que se recopiló la información y se buscó desarrollar 

el software para el mejoramiento de diagnósticos, es decir, con el procesamiento de 

imágenes, aumentar el número de diagnósticos correctos al evaluar los terceros 

molares de manera automatizada. 

2.2.2 Recolección de información  

Para recabar información crucial para el avance del proyecto, se recurrió a fuentes 

fiables y variadas. Se investigaron minuciosamente repositorios académicos 

nacionales que ofrecían acceso a una vasta cantidad de investigaciones previas y 

estudios relevantes. Además, se consultaron libros especializados y revistas científicas 

de alto impacto para asegurar la inclusión de los conocimientos más actualizados y 

pertinentes en el campo. 

La orientación y directrices proporcionadas por el docente tutor fueron también 

fundamentales, aportando una perspectiva experta que guió el enfoque del proyecto y 

garantizar su alineación con los objetivos académicos y de investigación. 

Complementariamente, se llevaron a cabo encuestas detalladas para obtener datos 

directamente de los involucrados, lo que permitió enriquecer la base de datos con 

información práctica y actualizada.  Como se observa en la Tabla 9. 
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Tabla 9. Recolección de información 

Criterio Descripción 

¿Para qué? Determinar diagnósticos más rápidos y 

precisos, reduciendo la subjetividad y 

los posibles errores humanos en la 

interpretación de imágenes dentales. 

¿De qué personas u objetos? De los casos clínicos relacionados con 

los terceros molares. 

¿Cómo? A través del procesamiento de imágenes, 

la segmentación de los terceros molares 

y algoritmos preentrenados. 

¿Con qué? Informes y reportes manuales. 

¿Cuándo? En el periodo Septiembre 2023 a 

Febrero 2024 

¿Dónde? En la ciudad de Ambato 

 

2.2.3 Procesamiento y análisis de datos 

En el proyecto de investigación, el tratamiento y análisis de datos se realizó siguiendo 

los pasos detallados a continuación: 

• Recolección de la información. 

• Revisión de la información obtenida. 

• Análisis de la fundamentación teórica de la información sobre las variables de 

investigación. 

• Deducción de la información más relevante y útil para el proyecto de 

investigación. 
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 CAPÍTULO III. RESULTADOS Y DISCUSIÓN 

3.1 Desarrollo de la propuesta 

El proyecto comenzó con la identificación de los elementos presentes en casos clínicos 

en el área de la Odontología, centrándose específicamente en radiografías panorámicas 

dentales que involucran terceros molares. A continuación, se establecen los programas 

necesarios para el sistema. Para entrenar el sistema de detección de terceros molares, 

se optó por el modelo Yolov8. El proceso de etiquetado de datos se llevó a cabo 

utilizando la herramienta LabelMe, en donde se etiquetaron los conjuntos de datos 

pertinentes. Finalmente, el entrenamiento se realizó en la plataforma Google Colab, 

utilizando Yolov8 Ultralytics. 

3.1.1 Definición de los elementos para la propuesta 

Se ha realizado un análisis exhaustivo sobre los terceros molares retenidos en la 

población de Ecuador. El Ministerio de Salud desempeña un papel crucial 

proporcionando información y protocolos actualizados para mejorar la salud bucal. Sin 

embargo, la falta de actualización de estos protocolos, especialmente debido a la 

pandemia del COVID-19, dificulta comprender la situación actual de la población 

ecuatoriana que presenta retención de los terceros molares. Esta falta de información 

obstaculiza la toma de decisiones clínicas y la planificación de estrategias de 

prevención y tratamiento en Odontología. 

En lugares como Tungurahua-Ecuador, donde la atención odontológica pública es 

limitada, muchos pacientes recurren a entidades privadas para recibir atención 

inmediata. Esto puede resultar en ocasiones diagnósticos inconsistentes y errores en la 

identificación de condiciones relacionadas con los terceros molares [4]. 

Para evitar los problemas mencionados, se utilizará YOLOv8x para entrenar un 

sistema de evaluación de terceros molares. Este sistema asistirá al profesional de 

Odontología en la generación de diagnósticos más precisos y eficientes en cada caso 

clínico que involucre terceros molares. 
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a. Elementos para detectar en Radiografías panorámicas dentales. 

Para el desarrollo de este proyecto se escogió dos clasificaciones fundamentales en la 

evaluación de los terceros molares las cuales son: Clasificación de Winter, 

Clasificación de Pell y Gregory. 

• Clasificación de Winter 

Winter propuso una clasificación basada en la posición del tercer molar en relación 

con el eje longitudinal del segundo molar. En la Tabla 10, se describen las 

características de los elementos a detectar [40]. 

Tabla 10. Clasificación de Winter [40] 

Categoría Descripción 

 

Ejes forman un ángulo de 45° anterosuperior 

 

Ejes son paralelos 

 

Ejes forman un ángulo de 45° anteroinferior 

 

Ejes son perpendiculares 

 

La corona ocupa el lugar de la raíz con un giro de 180° 
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• Clasificación de Pell y Gregory  

La clasificación de Pell y Gregory evalúa la impactación de los terceros molares 

inferiores según su profundidad en relación con el plano oclusal del segundo molar 

(posiciones A, B o C) y el tamaño mesiodistal del diente retenido en relación con la 

distancia entre el segundo molar y la parte anterior de la rama mandibular (Clases I, II 

o III). Esto se observa en la Tabla 11. 

Tabla 11. Clasificación de Pell y Gregory [40] 

Posición / Clase Descripción 

Posición A  El tercer molar inferior está por debajo del plano 

oclusal del segundo molar inferior. 

Posición B  El tercer molar inferior está a nivel del plano oclusal 

del segundo molar inferior. 

Posición C  El tercer molar inferior está por encima del plano 

oclusal del segundo molar inferior. 

Clase I  El diámetro mesiodistal del diente retenido es menor 

que la distancia desde el segundo molar inferior hasta 

la parte anterior de la rama de la mandíbula. 

Clase II  El diámetro mesiodistal del diente retenido es igual 

a la distancia desde el segundo molar inferior hasta 

la parte anterior de la rama de la mandíbula. 

Clase III   El diámetro mesiodistal del diente retenido es mayor 

que la distancia desde el segundo molar inferior hasta 

la parte anterior de la rama de la mandíbula. 
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3.1.2 Tecnologías utilizadas 

El análisis abarca la combinación estratégica de herramientas que proporcionan una 

base sólida para el éxito del proyecto, mejorando la funcionalidad y la eficiencia 

económica del sistema propuesto. Además, implica la búsqueda de la arquitectura más 

adecuada para el sistema. 

a. Selección del software de programación 

Se realizó una evaluación comparativa de los lenguajes de programación más usados 

para aplicaciones de Inteligencia Artificial 

, con el objetivo de seleccionar el más adecuado. Este análisis exhaustivo garantiza 

una elección informada y eficaz en la implementación de la programación necesaria 

para integrar la inteligencia artificial en el sistema. La Tabla 12 presenta esta 

comparación. 

Tabla 12. Características de los lenguajes de programación [41], [42], [43] 

Características Matlab  Python Lisp 

Sintaxis La estructura de 

sintaxis matricial 

facilita las 

operaciones 

matemáticas. 

La sintaxis es directa 

y precisa, lo que la 

hace fácil de 

comprender y 

aprender. 

La sintaxis se 

fundamenta en el uso 

de paréntesis, lo cual 

puede resultar más 

complicado. 

Biblioteca/Frameworks Una amplia gama de 

herramientas 

disponibles para el 

procesamiento de 

señales, redes 

neuronales y 

aprendizaje 

automático. 

Existen numerosas 

bibliotecas 

disponibles, tales 

como TensorFlow, 

PyTorch y scikit-

learn. 

Hay menos 

bibliotecas 

específicamente 

diseñadas para 

Inteligencia Artificial, 

aunque es posible 

integrarse con algunas 

de ellas. 

Desarrollo rápido Ideal para la rápida 

creación de 

prototipos gracias a 

su amplia variedad 

de herramientas 

disponibles. 

Óptimo para el 

desarrollo ágil, con 

una sintaxis que 

resulta fácil de 

comprender. 

El tiempo de 

desarrollo puede 

extenderse debido a la 

sintaxis y las 

herramientas 

especializadas. 

Aplicaciones Comunes El software se utiliza 

para el 

procesamiento de 

señales, la visión por 

computadora y la 

simulación. 

Se utiliza en 

aplicaciones como 

visión por 

computadora. 

Se utiliza en el 

procesamiento de 

lenguaje natural y en 

sistemas expertos. 

Integración de sistemas Es posible la 

integración con 

sistemas embebidos 

Es frecuentemente 

empleado en 

sistemas y 

No es tan frecuente 

encontrarlo en 

sistemas embebidos y 
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y hardware 

especializado. 

aplicaciones 

empresariales. 

aplicaciones 

empresariales. 

Después de comparar las opciones, se decidió utilizar Python para el desarrollo del 

proyecto debido a su amplia variedad de bibliotecas, así como una comunidad activa 

y su facilidad de uso. Estos aspectos convierten a Python en una herramienta potente, 

accesible y gratuita para proyectos relacionados con la Inteligencia Artificial. 

b. Selección de la plataforma basada en la nube 

Para este proyecto, se necesita una plataforma en la nube para entrenar el modelo de 

Inteligencia Artificial destinado a la detección de terceros molares en radiografías 

panorámicas. Esta plataforma utiliza recursos y servicios informáticos disponibles en 

internet, en lugar de depender de servidores locales, proporcionando acceso a 

aplicaciones, almacenamiento y otros servicios con flexibilidad y acceso remoto a 

través de la conectividad en línea. 

Tabla 13. Plataformas basadas en la nube [23],[24],[25] 

Característica Microsoft Azure 

Notebooks 

Kaggle Kernels Google Colab 

Entorno de 

Desarrollo 

Jupyter en la nube Jupyter en la nube Jupyter en la nube 

Acceso Gratuito a 

GPU 

Sí Sí Sí 

Integración con la 

Nube 

Integración con 

servicios en la nube 

de Azure 

Integración con servicios 

de Kaggle 

Integración con Google 

Cloud Platform 

Colaboración en 

Tiempo Real 

Sí Sí Sí 

Acceso a Recursos 

Escalables 

Sí Sí Sí (a través de Google 

Cloud) 

Almacenamiento y 

Carga de Datos 

Integrado con Azure 

Storage 

Integrado con Kaggle 

Datasets 

Integrado con Google 

Drive 

Herramientas 

Adicionales 

Servicios 

adicionales de Azure 

Funciones específicas de 

Kaggle 

Acceso a servicios de 

Google Cloud 

Integración con 

Herramientas ML 

Integración con 

servicios de Azure 

ML 

Funcionalidades 

específicas de Kaggle 

ML 

Integración con 

TensorFlow, PyTorch, 

etc. 
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Tras considerar todos los aspectos, se optó por seleccionar Google Colab debido a su 

acceso gratuito a recursos de GPU, esenciales para el entrenamiento de Inteligencia 

Artificial. Además, proporciona una integración fluida con Google Drive, donde reside 

la base de datos, un entorno basado en Jupyter Notebooks, bibliotecas populares de 

Python preinstaladas, facilidad para la colaboración en tiempo real y acceso rápido a 

conjuntos de datos públicos. 

c. Selección de la arquitectura de Visión Artificial 

En el ámbito de la Visión Artificial, se emplean estructuras complejas de redes 

neuronales convolucionales y modelos de aprendizaje profundo diseñados para 

optimizar el procesamiento de imágenes y mejorar la percepción visual. Estas 

arquitecturas son cruciales para aplicaciones que abarcan desde la detección precisa 

de objetos hasta el reconocimiento facial y la clasificación avanzada de imágenes. La 

Tabla 14 muestra una comparación de las arquitecturas comúnmente utilizadas. 

Tabla 14. Arquitecturas de Visión Artificial [44],[45],[46] 

Criterio YOLO Faster R-CNN SSD 

Método de detección Detección en una pasada Proposición de 

regiones 

Detección en una 

pasada 

Precisión Precisa Muy precisa Buena 

Velocidad de 

detección 

Rápida Más lenta que YOLO Rápida 

Tamaño de modelo Moderadamente grande Grande Moderadamente 

grande 

Uso en tiempo real Sí, eficiente No tan eficiente No tan eficiente 

Tras revisar y contrastar diversas alternativas, se optó por seleccionar las versiones 

más actualizadas de YOLO. 

Su arquitectura sólida y eficaz ofrece ventajas significativas para el contexto específico 

donde se necesita un rendimiento óptimo. Se busca obtener una detección precisa con 

una velocidad adecuada en cada consulta. 

d. Selección de la versión de Yolo 

Para seleccionar el modelo, es importante considerar las características que se detallan 

en la Tabla 15: 
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Tabla 15. Características de las versiones de Yolov8 [47] 

Parámetro Descripción 

Size en píxeles Procesa imágenes de diversos tamaños, como 320x320, 416x416, y 640x640 

píxeles. 

MAP val 50-95 Alto promedio de precisión en diferentes umbrales de IoU(Intersection over 

Union) entre 0.50 y 0.95. 

Speed CPU 

ONNX ms 

Alta velocidad de inferencia en CPUs, medida en milisegundos (ms). 

Params M 

(Millones) 

Varía en cantidad de parámetros desde decenas hasta cientos de millones, según 

la versión del modelo. 

FLOPs 

(Operaciones de 

punto flotante 

por segundo) 

Eficiente en operaciones de punto flotante por segundo, permitiendo rápida 

inferencia sin comprometer la precisión. 

Decidimos usar YOLOv8X por su excelente velocidad y precisión, comparándola con 

otras variantes disponibles y considerando tanto la velocidad de la CPU como el MAP 

(mean average precision), que indica la eficacia del sistema. 

 Esta elección se fundamenta en la capacidad de YOLOv8X para proporcionar 

resultados precisos y eficaces en la detección de objetos, lo cual contribuye al éxito 

global del sistema. Como se muestra en la Tabla 16. 

Tabla 16. Versiones de Yolov8 [47] 

Modelo Size (pixels) mAP50-95 Speed CPU 

ONNX (ms) 

Params (M) FLOPs 

(B) 

YOLOv8n 640 37.3 80.4 3.2 8.7 

YOLOv8s 640 44.9 128.4 11.2 28.6 

YOLOv8m 640 50.2 234.7 25.9 78.9 

YOLOv8l 640 52.9 375.2 43.7 165.2 

YOLOv8x 640 54.8 525.1 71.6 257.8 

 

e. Descripción de los modelos de IA utilizados por Yolov8x 

• Redes Convolucionales Profundas (CNN). YOLOv8X son la base de su 

capacidad para realizar detecciones rápidas y precisas de objetos en imágenes, 

y representan lo último en tecnología de visión por computadora para 

aplicaciones exigentes. 



41 

 

• Aprendizaje Profundo. Se lleva a cabo durante la fase de entrenamiento del 

modelo. Durante este proceso, el modelo es alimentado con un gran conjunto 

de datos de imágenes etiquetadas, junto con sus correspondientes anotaciones 

que indican la ubicación de los objetos de interés en las imágenes. 

• Attention Mechanisms. Representan un avance significativo en la capacidad 

de los modelos de detección de objetos para manejar imágenes complejas y 

diversas. Al enfocarse en las partes más relevantes de la imagen, estos 

mecanismos mejoran tanto la precisión como la eficiencia del modelo, 

haciendo de YOLOv8X una herramienta poderosa y versátil para aplicaciones 

de visión por computadora. 

• Modelo de Backbone. Es una componente crítica que determina en gran 

medida el rendimiento del sistema en términos de precisión y velocidad. Al 

usar arquitecturas de redes profundas y eficientes, el backbone extrae 

características significativas de las imágenes, que luego se utilizan para la 

detección precisa de objetos. 

Las arquitecturas modernas como ResNet, Darknet, EfficientNet y CSPNet, 

cuando se integran como backbone, potencian las capacidades de YOLOv8X 

para aplicaciones avanzadas de visión por computadora. 

• Modelo de Decodificador. YOLOv8X juega un papel crucial en la 

transformación de las características extraídas por el backbone en predicciones 

utilizables para la detección de objetos. A través de una serie de operaciones 

convolucionales y mecanismos de optimización, el decodificador predice las 

cajas delimitadoras, las puntuaciones de confianza y las clases de los objetos 

con alta precisión. 

Al integrar técnicas avanzadas como el uso de cajas ancla, múltiples escalas y 

supresión de no-máximos, el decodificador de YOLOv8X asegura detecciones 

rápidas y precisas, adecuadas para aplicaciones de visión por computadora en 

tiempo real. 
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3.1.3 Arquitectura del sistema 

La Figura 24, presenta un desglose de la arquitectura del sistema: 

 

Figura 24. Arquitectura del sistema 

• Etapa 1: Adquisición y procesamiento de datos  

En la primera etapa del sistema, el profesional en el área de Odontología realiza el 

ingreso manual de la radiografía panorámica molar del paciente, y el registro de datos 

personales del mismo. Una vez dentro del sistema, inicia el proceso de análisis, paso 

crucial, ya que la calidad de los datos de entrada afecta directamente la precisión y 

efectividad del análisis subsiguiente. 

• Etapa 2: Entrenamiento 

La segunda etapa se enfoca en el procesamiento de las imágenes obtenidas y su análisis 

mediante modelos de aprendizaje automático. Esta fase incluye varios subprocesos: 

Conjunto de Datos de Imágenes de Entrenamiento y Prueba: Se utilizan bases de 

datos de imágenes previamente recopiladas y etiquetadas para entrenar y probar los 

modelos de detección. 
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Reducción de Escala: Las imágenes panorámicas son redimensionadas a una escala 

adecuada para ser procesadas eficientemente por los modelos de detección. 

Modelos SSD + Previamente Entrenados: Se emplean modelos de detección de 

objetos, específicamente Single Shot Multibox Detector (SSD), que han sido 

previamente entrenados con imágenes de terceros molares. Estos modelos son capaces 

de identificar y localizar características relevantes en las imágenes. 

Extracción de Características: El modelo SSD extrae características importantes de 

las imágenes, tales como bordes, formas y texturas que son indicativas de la presencia 

de terceros molares. 

Clasificación: Con base en las características extraídas, el sistema clasifica las 

regiones de interés en la imagen, determinando la presencia y posición de los terceros 

molares. 

• Etapa 3: Evaluación de Resultados 

En la tercera y última etapa, se realiza una evaluación exhaustiva de los resultados 

obtenidos del análisis de las imágenes. Este proceso incluye: 

Evaluar Resultados: Se analiza el desempeño del sistema de detección y se revisan 

los resultados para asegurar su precisión y fiabilidad. Se busca confirmar que los 

terceros molares han sido correctamente identificados y localizados en la imagen. 

Imagen de Salida: Las imágenes procesadas son presentadas con las áreas relevantes 

destacadas, usualmente mediante recuadros de color rojo, que indican la ubicación de 

los terceros molares detectados. Esta visualización facilita la interpretación por parte 

de los profesionales odontológicos, permitiéndoles tomar decisiones informadas sobre 

el tratamiento del paciente. 

3.1.4 Descripción del sistema de detección 

Se presenta la propuesta del sistema de evaluación inteligente de terceros molares en 

la Figura 25, el cual se compone por diversas etapas detalladas por medio de un 

diagrama de bloques. 
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Figura 25. Diagrama de bloques del sistema 

3.1.5 Diseño del sistema 

La ejecución del modelo entrenado se realizó empleando el lenguaje de programación 

Python junto con el entorno de desarrollo Visual Studio Code. A continuación, se 

presenta un análisis de las acciones realizadas en el código para la programación del 

sistema. 

a. Bibliotecas requeridas para el desarrollo del sistema 

Durante la creación de este sistema, se utilizaron varias bibliotecas para mejorar la 

funcionalidad y el rendimiento del software. La Tabla 17 proporciona una descripción 

detallada de las bibliotecas seleccionadas, incluyendo pyrebase, tkinter, customtkinter, 

datetime, subprocess, filedialog, os, ultralytics, numpy, cv2, firebase_admim. 



45 

 

La selección y combinación estratégica de estas bibliotecas se basa en su capacidad 

conjunta para crear un entorno robusto y adaptable que mejora las capacidades del 

sistema en múltiples áreas clave, incluyendo el procesamiento de datos, la interacción 

con los usuarios y la integración de tecnologías de Inteligencia Artificial avanzadas. 

Estos se presentan en la Tabla 17. 

Tabla 17. Bibliotecas requeridas del sistema 

Biblioteca Característica Principal 

pyrebase Pyrebase es una biblioteca Python que simplifica la integración de aplicaciones 

Python con Firebase, lo que permite interactuar con la base de datos. 

tkinter Tkinter es la biblioteca estándar de Python para interfaces gráficas de usuario (GUI), 

proporcionando herramientas para crear ventanas y widgets. 

customtkinter Esta parece ser una biblioteca personalizada basada en tkinter, que posiblemente 

extiende las funcionalidades de tkinter con componentes personalizados. 

datetime datetime proporciona clases para manipular fechas y horas en Python de una manera 

sencilla y eficiente. 

subprocess subprocess permite crear procesos, conectarlos a las tuberías de E/S, y obtener los 

códigos de retorno de los procesos hijos. 

filedialog filedialog es parte de tkinter y proporciona una interfaz para que los usuarios 

seleccionen archivos o directorios a través de una GUI. 

os La biblioteca os proporciona funciones para interactuar con el sistema operativo, 

como acceder al sistema de archivos y manipular rutas. 

ultralytics Ultralytics es una biblioteca que incluye herramientas para tareas de visión por 

computadora, como detección de objetos y análisis de imágenes. 

numpy NumPy es una biblioteca fundamental para la computación científica en Python, que 

proporciona soporte para matrices y operaciones matemáticas. 

cv2 cv2 es un módulo de OpenCV (Open Source Computer Vision Library), que 

proporciona herramientas para el procesamiento de imágenes y visión por 

computadora. 

firebase_admin firebase_admin es parte de la biblioteca Firebase de Google para Python, que 

proporciona acceso programático a servicios de Firebase, como Firebase Realtime 

Database y Firebase Storage. 

 

 

• Importación de bibliotecas en el desarrollo de la programación. 

La Tabla 18 muestra los comandos de manera general que fueron utilizados en el 

desarrollo del proyecto. 
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Tabla 18. Importación de librerías 

import pyrebase 

import tkinter as tk 

import tkinter 

import customtkinter 

from customtkinter import CTk, CTkFrame, CTkEntry, 

CTkLabel,CTkButton,CTkCheckBox 

from datetime import datetime 

import subprocess 

from tkinter import filedialog 

import os 

from ultralytics import YOLO 

import numpy as np 

import cv2 

import firebase_admin 

from firebase_admin import credentials, storage 

b. Adquisición de la imagen 

El procesamiento de la imagen por parte del sistema sigue una secuencia de pasos, 

como se ilustra en el diagrama de flujo de la Figura 26. 

 

Figura 26. Diagrama de flujo de la etapa de adquisición 
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El profesional ingresa la imagen digital de la radiografía panorámica, que luego se 

procesa e introduce en el sistema de evaluación de terceros molares. 

• Bibliotecas requeridas para el desarrollo de la etapa descrita. 

 Se utiliza la biblioteca de tkinter para la creación de interfaces gráficas, junto a 

filedialog para abrir cuadros de diálogo de selección de archivos.  

import tkinter as tk  

from tkinter import filedialog 

  

• Creación de argumentos. 

El almacenamiento de la ruta de la imagen se lleva a cabo por una variable global, 

junto a la función de abrir un cuadro de dialogo para la selección de archivo de imagen 

en sus múltiples formatos. 

global image_pathge 

image_pathge=filedialog.askopenfilename(filetypes=[("Imagefiles","*.png;

*.jpg;*.jpeg")]) 

 

• Verificación de imagen subida exitosa.  

Utilizando la sentencia if en la variable “image_pathge” donde se notificará si la 

imagen fue subida correctamente. 

if image_pathge: 

resultado_label2.configure(text="Radiografica subida correctamente") 

c. Procesamiento 

Una vez que la imagen de la radiografía panorámica se ha subido correctamente, el 

sistema procede a ingresarla en el modelo de redes neuronales. Este modelo sigue una 

serie de pasos detallados en la Figura 27. 
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Figura 27. Diagrama de flujo del procesamiento de imágenes 

• Bibliotecas requeridas para el desarrollo de la etapa descrita. 

Se establecen las librerías y bibliotecas para un procesamiento eficiente de la imagen 

antes de su ingreso al modelo de redes neuronales. 

import os   

import cv2   

import numpy as np   

from ultralytics import YOLO   

 

• Carga de los modelos de YOLO 

Antes de la detección, se inicia cargando los modelos YOLO del archivo "besth.pt, 

bestmesio2, besve2, …,", lo que facilita su uso en la detección de objetos durante el 

proceso siguiente. 

model = ["bestve2.pt", "bestmesio2.pt", "besth3.pt”, ……,] 
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• Redimensionamiento de imagen en la presentación de resultados.  

A continuación, se procede a redimensionar la imagen a las dimensiones 1024x768 

utilizando un algoritmo de interpolación que calcula nuevos valores de píxeles basados 

en los píxeles originales. 

Este proceso es crucial para garantizar que la imagen mantenga una alta calidad visual 

y detalle, esencial para un análisis preciso. Con la librería OpenCV, este proceso se 

realiza automáticamente mediante un solo comando que emplea interpolación bilineal, 

un método eficiente y comúnmente utilizado en procesamiento de imágenes. 

image_resized = cv2.resize(image, (1024, 768)) 

 

El resultado es una imagen de mayor tamaño, lo que mejora significativamente la 

visualización, especialmente para la presentación de los terceros molares, permitiendo 

a los profesionales de la salud dental examinar con mayor claridad y detalle posibles 

patologías o malformaciones. 

• Detección de Terceros molares.  

En el análisis de la imagen, es fundamental enfocarse en la detección de terceros 

molares. Para este propósito, se utiliza la variable "image_resized", que representa la 

imagen redimensionada utilizando las bibliotecas de OpenCV.  

El objetivo es identificar las regiones de interés en la imagen y guardarlas en la variable 

"results". 

 results = model(image_resized, conf=confidence_threshold) 

d. Registro de resultados. 

En esta sección del código, se aborda el manejo de los resultados después de evaluar 

la radiografía panorámica como lo indica la Figura 28. 
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Figura 28. Registro de resultados 

• Bibliotecas requeridas para el desarrollo de la etapa descrita. 

Se deben establecer las librerías y bibliotecas para el registro correcto de los resultados 

y datos del paciente para un mejor historial clínico. 

import pyrebase 

import firebase_admin 

from firebase_admin import credentials, storage 

 

• Verificación de detecciones.  

En esta parte se verifica si hay detecciones de objetos en la imagen procesada por cada 

modelo de detección de objetos. Para cada modelo, se comprueba si el número de 

resultados (objetos detectados) es mayor que cero.  

has_detection = any(len(result) > 0 for result in results) 

                if has_detection: 

                    detections.append(model_name + ": Se detectó al menos un 

objeto.") 

                    file.write(model_name + ": Se detectó al menos un objeto.\n") 

                    for i, result in enumerate(results): 
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• Registro de datos del paciente. 

Se define la función “registrar_paciente()”, que se encarga de obtener los datos 

ingresados por el usuario en el formulario de la interfaz gráfica, tales como el nombre, 

apellidos, edad, correo electrónico y género. Luego, se crea un diccionario llamado 

paciente que almacena estos datos junto con la fecha y hora de registro. 

def registrar_paciente(): 

    nombre = nombre_entry.get() 

    apellidos = apellidos_entry.get() 

    edad = edad_entry.get() 

    correo = correo_entry.get() 

    genero = "" 

    if genero_masculino_var.get(): 

        genero = "Masculino" 

    if genero_femenino_var.get(): 

        genero = "Femenino" 

    fecha_registro = datetime.now().strftime("%Y-%m-%d %H:%M:%S") 

 

• Registro de datos de Molares.  

Después de detectar objetos en la imagen, se suben la imagen y el archivo de resultados 

a Firebase Storage. Esto se logra mediante las funciones “upload_image()” y 

“upload_file()”. 

upload_image(save_path, f"{model_name}_detection_{i}.jpg") 

upload_file(txt_file_path, "resultados.txt") 

De esta manera, se asegura que tanto la imagen como los resultados estén disponibles 

en la nube para su posterior acceso y análisis. 

e. Dataset 

Se dio prioridad a la selección de conjuntos de datos que ofrecieran una diversidad 

considerable de imágenes para el entrenamiento en reconocimiento de los casos de 

terceros molares. Este enfoque fue elegido con el objetivo de mejorar la capacidad del 

modelo para reconocer y generalizar la presencia de los distintos casos de terceros 

molares presentes en radiografías panorámicas. Las bases de datos seleccionadas se 

estructuraron de manera específica para respaldar las etapas críticas del proceso de 

entrenamiento, tal como se ilustra en la Figura 29. 
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Figura 29. Arquitectura de la base de datos 

La imagen muestra la estructura de un dataset para el entrenamiento de Inteligencia 

Artificial. El directorio principal, denominado "ENTRENAMIENTO", contiene 

subdirectorios y archivos necesarios para el proceso de entrenamiento y validación. 

Dentro de este directorio principal, hay dos subdirectorios: "TRAIN" y "VAL", cada 

uno de los cuales se utiliza para el entrenamiento y la validación del modelo, 

respectivamente. 

El subdirectorio "TRAIN" contiene dos carpetas: "IMAGES", que alberga las 

imágenes utilizadas para el entrenamiento, y "LABELS", que contiene los archivos de 

etiquetas correspondientes a cada imagen de entrenamiento. De manera similar, el 

subdirectorio "VAL" también contiene dos carpetas: "IMAGES", para las imágenes 

utilizadas en la validación, y "LABELS", para los archivos de etiquetas 

correspondientes a cada imagen de validación. 
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Las imágenes y etiquetas están organizadas de tal manera que cada imagen tiene una 

etiqueta correspondiente en los archivos de etiquetas. Esta estructura es típica en 

datasets de aprendizaje supervisado, donde las imágenes y sus respectivas etiquetas se 

utilizan para entrenar y validar modelos de Inteligencia Artificial. 

Para el etiquetado de cada clase, se contó con la asistencia de un profesional en el área 

de Odontología. Su experiencia garantizó un etiquetado correcto y una identificación 

precisa de los molares. Gracias a su ayuda, la clasificación de cada clase se realizó de 

manera más eficiente, reduciendo significativamente el tiempo dedicado a esta tarea. 

• Características de la base de datos para el entrenamiento 

Durante el entrenamiento de la red neuronal convolucional, se ha empleado un 

conjunto de datos específico con características bien definidas. Este conjunto se 

conoce como "Metodología de clasificadores binarios de detección de objetos basada 

en aprendizaje profundo para identificar objetos pequeños manejados de manera 

similar". Las características de este conjunto de datos se presentan en la Tabla 19. 

Tabla 19. Características de la base de datos  

Características Detalle 

Número de 

imágenes 

Se compone de un total de 2592 imágenes destinadas al reconocimiento de 

terceros molares. (Imágenes para entrenamiento y validación del sistema en 

producción). 

Dimensionalidad Las imágenes se presentan en un formato unidimensional, lo que significa que 

cada imagen en la base de datos está representada en una sola dimensión. 

Parámetros La base de datos aborda 12 parámetros, de los cuales se usarán los clasificadores 

de Pell Y Gregory y Winter. 

La base de datos del proyecto se ha organizado clasificando los casos clínicos en 

diferentes bases de datos, para permitir un etiquetado más preciso se optó por un 

etiquetado individual ya que en una radiografía panorámica se puede identificar varias 

clases. Se separaron 2000 imágenes para el entrenamiento de cada IA, con su 

respectiva clasificación de molar. Además, se destinaron 592 imágenes para realizar 

las pruebas de funcionamiento, esto siguiendo las recomendaciones Ultralytics 
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Yolo[44]. En la Tabla 20 se muestra la base de datos por caso clínico de molar y el 

número de datos que contiene cada una de ellas. 

Tabla 20. Base de datos por caso clínico Molar 

Tipo de Base de datos Número de Datos  

Winter 

Mesioangular 217 

Vertical 203 

Distoangular 145 

Horizontal 153 

Invertido 97 

Pell y Gregory 

Clase 1 fase A 205 

Clase 1 fase B 175 

Clase 1 fase C 168 

Clase 2 fase A 185 

Clase 2 fase B 172 

Clase 2 fase C 195 

Clase 3 fase C 85 

Al clasificar las bases de datos de cada caso clínico molar, se logra un etiquetado más 

preciso, lo que mejora significativamente el entrenamiento de las inteligencias 

artificiales. 

f. Etiquetado de imágenes  

Se optó por utilizar la herramienta Labelme para llevar a cabo el etiquetado, cargando 

en ella el conjunto de datos según su caso clínico de terceros molares. El proceso de 

anotación consiste en identificar objetos individuales y delinear sus regiones, lo cual 

es esencial para tareas como la detección de objetos y la segmentación semántica como 

se observa en la Figura 30. 

YOLO extrae las coordenadas espaciales de las cajas delimitadoras, que representan 

la posición del cuadro en la imagen junto con su ancho y alto relativos. Además, cada 

objeto detectado se clasifica en una categoría específica, como "vertical" o 

"mesioangular", entre otras. 
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Figura 30. Coordenadas y Clases 

La distribución de las clases se presenta de manera más clara en la Tabla 21. 

Tabla 21. Distribución de clases 

Clases Parámetro 

C0 Distoangular 

C1 Horizontal 

C2 Invertido 

C3 Mesioangular 

C4 Vertical 

C5 Clase 1 fase A 

C6 Clase 1 fase B 

C7 Clase 1 fase C 

C8 Clase 2 fase A 

C9 Clase 2 fase B 

C10 Clase 2 fase C 

Cl1 Clase 3 fase C 

En una sola radiografía panorámica dental, es posible identificar hasta seis tipos de 

etiquetas, basándose en las clasificaciones de Pell-Gregory y de Winter. Para lograr 

una identificación más precisa, se optó por realizar etiquetados individuales según el 

caso clínico presente, Además, se contó con la ayuda de un profesional de Odontología 

para realizar los etiquetados de las diferentes muestras recolectadas. 

Cada base de datos de un caso clínico molar fue supervisada por este profesional 

durante el proceso de etiquetado, con el fin de evitar errores y garantizar la precisión 

del sistema. La estructura de datos requerida por YOLOv8x incluye las coordenadas 

rectangulares de las posiciones, la posición de la base y la altura para determinar un 

punto intermedio, y las clases correspondientes. Esta descripción se puede apreciar 

más claramente en la Figura 31. 
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Figura 31. Localización del objeto 

Se inicia el proceso de etiquetado, donde cada imagen es examinada individualmente 

de manera manual. Se aplica con precisión un polígono delimitador para resaltar el 

objeto de estudio, como se ilustra en la Figura 32. Estos objetos representan diversos 

casos clínicos de terceros molares, categorizados según los criterios de Pell y Gregory, 

así como de Winter, cada uno con su etiqueta correspondiente. Este procedimiento no 

se limita únicamente a la marcación de los objetos de interés, sino que también implica 

una identificación minuciosa y una delimitación exacta de cada uno, lo que garantiza 

la generación de datos anotados de alta calidad. 

 

 

Figura 32. Etiquetado del sistema 

El resultado de este proceso es un conjunto de anotaciones con los parámetros 

necesarios para entrenar el modelo YOLOv8x. En la Figura 33 se puede observar un 

ejemplo de la estructura de estas anotaciones. 
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Figura 33. Archivo de salida del proceso de etiquetado 

Con lo anterior preparado y la estructura de carpetas de la base de datos organizada, 

se procede a cargar la base de datos en Google Colab, como se muestra en la Figura 

34. 

 

 

 

 

Figura 34. Proceso de cargar la base de datos 

g. Rutas de entrenamiento.  

Las rutas de los conjuntos de datos de entrenamiento, que se utilizarán en el modelo, 

se detallan a continuación: 

• train: /content/drive/MyDrive/TESIS/horizontal/YOLODataset/datasethorizotal/train 
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• val: /content/drive/MyDrive/TESIS/horizontal/YOLODataset/datasethorizotal/val 

 

 

h. Extracción de características de las imágenes  

La sólida estructura de YOLOv8x determina de manera automática las capas 

empleadas, visibles en la Figura 35, donde se llevan a cabo convoluciones, c2f, SPPF, 

upsample, concat y segmentación. 

 

Figura 35. Modelo neuronal 

Como resultado de la compilación del modelo neuronal mostrado en la Figura 36, se 

observa que el modelo YOLOv8x consta de un total de 401 capas. Estas capas son los 

componentes individuales de la red neuronal e incluyen capas de convolución, 

normalización y activación, entre otras. El modelo posee 71,752,774 parámetros, que 

representan los pesos y sesgos de las conexiones entre las neuronas. Además, se señala 

que hay 71,752,758 gradientes asociados con estos parámetros. 

 

Figura 36. Compilación del modelo de la red neuronal 
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3.1.6 Entrenamiento del Sistema 

A continuación, la Tabla 22 presenta un desglose detallado de los parámetros 

relacionados con la red de entrenamiento. Es importante tener en cuenta que el sistema 

está compuesto por 12 IAs, cada una entrenada individualmente con su respectiva base 

de datos según el caso clínico. Los datos presentados a continuación corresponden al 

entrenamiento del caso clínico molar mesioangular, debido a la mayor cantidad de 

datos disponibles para este tipo de caso. El mismo procedimiento se siguió para cada 

uno de estos entrenamientos. Durante el proceso de entrenamiento del modelo, se 

comienza ejecutando el archivo específico en COLAB, como se muestra en la Figura 

37. Este procedimiento incluye el entrenamiento del modelo, utilizando 80% de los 

datos para el entrenamiento y el 20% para la validación, a su vez, se optó por un tamaño 

de lote de 16 para el procesamiento por lotes, lo que significa que las imágenes se 

procesan en grupos de 16 conforme a las recomendaciones [48]. 

Inicialmente, se configuraron 100 épocas para determinar el número de repeticiones 

durante el entrenamiento. Sin embargo, gracias a la detección de convergencia de 

YOLOv8x, el número de épocas se ajustó a 55.  

Tabla 22. Parámetros para el entrenamiento 

Parámetro Característica Detalle 

Entrenamiento 174 Etiquetas utilizadas en el 

entrenamiento 

Etiquetas de 

validación 

43  Etiquetas destinadas a la validación 

Imágenes 217 Número total de imágenes 

Datos Data/Campo Conjunto de datos 

Tamaño de lote 16 Cantidad de muestras procesadas por 

la red en cada lote 

Épocas 55 Total, de ciclos de entrenamiento 

Modelo Yolov8x Tipo de modelo empleado en el 

entrenamiento 

 

Para realizar este proceso, se utiliza un archivo YAML generado a partir del etiquetado 

en LabelMe, que almacena las rutas del conjunto de datos necesario para el 

entrenamiento. Además, se emplea una estructura específica de la arquitectura 

YOLOv8x. 
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Figura 37. Entrenamiento de la IA 

Al iniciar la ejecución del código, se examinan y recuperan las imágenes destinadas 

tanto al entrenamiento como a la validación, comenzando así el ciclo de entrenamiento. 

La Figura 38 se muestra el progreso del entrenamiento a lo largo de las 55 épocas 

especificadas. Asimismo, esta representación gráfica incluye detalles sobre el uso de 

la memoria de la GPU virtual utilizada, proporcionando una visión completa de la 

eficiencia y la carga de trabajo del sistema durante el entrenamiento del modelo. 

 

Figura 38. Inicio del entrenamiento 

Durante este proceso, se ejecutan 55 épocas, cada una de aproximadamente 23 

segundos, utilizando alrededor de 15.4 GB de memoria GPU. La duración y el uso de 

la memoria pueden variar según el número de parámetros y la cantidad de imágenes 

procesadas. La Figura 39 ofrece una representación detallada de este procedimiento, 

proporcionando una visión visual del rendimiento del proceso a lo largo de las épocas 

especificadas. 

 

Figura 39. Entrenamiento de la IA por épocas 
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El proceso de entrenamiento finaliza y los resultados se presentan en la salida de la 

consola. Para este conjunto de datos, el servidor de Google ha requerido un total de 27 

minutos para generar el modelo de inferencia. Los archivos resultantes, denominados 

"best.pt" y "last.pt," contienen los pesos esenciales para la implementación de 

YOLOv8x en la fase de inferencia. A continuación, se describe la función de cada 

archivo: 

best.pt: Este archivo almacena los pesos del modelo con el mejor desempeño durante 

el entrenamiento. 

 

Figura 40. IA entrenada 

last.pt: Este archivo contiene los pesos del modelo obtenidos en la última época de 

entrenamiento. 

 

Figura 41. Última época de entrenamiento 

a. Exportación de gráficas. 

Con el entrenamiento finalizado, YOLOv8x entrega el algoritmo entrenado y una 

carpeta llena de gráficas para el análisis del modelo. Los cuales son mostrados en la 

Figura 42, junto a los archivos enviados al Drive en la Figura 43.  

 

Figura 42. Gráficas que proporciona YOLOv8x 
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Figura 43. Gráficas enviadas al Drive 

Estos archivos se muestran cada uno en el Anexo D. 

• Resultados del entrenamiento.  

Como se puede observar en la Figura 44 y la Figura 45, los resultados con 

configuraciones de 55 y 100 épocas respectivamente muestran que, a medida que 

aumentan las épocas, el modelo genera menos errores. 

 

Figura 44. Resultados del entrenamiento con 100 épocas 
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Figura 45. Resultados del entrenamiento con 55 épocas 

• Precisión de las épocas  

A lo largo del análisis de precisión en múltiples épocas de entrenamiento, se observa 

un patrón ascendente tanto en la precisión del conjunto de entrenamiento como en el 

de validación. Esto sugiere que el modelo ha capturado eficazmente los patrones 

inherentes a los datos, indicando un proceso de aprendizaje efectivo. 

La convergencia simultánea de ambas métricas sugiere un equilibrio robusto en el 

proceso de aprendizaje, lo que respalda la capacidad del modelo para generalizar 

eficazmente a nuevos datos. Sin embargo, al analizar los resultados mostrados en la 

Figura 46, se evidencia una discrepancia notable, ya que la precisión en el conjunto de 

validación presenta puntos que se desvían de la línea de aprendizaje. 

 

Figura 46. Precisión del modelo con 100 épocas 

Esta discrepancia genera dudas sobre la confiabilidad de los resultados, subrayando la 

necesidad de una evaluación más minuciosa. Por otro lado, Figura 47 presenta 

resultados preliminares prometedores, confirmando la validez y el progreso positivo 

del modelo durante el entrenamiento. Cabe destacar que, aunque se podría aumentar 
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el número de épocas de entrenamiento, los cambios en las métricas ya no serían tan 

significativos ni representativos en términos de mejora. 

 

Figura 47. Precisión del modelo con 45 épocas 

• Tabla de resultados de los entrenamientos 

En el sistema desarrollado, se llevaron a cabo múltiples entrenamientos con el fin de 

comparar los resultados. La Tabla 23 muestran los valores obtenidos de estos 

entrenamientos con sus mejores resultados, incluyendo los parámetros de Épocas, 

Precisión (P), Recall (R), mAP50 (media de precisión promedio con IoU 0.5) y 

mAP50-95 (media de precisión promedio entre IoU 0.5 y 0.95). 

Cada entrenamiento varía entre 45 y 55 épocas, debido a la cantidad de muestras en 

cada subcategoría. Este ajuste permite obtener mejores resultados en los 

entrenamientos. 

Tabla 23. Tabla de resultados de entrenamientos 

Clases Imágenes Imágenes Val. Épocas P R mAP50 mAP50-95 

Mesioangular 174 43 45 0.999 1 0.995 0.936 

Vertical 163 40 45 0.999 1 0.996 0.978 

Distoangular 116 29 55 0.999 1 0.996 0.988 

horizontal 123 30 55 0.999 1 0.996 0.988 

invertido 78 19 55 0.999 1 0.996 0.923 

Fase 1 clase A 164 41 45 0.999 1 0.996 0.988 

Fase 1 clase B 140 35 45 0.999 1 0.996 0.978 

Fase 1 clase C 135 33 55 0.998 0.99 0.994 0.923 

Fase 2 clase A 148 37 45 0.999 1 0.996 0.988 

Fase 2 clase B 138 34 55 0.998 0.99 0.994 0.988 

Fase 2 clase C 156 39 55 0.998 0.99 0.994 0.978 

Fase 3 clase C 68 17 55 0.999 1 0.996 0.923 
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b. Procesamiento de Imágenes 

Se presenta el procesamiento de imágenes de las radiografías, el cual es un paso crucial 

para preparar los datos antes de ser analizados por la red neuronal previamente 

entrenada. El proceso comienza con la conversión de las imágenes a escala de grises, 

lo que reduce la complejidad computacional al simplificar la información de color en 

un solo canal. 

• Bibliotecas requeridas para el desarrollo de la etapa descrita  

En esta etapa se presentan las bibliotecas utilizadas para el procesamiento de imágenes. 

import cv2 

 

• Lectura de la imagen  

La imagen se lee en formato digital, como se muestra en la Figura 48. Esta etapa 

convierte la imagen en una matriz numérica. En el caso de una imagen radiográfica en 

blanco y negro, cada píxel se representa típicamente por 8 bits, lo que permite 256 

niveles de intensidad de gris. 

imagen = cv2.imread('radiografia.jpg') 

 

 

Figura 48. Imagen radiográfica original 
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En la Figura 49, muestra el histograma con las cantidades de blancos como de grises 

de la imagen original. 

 

Figura 49. Histograma de la imagen original 

• Escala de Grises 

Convertir una radiografía a escala de grises implica procesar la imagen para asegurar 

que cada píxel se represente por un solo valor de intensidad, generalmente de 8 bits, 

como se muestra en la Figura 50. Este cambio se realiza para evitar la saturación de 

blancos y grises, y para estandarizar las imágenes en un formato general, optimizando 

así su análisis y procesamiento posterior.  

imagen_gris = cv2.imread(imagen, cv2. IMREAD_GRAYSCALE) 

 

Figura 50. Imagen a escala de grises 
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La Figura 51, muestran el cambio de la imagen evitando la saturación tanto de blancos 

como de grises. 

 

Figura 51. Histograma de imagen a escala de grises 

c. Autentificación de Usuarios  

Para la autenticación del usuario, se utilizó Firebase. El objetivo es permitir el acceso 

al sistema mediante un inicio de sesión con correo y contraseña. 

• Bibliotecas requeridas para el desarrollo de la etapa descrita 

En esta etapa se muestra las librerías que se utilizaron para desarrollar el login.  

import pyrebase 

import tkinter 

import customtkinter 

import subprocess 

 

• Creación de Login 

En la Figura 52 se puede observar la creación de la base de autenticación en Firebase. 

A continuación, Firebase proporciona las credenciales necesarias para enlazar y subir 

datos desde Python, como se ilustra en la Figura 53. 
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Figura 52. Base de autentificación en fire base 

 

Figura 53. Credenciales de Base autentificador 

d. Interfaz de ingreso al sistema 

Se ha creado una interfaz para la introducción de usuario y contraseña. Esto permitirá 

verificar el usuario y en caso de no contar con una cuenta, el usuario pueda registrarse 

para poder ingresar con sus propias credenciales, como se ilustra en la Figura 54. Una 

vez iniciada la sesión, el programa mostrará una ventana con opciones para registrar 

nuevos pacientes.  

 

Figura 54. Interfaz Gráfica 
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La interfaz se diseñó con un enfoque en la seguridad de la información durante el 

desarrollo del sistema de inicio de sesión. Firebase realiza una verificación en tiempo 

real para garantizar que los datos proporcionados coincidan con los registros 

almacenados. Si la autenticación es exitosa, el usuario obtiene acceso al sistema; de lo 

contrario, se le notifica que las credenciales son incorrectas. 

Cada una de las partes del interfaz del programa se encuentran descritas en el Anexo 

G. 

3.1.7 Pruebas de Funcionamiento 

• Registro de usuario 

La interfaz de inicio de sesión permite que los profesionales ingresen con su correo 

electrónico y contraseña respectivos. En caso de no contar con una cuenta, pueden 

seleccionar la opción de registrarse para añadir un nuevo usuario a la base de datos. Al 

completar el registro, se mostrará un mensaje confirmando que el usuario se ha 

registrado correctamente, como se muestra en la Figura 55. 

 

Figura 55. Registro de usuario 
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El registro se reflejará en la base de datos, como se muestra en la Figura 56, junto a 

los demás profesionales que ya están registrados en el sistema. 

 

 

Figura 56. Usuarios registrados 

Una vez que se han ingresado las credenciales del profesional, se podrá iniciar sesión 

y acceder al sistema para realizar las evaluaciones correspondientes o revisar los 

registros de pacientes. 

 

Figura 57. Panel menú 

En este caso, se accede a "Nuevo Paciente" para realizar pruebas del funcionamiento 

del sistema. En la interfaz se encontrarán varios parámetros para llenar con los datos 

del paciente antes de la evaluación, con el fin de tener un registro detallado. Como se 

muestra en la Figura 58. 
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Figura 58. Interfaz de Nuevo Paciente 

 

Para evaluar la eficiencia del sistema de detección de terceros molares, se realizaron 

pruebas exhaustivas en tres casos clínicos externos de la base de datos de 

entrenamiento como de la de validación.  

Es importante recalcar que la comprobación del sistema se llevó a cabo junto con un 

profesional odontólogo. El profesional en el área de Odontología mencionó que, en 

una radiografía panorámica dental, al evaluar con la clasificación de Winter, se pueden 

presentar un máximo de cuatro resultados, ya que existen solo dos molares superiores 

y dos inferiores. 

En el caso del clasificador de Pell y Gregory, se pueden presentar un máximo de dos 

resultados, porque se basa exclusivamente en los molares inferiores. Por lo tanto, el 

total máximo de resultados es seis, este valor puede varias por la pérdida de piezas 

dentales por distintas circunstancias o posicionamiento de los Molares. 

a. Prueba 1 

• Activación de proceso 

1. Paciente Número uno: El registro se observa en la Figura 59. 
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Figura 59. Registro del paciente 

 

2. Evaluación de Radiografía Panorámica Dental: A continuación, en la Figura 60, 

Figura 61. 

 

 

Figura 60. Molar Clase 1-A detectado 
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Figura 61. Molar Vertical detectado 

3. Registro de Evaluación en la Base de datos. Se observa en la Figura 62, Figura 63. 

 

Figura 62. Datos del paciente 

 

Figura 63. Imágenes de evaluación del paciente 
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b. Prueba 2 

• Activación de proceso 

1. Paciente Número dos: El registro se observa en la Figura 64. 

 

Figura 64. Registro del paciente 

2. Evaluación de Radiografía Panorámica Dental: A continuación, en la Figura 65, 

Figura 66, Figura 67, Figura 68. 

 

Figura 65. Molar Clase 1-B detectado 
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Figura 66. Molar Clase 2-B detectado 

 

Figura 67. Molar vertical detectado 
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Figura 68. Molar mesioAngular detectad 

3. Registro de Evaluación en la Base de datos. Se observa en la Figura 69, Figura 70. 

 

Figura 69. Datos del paciente 

 

Figura 70. Imágenes de evaluación del paciente 
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c. Prueba 3 

• Activación de proceso 

1. Paciente Número tres. El registro se observa en la Figura 71. 

 

 

Figura 71. Registro del paciente 

2. Evaluación de Radiografía Panorámica Dental: A continuación, en la Figura 72, 

Figura 73, Figura 74. 

 

 

Figura 72. Molar Clase 2-A detectado 
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Figura 73. Molar vertical detectado 

 

Figura 74. Molar Horizontal detectado 

3. Registro de Evaluación en la Base de datos. Se observa en la Figura 75, Figura 76. 

 

Figura 75. Datos del paciente 
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Figura 76. Imágenes de evaluación del paciente 

3.2 Validación de resultados 

En esta sección se llevaron a cabo pruebas de funcionamiento del sistema, compuesto 

por doce modelos de Inteligencia Artificial previamente entrenadas para la detección 

de casos de molares según las clasificaciones de Pell-Gregory y Winter. Se apartaron 

592 imágenes con el fin de realizar estas pruebas de funcionamiento del sistema, 

utilizando casos clínicos de molares independientes de las bases de datos empleadas 

durante el entrenamiento. Cada una de las pruebas se realizaron con un porcentaje 

similar de imágenes para tener un número de pruebas de valores iguales. 

Al evaluar el sistema desarrollado, se emplearon las siguientes definiciones para medir 

la exactitud y la efectividad de las predicciones: 

• Verdaderos positivos (VP): Son los casos en los que el sistema identifica 

correctamente una condición como positiva y esta predicción es precisa. 

• Falsos positivos (FP): Representan los casos en los que el sistema 

incorrectamente identifica una condición como positiva, cuando en realidad es 

negativa. 

• Verdaderos negativos (VN): Corresponden a los casos en los que el sistema 

identifica correctamente una condición como negativa y esta predicción es 

acertada. 

• Falsos negativos (FN): Son los casos en los que el sistema incorrectamente 

identifica una condición como negativa, cuando en realidad es positiva. 

Estas métricas permitieron una evaluación detallada y precisa del desempeño del 

sistema, facilitando ajustes y mejoras basadas en los resultados obtenidos [49]. 

 



80 

 

3.2.1 Matriz de confusión de Winter: Mesioangular 

Se elaboró una matriz de confusión para el caso MesioAngular mediante el análisis de 

los resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente Tabla 24 . 

Tabla 24. Matriz de confusión Mesioangular 

Predicción Valor positivo Valor negativo 

Predicción Positiva 38(VP) 2(FN) 

Predicción Negativa 2(FP) 8(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 38 

El sistema detectó con precisión 38 molares que exhiben características de un molar 

Mesioangular. 

Verdaderos negativos: 8 

Se registró que el sistema descartó 8 molares de tipo vertical, entre otros y ausencia 

del molar tipo mesioangular en la radiografía panorámica. 

Falsos positivos: 2 

En 2 ciertos casos, el sistema no identificó correctamente el tercer molar, lo que sugiere 

una incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 2 

El sistema logró descartar 2 casos en los que no se observan características de un molar 

Mesioangular. 
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3.2.2 Matriz de confusión de Winter: Vertical 

Se elaboró una matriz de confusión para el caso Horizontal mediante el análisis de los 

resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la siguiente. 

Tabla 25. Matriz de confusión Vertical 

Predicción Valor positivo Valor negativo 

Predicción Positiva 40(VP) 1(FN) 

Predicción Negativa 1(FP) 8(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 40 

El sistema detectó con precisión 40 molares que exhiben características de un molar 

tipo Vertical. 

Verdaderos negativos: 8 

Se registró que el sistema descartó 8 molares de tipo mesioangular, entre otros y 

ausencia del molar tipo vertical en la radiografía panorámica. 

Falsos positivos: 1 

En 1 cierto caso, el sistema no identificó correctamente el tercer molar, lo que sugiere 

una incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 1 

El sistema logró descartar 1 caso en el que no se observan características de un molar 

Vertical. 
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3.2.3 Matriz de confusión de Winter: Distoangular 

Se elaboró una matriz de confusión para el caso Distoangular mediante el análisis de 

los resultados de 48 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 26. Matriz de confusión Distoangular 

Predicción Valor positivo Valor negativo 

Predicción Positiva 26(VP) 5(FN) 

Predicción Negativa 2(FP) 15(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 26 

El sistema detectó con precisión 26 molares que exhiben características de un molar 

tipo Distoangular. 

Verdaderos negativos: 15 

Se registró que el sistema descartó 15 molares de tipo horizontal, entre otros y ausencia 

del molar tipo distoangular en la radiografía panorámica. 

Falsos positivos: 2 

En 2 ciertos casos, el sistema no identificó correctamente el tercer molar, lo que sugiere 

una incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 2 

El sistema logró descartar 2 casos en los que no se observaban características de un 

molar distoangular. 
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3.2.4 Matriz de confusión de Winter: Horizontal 

Se elaboró una matriz de confusión para el caso Vertical mediante el análisis de los 

resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la siguiente. 

Tabla 27. Matriz de confusión Horizontal 

Predicción Valor positivo Valor negativo 

Predicción Positiva 38(VP) 2(FN) 

Predicción Negativa 2(FP) 8(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 38 

El sistema detectó con precisión 38 molares que exhibían características de un molar 

tipo horizontal. 

Verdaderos negativos: 8 

Se registró que el sistema descartó 8 molares de tipo distoangular, entre otros y 

ausencia del molar tipo horizontal en la radiografía panorámica. 

Falsos positivos: 2 

En 2 ciertos casos, el sistema no identificó correctamente el tercer molar, lo que sugiere 

una incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 2 

El sistema logró descartar 2 casos en los que no se observan características de un molar 

horizontal. 

 

 



84 

 

3.2.5 Matriz de confusión de Winter: Invertido 

Se elaboró una matriz de confusión para el caso Invertido mediante el análisis de los 

resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la siguiente. 

Tabla 28. Matriz de confusión Invertido 

Predicción Valor positivo Valor negativo 

Predicción Positiva 8(VP) 3(FN) 

Predicción Negativa 1(FP) 38(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 8 

El sistema detectó con precisión 40 molares que exhiben características de un molar 

tipo Invertido. 

Verdaderos negativos: 38 

Se registró que el sistema descartó 8 molares de tipo vertical, entre otros y ausencia 

del molar tipo invertido en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 3 

El sistema logró descartar 2 casos en los que no se observan características de un molar 

invertido. 
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3.2.6 Matriz de confusión de Pell y Gregory:  Fase 1 Clase A 

Se elaboró una matriz de confusión para el caso Fase 1 Clase A mediante el análisis 

de los resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente.  

Tabla 29. Matriz de confusión Fase 1 Clase A 

Predicción Valor positivo Valor negativo 

Predicción Positiva 36(VP) 1(FN) 

Predicción Negativa 1(FP) 12(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 36 

El sistema detectó con precisión 36 molares que exhiben características de un molar 

Fase 1 clase A. 

Verdaderos negativos: 12 

Se registró que el sistema descartó 12 molares de Fase 2 Clase A, entre otros y ausencia 

del molar Fase 1 Clase A en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 1 

El sistema logró descartar 1 caso en el que no se observan características de un molar 

Fase 1 Clase A. 
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3.2.7 Matriz de confusión de Pell y Gregory:  Fase 1 Clase B 

Se elaboró una matriz de confusión para el caso Fase 1 Clase B mediante el análisis de 

los resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 30. Matriz de confusión Fase 1 Clase B 

Predicción Valor positivo Valor negativo 

Predicción Positiva 38(VP) 1(FN) 

Predicción Negativa 1(FP) 10(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 38 

El sistema detectó con precisión 38 molares que exhiben características de un molar 

Fase 1 clase B. 

Verdaderos negativos: 10 

Se registró que el sistema descartó 10 molares de Fase 2 Clase B, entre otros y ausencia 

del molar Fase 1 Clase B en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 1 

El sistema logró descartar 1 caso en el que no se observan características de un molar 

Fase 1 Clase B. 
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3.2.8 Matriz de confusión de Pell y Gregory:  Fase 1 Clase C 

Se elaboró una matriz de confusión para el caso Fase 1 Clase C mediante el análisis de 

los resultados de 48 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 31. Matriz de confusión Fase 1 Clase C 

Predicción Valor positivo Valor negativo 

Predicción Positiva 11(VP) 2(FN) 

Predicción Negativa 2(FP) 33(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 11 

El sistema detectó con precisión 1 molares que exhiben características de un molar 

Fase 1 clase C. 

Verdaderos negativos: 33 

Se registró que el sistema descartó 33 molares de Fase 2 Clase C, entre otros y ausencia 

del molar Fase 1 Clase C en la radiografía panorámica. 

Falsos positivos: 2 

En 2 casos, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 2 

El sistema logró descartar 2 casos en los que no se observan características de un molar 

Fase 1 Clase C. 
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3.2.9 Matriz de confusión de Pell y Gregory:  Fase 2 Clase A 

Se elaboró una matriz de confusión para el caso Fase 2 Clase A mediante el análisis 

de los resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 32. Matriz de confusión Fase 2 Clase A 

Predicción Valor positivo Valor negativo 

Predicción Positiva 22(VP) 1(FN) 

Predicción Negativa 1(FP) 26(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 22 

El sistema detectó con precisión 2 molares que exhiben características de un molar 

Fase 2 clase A. 

Verdaderos negativos: 26 

Se registró que el sistema descartó 10 molares de Fase 1 Clase A, entre otros y ausencia 

del molar Fase 2 Clase A en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 1 

El sistema logró descartar 1 caso en el que no se observan características de un molar 

Fase 2 Clase A. 
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3.2.10 Matriz de confusión de Pell y Gregory:  Fase 2 Clase B 

Se elaboró una matriz de confusión para el caso Fase 2 Clase B mediante el análisis de 

los resultados de 48 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 33. Matriz de confusión Fase 2 Clase B 

Predicción Valor positivo Valor negativo 

Predicción Positiva 14(VP) 2(FN) 

Predicción Negativa 1(FP) 31(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 14 

El sistema detectó con precisión 14 molares que exhiben características de un molar 

Fase 2 clase B. 

Verdaderos negativos: 31 

Se registró que el sistema descartó 31 molares de Fase 1 Clase B, entre otros y ausencia 

del molar Fase 2 Clase B en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 2 

El sistema logró descartar 2 casos en los que no se observan características de un molar 

Fase 2 Clase B. 
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3.2.11 Matriz de confusión de Pell y Gregory:  Fase 2 Clase C 

Se elaboró una matriz de confusión para el caso Fase 2 Clase C mediante el análisis de 

los resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 34. Matriz de confusión Fase 2 Clase C 

Predicción Valor positivo Valor negativo 

Predicción Positiva 23(VP) 4(FN) 

Predicción Negativa 2(FP) 21(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 23 

El sistema detectó con precisión 3 molares que exhiben características de un molar 

Fase 2 clase C. 

Verdaderos negativos: 21 

Se registró que el sistema descartó 33 molares de Fase 1 Clase C, entre otros y ausencia 

del molar Fase 2 Clase C en la radiografía panorámica. 

Falsos positivos: 2 

En 2 casos, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 4 

El sistema logró descartar 4 casos en los que no se observan características de un molar 

Fase 2 Clase C. 
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3.2.12 Matriz de confusión de Pell y Gregory:  Fase 3 Clase C 

Se elaboró una matriz de confusión para el caso Fase 3 Clase C mediante el análisis de 

los resultados de 48 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 35. Matriz de confusión Fase 3 Clase C 

Predicción Valor positivo Valor negativo 

Predicción Positiva 7(VP) 1(FN) 

Predicción Negativa 1(FP) 39(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 7 

El sistema detectó con precisión 7 molares que exhiben características de un molar 

Fase 3 clase C. 

Verdaderos negativos: 39 

Se registró que el sistema descartó 39 molares de Fase 2 Clase C, entre otros y ausencia 

del molar Fase 3 Clase C en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 1 

El sistema logró descartar 1 caso en el que no se observan características de un molar 

Fase 3 Clase C. 
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3.2.13 Validación de resultados 

Estos parámetros son esenciales para evaluar y comparar modelos de clasificación, 

proporcionando un mejor rendimiento en términos de precisión, capacidad para 

detectar casos positivos y globalmente en la exactitud de todas las predicciones 

realizadas [49]. 

• Precisión: La precisión mide la proporción de predicciones positivas correctas 

(VP) respecto al total de predicciones positivas realizadas por el modelo (VP 

+ FP). Es decir, indica qué tan correctas son las predicciones positivas del 

modelo.  

• Sensibilidad (Recall): La sensibilidad, también conocida como recall o 

exhaustividad, mide la proporción de casos positivos que el modelo logra 

detectar correctamente (VP) respecto al total de casos positivos reales en los 

datos (VP + FN). Es decir, indica la capacidad del modelo para identificar 

correctamente los casos positivos.  

• El F1-score: Es la media armónica de precisión y sensibilidad. Es una métrica 

que combina ambos valores en un solo número, proporcionando una medida 

equilibrada del rendimiento del modelo. 

• Exactitud: La exactitud mide la proporción de predicciones correctas (tanto 

positivas como negativas) realizadas por el modelo respecto al total de 

muestras evaluadas.  

 

a. Cálculos de Winter: MesioAngular 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  (2) 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

38

(38 + 2)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.95   
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•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  (3) 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

38

(38 + 2)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.95   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  (4) 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.95 ∗ 0.95

0.95 + 0.95
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.95   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

(5) 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

38 + 8

38 + 2 + 2 + 8
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.92   

b. Cálculos de Winter: Vertical 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

40

(40 + 1)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.976   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

40

(40 + 1)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.976   

•  F1_score 
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  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.976 ∗ 0.976

0.976 + 0.976
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.976   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

40 + 8

40 + 1 + 1 + 8
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.96   

c. Cálculos de Winter: Distoangular 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

26

(26 + 2)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.929   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

26

(26 + 5)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.839   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.929 ∗ 0.839

0.929 + 0.839
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.882   

• Exactitud 
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𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

26 + 15

26 + 2 + 2 + 15
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.854   

d. Cálculos de Winter: Horizontal 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

38

(38 + 2)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.95   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

38

(38 + 2)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.95   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.95 ∗ 0.95

0.95 + 0.95
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.95   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

38 + 8

38 + 2 + 2 + 8
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.92   
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e. Cálculos de Winter: Invertido 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

8

(8 + 1)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.889   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

8

(8 + 3)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.727   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.889 ∗ 0.727

0.889 + 0.727
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.800   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

8 + 38

8 + 1 + 3 + 38
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.92   

 

f. Cálculos de Pell y Gregory: Fase 1 Clase A 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

36

(36 + 1)
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  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.973   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

36

(36 + 1)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.973   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.973 ∗ 0.973

0.973 + 0.973
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.972   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

36 + 12

36 + 1 + 1 + 12
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.96   

   

g. Cálculos de Pell y Gregory: Fase 1 Clase B 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

38

(38 + 1)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.974   

   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
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𝑅𝑒𝑐𝑎𝑙𝑙 =  

38

(38 + 1)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.974   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.974 ∗ 0.974

0.974 + 0.974
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.974   

   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

38 + 10

38 + 1 + 1 + 10
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.96   

 

h. Cálculos de Pell y Gregory: Fase 1 Clase C 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

11

(11 + 2)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.846   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

11

(11 + 2)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.846   

•  F1_score 
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  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.846 ∗ 0.864

0.846 + 0.864
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.846   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

11 + 33

11 + 2 + 2 + 33
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.917   

i. Cálculos de Pell y Gregory: Fase 2 Clase A 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

22

(22 + 1)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.957   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

22

(22 + 1)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.957 

 
 

  

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.957 ∗ 0.957

0.957 + 0.957
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.957   
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• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

22 + 26

22 + 1 + 1 + 26
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.957   

 

j. Cálculos de Pell y Gregory: Fase 2 Clase B 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  

14

(14 + 1)
 

  

  𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  0.933   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

14

(14 + 2)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.875   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.933 ∗ 0.875

0.933 + 0.875
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.902    

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

14 + 31

14 + 1 + 2 + 31
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.938   
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k. Cálculos de Pell y Gregory: Fase 2 Clase C 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

23

(23 + 2)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.92   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

23

(23 + 4)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.852   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.92 ∗ 0.852

0.92 + 0.852
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.884   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

23 + 21

23 + 4 + 2 + 21
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.88   

 

 

l. Cálculos de Pell y Gregory: Fase 3 Clase C 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
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𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

7

(7 + 1)
 

  

  𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  0.875   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

7

(7 + 1)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.875   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.875 ∗ 0.875

0.875 + 0.875
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.875   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

7 + 39

71 + 1 + 1 + 39
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.9583   

A continuación, se presenta la Figura 77, que detalla los valores específicos de los doce 

parámetros utilizados para validar el modelo de detección de doce categorías de 

molares. Cada barra que corresponde a una categoría distinta contiene los datos de la 

eficiencia y precisión del modelo en la detección de cada categoría de los molares. La 

información proporcionada en la figura es esencial para comprender el rendimiento 

del modelo en diversos contextos, permitiendo así una evaluación completa y detallada 

de su capacidad predictiva. 
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Figura 77. Matriz de confusión 

Basándose en los parámetros de validación analizados, se concluye que el sistema de 

detección presenta una alta precisión y sensibilidad, demostrando su capacidad para 

identificar especialmente los casos de terceros molares según las clasificaciones de 

Pell-Gregory y Winter. El parámetro F1-score se utiliza para evaluar porcentualmente 

el rendimiento y la versatilidad del modelo cuando se aplica en pruebas con 

radiografías panorámicas dentales de pacientes externos a la base de datos. Este valor, 

que se normaliza entre 0 y 1 (donde 1 representa un rendimiento perfecto y 0 un 

rendimiento nulo), tras el proceso de cálculo del F1-score del sistema mostró un 

promedio total de 0.90. 

 𝑹𝒆𝒏𝒅𝒊𝒎𝒊𝒆𝒏𝒕𝒐 𝒅𝒆𝒍 𝒔𝒊𝒔𝒕𝒆𝒎𝒂 = 𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 ∗ 𝟏𝟎𝟎 (6) 

𝑹𝒆𝒏𝒅𝒊𝒎𝒊𝒆𝒏𝒕𝒐 𝒅𝒆𝒍 𝒔𝒊𝒔𝒕𝒆𝒎𝒂 = 𝟎. 𝟗𝟎𝟔 ∗ 𝟏𝟎𝟎 

𝑹𝒆𝒏𝒅𝒊𝒎𝒊𝒆𝒏𝒕𝒐 𝒅𝒆𝒍 𝒔𝒊𝒔𝒕𝒆𝒎𝒂 = 𝟗𝟎. 𝟔% 

Este porcentaje refleja el rendimiento del sistema inteligente de evaluación de terceros 

molares basado en aprendizaje automático y procesamiento de imágenes. Es 

fundamental entender que este parámetro puede variar considerablemente debido a 

factores como la falta de piezas dentales en pacientes de edad avanzada y la presencia 

de dientes no erupcionados en pacientes jóvenes con detención primaria. 
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3.3 Presupuesto 

El cálculo del presupuesto para el sistema de evaluación inteligente de terceros molares 

basado en aprendizaje automático y procesamiento de imágenes se llevó a cabo a 

través de un análisis detallado del diseño y desarrollo. Para el diseño, se tomaron en 

cuenta las horas dedicadas a la programación y el salario de un ingeniero en 

telecomunicaciones, el cual, según el Ministerio de Trabajo de Ecuador, es de 858 

dólares mensuales. El cálculo del salario diario se realizó considerando un total de 21 

días laborables por cada mes. 

 
𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝐱𝐝í𝐚 =

𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝒙𝒎𝒆𝒔

𝑫í𝒂𝒔 𝒍𝒂𝒃𝒐𝒓𝒂𝒃𝒍𝒆𝒔
 

 

(7) 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥𝑑í𝑎 =
858

21
 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥𝑑í𝑎 = 40.86$ 

Según el Ministerio de Trabajo de Ecuador, la jornada laboral es de 8 horas, y se 

emplea una fórmula específica para calcular el valor de una hora de trabajo en dólares. 

 
𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝒙𝒉𝒐𝒓𝒂 =

𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝒙𝒅𝒊𝒂

𝑯𝒐𝒓𝒂𝒔 𝒍𝒂𝒃𝒐𝒓𝒂𝒃𝒍𝒆𝒔
 

 

(8) 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥ℎ𝑜𝑟𝑎 =
40.86

8
 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥ℎ𝑜𝑟𝑎 = 5.11$ 

El proyecto tuvo de un tiempo de desarrollo de 2 meses, dando un total de $1716 

Para el entrenamiento, se tuvo la colaboración del profesional odontológico, quien 

participó en la clasificación y etiquetado de cada caso clínico molar de Pell-Gregory y 

Winter. Según el Ministerio de Trabajo, los profesionales de la salud en el área de 

Odontología tienen un salario aproximado de 1000 dólares. El cálculo del salario diario 

se realizó considerando un total de 21 días laborables por cada mes. 

 
𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝐱𝐝í𝐚 =

𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝒙𝒎𝒆𝒔

𝑫í𝒂𝒔 𝒍𝒂𝒃𝒐𝒓𝒂𝒃𝒍𝒆𝒔
 

 

(7) 



105 

 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥𝑑í𝑎 =
1000

21
 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥𝑑í𝑎 = 47.619$ 

Se contó con la supervisión del odontólogo por 2 días a la semana, considerando el 

tiempo dedicado al etiquetado y clasificación, que fue de aproximadamente 2 meses, 

dando un total de 16 días. 

𝑺𝒂𝒍𝒂𝒓𝒊𝒐 = 𝑫í𝒂𝒔 𝒍𝒂𝒃𝒐𝒓𝒂𝒃𝒍𝒆𝒔 𝑥 𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝐱𝐝í𝐚 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜 = 16 𝑥 47.619$ 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜 = 761.9$ 

Esto da un total de 761.9$ por los honorarios de profesional en el área de la 

Odontología. Se emplearon diversos materiales y servicio profesionales en el área de 

la Odontología para la ejecución del proyecto, los cuales están detallados en la tabla 

adjunta. 

Tabla 36. Presupuesto 

Ítem Detalle Valor total 

1 Acceso a Bases de Datos $100 

2 Desarrollo del proyecto $1,716 

3 Materiales de Oficina $40 

4 Servicios Profesionales en el Área de la Odontología. $761.9 

5 Movilización $40 

6 Total $2,617.9 
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CAPÍTULO IV. CONCLUSIONES Y RECOMENDACIONES 

4.1 Conclusiones  

• El análisis de las características anatómicas de los terceros molares, apoyado 

en las clasificaciones de Pell-Gregory y Winter, las cuales se enfocan en la 

angulación, la profundidad y la relación con estructuras anatómicas adyacentes 

de cada categoría de tercer molar, identificando sus posiciones, permitió un 

estudio preciso y la selección de 12 categorías comunes junto al uso de 2592 

imágenes radiográficas. La implementación de redes neuronales 

convolucionales como técnica de aprendizaje automatizado facilitó una 

clasificación efectiva de estas categorías, optimizando el proceso de 

evaluación. Además, el procesamiento de las radiografías en escala de grises 

estandarizó las imágenes a un solo formato, evitando la saturación de blancos 

y grises.  

• Google Colab como plataforma de entrenamiento, junto con YOLOv8x, 

permitió desarrollar redes neuronales convolucionales eficientemente, 

superando a FASTER R-CNN y SSD en velocidad de detección, de fácil uso y 

manejo de parámetros de entrenamiento. Los entrenamientos se realizaron 

durante un tiempo de entre 20 y 30 minutos por modelo, optimizando el 

proceso con 45-55 épocas para alinear el entrenamiento con la curva de 

aprendizaje. Además, la utilización de la librería OpenCV facilitó la 

conversión inmediata de radiografías a escala de grises, evitando saturaciones 

en su transformación. La integración de estas herramientas permitió lograr una 

precisión del sistema del 90.6%, demostrando la efectividad del enfoque en el 

procesamiento y entrenamiento de modelos de Inteligencia Artificial con 

imágenes odontológicas. 

• El desarrollo de la interfaz para la evaluación inteligente de terceros molares 

en Python resultó efectivo con la utilización de librerías compatibles con las 

redes neuronales entrenadas con YOLOv8. La biblioteca customtkinter 

permitió crear una interfaz amigable para los profesionales de la Odontología, 
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mientras que Firebase Admin, facilitó el almacenamiento y manejo de datos 

clínicos, para posteriores estudios de casos clínicos. Esta combinación de 

herramientas consiguió crear una hoja clínica junto a un historial para la 

evaluación de terceros molares. 

 

4.2 Recomendaciones 

• Se recomienda expandir la base de datos actual de 2000 imágenes totales de 

terceros molares, a una de mayor cantidad posible de imágenes en cada 

subcategoría. Esta ampliación permitirá al modelo de Inteligencia Artificial 

entrenarse con un conjunto de datos más extenso y variado, mejorando así su 

capacidad de generalización y adaptabilidad. Esto generará un aumento en la 

precisión del sistema hasta un 99% en la evaluación de los terceros molares. 

• Para optimizar la gestión y almacenamiento de los registros clínicos, se sugiere 

la adquisición de un plan de pago en Firebase ya que el plan gratuito ofrece 

50.000 lecturas/día, 20.000 escritura/día y 10GB de almacenamiento. Esta 

migración permitirá manejar un mayor volumen de datos con mejor capacidad 

al permitir realizar por lo menos con 100.000 lecturas/día, 100.000 

escritura/días, 100.000 eliminaciones, 100GB de almacenamiento y descargas, 

también de contar con encriptación de extremo a extremo en su seguridad. 

• Se recomienda adquirir Google Colab Pro o Pro+ para aprovechar mayores 

recursos de procesamiento y reducir el tiempo de entrenamiento del modelo. 

El plan gratuito contiene limitaciones tanto en la CPU, GPU y TPU, con 

sesiones de 12 horas que a menudo son interrumpidas después de 1-2 horas de 

inactividad en el caso de entrenamiento de IAs se reduce a un número de 6 

entrenamientos por día. Con Colab Pro, permitirá entrenar modelos más 

complejos de manera más eficiente sin ninguna limitación, logrando sesiones 

hasta después de 24 horas sin interrupciones, junto a entrenamientos 

prolongados y podrán completarse rápidamente, permitiendo iterar y mejorar 

el modelo con mayor frecuencia. 
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ANEXOS 

Anexo A. CARACTERÍSTICAS DEL EQUIPO PC 

PC ASUS TUF DASH F15 FX517ZC 

 

Figura A1. PC ASUS TUF DATASHEET 
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Anexo B. ETIQUETADO DE CASOS CLINICOS MOLARES 

 

Figura B1. Etiquetado de caso molar Clase 1 

 
 

Figura B2. Etiquetado de caso molar Fase 3 
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Figura B3. Etiquetado de caso molar Horizontal 

 

Figura B4. Etiquetado de caso molar Distoangular 

 

 

Figura B5. Etiquetado de caso molar Fase 1. 

 

 

Figura B6. Etiquetado de caso molar Vertical. 
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Figura B7. Etiquetado de caso molar vertical. 

 

Figura B8. Etiquetado de caso molar Fase 2. 

 

Figura B9. Etiquetado de caso molar Fase 2. 
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Anexo C. GRÁFICAS DE ENTRENAMIENTOS. 

 

 

Figura C1. Gráfica de Entrenamiento 100 épocas Distoangular 

 

Figura C2. Gráfica de Entrenamiento 55 épocas Horizontal 

 

Figura C3. Gráfica de Entrenamiento 45 épocas MesioAngular 
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Figura C4. Gráfica de Entrenamiento 45 épocas Fase 1 clase A 

  

 

Figura C5. Gráfica de Entrenamiento 45 épocas Fase 3 Clase C 

 

Figura C6. Gráfica de Entrenamiento 55 épocas Vertical 

 

Figura C7. Gráfica de Entrenamiento 45 épocas Fase 2 Clase A 
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Figura C8. Gráfica de Entrenamiento 45 épocas Fase 1 Clase B 

 

Figura C9. Gráfica de Entrenamiento 55 épocas  Fase 2 Clase C 

 

Figura C10. Gráfica de Entrenamiento 100 épocas Mesioangular 

 

Figura C11. Gráfica de Entrenamiento 45 épocas Fase 2 Clase B 
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Anexo D. ARCHIVOS ENTREGADOS POR YOLO 

 

 

Figura D1.val batch0 

  

Figura D2. val batch1 
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Figura D3. Val batch2 

  

Figura D4. Val batch3 
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Figura D5. Labels 

  

Figura D6. Labels correlogram 

  

Figura D7. Confusion matriz 
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Figura D8. Recall 

  

Figura D9. P-recall 

   

Figura D10. Precision curve 
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Anexo E. PRUEBAS DE FUNCIONAMIENTO 

 

Figura E1. Prueba de funcionamiento Mesioangular. 

 

 

Figura E2. Prueba de funcionamiento Distoangular. 
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Figura E3. Prueba de funcionamiento Fase 1 Clase A. 

 

Figura E4. Prueba de funcionamiento Fase 2 Clase B. 

 

Figura E5. Prueba de funcionamiento Fase 3 Clase C. 
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Figura E6. Prueba de funcionamiento Fase 2 Clase A. 

 

Figura E7. Prueba de funcionamiento Vertical. 
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Anexo F. MATRICES DE CORRELACIÓN 

 

Figura F1. Matriz de correlación Mesioangular. 

 

Figura F2. Matriz de correlación Distoangular. 
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Figura F3. Matriz de correlación Vertical. 

 

Figura F4. Matriz de correlación Horizontal. 
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Figura F5. Matriz de correlación Fase 1 Clase A. 

 

Figura F6. Matriz de correlación Fase 2 Clase B. 
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Figura F7. Matriz de correlación Fase 3 Clase C. 

 

Figura F8. Matriz de correlación Fase 2 Clase C. 
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Anexo G. INTERFAZ GRÁFICA 

 

Figura G1. Interfaz login 

 

Figura G2. Interfaz paciente 
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Anexo H. AVAL DEL PROFESIONAL DE ODONTOLOGIA. 
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Anexo I. CÓDIGO DEL SISTEMA. 

import cv2 
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import os 
import firebase_admin 
from firebase_admin import credentials, storage 
import customtkinter as ctk 
from PIL import Image, ImageTk 
 
import subprocess 
 
ctk.set_appearance_mode("light") 
 
# Crear ventana 
root = ctk.CTk() 
root.title("PACIENTE") 
root.geometry(f"{root.winfo_screenwidth()}x{root.winfo_screenheight()
}+0+0") 
 
######_FRAME_############ 
# Frame principal 
f = CTkFrame(master=root,fg_color="#7EC4CF",width=400, height=820) 
f.place(relx=0, rely=0) 
 
f2 = CTkFrame(master=f,fg_color="#FFFFFF",width=370, height=750, 
corner_radius=20) 
f2.place(relx=0.035, rely=0.07) 
 
f3 = CTkFrame(master=root,fg_color="#FFFFFF",width=1165, height=800, 
corner_radius=20) 
f3.place(relx=0.26, rely=0.01) 

 

  with open(txt_file_path, "w") as file: 

        for model_path, model_name, tab_name, confidence_threshold, 

comment in zip(model_paths, model_names, tab_names, 

confidence_thresholds, comments): 

            model = YOLO(model_path) 

            image_path = 

"C:/Users/ASUS/Desktop/dataset/bellygregory/Clase2faseA/15.png" 

            image = cv2.imread(image_path) 

            image_resized = cv2.resize(image, (800, 600)) 

            results = model(image_resized, conf=confidence_threshold) 

            has_detection = any(len(result) > 0 for result in 

results) 

            if has_detection: 

                detections.append(f"{model_name} ({tab_name}): Se 

detectó al menos un objeto.") 

                file.write(f"{model_name} ({tab_name}): Se detectó al 

menos un objeto.\n") 

 

                tab = tabview.add(tab_name) 

 

                for i, result in enumerate(results): 
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                    annotated_image = result.plot(conf=True, 

labels=False) 

 

                     

                    save_path = os.path.join(save_images_dir, 

f"{tab_name}_detection_{i}.jpg") 

                    cv2.imwrite(save_path, annotated_image) 

                    file.write(f"Imagen de detección guardada en: 

{save_path}\n") 

 

                     

                    upload_image(save_path, 

f"{tab_name}_detection_{i}.jpg") 

 

                     

                    display_image(tab, save_path) 

                 

          

                comment_textbox = ctk.CTkTextbox(tab, 

height=100,font=('Bold',18)) 

                comment_textbox.pack(padx=10, pady=10, fill="x") 

                comment_textbox.insert("0.0", comment) 

                comment_textbox.configure(state="disabled")   

                 

                upload_file(txt_file_path, "resultados.txt") 

            else: 

                detections.append(f"{model_name} ({tab_name}): No se 

detectó ningún objeto.") 

                file.write(f"{model_name} ({tab_name}): No se detectó 

ningún objeto.\n") 

    for detection in detections: 

        print(detection) 
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RESUMEN EJECUTIVO 

En este proyecto se exploran las características anatómicas de los terceros molares y 

la aplicación de técnicas avanzadas de aprendizaje automatizado y procesamiento de 

imágenes para su evaluación. Se utilizaron las clasificaciones de Pell-Gregory y 

Winter para estructurar la base de datos con 2592 casos clínicos en 12 categorías 

principales, lo que permitió entrenar modelos precisos utilizando el algoritmo YOLO 

en su versión YOLOV8x. La selección de herramientas y software adecuados fue 

fundamental para el desarrollo exitoso del modelo de Inteligencia Artificial, la 

plataforma Google Colab se eligió para el entrenamiento debido a su alta velocidad de 

procesamiento, lo cual permitió alcanzar un entrenamiento óptimo entre 45 y 55 

épocas en cada categoría de los terceros molares. 

Además, se desarrolló de una interfaz para la evaluación de terceros molares se logró 

mediante CustomTkinter, ya que el YOLOv8 tiene una amplia compatibilidad de 

librerías en Python en comparación con versiones anteriores y otros algoritmos de 

Visión Artificial disponibles que facilitó la creación de una plataforma interactiva y 

amigable para los profesionales de Odontología. Además, para la gestión y 

almacenamiento de datos clínicos, se implementó Firebase Admin, permitiendo la 

recopilación y organización de los resultados de cada caso clínico. Esto llevo al 

desarrollo de una plantilla clínica odontológica integral que incluye los parámetros 

esenciales necesarios para las revisiones posteriores por parte de los odontólogos. 

En conjunto, este sistema avanzado mejora la precisión en el diagnóstico y evaluación 

de terceros molares, optimizando la práctica odontológica mediante una integración 

efectiva de tecnologías de Inteligencia Artificial y herramientas de desarrollo, 

proporcionando un enfoque eficiente y preciso en el manejo de datos clínicos. 

Palabras clave: Yolo, Winter, Pell y Gregory, Fire base, Python, Labelme. 

 

 



XX 

 

ABSTRACT 

This project explores the anatomical characteristics of third molars and applies 

advanced techniques in automated learning and image processing for their evaluation. 

The Pell and Gregory, and Winter classifications were used to structure a database of 

2592 instances into 12 main categories, enabling precise model training using the 

YOLO algorithm in its YOLOv8x version. The selection of appropriate tools and 

software was pivotal for the successful development of the artificial intelligence 

model; Google Colab was chosen for training due to its high processing speed, 

achieving optimal training within 45 to 55 epochs for each category of third molars. 

Additionally, an interface for third molar evaluation was developed using 

CustomTkinter, leveraging YOLOv8's extensive compatibility with Python libraries 

compared to earlier versions and other available artificial vision algorithms. This 

facilitated the creation of an interactive and user-friendly platform for dental 

professionals. For clinical data management and storage, Firebase Admin was 

implemented, enabling the collection and organization of results from each clinical 

case. This led to the development of a comprehensive dental clinical template 

containing essential parameters necessary for subsequent reviews by dentists. 

Overall, this advanced system enhances accuracy in diagnosing and evaluating third 

molars, optimizing dental practices through effective integration of artificial 

intelligence technologies and development tools, providing an efficient and precise 

approach to managing clinical data. 

Keywords: Yolo, Winter, Pell and Gregory, Fire base, Python, Labelme. 
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CAPÍTULO I. MARCO TEÓRICO 

1.1 Tema de investigación 

Sistema de evaluación inteligente de terceros molares basado en aprendizaje 

automático y procesamiento de imágenes. 

1.1.1 Planteamiento del problema 

La influencia de la tecnología en la vida cotidiana es cada vez más notoria, como en la 

medicina, la industria y la seguridad, entre otros. Uno de los ejemplos más 

sobresalientes se manifiesta en el ámbito de la salud, donde las herramientas 

tecnológicas están adquiriendo una relevancia significativa como diseño de prótesis 

dentales y control de tratamientos.   

Uno de estos casos, a nivel global, se han realizado cirugías maxilofaciales dedicadas 

al tratamiento de diversas afecciones que afectan la boca, la mandíbula, así como la 

región craneal y cervical. Entre los desafíos patológicos más extendidos a nivel 

mundial se encuentra la impacción dental, que se manifiesta cuando un diente no puede 

o no logra emerger en su posición funcional normal [1]. 

En el grupo de edades entre los 17 y 30 años, la mayoría de las personas han 

experimentado intervenciones quirúrgicas, particularmente relacionadas con la 

extracción de piezas dentales, tratamientos ortodónticos y razones protésicas. Un 

estudio en Medellín, Colombia, evaluó terceros molares en 157 historias clínicas; la 

mayoría siendo mujeres. Donde existían datos específicos sobre la prevalencia de 

impactación de los terceros molares, presentando síntomas como dolor agudo, 

inflamación, molestia al masticar, dolor de garganta, dolor de cabeza y mal aliento. 

Adicionalmente, un 40.8% busca tratamiento ortodóntico, mientras que un 13.4% 

acude por razones protésicas. En total se evaluaron 515 terceros molares. Los 

resultados indican que el tercer molar más impactado fue el 28 (25.6%), seguido por 

el 18 (25.4%), el 48 (24.6%) y el 38 (24.2%). El 61.9% de las personas se sometieron 

a la extracción de todos sus terceros molares, siendo más común encontrar terceros 
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molares impactados en el maxilar superior en ambos géneros. El 38.1% a pesar de 

presentar síntomas que indican problemas con los terceros molares, estos no tenían 

relación con los mismos, a pesar de usar métodos de clasificación como los de Pell, 

Gregory y Winter, los cuales consideran el grado de impactación, la angulación de los 

molares y su relación con el borde de la rama mandibular, basándose principalmente 

en la evaluación visual por parte del odontólogo. Estos eran producidos por problemas 

de encías, Trastornos de la articulación temporomandibular (ATM), caries o 

infecciones en otras piezas dentales, a pesar de que estos fueran diagnosticados para 

una intervención quirúrgica, se pudo evitar al realizar estudios más exhaustivos 

tomando un más de tiempo [2]. 

A nivel nacional, el Ministerio de Salud proporciona información esencial para 

mejorar la salud bucal siguiendo protocolos publicados por última vez en 2014 y que 

han estado siendo empleados hasta el día de hoy. A pesar de que estos aún se 

encontraban en proceso de actualización, la llegada de la pandemia del COVID-19 ha 

impedido la actualización de estos protocolos hasta la fecha. Esta falta de actualización 

dificulta la obtención de datos actuales que permitan comprender la prevalencia de los 

terceros molares retenidos, incluyendo sus posiciones, angulación y otras 

características en la población ecuatoriana. La ausencia de esta información 

obstaculiza la toma de decisiones clínicas y la planificación de estrategias de 

prevención junto a tratamientos en el campo de la Odontología. Además, en el último 

protocolo publicado, indica un máximo de 45 minutos en cada cita, la mayoría de los 

diagnósticos, siendo estos forzosos a una evaluación inmediata y toma de decisiones 

apresuradas, evitando un estudio más exhaustivo.  

Por lo tanto, dentro del Ecuador, en el área de la Odontología se indica que el 55% de 

casos clínicos en la población son diagnósticos de problemas de encías o caries no 

relacionadas con los terceros molares. El otro 45% son casos que presentan síntomas 

de impactación de los terceros molares. La mayoría de los casos se diagnostican como 

Odontectomía; extracción del tercer molar por procedimiento quirúrgico causado por 

una toma de decisión forzosa [3]. 

A nivel de Tungurahua en la ciudad de Ambato, en los distintos centros de Salud existe 

la atención odontológica, pero en su mayoría brindan una atención básica de 



3 

 

tratamientos de caries y extracción de piezas dentales, en casos relacionados con los 

terceros molares estos llegan a tomar mucho tiempo, ya que se debe hacer uso de 

Equipos de Rayos X previamente al diagnóstico. Por lo tanto, muchos de los pacientes 

por falta de una buena atención clínica optan por acudir a entidades privadas por una 

atención inmediata donde por lo general no solo el paciente se realiza una Radiografía 

panorámica dental, sino también una Radiografía periapical. Un profesional 

Odontológico de la provincia manifestó que esta segunda radiografía se realiza por la 

falta de visión detallada de las piezas dentales de la Radiografía panorámica, causando 

gastos excesivos para un diagnóstico más exhaustivo [4]. 

La falta de una evaluación eficiente y precisa de terceros molares en pacientes, de la 

dependencia significativa de una evaluación manual, donde la interpretación subjetiva 

de imágenes radiográficas puede llevar a diagnósticos inconsistentes y a errores en la 

identificación de condiciones relacionadas con terceros molares. Además, debido a 

limitaciones de tiempo en la práctica clínica, los profesionales de la salud pueden verse 

presionados para realizar evaluaciones superficiales o apresuradas, lo que compromete 

la calidad de la atención. La falta de una experiencia uniforme entre los profesionales 

en la evaluación de terceros molares también contribuye a esta problemática, 

generando error al diagnosticar problemas de manera efectiva. 

Las consecuencias de este problema son significativas, porque afecta a los 

profesionales de la salud y a los pacientes. Los diagnósticos erróneos o tardíos de 

condiciones relacionadas con terceros molares pueden resultar en procedimientos 

quirúrgicos innecesarios o la omisión de tratamientos adecuados, lo que tiene 

implicaciones directas en la calidad de la atención y la satisfacción de los pacientes. 

Además, esto genera la pérdida de tiempo y recursos para los profesionales, para las 

instituciones de atención médica y por supuesto para los mismos pacientes. 

1.2 Antecedentes investigativos 

En 2023, Vathsala Patil y colaboradores de Manipal College of Dental Sciences, en la 

investigación "Evaluación de la edad a través de la longitud de las raíces de los 

segundos y terceros molares permanentes mandibulares mediante aprendizaje 

automático y redes neuronales artificiales", en el cual se utilizó el software ImageJ 
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para medir la longitud de las raíces mesiales y distales. Se archivaron datos de 1000 

radiografías panorámicas de pacientes de entre 12 y 25 años, y se utilizaron modelos 

como máquina de vectores de soporte (SVM) y bosque aleatorio (RF) para entrenar, 

probar y analizar las mediciones. La raíz mesial del tercer molar del lado derecho fue 

un buen predictor de la edad, con el SVM mostrando la mayor precisión del 86,4% 

para la clase 2. En general, el estudio demostró que el modelo de aprendizaje profundo 

funcionó mejor que los modelos de aprendizaje automático para la predicción de la 

edad [5]. 

En 2022, Eunhye Choi y colaboradores de la Universidad Nacional de Seúl, en la 

investigación “Inteligencia Artificial en el posicionamiento entre el tercer molar 

mandibular y el nervio alveolar inferior en radiografía panorámica”, en el cual se 

desarrolló un modelo de Inteligencia Artificial para determinar dos relaciones 

posicionales entre el tercer molar mandibular y el nervio alveolar inferior cuando se 

superponían en radiografías panorámicas. Se utilizaron 571 imágenes panorámicas 

para el estudio, y se entrenó un modelo de red neuronal convolucional profunda con 

arquitectura ResNet-50. Los resultados mostraron que el modelo de IA tuvo un mejor 

rendimiento en la determinación de la posición vestibulolingual (exactitud 0,76, 

precisión 0,83, recuperación 0,67 y puntuación F1 0,73) en comparación con la 

determinación de la posición de contacto real (exactitud 0,63, precisión 0,62, 

recuperación 0,63 y puntuación F1 0,61), superando en precisión a los especialistas en 

cirugía oral y maxilofacial [6]. 

En 2022, Mahmut Emin Celik, en la investigación “Herramienta de detección basada 

en aprendizaje profundo para terceros molares mandibulares impactados”, en el cual 

se desarrolló un sistema de detección asistido por computadora utilizando redes 

neuronales convolucionales profundas para identificar terceros molares impactados en 

radiografías panorámicas. Se utilizó un conjunto de 440 radiografías panorámicas de 

300 pacientes y se probaron diferentes arquitecturas como Faster RCNN con 

ResNet50, AlexNet, VGG16, y YOLOv3. El modelo YOLOv3 mostró el mejor 

rendimiento con un mA 0.5 de 0,96 y una precisión de 0,88 [7]. 

En un estudio de 2021 publicado en "Scientific Reports" por Jeong-Hun Yoo y 

colaboradores, se empleó una red neuronal convolucional (CNN) para predecir la 
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dificultad de extracción de terceros molares mandibulares usando imágenes 

radiográficas panorámicas. Se analizaron 1053 molares de 600 imágenes, utilizando la 

puntuación de dificultad de Pederson (PDS). El modelo ResNet-34, entrenado con 

ImageNet, mostró precisiones de 78,91%, 82,03% y 90,23% para evaluar profundidad, 

relación ramal y angulación, respectivamente. Este enfoque confirmó la efectividad de 

las CNN para predecir dificultades quirúrgicas en Odontología [8]. 

En 2020, Myrthel Vranckx de la Universidad de Lovaina, en la investigación 

"Mediciones de angulación molar impulsadas por Inteligencia Artificial (IA) para 

predecir la erupción del tercer molar en radiografías panorámicas", en la cual se utilizó 

una red neuronal convolucional con ResNet-101 para segmentar automáticamente los 

molares inferiores en radiografías panorámicas y calcular sus orientaciones. Los 

resultados de este modelo mostraron una precisión en la segmentación molar y en la 

estimación de orientaciones de hasta un 98,1% [9]. 

1.3 Fundamentación teórica 

Los elementos clave de esta investigación incluyen: el procesamiento y la adquisición 

de imágenes, la Visión Artificial, la Odontología, las radiografías panorámicas, y los 

terceros molares, todos fundamentales para el desarrollo del estudio. 

1.3.1 Inteligencia Artificial 

El objetivo es dotar a las máquinas de la capacidad para ejecutar tareas que 

tradicionalmente realizan los seres humanos. Esta capacitación se clasifica en 

diferentes tipos, incluyendo: 

a.  Machine learning 

Es un campo clave dentro de la informática, donde se crean algoritmos que analizan 

datos para extraer características relevantes y generar resultados interpretativos a partir 

de la información ingresada al sistema. Este proceso implica la segmentación de datos, 

la extracción de características y la clasificación, lo que facilita la identificación y la 

comprensión de cómo se relacionan entre sí diferentes características. La Figura 1, 
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ilustra los distintos procesos involucrados, que incluyen la entrada de datos, la 

segmentación, la extracción de datos, la clasificación y la salida [10]. 

 

Figura 1.Machine Learning [10] 

b. Deep Learning 

En este modelo, no se contempla una etapa de segmentación ni de extracción de 

características; en su lugar, el sistema clasifica automáticamente los datos a través de 

un proceso de entrenamiento. Esto elimina la necesidad de intervención humana, lo 

que lo convierte en un sistema altamente autónomo. Según se muestra en la Figura 2, 

la estructura del Aprendizaje Profundo consiste en entrada, clasificación y salida [11]. 

 

Figura 2. Deep Learning [11] 
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c. Neurona  

En el contexto del algoritmo computacional, según lo representado en la Figura 3, este 

recibe datos de entrada (x) y, a través de una transformación matemática, los 

reinterpreta de manera diferente (y) [12]. 

 

Figura 3.Funcionamiento de una neurona [12] 

La Figura 4, una neurona es un elemento básico que simula el comportamiento de una 

neurona biológica. Cada neurona en una red neuronal artificial cumple con funciones 

específicas y contribuye al proceso de aprendizaje y toma de decisiones de la red. 

 

Figura 4. Red Neuronal [12] 

d. Capacidad de computador para entrenamiento 

La capacidad de cómputo de un ordenador para el entrenamiento en Inteligencia 

Artificial es vital para ejecutar modelos complejos eficientemente. Incluye 

procesadores (CPU) para operaciones secuenciales, GPUs para cálculos paralelos en 

redes neuronales, y memoria RAM para manejar grandes conjuntos de datos. El 

almacenamiento rápido (SSD NVMe) mejora los tiempos de carga, y la conectividad 

de red es esencial para el entrenamiento distribuido. TPUs optimizan operaciones 

específicas de IA. Las configuraciones varían desde setups básicos hasta avanzados, 

combinando estos componentes para acelerar el entrenamiento y procesar datos a gran 

escala, equilibrando rendimiento y costo [12]. 



8 

 

e.  Tipos de datos 

• Estructurados: Se encuentran estructurados, ya sea en forma de una tabla de 

datos o representados mediante un gráfico. Siguen algún tipo de estructura o 

disposición específica. 

• No Estructurados: No presentan una organización clara o un orden evidente, 

abarcando diferentes tipos de contenido como audio, texto, imágenes y videos. 

 

1.3.2  Procesamiento digital de imágenes 

El procesamiento digital de imágenes es una disciplina que tiene aplicaciones en una 

amplia gama de áreas, tales como la industria, la ganadería, la agricultura, la medicina 

y la biometría. Su principal objetivo es la utilización de técnicas especializadas para la 

identificación precisa de patrones específicos. Para lograr esto, se emplean 

herramientas avanzadas de análisis, entre las que se incluyen la transformada de 

Fourier, la transformada Z y el teorema de convolución. Estas herramientas son 

fundamentales para el desarrollo de filtros y el tratamiento eficaz de señales, 

permitiendo así mejorar la precisión y la efectividad en la identificación de patrones 

en imágenes digitales como se muestra en la Figura 5 [13]. 

 

Figura 5. Procesamiento de imágenes [13] 

La Figura 6 ilustra el sistema básico de Procesamiento Digital de Señales (DSP), la 

señal analógica se filtra para eliminar ruido con un filtro de entrada, se convierte a 

digital con un ADC para procesarla digitalmente con técnicas DSP, se reconvierte a 
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analógica con un DAC, y finalmente se filtra de nuevo para suavizarla con un filtro de 

salida[14]. 

 

Figura 6. Sistema de DSP [14] 

a. Procesamiento digital de imágenes 

El procesamiento de imágenes se refiere al conjunto de técnicas y métodos utilizados 

para manipular imágenes digitales con el objetivo de mejorarlas o extraer información 

específica. Incluye diversas operaciones como filtrado para eliminar ruido o realzar 

características, segmentación para identificar regiones de interés, transformaciones 

geométricas para modificar la geometría de la imagen, y análisis de patrones para 

reconocimiento y clasificación.  

Se aplica ampliamente en campos como la visión por computadora, medicina, 

seguridad, entre otros, facilitando desde el mejoramiento de calidad hasta tareas 

complejas como el reconocimiento facial y la interpretación de imágenes médicas. 

Como se puede apreciar en la Figura 7 [15]. 

 

Figura 7. SDPI (Índice de Procesamiento en el Dominio Espacial) [15] 
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b. Características del procesamiento digital de imágenes 

Con el avance tecnológico, el procesamiento de imágenes ha evolucionado 

notablemente. Se han refinado algoritmos para mejorar el contraste, reducir el ruido y 

segmentar imágenes con mayor precisión. 

Tabla 1. Características del procesamiento de imágenes [16]    

Características Descripción 

Calidad Visual Incluye operaciones como aumento de contraste, reducción de ruido y 

mejora de nitidez. 

Segmentación de 

Imágenes 

Divide una imagen en regiones o segmentos significativos para análisis 

posterior. 

Extracción de 

Características 

Identifica y extrae atributos clave como bordes, formas o texturas de la 

imagen. 

Transformaciones 

Espaciales 

Modifica la geometría de la imagen mediante rotaciones, escalados u 

otras transformaciones. 

Filtrado de Imágenes Elimina ruido o realza detalles mediante filtros como suavizado o 

realce de bordes. 

Además, las capacidades de extracción de características y transformaciones 

espaciales han progresado, al igual que los filtros de imagen, ofreciendo una calidad y 

claridad mejoradas. Estos avances han ampliado significativamente las aplicaciones 

del procesamiento de imágenes en medicina, seguridad y diversas áreas científicas[16]. 

La Tabla 1., muestra características que son esenciales en aplicaciones de 

procesamiento de imágenes para diversas áreas como la visión por computadora, la 

medicina, la seguridad, entre otras. 

c. Aplicaciones del procesamiento digital de imágenes 

El procesamiento digital de imágenes ha revolucionado numerosos campos, 

proporcionando herramientas poderosas para mejorar la calidad visual, analizar datos 

visuales complejos y automatizar tareas que van desde la vigilancia hasta la medicina. 

La Tabla 2, La tabla muestra diversas aplicaciones del procesamiento de imágenes en 

campos como visión por computadora, medicina, automatización industrial, seguridad 

y vigilancia, cartografía y geografía, y arte y entretenimiento [17]. 
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Tabla 2. Aplicaciones del procesamiento digital de imágenes [17] 

Aplicación  Descripción  

Visión por Computadora Es fundamental en sistemas de reconocimiento 

facial, reconocimiento óptico de caracteres 

(OCR), seguimiento de objetos, realidad 

aumentada y realidad virtual. 

Medicina  Ayuda en el diagnóstico médico mediante el 

análisis de imágenes médicas como radiografías, 

resonancias magnéticas y tomografías 

computarizadas. Permite la detección temprana 

de enfermedades, planificación de tratamientos y 

seguimiento de la progresión de enfermedades. 

Automatización Industrial Contribuye a la inspección de calidad de 

productos en líneas de producción, control de 

calidad en fabricación, y robots guiados por 

visión para tareas precisas. 

Seguridad y Vigilancia Se utiliza en sistemas de vigilancia y análisis de 

imágenes para la detección de intrusos, 

reconocimiento de patrones sospechosos y 

análisis forense de imágenes. 

Cartografía y Geografía  Permite la interpretación de imágenes satelitales 

y aéreas para la creación de mapas, monitoreo 

ambiental y gestión de recursos naturales. 

Arte y Entretenimiento  Se utiliza en la creación de efectos visuales en 

cine y videojuegos, así como en la restauración y 

preservación de obras de arte y patrimonio 

cultural. 

 

1.3.3 IA con Procesamiento de imágenes. 

El procesamiento de imágenes mediante Inteligencia Artificial ha transformado 

radicalmente cómo las máquinas interpretan y manipulan contenido visual. Desde el 

reconocimiento de objetos y personas hasta la mejora de la calidad de imágenes y la 

generación creativa mediante redes generativas, estas tecnologías han encontrado 

aplicaciones en campos tan diversos como la medicina, la seguridad, el 

entretenimiento y la automatización industrial, proporcionando mejoras significativas 

en precisión y eficiencia en el análisis y la manipulación de imágenes digitales [18]. 

 

1.3.4  Adquisición de imágenes 

La adquisición de imágenes es el primer paso crucial en el procesamiento de imágenes 

digitales, donde se capturan datos visuales utilizando dispositivos como cámaras 
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digitales, escáneres o sensores especializados. Este proceso implica la conversión de 

la información óptica en datos digitales, los cuales pueden ser luego procesados por 

algoritmos de Inteligencia Artificial. La calidad y precisión de la adquisición de 

imágenes influyen directamente en la efectividad de las técnicas posteriores de análisis 

y procesamiento, impactando áreas tan diversas como la medicina, la vigilancia, la 

investigación científica y la automatización industrial [19].  

1.3.5 Visión Artificial.  

La Visión Artificial se centra en el desarrollo de algoritmos y técnicas que permiten a 

las máquinas procesar, interpretar y entender imágenes y vídeos de manera similar a 

los humanos. Esto implica la aplicación de métodos de procesamiento de imágenes 

para extraer características visuales, como bordes, formas y colores, y el uso de 

modelos de aprendizaje automático para reconocer objetos, detectar patrones y tomar 

decisiones basadas en la información visual. Esta capacidad tiene aplicaciones 

significativas en la automatización industrial, la robótica, la realidad aumentada, la 

interacción persona-máquina y la asistencia médica, entre otros campos, mejorando la 

capacidad de las máquinas para interactuar y comprender el mundo visualmente [20]. 

1.3.6 Reconocimiento de patrones 

El reconocimiento de patrones es un área fundamental dentro del procesamiento de 

imágenes y la Inteligencia Artificial, enfocada en identificar regularidades o 

características distintivas en conjuntos de datos complejos, como imágenes, señales o 

datos sensoriales. Utiliza técnicas avanzadas de aprendizaje automático y estadística 

para analizar y clasificar patrones, permitiendo a los sistemas automáticos extraer 

información significativa y tomar decisiones basadas en datos. Este campo es crucial 

en aplicaciones como el reconocimiento facial, la clasificación de imágenes médicas, 

la detección de fraudes, la predicción del comportamiento del consumidor y la 

optimización de procesos industriales, contribuyendo a avances significativos en la 

automatización y la toma de decisiones inteligentes [21]. 
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1.3.7 Plataformas basadas en la nube 

Las plataformas basadas en la nube proporcionan servicios de computación, 

almacenamiento y networking a través de internet. Permiten a empresas y 

desarrolladores acceder a recursos informáticos flexibles y escalables sin necesidad de 

mantener servidores físicos locales. Esto reduce costos, permite escalar rápidamente y 

facilita la implementación global de aplicaciones con baja latencia, además de ofrecer 

servicios adicionales como bases de datos gestionadas y herramientas de Inteligencia 

Artificial, impulsando la innovación y la eficiencia empresarial [22]. 

a. Microsoft Azure Notebook 

Es un servicio en la nube que permite crear y compartir cuadernos interactivos con 

código, texto explicativo y visualizaciones. Utiliza Jupyter Notebooks y es ideal para 

proyectos de análisis de datos, aprendizaje automático e investigación científica. 

Proporciona acceso a recursos de computación escalables y gestionados, eliminando 

la necesidad de configurar infraestructuras locales, lo que lo hace útil para 

desarrolladores, científicos de datos y educadores [23]. 

b. Kaggle Kernels 

Kaggle Kernels es una plataforma en línea que permite a los usuarios escribir, ejecutar 

y compartir código en un entorno colaborativo basado en Jupyter Notebooks. Es parte 

de Kaggle, una comunidad y plataforma de competiciones de ciencia de datos. Los 

Kernels de Kaggle ofrecen acceso gratuito a recursos computacionales potentes, lo que 

facilita el análisis de datos, la experimentación con algoritmos de aprendizaje 

automático y la participación en desafíos de análisis de datos [23]. 

c. Google Colab 

Google Colab es un entorno de notebook basado en la nube que permite escribir y 

ejecutar código en Python desde el navegador. Ofrece acceso gratuito a GPUs y TPUs 

para acelerar proyectos de ciencia de datos y aprendizaje automático, siendo popular 



14 

 

entre desarrolladores, científicos de datos y educadores por su facilidad de uso y 

recursos computacionales poderosos [24].  

1.3.8 Algoritmos de Visión Artificial 

Los algoritmos de Visión Artificial son herramientas informáticas que permiten a las 

máquinas interpretar y procesar información visual, como imágenes y vídeos, de 

manera similar a los humanos. Utilizan técnicas de procesamiento de imágenes y 

aprendizaje automático para reconocer patrones y realizar tareas como la identificación 

de objetos y la mejora de imágenes. Son fundamentales en aplicaciones que van desde 

la seguridad y la medicina hasta la automatización industrial y la realidad aumentada 

[25]. 

a. YOLO 

YOLO (You Only Look Once) es un popular algoritmo de detección de objetos en 

tiempo real desarrollado por Joseph Redmon y colaboradores. A diferencia de otros 

enfoques que requieren múltiples pasadas sobre la imagen para detectar objetos, 

YOLO realiza la detección en una sola pasada, lo que lo hace extremadamente rápido 

y eficiente. Utiliza una única red neuronal convolucional para predecir 

simultáneamente las coordenadas del cuadro delimitador y las probabilidades de 

clasificación para múltiples objetos en una imagen [26]. 

b. SSD (Single Shot Multibox Detector) 

SSD (Single Shot Multibox Detector) es otro algoritmo de detección de objetos en 

tiempo real que, al igual que YOLO, está diseñado para ser rápido y eficiente. Utiliza 

una única red neuronal convolucional para predecir simultáneamente múltiples 

cuadros delimitadores y clasificaciones de objetos en una sola pasada sobre la imagen. 

SSD es conocido por su capacidad para manejar objetos de diferentes tamaños en una 

imagen de manera efectiva, lo que lo hace adecuado para aplicaciones donde la 

precisión y la velocidad son críticas, como en la vigilancia y la conducción autónoma 

[27]. 
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c. Faster R-CNN (Region-based Convolutional Neural Network) 

Faster R-CNN (Region-based Convolutional Neural Network) es un método avanzado 

para la detección de objetos que ha marcado un hito en la precisión y eficiencia de los 

modelos de Visión Artificial. Introducido por Shaoqing Ren, Kaiming He, Ross 

Girshick y Jian Sun en 2015, Faster R-CNN mejora la velocidad y precisión de los 

modelos anteriores al introducir dos innovaciones clave: el uso de una red neuronal 

convolucional para generar regiones de interés (Region Proposal Network, RPN) y una 

red neuronal para realizar la clasificación y refinamiento de los cuadros delimitadores 

propuestos [28]. 

1.3.9 Arquitectura del modelo interno de Yolov8x.  

El modelo YOLOv8x, parte de la serie YOLO (You Only Look Once), introduce 

varios avances con respecto a sus predecesores, con el objetivo de mejorar la precisión 

y la eficiencia en las tareas de detección de objetos. La arquitectura de YOLOv8x 

incluye varios componentes presentes en la siguiente Figura 8 [29]. 

 

Figura 8. Arquitectura YOLOv8 [30] 
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En la Figura 8 se pueden observar los distintos bloques que conforman la arquitectura 

de YOLOv8. A continuación, se procede a detallar cada uno de los bloques y sus 

respectivas capas del algoritmo de redes neuronales utilizado en el proyecto. 

• Backbone 

El Backbone se encarga de extraer características a partir de la imagen de entrada a 

través de una serie de convoluciones y bloques de procesamiento. El Backbone de 

YOLOv8 está compuesto por varios niveles de características que se representan como 

P1, P2, P3, P4 y P5, con resoluciones decrecientes, como se observa en la Figura 9 

[29]. 

 

Figura 9. Pirámide de bloques de Backbone [29] 

La imagen de entrada tiene un tamaño de 640x640 píxeles con 3 canales (RGB). Será 

procesada en varios escalones, cada uno compuesto por una capa de convolución 

denominada "Conv" y otras conformadas también por una capa llamada "C2f". 

Finalmente, se alcanza la capa denominada "SPPF", como se observa en la Figura 10. 
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Figura 10. Capa de convoluciones del Backbone [29] 

Cada capa reduce la resolución espacial mientras aumentan la profundidad de las 

características, como se muestra en la siguiente Tabla 3. 
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Tabla 3. Capa de convoluciones del Backbone 

Nivel Operación Descripción 

P1 Conv (k=3, s=2, p=1) 
Convolución con kernel 3x3, stride 2, padding 1. 

Reduce resolución de 640x640 a 320x320. 

P2 Conv (k=3, s=2, p=1) 
Convolución con kernel 3x3, stride 2, padding 1. 

Reduce resolución de 320x320 a 160x160. 

P3 C2f (shortcut=True, n=3, c=64) 
Bloque C2f con 3 capas internas, conexiones 

residuales, 64 canales de salida. 

 Conv (k=3, s=2, p=1) 
Convolución con kernel 3x3, stride 2, padding 1. 

Reduce resolución de 160x160 a 80x80. 

P4 C2f (shortcut=True, n=6, c=128) 
Bloque C2f con 6 capas internas, conexiones 

residuales, 128 canales de salida. 

 Conv (k=3, s=2, p=1) 
Convolución con kernel 3x3, stride 2, padding 1. 

Reduce resolución de 80x80 a 40x40. 

P5 C2f (shortcut=True, n=9, c=256) 
Bloque C2f con 9 capas internas, conexiones 

residuales, 256 canales de salida. 

 Conv (k=3, s=2, p=1) 
Convolución con kernel 3x3, stride 2, padding 1. 

Reduce resolución de 40x40 a 20x20. 

 SPPF (k=5, s=1, p=2) 
Bloque SPPF con kernel 5x5 para max pooling, stride 

1, padding 2. Consolidación de información espacial. 

 

• Head 

El Head se encarga de la detección a partir de las características extraídas por el 

Backbone. Utiliza una serie de bloques que incluyen convoluciones, concatenaciones 

y operaciones de upsampling para refinar y combinar las características en diferentes 

resoluciones, como se muestra en la Figura 11.  

 

Figura 11. Arquitectura de Head [29] 

Como se mencionó anteriormente, cada uno de estos bloques realizan operaciones de 

upsampling y concatenación, lo que mejora la precisión de detección. En la Figura 12, 

se observa de manera detallada. 
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Figura 12. Capas de convoluciones de Head [29] 

Esta parte es muy importante ya que cada capa reduce la resolución espacial mientras 

aumentan la profundidad de las características antes de la capa de detección, como se 

muestra en la siguiente Tabla 4. 

Tabla 4. Capa de Head 

Nivel Operación Descripción 

P5 C2f (shortcut=False, 

n=3, c=512) 

Bloque C2f con 3 capas internas, sin conexiones residuales, 512 

canales de salida. 

 
Upsample Aumenta la resolución de 40x40 a 80x80. 

P4 Concat Concatenación de características provenientes de P4 y P5 

(upsampled). 

 
C2f (shortcut=False, 

n=3, c=256) 

Bloque C2f con 3 capas internas, sin conexiones residuales, 256 

canales de salida. 

 
Upsample Aumenta la resolución de 80x80 a 160x160. 

P3 Concat Concatenación de características provenientes de P3 y P4 

(upsampled). 

 
C2f (shortcut=False, 

n=3, c=128) 

Bloque C2f con 3 capas internas, sin conexiones residuales, 128 

canales de salida. 
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Las predicciones de los detectores en las escalas P3, P4 y P5 se combinan para obtener 

las detecciones finales, como se muestra en la siguiente Tabla 5. 

Tabla 5. Detectores de Head 

Nivel Operación Descripción 

P3 Conv (k=3, s=1, 

p=1) 

Convolución con kernel 3x3, stride 1, padding 1. Afinación de 

características. 
 

Conv (k=1, s=1, 

p=0) 

Convolución con kernel 1x1, stride 1, sin padding. Reducción de canales 

para detección. 
 

Output Predicciones de bounding boxes, clases y confidencias para escala P3 

(160x160). 

P4 Conv (k=3, s=1, 

p=1) 

Convolución con kernel 3x3, stride 1, padding 1. Afinación de 

características. 
 

Conv (k=1, s=1, 

p=0) 

Convolución con kernel 1x1, stride 1, sin padding. Reducción de canales 

para detección. 
 

Output Predicciones de bounding boxes, clases y confidencias para escala P4 

(80x80). 

P5 Conv (k=3, s=1, 

p=1) 

Convolución con kernel 3x3, stride 1, padding 1. Afinación de 

características. 
 

Conv (k=1, s=1, 

p=0) 

Convolución con kernel 1x1, stride 1, sin padding. Reducción de canales 

para detección. 
 

Output Predicciones de bounding boxes, clases y confidencias para escala P5 

(40x40). 

 

Las predicciones de los detectores en las escalas P3, P4 y P5 se combinan para obtener 

las detecciones finales. Cada salida incluye: 

• Bounding Boxes: Coordenadas de las cajas delimitadoras de los objetos 

detectados. 

• Class Predictions: Probabilidades de que cada caja contenga un objeto 

de una clase específica. 

• Objectness Score: Confianza de que la caja contiene un objeto.  

 

• Bloques Internos de la estructura de YOLOv8() 

C2f: Bloque que incluye convoluciones con conexiones residuales, permite una mejor 

propagación del gradiente y evita el problema de la desaparición del gradiente en redes 

profundas como se observa en la Figura 13. 
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Figura 13. Estructura de bloque C2f [29] 

 

Bottleneck: Consiste en una convolución seguida de una convolución con conexión 

residual (shortcut), lo que ayuda a preservar la información y facilita el entrenamiento 

profundo como se detalla en la Figura 14. 

 

Figura 14. Estructura de bloque Bottleneck [29] 
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SPPF (Spatial Pyramid Pooling - Fast): Bloque de pooling espacial que aplica max 

pooling a diferentes escalas y concatena los resultados, consolidando la información 

espacial y manteniendo el tamaño de la característica. Su estructura es presentada en 

la Figura 15. 

 

Figura 15. Estructura de bloque SPPF [29] 

Conv: Es fundamental en las redes neuronales convolucionales (CNNs) y se utiliza 

para aplicar operaciones de convolución que extraen características de la imagen de 

entrada. La estructura se presenta en la Figura 16. 

 

Figura 16. Estructura de bloque Conv [29] 
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Detect: Es responsable de generar las predicciones de detección de objetos en 

diferentes escalas de la imagen. Este bloque procesa las características extraídas por el 

backbone y head para producir las coordenadas de las cajas delimitadoras (bounding 

boxes), las clases de los objetos detectados y las puntuaciones de confianza. Su 

estructura se muestra en la Figura 17. 

 

Figura 17. Estructura de bloque de Detect [29] 

Upsample: Aumenta la resolución de las características para fusionarlas con otras de 

resoluciones más altas, permitiendo combinar información de diferentes escalas. 

Concat: Combina características de diferentes capas, permitiendo que la red use 

información de múltiples niveles de abstracción para mejorar la precisión de detección. 

En la siguiente Tabla 6, se encuentran descritos los parámetros utilizados en cada 

bloque de todas las capas: 

Tabla 6. Parámetros de red neuronal 

Parámetro Significado Descripción 

K Kernel Size Tamaño del kernel (ventana) utilizado en la operación de convolución. 

S Stride Número de píxeles que la ventana del kernel se desplaza en cada paso 

de la convolución. 

P Padding Número de píxeles añadidos alrededor de la imagen para mantener la 

información en los bordes. 

C Channels Número de canales en la salida de la capa (representa la profundidad 

de las características). 

 

1.3.10 Plataformas de etiquetado 

En el campo de la segmentación, hay una amplia gama de herramientas disponibles 

para realizar el etiquetado. Actualmente, existen diversas opciones, pero a 

continuación se resaltarán aquellas que son más reconocidas y utilizadas en la práctica. 
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a. Labelme  

LabelMe es una herramienta de etiquetado de imágenes de código abierto desarrollada 

por el MIT(Massachusetts Institute of Technology), que permite a los usuarios realizar 

anotaciones detalladas en imágenes de manera colaborativa y eficiente. Utiliza una 

interfaz web intuitiva que facilita el marcado de objetos, regiones y características 

específicas en las imágenes, lo que es fundamental para la creación de conjuntos de 

datos etiquetados necesarios para entrenar y evaluar algoritmos de visión por 

computadora y aprendizaje automático. LabelMe ha sido ampliamente adoptado en la 

comunidad académica y de investigación, contribuyendo significativamente al avance 

de tecnologías como el reconocimiento de objetos y la segmentación semántica de 

imágenes [30]. 

 

Figura 18. Interfaz de Labelme 

LabelMe genera etiquetas para imágenes mediante anotaciones de polígonos, 

rectángulos, puntos y líneas. Los polígonos delinean objetos de cualquier forma, los 

rectángulos marcan objetos con forma rectangular, los puntos etiquetan características 

específicas y las líneas destacan bordes y contornos. Estas etiquetas detalladas son 

esenciales para entrenar modelos de Visión Artificial en tareas como detección de 

objetos y segmentación de imágenes [30]. 

b. Keylabs 

Keylabs es una plataforma avanzada para el etiquetado de datos visuales, especializada 

en la anotación de imágenes y vídeos para proyectos de Visión Artificial. Ofrece una 
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amplia gama de herramientas para realizar tareas de etiquetado, como segmentación 

semántica, detección de objetos, seguimiento de instancias, y anotaciones en 3D. 

Diseñada para mejorar la precisión y eficiencia del etiquetado, Keylabs utiliza 

Inteligencia Artificial para automatizar partes del proceso, lo que reduce el tiempo 

necesario para crear conjuntos de datos anotados y minimiza errores humanos. 

Además, Keylabs soporta colaboración en tiempo real, permitiendo a varios usuarios 

trabajar simultáneamente en la misma tarea de etiquetado. La plataforma está equipada 

con funciones avanzadas como la integración de flujos de trabajo, gestión de 

proyectos, y control de calidad para asegurar que las anotaciones cumplan con los 

estándares requeridos para entrenar modelos de aprendizaje automático [31]. 

 

Figura 19. Interfaz de Keylabs [31] 

c. CVAT 

CVAT (Computer Vision Annotation Tool) es una herramienta de código abierto de 

Intel para la anotación de datos visuales en proyectos de Visión Artificial. Ofrece una 

interfaz web para etiquetar imágenes y vídeos mediante cajas delimitadoras, polilíneas, 

polígonos y puntos clave. Optimizada para el trabajo colaborativo, permite la gestión 

de proyectos y tareas de anotación en equipo. CVAT soporta anotaciones en 2D y 3D, 

y se integra con otros sistemas a través de su API REST, siendo ampliamente utilizada 

en aplicaciones que requieren precisión en el etiquetado, como la conducción 

autónoma y la robótica [32]. 
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Figura 20. Interfaz de VoTT [32] 

1.3.11 Odontolog-IA 

La implementación de la Inteligencia Artificial en la Odontología ha evolucionado 

significativamente en los últimos años, integrándose de manera más eficiente en el 

proceso clínico. Los sistemas de Inteligencia Artificial ahora son capaces de analizar 

radiografías panorámicas, cefalométricas y modelos digitales de los pacientes, 

asistiendo a los especialistas en la identificación de problemas dentales y esqueléticos. 

Estos sistemas también permiten prever y comunicar de manera más efectiva los 

resultados del tratamiento, ya que los softwares pueden simular el aspecto de los 

dientes y la sonrisa al finalizar el tratamiento. Además, la Inteligencia Artificial sigue 

el progreso del tratamiento a lo largo del tiempo mediante el análisis continuo de 

imágenes y modelos digitales, facilitando la evaluación de la posición de los dientes y 

permitiendo ajustar el plan de tratamiento según sea necesario. Esta capacidad de 

monitoreo y ajuste en tiempo real mejora la precisión y eficacia de los tratamientos 

odontológicos [33]. 

1.3.12 Odontología 

La Odontología, una rama esencial de la medicina, se dedica a la salud bucodental 

mediante la prevención, diagnóstico y tratamiento de condiciones que afectan los 

dientes y las encías. Dentro de sus subdisciplinas, la cefalometría, las radiografías 
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panorámicas y las radiografías oclusales son herramientas fundamentales. La 

cefalometría, que implica el uso de radiografías laterales de la cabeza, es vital en 

ortodoncia y cirugía maxilofacial, ya que permite realizar análisis estandarizados de la 

estructura facial. Las radiografías panorámicas proporcionan una visión completa de 

la boca, siendo cruciales para un diagnóstico integral y una planificación adecuada del 

tratamiento. Las radiografías oclusales, que muestran la mordida y el piso de la boca, 

son esenciales para diagnósticos específicos. Estas técnicas se complementan entre sí, 

ofreciendo una herramienta integral para un tratamiento dental efectivo, y se basan en 

principios físicos y biológicos para lograr una visualización precisa de la anatomía 

interna [34]. 

1.3.13 Radiografías panorámicas 

Las radiografías panorámicas son esenciales en Odontología moderna, ofreciendo una 

visión completa de la cavidad oral, incluyendo mandíbula, dientes y estructuras 

circundantes en una sola imagen. Son cruciales para detectar caries no visibles en 

exámenes rutinarios, evaluar los terceros molares y proporcionar información sobre 

tejidos blandos, permitiendo la identificación de patologías difíciles de observar. 

Al integrar distintos aspectos de la salud oral en una sola imagen, esta técnica 

radiográfica se convierte en un elemento integral para la planificación y ejecución de 

un plan de tratamiento dental comprensivo como se muestra en la Figura 21 [35]. 

 

Figura 21. Radiografía panorámica [35] 
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1.3.14 Terceros Molares 

Los terceros molares, conocidos como muelas del juicio, son un aspecto crucial en la 

Odontología debido a su tendencia a causar diversos problemas como impacciones o 

desplazamiento de otros dientes. Para evaluar y abordar estos desafíos, los dentistas 

utilizan clasificaciones como la de Pell y Gregory, que ayuda a determinar la posición 

de los terceros molares en relación con la mandíbula y el segundo molar.  

La orientación de Winter es otra herramienta diagnóstica clave, proporcionando 

información sobre el ángulo de erupción de estos dientes. Estas evaluaciones son 

fundamentales para tomar decisiones informadas sobre la necesidad de extracción y la 

estrategia quirúrgica más apropiada, con el objetivo de minimizar riesgos y garantizar 

los mejores resultados para la salud bucal del paciente [36]. 

1.3.15 Clasificación de Terceros Molares 

La disposición anatómica de los terceros molares mandibulares es altamente variable 

y difícil de predecir, lo que resalta la importancia de un diagnóstico preciso para el 

tratamiento quirúrgico adecuado, la prevención de complicaciones y el manejo 

posterior a la cirugía. Un estudio radiográfico es fundamental, ya que ayuda a 

identificar el punto de menor resistencia en el hueso alveolar, lo que facilita superar el 

anclaje radicular durante las intervenciones quirúrgicas [37]. 

a. Pell y Gregory 

Según Pell y Gregory, los terceros molares pueden clasificarse en niveles A, B o C 

según su profundidad con respecto al plano oclusal, y en clases I, II o III según el 

espacio disponible, en relación con la rama ascendente mandibular y el segundo molar 

adyacente. La posición espacial se ha categorizado según Winter en cuatro grupos 

basados en la inclinación con respecto al eje longitudinal del tercer molar, como se 

observa en la Figura 22 [38]. 
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Figura 22. Clasificación de Pell y Gregory [38] 

Niveles A, B, C: Clasificación según la profundidad respecto al plano oclusal. 

Clases I, II, III: Clasificación según el espacio disponible en relación con la rama 

ascendente mandibular y el segundo molar. 

b. Winter 

Winter basó su clasificación en la evaluación de la posición del tercer molar en relación 

con el eje longitudinal del segundo molar. En el caso mesio-angular, su eje mayor 

forma un ángulo agudo hacia abajo en relación con el segundo molar. La posición 

horizontal, el eje mayor del tercer molar es perpendicular al del segundo molar. 

También, posición vertical, el eje mayor del tercer molar es paralelo al del segundo 

molar. La posición disto-angular, la corona del tercer molar se dirige hacia la rama 

ascendente y forma un ángulo abierto hacia arriba y hacia atrás con el segundo molar. 

Por último, en la posición invertida, la corona se dirige hacia el borde inferior del 

maxilar y las raíces hacia el cóndilo. Como se pude observar en la Figura 23 [39]. 

 

Figura 23. Clasificación de Winter [39] 
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Mesio-angular: Ángulo agudo hacia abajo respecto al segundo molar. Común y 

asociado a impactación. 

Horizontal: Eje mayor perpendicular al del segundo molar. 

Vertical: Eje mayor paralelo al del segundo molar. Favorable para erupción, aunque 

pueden surgir problemas de espacio. 

Invertida: Corona dirigida hacia el borde inferior del maxilar. Raíces apuntan hacia 

el cóndilo. Rara y generalmente implica una impactación severa. 

Transversal: Eje mayor perpendicular a la mandíbula, con la corona apuntando hacia 

la lengua o la mejilla. Frecuentemente asociado a complicaciones y requiere 

intervención quirúrgica. 

 

1.4 Objetivos 

1.4.1 Objetivo general 

Desarrollar un Sistema de Evaluación Inteligente de Terceros Molares basado en 

Aprendizaje Automático y Procesamiento de Imágenes. 

1.4.2 Objetivos específicos 

• Analizar las características anatómicas de los terceros molares, las técnicas de 

aprendizaje automatizado y procesamiento de imágenes. 

• Seleccionar software y herramientas para el entrenamiento de un modelo de 

Inteligencia Artificial con procesamiento de imágenes.  

• Desarrollar una interfaz para la evaluación inteligente de terceros molares. 
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CAPÍTULO II. METODOLOGÍA 

2.1 Materiales 

En el marco del proyecto, se desarrolló un sistema avanzado de evaluación de terceros 

molares mediante el análisis de radiografías panorámicas, utilizando Inteligencia 

Artificial y el lenguaje de programación Python. Para la detección de imágenes, se 

empleó la arquitectura YOLO (You Only Look Once), conocida por su precisión y 

rapidez en la identificación de objetos. Además, se utilizó la herramienta Labelme para 

el etiquetado manual y detallado de las radiografías panorámicas dentales, asegurando 

así una correcta anotación de las imágenes. 

El proceso de entrenamiento del sistema se llevó a cabo con un conjunto de datos 

propio compuesto por 2592 imágenes, recolectadas y preprocesadas específicamente 

para este fin. Para el procesamiento eficiente de estos datos voluminosos, se utilizó 

una PC TUF Gaming 750, equipada con componentes de alto rendimiento que 

permiten el manejo y análisis de grandes cantidades de datos de manera efectiva. En 

la Tabla 7 y Tabla 8 se describen el hardware y el software utilizados en el sistema. 

Tabla 7. Características del software seleccionado 

Material Características Descripción  

YOLOv8x Arquitectura de Visión 

Artificial 

Utiliza una red neuronal profunda con mejoras significativas 

en la identificación de características y la eficacia del 

modelo. 

Python Lenguaje de 

programación 

Es un lenguaje de programación de alto nivel, interpretado, 

versátil y multiparadigma. 

FireBase Base de datos de tipo 

NoSQL 

Plataforma en la nube de Google que facilita la creación de 

aplicaciones web y móviles de alta calidad. 

Tabla 8. Características del Hardware seleccionado 

Material Características Descripción  

PC-asus 

tuf fx 527 

Procesador Intel Core i7, 16 GB de RAM y un 

almacenamiento de 512 GB SSD. Incorpora una 

tarjeta gráfica NVIDIA GeForce GTX 1650 

El Equipo se utilizó para el 

desarrollo de la programación y la 

creación de la Interfaz del sistema. 
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2.2 Métodos 

2.2.1 Modalidad de la investigación 

El proyecto consistió en una investigación aplicada, en la que se utilizaron 

conocimientos existentes, complementándolos con el apoyo de las nuevas tecnologías 

para incrementar su eficacia en la resolución de problemas relacionados con los 

diagnósticos de los terceros molares. 

Este estudio se clasificó como investigación bibliográfica, basándose en la recolección 

de datos de fuentes como libros, artículos científicos, publicaciones en línea y tesis 

que abordarán el tema del desarrollo de software. 

La investigación fue de campo, ya que se recopiló la información y se buscó desarrollar 

el software para el mejoramiento de diagnósticos, es decir, con el procesamiento de 

imágenes, aumentar el número de diagnósticos correctos al evaluar los terceros 

molares de manera automatizada. 

2.2.2 Recolección de información  

Para recabar información crucial para el avance del proyecto, se recurrió a fuentes 

fiables y variadas. Se investigaron minuciosamente repositorios académicos 

nacionales que ofrecían acceso a una vasta cantidad de investigaciones previas y 

estudios relevantes. Además, se consultaron libros especializados y revistas científicas 

de alto impacto para asegurar la inclusión de los conocimientos más actualizados y 

pertinentes en el campo. 

La orientación y directrices proporcionadas por el docente tutor fueron también 

fundamentales, aportando una perspectiva experta que guió el enfoque del proyecto y 

garantizar su alineación con los objetivos académicos y de investigación. 

Complementariamente, se llevaron a cabo encuestas detalladas para obtener datos 

directamente de los involucrados, lo que permitió enriquecer la base de datos con 

información práctica y actualizada.  Como se observa en la Tabla 9. 
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Tabla 9. Recolección de información 

Criterio Descripción 

¿Para qué? Determinar diagnósticos más rápidos y 

precisos, reduciendo la subjetividad y 

los posibles errores humanos en la 

interpretación de imágenes dentales. 

¿De qué personas u objetos? De los casos clínicos relacionados con 

los terceros molares. 

¿Cómo? A través del procesamiento de imágenes, 

la segmentación de los terceros molares 

y algoritmos preentrenados. 

¿Con qué? Informes y reportes manuales. 

¿Cuándo? En el periodo Septiembre 2023 a 

Febrero 2024 

¿Dónde? En la ciudad de Ambato 

 

2.2.3 Procesamiento y análisis de datos 

En el proyecto de investigación, el tratamiento y análisis de datos se realizó siguiendo 

los pasos detallados a continuación: 

• Recolección de la información. 

• Revisión de la información obtenida. 

• Análisis de la fundamentación teórica de la información sobre las variables de 

investigación. 

• Deducción de la información más relevante y útil para el proyecto de 

investigación. 

 

 



34 

 

 CAPÍTULO III. RESULTADOS Y DISCUSIÓN 

3.1 Desarrollo de la propuesta 

El proyecto comenzó con la identificación de los elementos presentes en casos clínicos 

en el área de la Odontología, centrándose específicamente en radiografías panorámicas 

dentales que involucran terceros molares. A continuación, se establecen los programas 

necesarios para el sistema. Para entrenar el sistema de detección de terceros molares, 

se optó por el modelo Yolov8. El proceso de etiquetado de datos se llevó a cabo 

utilizando la herramienta LabelMe, en donde se etiquetaron los conjuntos de datos 

pertinentes. Finalmente, el entrenamiento se realizó en la plataforma Google Colab, 

utilizando Yolov8 Ultralytics. 

3.1.1 Definición de los elementos para la propuesta 

Se ha realizado un análisis exhaustivo sobre los terceros molares retenidos en la 

población de Ecuador. El Ministerio de Salud desempeña un papel crucial 

proporcionando información y protocolos actualizados para mejorar la salud bucal. Sin 

embargo, la falta de actualización de estos protocolos, especialmente debido a la 

pandemia del COVID-19, dificulta comprender la situación actual de la población 

ecuatoriana que presenta retención de los terceros molares. Esta falta de información 

obstaculiza la toma de decisiones clínicas y la planificación de estrategias de 

prevención y tratamiento en Odontología. 

En lugares como Tungurahua-Ecuador, donde la atención odontológica pública es 

limitada, muchos pacientes recurren a entidades privadas para recibir atención 

inmediata. Esto puede resultar en ocasiones diagnósticos inconsistentes y errores en la 

identificación de condiciones relacionadas con los terceros molares [4]. 

Para evitar los problemas mencionados, se utilizará YOLOv8x para entrenar un 

sistema de evaluación de terceros molares. Este sistema asistirá al profesional de 

Odontología en la generación de diagnósticos más precisos y eficientes en cada caso 

clínico que involucre terceros molares. 
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a. Elementos para detectar en Radiografías panorámicas dentales. 

Para el desarrollo de este proyecto se escogió dos clasificaciones fundamentales en la 

evaluación de los terceros molares las cuales son: Clasificación de Winter, 

Clasificación de Pell y Gregory. 

• Clasificación de Winter 

Winter propuso una clasificación basada en la posición del tercer molar en relación 

con el eje longitudinal del segundo molar. En la Tabla 10, se describen las 

características de los elementos a detectar [40]. 

Tabla 10. Clasificación de Winter [40] 

Categoría Descripción 

 

Ejes forman un ángulo de 45° anterosuperior 

 

Ejes son paralelos 

 

Ejes forman un ángulo de 45° anteroinferior 

 

Ejes son perpendiculares 

 

La corona ocupa el lugar de la raíz con un giro de 180° 
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• Clasificación de Pell y Gregory  

La clasificación de Pell y Gregory evalúa la impactación de los terceros molares 

inferiores según su profundidad en relación con el plano oclusal del segundo molar 

(posiciones A, B o C) y el tamaño mesiodistal del diente retenido en relación con la 

distancia entre el segundo molar y la parte anterior de la rama mandibular (Clases I, II 

o III). Esto se observa en la Tabla 11. 

Tabla 11. Clasificación de Pell y Gregory [40] 

Posición / Clase Descripción 

Posición A  El tercer molar inferior está por debajo del plano 

oclusal del segundo molar inferior. 

Posición B  El tercer molar inferior está a nivel del plano oclusal 

del segundo molar inferior. 

Posición C  El tercer molar inferior está por encima del plano 

oclusal del segundo molar inferior. 

Clase I  El diámetro mesiodistal del diente retenido es menor 

que la distancia desde el segundo molar inferior hasta 

la parte anterior de la rama de la mandíbula. 

Clase II  El diámetro mesiodistal del diente retenido es igual 

a la distancia desde el segundo molar inferior hasta 

la parte anterior de la rama de la mandíbula. 

Clase III   El diámetro mesiodistal del diente retenido es mayor 

que la distancia desde el segundo molar inferior hasta 

la parte anterior de la rama de la mandíbula. 
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3.1.2 Tecnologías utilizadas 

El análisis abarca la combinación estratégica de herramientas que proporcionan una 

base sólida para el éxito del proyecto, mejorando la funcionalidad y la eficiencia 

económica del sistema propuesto. Además, implica la búsqueda de la arquitectura más 

adecuada para el sistema. 

a. Selección del software de programación 

Se realizó una evaluación comparativa de los lenguajes de programación más usados 

para aplicaciones de Inteligencia Artificial 

, con el objetivo de seleccionar el más adecuado. Este análisis exhaustivo garantiza 

una elección informada y eficaz en la implementación de la programación necesaria 

para integrar la inteligencia artificial en el sistema. La Tabla 12 presenta esta 

comparación. 

Tabla 12. Características de los lenguajes de programación [41], [42], [43] 

Características Matlab  Python Lisp 

Sintaxis La estructura de 

sintaxis matricial 

facilita las 

operaciones 

matemáticas. 

La sintaxis es directa 

y precisa, lo que la 

hace fácil de 

comprender y 

aprender. 

La sintaxis se 

fundamenta en el uso 

de paréntesis, lo cual 

puede resultar más 

complicado. 

Biblioteca/Frameworks Una amplia gama de 

herramientas 

disponibles para el 

procesamiento de 

señales, redes 

neuronales y 

aprendizaje 

automático. 

Existen numerosas 

bibliotecas 

disponibles, tales 

como TensorFlow, 

PyTorch y scikit-

learn. 

Hay menos 

bibliotecas 

específicamente 

diseñadas para 

Inteligencia Artificial, 

aunque es posible 

integrarse con algunas 

de ellas. 

Desarrollo rápido Ideal para la rápida 

creación de 

prototipos gracias a 

su amplia variedad 

de herramientas 

disponibles. 

Óptimo para el 

desarrollo ágil, con 

una sintaxis que 

resulta fácil de 

comprender. 

El tiempo de 

desarrollo puede 

extenderse debido a la 

sintaxis y las 

herramientas 

especializadas. 

Aplicaciones Comunes El software se utiliza 

para el 

procesamiento de 

señales, la visión por 

computadora y la 

simulación. 

Se utiliza en 

aplicaciones como 

visión por 

computadora. 

Se utiliza en el 

procesamiento de 

lenguaje natural y en 

sistemas expertos. 

Integración de sistemas Es posible la 

integración con 

sistemas embebidos 

Es frecuentemente 

empleado en 

sistemas y 

No es tan frecuente 

encontrarlo en 

sistemas embebidos y 
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y hardware 

especializado. 

aplicaciones 

empresariales. 

aplicaciones 

empresariales. 

Después de comparar las opciones, se decidió utilizar Python para el desarrollo del 

proyecto debido a su amplia variedad de bibliotecas, así como una comunidad activa 

y su facilidad de uso. Estos aspectos convierten a Python en una herramienta potente, 

accesible y gratuita para proyectos relacionados con la Inteligencia Artificial. 

b. Selección de la plataforma basada en la nube 

Para este proyecto, se necesita una plataforma en la nube para entrenar el modelo de 

Inteligencia Artificial destinado a la detección de terceros molares en radiografías 

panorámicas. Esta plataforma utiliza recursos y servicios informáticos disponibles en 

internet, en lugar de depender de servidores locales, proporcionando acceso a 

aplicaciones, almacenamiento y otros servicios con flexibilidad y acceso remoto a 

través de la conectividad en línea. 

Tabla 13. Plataformas basadas en la nube [23],[24],[25] 

Característica Microsoft Azure 

Notebooks 

Kaggle Kernels Google Colab 

Entorno de 

Desarrollo 

Jupyter en la nube Jupyter en la nube Jupyter en la nube 

Acceso Gratuito a 

GPU 

Sí Sí Sí 

Integración con la 

Nube 

Integración con 

servicios en la nube 

de Azure 

Integración con servicios 

de Kaggle 

Integración con Google 

Cloud Platform 

Colaboración en 

Tiempo Real 

Sí Sí Sí 

Acceso a Recursos 

Escalables 

Sí Sí Sí (a través de Google 

Cloud) 

Almacenamiento y 

Carga de Datos 

Integrado con Azure 

Storage 

Integrado con Kaggle 

Datasets 

Integrado con Google 

Drive 

Herramientas 

Adicionales 

Servicios 

adicionales de Azure 

Funciones específicas de 

Kaggle 

Acceso a servicios de 

Google Cloud 

Integración con 

Herramientas ML 

Integración con 

servicios de Azure 

ML 

Funcionalidades 

específicas de Kaggle 

ML 

Integración con 

TensorFlow, PyTorch, 

etc. 
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Tras considerar todos los aspectos, se optó por seleccionar Google Colab debido a su 

acceso gratuito a recursos de GPU, esenciales para el entrenamiento de Inteligencia 

Artificial. Además, proporciona una integración fluida con Google Drive, donde reside 

la base de datos, un entorno basado en Jupyter Notebooks, bibliotecas populares de 

Python preinstaladas, facilidad para la colaboración en tiempo real y acceso rápido a 

conjuntos de datos públicos. 

c. Selección de la arquitectura de Visión Artificial 

En el ámbito de la Visión Artificial, se emplean estructuras complejas de redes 

neuronales convolucionales y modelos de aprendizaje profundo diseñados para 

optimizar el procesamiento de imágenes y mejorar la percepción visual. Estas 

arquitecturas son cruciales para aplicaciones que abarcan desde la detección precisa 

de objetos hasta el reconocimiento facial y la clasificación avanzada de imágenes. La 

Tabla 14 muestra una comparación de las arquitecturas comúnmente utilizadas. 

Tabla 14. Arquitecturas de Visión Artificial [44],[45],[46] 

Criterio YOLO Faster R-CNN SSD 

Método de detección Detección en una pasada Proposición de 

regiones 

Detección en una 

pasada 

Precisión Precisa Muy precisa Buena 

Velocidad de 

detección 

Rápida Más lenta que YOLO Rápida 

Tamaño de modelo Moderadamente grande Grande Moderadamente 

grande 

Uso en tiempo real Sí, eficiente No tan eficiente No tan eficiente 

Tras revisar y contrastar diversas alternativas, se optó por seleccionar las versiones 

más actualizadas de YOLO. 

Su arquitectura sólida y eficaz ofrece ventajas significativas para el contexto específico 

donde se necesita un rendimiento óptimo. Se busca obtener una detección precisa con 

una velocidad adecuada en cada consulta. 

d. Selección de la versión de Yolo 

Para seleccionar el modelo, es importante considerar las características que se detallan 

en la Tabla 15: 
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Tabla 15. Características de las versiones de Yolov8 [47] 

Parámetro Descripción 

Size en píxeles Procesa imágenes de diversos tamaños, como 320x320, 416x416, y 640x640 

píxeles. 

MAP val 50-95 Alto promedio de precisión en diferentes umbrales de IoU(Intersection over 

Union) entre 0.50 y 0.95. 

Speed CPU 

ONNX ms 

Alta velocidad de inferencia en CPUs, medida en milisegundos (ms). 

Params M 

(Millones) 

Varía en cantidad de parámetros desde decenas hasta cientos de millones, según 

la versión del modelo. 

FLOPs 

(Operaciones de 

punto flotante 

por segundo) 

Eficiente en operaciones de punto flotante por segundo, permitiendo rápida 

inferencia sin comprometer la precisión. 

Decidimos usar YOLOv8X por su excelente velocidad y precisión, comparándola con 

otras variantes disponibles y considerando tanto la velocidad de la CPU como el MAP 

(mean average precision), que indica la eficacia del sistema. 

 Esta elección se fundamenta en la capacidad de YOLOv8X para proporcionar 

resultados precisos y eficaces en la detección de objetos, lo cual contribuye al éxito 

global del sistema. Como se muestra en la Tabla 16. 

Tabla 16. Versiones de Yolov8 [47] 

Modelo Size (pixels) mAP50-95 Speed CPU 

ONNX (ms) 

Params (M) FLOPs 

(B) 

YOLOv8n 640 37.3 80.4 3.2 8.7 

YOLOv8s 640 44.9 128.4 11.2 28.6 

YOLOv8m 640 50.2 234.7 25.9 78.9 

YOLOv8l 640 52.9 375.2 43.7 165.2 

YOLOv8x 640 54.8 525.1 71.6 257.8 

 

e. Descripción de los modelos de IA utilizados por Yolov8x 

• Redes Convolucionales Profundas (CNN). YOLOv8X son la base de su 

capacidad para realizar detecciones rápidas y precisas de objetos en imágenes, 

y representan lo último en tecnología de visión por computadora para 

aplicaciones exigentes. 
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• Aprendizaje Profundo. Se lleva a cabo durante la fase de entrenamiento del 

modelo. Durante este proceso, el modelo es alimentado con un gran conjunto 

de datos de imágenes etiquetadas, junto con sus correspondientes anotaciones 

que indican la ubicación de los objetos de interés en las imágenes. 

• Attention Mechanisms. Representan un avance significativo en la capacidad 

de los modelos de detección de objetos para manejar imágenes complejas y 

diversas. Al enfocarse en las partes más relevantes de la imagen, estos 

mecanismos mejoran tanto la precisión como la eficiencia del modelo, 

haciendo de YOLOv8X una herramienta poderosa y versátil para aplicaciones 

de visión por computadora. 

• Modelo de Backbone. Es una componente crítica que determina en gran 

medida el rendimiento del sistema en términos de precisión y velocidad. Al 

usar arquitecturas de redes profundas y eficientes, el backbone extrae 

características significativas de las imágenes, que luego se utilizan para la 

detección precisa de objetos. 

Las arquitecturas modernas como ResNet, Darknet, EfficientNet y CSPNet, 

cuando se integran como backbone, potencian las capacidades de YOLOv8X 

para aplicaciones avanzadas de visión por computadora. 

• Modelo de Decodificador. YOLOv8X juega un papel crucial en la 

transformación de las características extraídas por el backbone en predicciones 

utilizables para la detección de objetos. A través de una serie de operaciones 

convolucionales y mecanismos de optimización, el decodificador predice las 

cajas delimitadoras, las puntuaciones de confianza y las clases de los objetos 

con alta precisión. 

Al integrar técnicas avanzadas como el uso de cajas ancla, múltiples escalas y 

supresión de no-máximos, el decodificador de YOLOv8X asegura detecciones 

rápidas y precisas, adecuadas para aplicaciones de visión por computadora en 

tiempo real. 
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3.1.3 Arquitectura del sistema 

La Figura 24, presenta un desglose de la arquitectura del sistema: 

 

Figura 24. Arquitectura del sistema 

• Etapa 1: Adquisición y procesamiento de datos  

En la primera etapa del sistema, el profesional en el área de Odontología realiza el 

ingreso manual de la radiografía panorámica molar del paciente, y el registro de datos 

personales del mismo. Una vez dentro del sistema, inicia el proceso de análisis, paso 

crucial, ya que la calidad de los datos de entrada afecta directamente la precisión y 

efectividad del análisis subsiguiente. 

• Etapa 2: Entrenamiento 

La segunda etapa se enfoca en el procesamiento de las imágenes obtenidas y su análisis 

mediante modelos de aprendizaje automático. Esta fase incluye varios subprocesos: 

Conjunto de Datos de Imágenes de Entrenamiento y Prueba: Se utilizan bases de 

datos de imágenes previamente recopiladas y etiquetadas para entrenar y probar los 

modelos de detección. 
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Reducción de Escala: Las imágenes panorámicas son redimensionadas a una escala 

adecuada para ser procesadas eficientemente por los modelos de detección. 

Modelos SSD + Previamente Entrenados: Se emplean modelos de detección de 

objetos, específicamente Single Shot Multibox Detector (SSD), que han sido 

previamente entrenados con imágenes de terceros molares. Estos modelos son capaces 

de identificar y localizar características relevantes en las imágenes. 

Extracción de Características: El modelo SSD extrae características importantes de 

las imágenes, tales como bordes, formas y texturas que son indicativas de la presencia 

de terceros molares. 

Clasificación: Con base en las características extraídas, el sistema clasifica las 

regiones de interés en la imagen, determinando la presencia y posición de los terceros 

molares. 

• Etapa 3: Evaluación de Resultados 

En la tercera y última etapa, se realiza una evaluación exhaustiva de los resultados 

obtenidos del análisis de las imágenes. Este proceso incluye: 

Evaluar Resultados: Se analiza el desempeño del sistema de detección y se revisan 

los resultados para asegurar su precisión y fiabilidad. Se busca confirmar que los 

terceros molares han sido correctamente identificados y localizados en la imagen. 

Imagen de Salida: Las imágenes procesadas son presentadas con las áreas relevantes 

destacadas, usualmente mediante recuadros de color rojo, que indican la ubicación de 

los terceros molares detectados. Esta visualización facilita la interpretación por parte 

de los profesionales odontológicos, permitiéndoles tomar decisiones informadas sobre 

el tratamiento del paciente. 

3.1.4 Descripción del sistema de detección 

Se presenta la propuesta del sistema de evaluación inteligente de terceros molares en 

la Figura 25, el cual se compone por diversas etapas detalladas por medio de un 

diagrama de bloques. 
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Figura 25. Diagrama de bloques del sistema 

3.1.5 Diseño del sistema 

La ejecución del modelo entrenado se realizó empleando el lenguaje de programación 

Python junto con el entorno de desarrollo Visual Studio Code. A continuación, se 

presenta un análisis de las acciones realizadas en el código para la programación del 

sistema. 

a. Bibliotecas requeridas para el desarrollo del sistema 

Durante la creación de este sistema, se utilizaron varias bibliotecas para mejorar la 

funcionalidad y el rendimiento del software. La Tabla 17 proporciona una descripción 

detallada de las bibliotecas seleccionadas, incluyendo pyrebase, tkinter, customtkinter, 

datetime, subprocess, filedialog, os, ultralytics, numpy, cv2, firebase_admim. 
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La selección y combinación estratégica de estas bibliotecas se basa en su capacidad 

conjunta para crear un entorno robusto y adaptable que mejora las capacidades del 

sistema en múltiples áreas clave, incluyendo el procesamiento de datos, la interacción 

con los usuarios y la integración de tecnologías de Inteligencia Artificial avanzadas. 

Estos se presentan en la Tabla 17. 

Tabla 17. Bibliotecas requeridas del sistema 

Biblioteca Característica Principal 

pyrebase Pyrebase es una biblioteca Python que simplifica la integración de aplicaciones 

Python con Firebase, lo que permite interactuar con la base de datos. 

tkinter Tkinter es la biblioteca estándar de Python para interfaces gráficas de usuario (GUI), 

proporcionando herramientas para crear ventanas y widgets. 

customtkinter Esta parece ser una biblioteca personalizada basada en tkinter, que posiblemente 

extiende las funcionalidades de tkinter con componentes personalizados. 

datetime datetime proporciona clases para manipular fechas y horas en Python de una manera 

sencilla y eficiente. 

subprocess subprocess permite crear procesos, conectarlos a las tuberías de E/S, y obtener los 

códigos de retorno de los procesos hijos. 

filedialog filedialog es parte de tkinter y proporciona una interfaz para que los usuarios 

seleccionen archivos o directorios a través de una GUI. 

os La biblioteca os proporciona funciones para interactuar con el sistema operativo, 

como acceder al sistema de archivos y manipular rutas. 

ultralytics Ultralytics es una biblioteca que incluye herramientas para tareas de visión por 

computadora, como detección de objetos y análisis de imágenes. 

numpy NumPy es una biblioteca fundamental para la computación científica en Python, que 

proporciona soporte para matrices y operaciones matemáticas. 

cv2 cv2 es un módulo de OpenCV (Open Source Computer Vision Library), que 

proporciona herramientas para el procesamiento de imágenes y visión por 

computadora. 

firebase_admin firebase_admin es parte de la biblioteca Firebase de Google para Python, que 

proporciona acceso programático a servicios de Firebase, como Firebase Realtime 

Database y Firebase Storage. 

 

 

• Importación de bibliotecas en el desarrollo de la programación. 

La Tabla 18 muestra los comandos de manera general que fueron utilizados en el 

desarrollo del proyecto. 

 



46 

 

Tabla 18. Importación de librerías 

import pyrebase 

import tkinter as tk 

import tkinter 

import customtkinter 

from customtkinter import CTk, CTkFrame, CTkEntry, 

CTkLabel,CTkButton,CTkCheckBox 

from datetime import datetime 

import subprocess 

from tkinter import filedialog 

import os 

from ultralytics import YOLO 

import numpy as np 

import cv2 

import firebase_admin 

from firebase_admin import credentials, storage 

b. Adquisición de la imagen 

El procesamiento de la imagen por parte del sistema sigue una secuencia de pasos, 

como se ilustra en el diagrama de flujo de la Figura 26. 

 

Figura 26. Diagrama de flujo de la etapa de adquisición 
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El profesional ingresa la imagen digital de la radiografía panorámica, que luego se 

procesa e introduce en el sistema de evaluación de terceros molares. 

• Bibliotecas requeridas para el desarrollo de la etapa descrita. 

 Se utiliza la biblioteca de tkinter para la creación de interfaces gráficas, junto a 

filedialog para abrir cuadros de diálogo de selección de archivos.  

import tkinter as tk  

from tkinter import filedialog 

  

• Creación de argumentos. 

El almacenamiento de la ruta de la imagen se lleva a cabo por una variable global, 

junto a la función de abrir un cuadro de dialogo para la selección de archivo de imagen 

en sus múltiples formatos. 

global image_pathge 

image_pathge=filedialog.askopenfilename(filetypes=[("Imagefiles","*.png;

*.jpg;*.jpeg")]) 

 

• Verificación de imagen subida exitosa.  

Utilizando la sentencia if en la variable “image_pathge” donde se notificará si la 

imagen fue subida correctamente. 

if image_pathge: 

resultado_label2.configure(text="Radiografica subida correctamente") 

c. Procesamiento 

Una vez que la imagen de la radiografía panorámica se ha subido correctamente, el 

sistema procede a ingresarla en el modelo de redes neuronales. Este modelo sigue una 

serie de pasos detallados en la Figura 27. 
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Figura 27. Diagrama de flujo del procesamiento de imágenes 

• Bibliotecas requeridas para el desarrollo de la etapa descrita. 

Se establecen las librerías y bibliotecas para un procesamiento eficiente de la imagen 

antes de su ingreso al modelo de redes neuronales. 

import os   

import cv2   

import numpy as np   

from ultralytics import YOLO   

 

• Carga de los modelos de YOLO 

Antes de la detección, se inicia cargando los modelos YOLO del archivo "besth.pt, 

bestmesio2, besve2, …,", lo que facilita su uso en la detección de objetos durante el 

proceso siguiente. 

model = ["bestve2.pt", "bestmesio2.pt", "besth3.pt”, ……,] 
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• Redimensionamiento de imagen en la presentación de resultados.  

A continuación, se procede a redimensionar la imagen a las dimensiones 1024x768 

utilizando un algoritmo de interpolación que calcula nuevos valores de píxeles basados 

en los píxeles originales. 

Este proceso es crucial para garantizar que la imagen mantenga una alta calidad visual 

y detalle, esencial para un análisis preciso. Con la librería OpenCV, este proceso se 

realiza automáticamente mediante un solo comando que emplea interpolación bilineal, 

un método eficiente y comúnmente utilizado en procesamiento de imágenes. 

image_resized = cv2.resize(image, (1024, 768)) 

 

El resultado es una imagen de mayor tamaño, lo que mejora significativamente la 

visualización, especialmente para la presentación de los terceros molares, permitiendo 

a los profesionales de la salud dental examinar con mayor claridad y detalle posibles 

patologías o malformaciones. 

• Detección de Terceros molares.  

En el análisis de la imagen, es fundamental enfocarse en la detección de terceros 

molares. Para este propósito, se utiliza la variable "image_resized", que representa la 

imagen redimensionada utilizando las bibliotecas de OpenCV.  

El objetivo es identificar las regiones de interés en la imagen y guardarlas en la variable 

"results". 

 results = model(image_resized, conf=confidence_threshold) 

d. Registro de resultados. 

En esta sección del código, se aborda el manejo de los resultados después de evaluar 

la radiografía panorámica como lo indica la Figura 28. 
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Figura 28. Registro de resultados 

• Bibliotecas requeridas para el desarrollo de la etapa descrita. 

Se deben establecer las librerías y bibliotecas para el registro correcto de los resultados 

y datos del paciente para un mejor historial clínico. 

import pyrebase 

import firebase_admin 

from firebase_admin import credentials, storage 

 

• Verificación de detecciones.  

En esta parte se verifica si hay detecciones de objetos en la imagen procesada por cada 

modelo de detección de objetos. Para cada modelo, se comprueba si el número de 

resultados (objetos detectados) es mayor que cero.  

has_detection = any(len(result) > 0 for result in results) 

                if has_detection: 

                    detections.append(model_name + ": Se detectó al menos un 

objeto.") 

                    file.write(model_name + ": Se detectó al menos un objeto.\n") 

                    for i, result in enumerate(results): 
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• Registro de datos del paciente. 

Se define la función “registrar_paciente()”, que se encarga de obtener los datos 

ingresados por el usuario en el formulario de la interfaz gráfica, tales como el nombre, 

apellidos, edad, correo electrónico y género. Luego, se crea un diccionario llamado 

paciente que almacena estos datos junto con la fecha y hora de registro. 

def registrar_paciente(): 

    nombre = nombre_entry.get() 

    apellidos = apellidos_entry.get() 

    edad = edad_entry.get() 

    correo = correo_entry.get() 

    genero = "" 

    if genero_masculino_var.get(): 

        genero = "Masculino" 

    if genero_femenino_var.get(): 

        genero = "Femenino" 

    fecha_registro = datetime.now().strftime("%Y-%m-%d %H:%M:%S") 

 

• Registro de datos de Molares.  

Después de detectar objetos en la imagen, se suben la imagen y el archivo de resultados 

a Firebase Storage. Esto se logra mediante las funciones “upload_image()” y 

“upload_file()”. 

upload_image(save_path, f"{model_name}_detection_{i}.jpg") 

upload_file(txt_file_path, "resultados.txt") 

De esta manera, se asegura que tanto la imagen como los resultados estén disponibles 

en la nube para su posterior acceso y análisis. 

e. Dataset 

Se dio prioridad a la selección de conjuntos de datos que ofrecieran una diversidad 

considerable de imágenes para el entrenamiento en reconocimiento de los casos de 

terceros molares. Este enfoque fue elegido con el objetivo de mejorar la capacidad del 

modelo para reconocer y generalizar la presencia de los distintos casos de terceros 

molares presentes en radiografías panorámicas. Las bases de datos seleccionadas se 

estructuraron de manera específica para respaldar las etapas críticas del proceso de 

entrenamiento, tal como se ilustra en la Figura 29. 
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Figura 29. Arquitectura de la base de datos 

La imagen muestra la estructura de un dataset para el entrenamiento de Inteligencia 

Artificial. El directorio principal, denominado "ENTRENAMIENTO", contiene 

subdirectorios y archivos necesarios para el proceso de entrenamiento y validación. 

Dentro de este directorio principal, hay dos subdirectorios: "TRAIN" y "VAL", cada 

uno de los cuales se utiliza para el entrenamiento y la validación del modelo, 

respectivamente. 

El subdirectorio "TRAIN" contiene dos carpetas: "IMAGES", que alberga las 

imágenes utilizadas para el entrenamiento, y "LABELS", que contiene los archivos de 

etiquetas correspondientes a cada imagen de entrenamiento. De manera similar, el 

subdirectorio "VAL" también contiene dos carpetas: "IMAGES", para las imágenes 

utilizadas en la validación, y "LABELS", para los archivos de etiquetas 

correspondientes a cada imagen de validación. 
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Las imágenes y etiquetas están organizadas de tal manera que cada imagen tiene una 

etiqueta correspondiente en los archivos de etiquetas. Esta estructura es típica en 

datasets de aprendizaje supervisado, donde las imágenes y sus respectivas etiquetas se 

utilizan para entrenar y validar modelos de Inteligencia Artificial. 

Para el etiquetado de cada clase, se contó con la asistencia de un profesional en el área 

de Odontología. Su experiencia garantizó un etiquetado correcto y una identificación 

precisa de los molares. Gracias a su ayuda, la clasificación de cada clase se realizó de 

manera más eficiente, reduciendo significativamente el tiempo dedicado a esta tarea. 

• Características de la base de datos para el entrenamiento 

Durante el entrenamiento de la red neuronal convolucional, se ha empleado un 

conjunto de datos específico con características bien definidas. Este conjunto se 

conoce como "Metodología de clasificadores binarios de detección de objetos basada 

en aprendizaje profundo para identificar objetos pequeños manejados de manera 

similar". Las características de este conjunto de datos se presentan en la Tabla 19. 

Tabla 19. Características de la base de datos  

Características Detalle 

Número de 

imágenes 

Se compone de un total de 2592 imágenes destinadas al reconocimiento de 

terceros molares. (Imágenes para entrenamiento y validación del sistema en 

producción). 

Dimensionalidad Las imágenes se presentan en un formato unidimensional, lo que significa que 

cada imagen en la base de datos está representada en una sola dimensión. 

Parámetros La base de datos aborda 12 parámetros, de los cuales se usarán los clasificadores 

de Pell Y Gregory y Winter. 

La base de datos del proyecto se ha organizado clasificando los casos clínicos en 

diferentes bases de datos, para permitir un etiquetado más preciso se optó por un 

etiquetado individual ya que en una radiografía panorámica se puede identificar varias 

clases. Se separaron 2000 imágenes para el entrenamiento de cada IA, con su 

respectiva clasificación de molar. Además, se destinaron 592 imágenes para realizar 

las pruebas de funcionamiento, esto siguiendo las recomendaciones Ultralytics 
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Yolo[44]. En la Tabla 20 se muestra la base de datos por caso clínico de molar y el 

número de datos que contiene cada una de ellas. 

Tabla 20. Base de datos por caso clínico Molar 

Tipo de Base de datos Número de Datos  

Winter 

Mesioangular 217 

Vertical 203 

Distoangular 145 

Horizontal 153 

Invertido 97 

Pell y Gregory 

Clase 1 fase A 205 

Clase 1 fase B 175 

Clase 1 fase C 168 

Clase 2 fase A 185 

Clase 2 fase B 172 

Clase 2 fase C 195 

Clase 3 fase C 85 

Al clasificar las bases de datos de cada caso clínico molar, se logra un etiquetado más 

preciso, lo que mejora significativamente el entrenamiento de las inteligencias 

artificiales. 

f. Etiquetado de imágenes  

Se optó por utilizar la herramienta Labelme para llevar a cabo el etiquetado, cargando 

en ella el conjunto de datos según su caso clínico de terceros molares. El proceso de 

anotación consiste en identificar objetos individuales y delinear sus regiones, lo cual 

es esencial para tareas como la detección de objetos y la segmentación semántica como 

se observa en la Figura 30. 

YOLO extrae las coordenadas espaciales de las cajas delimitadoras, que representan 

la posición del cuadro en la imagen junto con su ancho y alto relativos. Además, cada 

objeto detectado se clasifica en una categoría específica, como "vertical" o 

"mesioangular", entre otras. 



55 

 

 

Figura 30. Coordenadas y Clases 

La distribución de las clases se presenta de manera más clara en la Tabla 21. 

Tabla 21. Distribución de clases 

Clases Parámetro 

C0 Distoangular 

C1 Horizontal 

C2 Invertido 

C3 Mesioangular 

C4 Vertical 

C5 Clase 1 fase A 

C6 Clase 1 fase B 

C7 Clase 1 fase C 

C8 Clase 2 fase A 

C9 Clase 2 fase B 

C10 Clase 2 fase C 

Cl1 Clase 3 fase C 

En una sola radiografía panorámica dental, es posible identificar hasta seis tipos de 

etiquetas, basándose en las clasificaciones de Pell-Gregory y de Winter. Para lograr 

una identificación más precisa, se optó por realizar etiquetados individuales según el 

caso clínico presente, Además, se contó con la ayuda de un profesional de Odontología 

para realizar los etiquetados de las diferentes muestras recolectadas. 

Cada base de datos de un caso clínico molar fue supervisada por este profesional 

durante el proceso de etiquetado, con el fin de evitar errores y garantizar la precisión 

del sistema. La estructura de datos requerida por YOLOv8x incluye las coordenadas 

rectangulares de las posiciones, la posición de la base y la altura para determinar un 

punto intermedio, y las clases correspondientes. Esta descripción se puede apreciar 

más claramente en la Figura 31. 
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Figura 31. Localización del objeto 

Se inicia el proceso de etiquetado, donde cada imagen es examinada individualmente 

de manera manual. Se aplica con precisión un polígono delimitador para resaltar el 

objeto de estudio, como se ilustra en la Figura 32. Estos objetos representan diversos 

casos clínicos de terceros molares, categorizados según los criterios de Pell y Gregory, 

así como de Winter, cada uno con su etiqueta correspondiente. Este procedimiento no 

se limita únicamente a la marcación de los objetos de interés, sino que también implica 

una identificación minuciosa y una delimitación exacta de cada uno, lo que garantiza 

la generación de datos anotados de alta calidad. 

 

 

Figura 32. Etiquetado del sistema 

El resultado de este proceso es un conjunto de anotaciones con los parámetros 

necesarios para entrenar el modelo YOLOv8x. En la Figura 33 se puede observar un 

ejemplo de la estructura de estas anotaciones. 
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Figura 33. Archivo de salida del proceso de etiquetado 

Con lo anterior preparado y la estructura de carpetas de la base de datos organizada, 

se procede a cargar la base de datos en Google Colab, como se muestra en la Figura 

34. 

 

 

 

 

Figura 34. Proceso de cargar la base de datos 

g. Rutas de entrenamiento.  

Las rutas de los conjuntos de datos de entrenamiento, que se utilizarán en el modelo, 

se detallan a continuación: 

• train: /content/drive/MyDrive/TESIS/horizontal/YOLODataset/datasethorizotal/train 
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• val: /content/drive/MyDrive/TESIS/horizontal/YOLODataset/datasethorizotal/val 

 

 

h. Extracción de características de las imágenes  

La sólida estructura de YOLOv8x determina de manera automática las capas 

empleadas, visibles en la Figura 35, donde se llevan a cabo convoluciones, c2f, SPPF, 

upsample, concat y segmentación. 

 

Figura 35. Modelo neuronal 

Como resultado de la compilación del modelo neuronal mostrado en la Figura 36, se 

observa que el modelo YOLOv8x consta de un total de 401 capas. Estas capas son los 

componentes individuales de la red neuronal e incluyen capas de convolución, 

normalización y activación, entre otras. El modelo posee 71,752,774 parámetros, que 

representan los pesos y sesgos de las conexiones entre las neuronas. Además, se señala 

que hay 71,752,758 gradientes asociados con estos parámetros. 

 

Figura 36. Compilación del modelo de la red neuronal 
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3.1.6 Entrenamiento del Sistema 

A continuación, la Tabla 22 presenta un desglose detallado de los parámetros 

relacionados con la red de entrenamiento. Es importante tener en cuenta que el sistema 

está compuesto por 12 IAs, cada una entrenada individualmente con su respectiva base 

de datos según el caso clínico. Los datos presentados a continuación corresponden al 

entrenamiento del caso clínico molar mesioangular, debido a la mayor cantidad de 

datos disponibles para este tipo de caso. El mismo procedimiento se siguió para cada 

uno de estos entrenamientos. Durante el proceso de entrenamiento del modelo, se 

comienza ejecutando el archivo específico en COLAB, como se muestra en la Figura 

37. Este procedimiento incluye el entrenamiento del modelo, utilizando 80% de los 

datos para el entrenamiento y el 20% para la validación, a su vez, se optó por un tamaño 

de lote de 16 para el procesamiento por lotes, lo que significa que las imágenes se 

procesan en grupos de 16 conforme a las recomendaciones [48]. 

Inicialmente, se configuraron 100 épocas para determinar el número de repeticiones 

durante el entrenamiento. Sin embargo, gracias a la detección de convergencia de 

YOLOv8x, el número de épocas se ajustó a 55.  

Tabla 22. Parámetros para el entrenamiento 

Parámetro Característica Detalle 

Entrenamiento 174 Etiquetas utilizadas en el 

entrenamiento 

Etiquetas de 

validación 

43  Etiquetas destinadas a la validación 

Imágenes 217 Número total de imágenes 

Datos Data/Campo Conjunto de datos 

Tamaño de lote 16 Cantidad de muestras procesadas por 

la red en cada lote 

Épocas 55 Total, de ciclos de entrenamiento 

Modelo Yolov8x Tipo de modelo empleado en el 

entrenamiento 

 

Para realizar este proceso, se utiliza un archivo YAML generado a partir del etiquetado 

en LabelMe, que almacena las rutas del conjunto de datos necesario para el 

entrenamiento. Además, se emplea una estructura específica de la arquitectura 

YOLOv8x. 
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Figura 37. Entrenamiento de la IA 

Al iniciar la ejecución del código, se examinan y recuperan las imágenes destinadas 

tanto al entrenamiento como a la validación, comenzando así el ciclo de entrenamiento. 

La Figura 38 se muestra el progreso del entrenamiento a lo largo de las 55 épocas 

especificadas. Asimismo, esta representación gráfica incluye detalles sobre el uso de 

la memoria de la GPU virtual utilizada, proporcionando una visión completa de la 

eficiencia y la carga de trabajo del sistema durante el entrenamiento del modelo. 

 

Figura 38. Inicio del entrenamiento 

Durante este proceso, se ejecutan 55 épocas, cada una de aproximadamente 23 

segundos, utilizando alrededor de 15.4 GB de memoria GPU. La duración y el uso de 

la memoria pueden variar según el número de parámetros y la cantidad de imágenes 

procesadas. La Figura 39 ofrece una representación detallada de este procedimiento, 

proporcionando una visión visual del rendimiento del proceso a lo largo de las épocas 

especificadas. 

 

Figura 39. Entrenamiento de la IA por épocas 



61 

 

El proceso de entrenamiento finaliza y los resultados se presentan en la salida de la 

consola. Para este conjunto de datos, el servidor de Google ha requerido un total de 27 

minutos para generar el modelo de inferencia. Los archivos resultantes, denominados 

"best.pt" y "last.pt," contienen los pesos esenciales para la implementación de 

YOLOv8x en la fase de inferencia. A continuación, se describe la función de cada 

archivo: 

best.pt: Este archivo almacena los pesos del modelo con el mejor desempeño durante 

el entrenamiento. 

 

Figura 40. IA entrenada 

last.pt: Este archivo contiene los pesos del modelo obtenidos en la última época de 

entrenamiento. 

 

Figura 41. Última época de entrenamiento 

a. Exportación de gráficas. 

Con el entrenamiento finalizado, YOLOv8x entrega el algoritmo entrenado y una 

carpeta llena de gráficas para el análisis del modelo. Los cuales son mostrados en la 

Figura 42, junto a los archivos enviados al Drive en la Figura 43.  

 

Figura 42. Gráficas que proporciona YOLOv8x 
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Figura 43. Gráficas enviadas al Drive 

Estos archivos se muestran cada uno en el Anexo D. 

• Resultados del entrenamiento.  

Como se puede observar en la Figura 44 y la Figura 45, los resultados con 

configuraciones de 55 y 100 épocas respectivamente muestran que, a medida que 

aumentan las épocas, el modelo genera menos errores. 

 

Figura 44. Resultados del entrenamiento con 100 épocas 
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Figura 45. Resultados del entrenamiento con 55 épocas 

• Precisión de las épocas  

A lo largo del análisis de precisión en múltiples épocas de entrenamiento, se observa 

un patrón ascendente tanto en la precisión del conjunto de entrenamiento como en el 

de validación. Esto sugiere que el modelo ha capturado eficazmente los patrones 

inherentes a los datos, indicando un proceso de aprendizaje efectivo. 

La convergencia simultánea de ambas métricas sugiere un equilibrio robusto en el 

proceso de aprendizaje, lo que respalda la capacidad del modelo para generalizar 

eficazmente a nuevos datos. Sin embargo, al analizar los resultados mostrados en la 

Figura 46, se evidencia una discrepancia notable, ya que la precisión en el conjunto de 

validación presenta puntos que se desvían de la línea de aprendizaje. 

 

Figura 46. Precisión del modelo con 100 épocas 

Esta discrepancia genera dudas sobre la confiabilidad de los resultados, subrayando la 

necesidad de una evaluación más minuciosa. Por otro lado, Figura 47 presenta 

resultados preliminares prometedores, confirmando la validez y el progreso positivo 

del modelo durante el entrenamiento. Cabe destacar que, aunque se podría aumentar 
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el número de épocas de entrenamiento, los cambios en las métricas ya no serían tan 

significativos ni representativos en términos de mejora. 

 

Figura 47. Precisión del modelo con 45 épocas 

• Tabla de resultados de los entrenamientos 

En el sistema desarrollado, se llevaron a cabo múltiples entrenamientos con el fin de 

comparar los resultados. La Tabla 23 muestran los valores obtenidos de estos 

entrenamientos con sus mejores resultados, incluyendo los parámetros de Épocas, 

Precisión (P), Recall (R), mAP50 (media de precisión promedio con IoU 0.5) y 

mAP50-95 (media de precisión promedio entre IoU 0.5 y 0.95). 

Cada entrenamiento varía entre 45 y 55 épocas, debido a la cantidad de muestras en 

cada subcategoría. Este ajuste permite obtener mejores resultados en los 

entrenamientos. 

Tabla 23. Tabla de resultados de entrenamientos 

Clases Imágenes Imágenes Val. Épocas P R mAP50 mAP50-95 

Mesioangular 174 43 45 0.999 1 0.995 0.936 

Vertical 163 40 45 0.999 1 0.996 0.978 

Distoangular 116 29 55 0.999 1 0.996 0.988 

horizontal 123 30 55 0.999 1 0.996 0.988 

invertido 78 19 55 0.999 1 0.996 0.923 

Fase 1 clase A 164 41 45 0.999 1 0.996 0.988 

Fase 1 clase B 140 35 45 0.999 1 0.996 0.978 

Fase 1 clase C 135 33 55 0.998 0.99 0.994 0.923 

Fase 2 clase A 148 37 45 0.999 1 0.996 0.988 

Fase 2 clase B 138 34 55 0.998 0.99 0.994 0.988 

Fase 2 clase C 156 39 55 0.998 0.99 0.994 0.978 

Fase 3 clase C 68 17 55 0.999 1 0.996 0.923 
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b. Procesamiento de Imágenes 

Se presenta el procesamiento de imágenes de las radiografías, el cual es un paso crucial 

para preparar los datos antes de ser analizados por la red neuronal previamente 

entrenada. El proceso comienza con la conversión de las imágenes a escala de grises, 

lo que reduce la complejidad computacional al simplificar la información de color en 

un solo canal. 

• Bibliotecas requeridas para el desarrollo de la etapa descrita  

En esta etapa se presentan las bibliotecas utilizadas para el procesamiento de imágenes. 

import cv2 

 

• Lectura de la imagen  

La imagen se lee en formato digital, como se muestra en la Figura 48. Esta etapa 

convierte la imagen en una matriz numérica. En el caso de una imagen radiográfica en 

blanco y negro, cada píxel se representa típicamente por 8 bits, lo que permite 256 

niveles de intensidad de gris. 

imagen = cv2.imread('radiografia.jpg') 

 

 

Figura 48. Imagen radiográfica original 
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En la Figura 49, muestra el histograma con las cantidades de blancos como de grises 

de la imagen original. 

 

Figura 49. Histograma de la imagen original 

• Escala de Grises 

Convertir una radiografía a escala de grises implica procesar la imagen para asegurar 

que cada píxel se represente por un solo valor de intensidad, generalmente de 8 bits, 

como se muestra en la Figura 50. Este cambio se realiza para evitar la saturación de 

blancos y grises, y para estandarizar las imágenes en un formato general, optimizando 

así su análisis y procesamiento posterior.  

imagen_gris = cv2.imread(imagen, cv2. IMREAD_GRAYSCALE) 

 

Figura 50. Imagen a escala de grises 
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La Figura 51, muestran el cambio de la imagen evitando la saturación tanto de blancos 

como de grises. 

 

Figura 51. Histograma de imagen a escala de grises 

c. Autentificación de Usuarios  

Para la autenticación del usuario, se utilizó Firebase. El objetivo es permitir el acceso 

al sistema mediante un inicio de sesión con correo y contraseña. 

• Bibliotecas requeridas para el desarrollo de la etapa descrita 

En esta etapa se muestra las librerías que se utilizaron para desarrollar el login.  

import pyrebase 

import tkinter 

import customtkinter 

import subprocess 

 

• Creación de Login 

En la Figura 52 se puede observar la creación de la base de autenticación en Firebase. 

A continuación, Firebase proporciona las credenciales necesarias para enlazar y subir 

datos desde Python, como se ilustra en la Figura 53. 
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Figura 52. Base de autentificación en fire base 

 

Figura 53. Credenciales de Base autentificador 

d. Interfaz de ingreso al sistema 

Se ha creado una interfaz para la introducción de usuario y contraseña. Esto permitirá 

verificar el usuario y en caso de no contar con una cuenta, el usuario pueda registrarse 

para poder ingresar con sus propias credenciales, como se ilustra en la Figura 54. Una 

vez iniciada la sesión, el programa mostrará una ventana con opciones para registrar 

nuevos pacientes.  

 

Figura 54. Interfaz Gráfica 
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La interfaz se diseñó con un enfoque en la seguridad de la información durante el 

desarrollo del sistema de inicio de sesión. Firebase realiza una verificación en tiempo 

real para garantizar que los datos proporcionados coincidan con los registros 

almacenados. Si la autenticación es exitosa, el usuario obtiene acceso al sistema; de lo 

contrario, se le notifica que las credenciales son incorrectas. 

Cada una de las partes del interfaz del programa se encuentran descritas en el Anexo 

G. 

3.1.7 Pruebas de Funcionamiento 

• Registro de usuario 

La interfaz de inicio de sesión permite que los profesionales ingresen con su correo 

electrónico y contraseña respectivos. En caso de no contar con una cuenta, pueden 

seleccionar la opción de registrarse para añadir un nuevo usuario a la base de datos. Al 

completar el registro, se mostrará un mensaje confirmando que el usuario se ha 

registrado correctamente, como se muestra en la Figura 55. 

 

Figura 55. Registro de usuario 
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El registro se reflejará en la base de datos, como se muestra en la Figura 56, junto a 

los demás profesionales que ya están registrados en el sistema. 

 

 

Figura 56. Usuarios registrados 

Una vez que se han ingresado las credenciales del profesional, se podrá iniciar sesión 

y acceder al sistema para realizar las evaluaciones correspondientes o revisar los 

registros de pacientes. 

 

Figura 57. Panel menú 

En este caso, se accede a "Nuevo Paciente" para realizar pruebas del funcionamiento 

del sistema. En la interfaz se encontrarán varios parámetros para llenar con los datos 

del paciente antes de la evaluación, con el fin de tener un registro detallado. Como se 

muestra en la Figura 58. 
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Figura 58. Interfaz de Nuevo Paciente 

 

Para evaluar la eficiencia del sistema de detección de terceros molares, se realizaron 

pruebas exhaustivas en tres casos clínicos externos de la base de datos de 

entrenamiento como de la de validación.  

Es importante recalcar que la comprobación del sistema se llevó a cabo junto con un 

profesional odontólogo. El profesional en el área de Odontología mencionó que, en 

una radiografía panorámica dental, al evaluar con la clasificación de Winter, se pueden 

presentar un máximo de cuatro resultados, ya que existen solo dos molares superiores 

y dos inferiores. 

En el caso del clasificador de Pell y Gregory, se pueden presentar un máximo de dos 

resultados, porque se basa exclusivamente en los molares inferiores. Por lo tanto, el 

total máximo de resultados es seis, este valor puede varias por la pérdida de piezas 

dentales por distintas circunstancias o posicionamiento de los Molares. 

a. Prueba 1 

• Activación de proceso 

1. Paciente Número uno: El registro se observa en la Figura 59. 
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Figura 59. Registro del paciente 

 

2. Evaluación de Radiografía Panorámica Dental: A continuación, en la Figura 60, 

Figura 61. 

 

 

Figura 60. Molar Clase 1-A detectado 
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Figura 61. Molar Vertical detectado 

3. Registro de Evaluación en la Base de datos. Se observa en la Figura 62, Figura 63. 

 

Figura 62. Datos del paciente 

 

Figura 63. Imágenes de evaluación del paciente 
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b. Prueba 2 

• Activación de proceso 

1. Paciente Número dos: El registro se observa en la Figura 64. 

 

Figura 64. Registro del paciente 

2. Evaluación de Radiografía Panorámica Dental: A continuación, en la Figura 65, 

Figura 66, Figura 67, Figura 68. 

 

Figura 65. Molar Clase 1-B detectado 
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Figura 66. Molar Clase 2-B detectado 

 

Figura 67. Molar vertical detectado 
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Figura 68. Molar mesioAngular detectad 

3. Registro de Evaluación en la Base de datos. Se observa en la Figura 69, Figura 70. 

 

Figura 69. Datos del paciente 

 

Figura 70. Imágenes de evaluación del paciente 
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c. Prueba 3 

• Activación de proceso 

1. Paciente Número tres. El registro se observa en la Figura 71. 

 

 

Figura 71. Registro del paciente 

2. Evaluación de Radiografía Panorámica Dental: A continuación, en la Figura 72, 

Figura 73, Figura 74. 

 

 

Figura 72. Molar Clase 2-A detectado 
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Figura 73. Molar vertical detectado 

 

Figura 74. Molar Horizontal detectado 

3. Registro de Evaluación en la Base de datos. Se observa en la Figura 75, Figura 76. 

 

Figura 75. Datos del paciente 
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Figura 76. Imágenes de evaluación del paciente 

3.2 Validación de resultados 

En esta sección se llevaron a cabo pruebas de funcionamiento del sistema, compuesto 

por doce modelos de Inteligencia Artificial previamente entrenadas para la detección 

de casos de molares según las clasificaciones de Pell-Gregory y Winter. Se apartaron 

592 imágenes con el fin de realizar estas pruebas de funcionamiento del sistema, 

utilizando casos clínicos de molares independientes de las bases de datos empleadas 

durante el entrenamiento. Cada una de las pruebas se realizaron con un porcentaje 

similar de imágenes para tener un número de pruebas de valores iguales. 

Al evaluar el sistema desarrollado, se emplearon las siguientes definiciones para medir 

la exactitud y la efectividad de las predicciones: 

• Verdaderos positivos (VP): Son los casos en los que el sistema identifica 

correctamente una condición como positiva y esta predicción es precisa. 

• Falsos positivos (FP): Representan los casos en los que el sistema 

incorrectamente identifica una condición como positiva, cuando en realidad es 

negativa. 

• Verdaderos negativos (VN): Corresponden a los casos en los que el sistema 

identifica correctamente una condición como negativa y esta predicción es 

acertada. 

• Falsos negativos (FN): Son los casos en los que el sistema incorrectamente 

identifica una condición como negativa, cuando en realidad es positiva. 

Estas métricas permitieron una evaluación detallada y precisa del desempeño del 

sistema, facilitando ajustes y mejoras basadas en los resultados obtenidos [49]. 
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3.2.1 Matriz de confusión de Winter: Mesioangular 

Se elaboró una matriz de confusión para el caso MesioAngular mediante el análisis de 

los resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente Tabla 24 . 

Tabla 24. Matriz de confusión Mesioangular 

Predicción Valor positivo Valor negativo 

Predicción Positiva 38(VP) 2(FN) 

Predicción Negativa 2(FP) 8(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 38 

El sistema detectó con precisión 38 molares que exhiben características de un molar 

Mesioangular. 

Verdaderos negativos: 8 

Se registró que el sistema descartó 8 molares de tipo vertical, entre otros y ausencia 

del molar tipo mesioangular en la radiografía panorámica. 

Falsos positivos: 2 

En 2 ciertos casos, el sistema no identificó correctamente el tercer molar, lo que sugiere 

una incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 2 

El sistema logró descartar 2 casos en los que no se observan características de un molar 

Mesioangular. 
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3.2.2 Matriz de confusión de Winter: Vertical 

Se elaboró una matriz de confusión para el caso Horizontal mediante el análisis de los 

resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la siguiente. 

Tabla 25. Matriz de confusión Vertical 

Predicción Valor positivo Valor negativo 

Predicción Positiva 40(VP) 1(FN) 

Predicción Negativa 1(FP) 8(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 40 

El sistema detectó con precisión 40 molares que exhiben características de un molar 

tipo Vertical. 

Verdaderos negativos: 8 

Se registró que el sistema descartó 8 molares de tipo mesioangular, entre otros y 

ausencia del molar tipo vertical en la radiografía panorámica. 

Falsos positivos: 1 

En 1 cierto caso, el sistema no identificó correctamente el tercer molar, lo que sugiere 

una incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 1 

El sistema logró descartar 1 caso en el que no se observan características de un molar 

Vertical. 
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3.2.3 Matriz de confusión de Winter: Distoangular 

Se elaboró una matriz de confusión para el caso Distoangular mediante el análisis de 

los resultados de 48 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 26. Matriz de confusión Distoangular 

Predicción Valor positivo Valor negativo 

Predicción Positiva 26(VP) 5(FN) 

Predicción Negativa 2(FP) 15(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 26 

El sistema detectó con precisión 26 molares que exhiben características de un molar 

tipo Distoangular. 

Verdaderos negativos: 15 

Se registró que el sistema descartó 15 molares de tipo horizontal, entre otros y ausencia 

del molar tipo distoangular en la radiografía panorámica. 

Falsos positivos: 2 

En 2 ciertos casos, el sistema no identificó correctamente el tercer molar, lo que sugiere 

una incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 2 

El sistema logró descartar 2 casos en los que no se observaban características de un 

molar distoangular. 
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3.2.4 Matriz de confusión de Winter: Horizontal 

Se elaboró una matriz de confusión para el caso Vertical mediante el análisis de los 

resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la siguiente. 

Tabla 27. Matriz de confusión Horizontal 

Predicción Valor positivo Valor negativo 

Predicción Positiva 38(VP) 2(FN) 

Predicción Negativa 2(FP) 8(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 38 

El sistema detectó con precisión 38 molares que exhibían características de un molar 

tipo horizontal. 

Verdaderos negativos: 8 

Se registró que el sistema descartó 8 molares de tipo distoangular, entre otros y 

ausencia del molar tipo horizontal en la radiografía panorámica. 

Falsos positivos: 2 

En 2 ciertos casos, el sistema no identificó correctamente el tercer molar, lo que sugiere 

una incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 2 

El sistema logró descartar 2 casos en los que no se observan características de un molar 

horizontal. 
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3.2.5 Matriz de confusión de Winter: Invertido 

Se elaboró una matriz de confusión para el caso Invertido mediante el análisis de los 

resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la siguiente. 

Tabla 28. Matriz de confusión Invertido 

Predicción Valor positivo Valor negativo 

Predicción Positiva 8(VP) 3(FN) 

Predicción Negativa 1(FP) 38(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 8 

El sistema detectó con precisión 40 molares que exhiben características de un molar 

tipo Invertido. 

Verdaderos negativos: 38 

Se registró que el sistema descartó 8 molares de tipo vertical, entre otros y ausencia 

del molar tipo invertido en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 3 

El sistema logró descartar 2 casos en los que no se observan características de un molar 

invertido. 
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3.2.6 Matriz de confusión de Pell y Gregory:  Fase 1 Clase A 

Se elaboró una matriz de confusión para el caso Fase 1 Clase A mediante el análisis 

de los resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente.  

Tabla 29. Matriz de confusión Fase 1 Clase A 

Predicción Valor positivo Valor negativo 

Predicción Positiva 36(VP) 1(FN) 

Predicción Negativa 1(FP) 12(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 36 

El sistema detectó con precisión 36 molares que exhiben características de un molar 

Fase 1 clase A. 

Verdaderos negativos: 12 

Se registró que el sistema descartó 12 molares de Fase 2 Clase A, entre otros y ausencia 

del molar Fase 1 Clase A en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 1 

El sistema logró descartar 1 caso en el que no se observan características de un molar 

Fase 1 Clase A. 
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3.2.7 Matriz de confusión de Pell y Gregory:  Fase 1 Clase B 

Se elaboró una matriz de confusión para el caso Fase 1 Clase B mediante el análisis de 

los resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 30. Matriz de confusión Fase 1 Clase B 

Predicción Valor positivo Valor negativo 

Predicción Positiva 38(VP) 1(FN) 

Predicción Negativa 1(FP) 10(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 38 

El sistema detectó con precisión 38 molares que exhiben características de un molar 

Fase 1 clase B. 

Verdaderos negativos: 10 

Se registró que el sistema descartó 10 molares de Fase 2 Clase B, entre otros y ausencia 

del molar Fase 1 Clase B en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 1 

El sistema logró descartar 1 caso en el que no se observan características de un molar 

Fase 1 Clase B. 
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3.2.8 Matriz de confusión de Pell y Gregory:  Fase 1 Clase C 

Se elaboró una matriz de confusión para el caso Fase 1 Clase C mediante el análisis de 

los resultados de 48 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 31. Matriz de confusión Fase 1 Clase C 

Predicción Valor positivo Valor negativo 

Predicción Positiva 11(VP) 2(FN) 

Predicción Negativa 2(FP) 33(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 11 

El sistema detectó con precisión 1 molares que exhiben características de un molar 

Fase 1 clase C. 

Verdaderos negativos: 33 

Se registró que el sistema descartó 33 molares de Fase 2 Clase C, entre otros y ausencia 

del molar Fase 1 Clase C en la radiografía panorámica. 

Falsos positivos: 2 

En 2 casos, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 2 

El sistema logró descartar 2 casos en los que no se observan características de un molar 

Fase 1 Clase C. 
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3.2.9 Matriz de confusión de Pell y Gregory:  Fase 2 Clase A 

Se elaboró una matriz de confusión para el caso Fase 2 Clase A mediante el análisis 

de los resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 32. Matriz de confusión Fase 2 Clase A 

Predicción Valor positivo Valor negativo 

Predicción Positiva 22(VP) 1(FN) 

Predicción Negativa 1(FP) 26(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 22 

El sistema detectó con precisión 2 molares que exhiben características de un molar 

Fase 2 clase A. 

Verdaderos negativos: 26 

Se registró que el sistema descartó 10 molares de Fase 1 Clase A, entre otros y ausencia 

del molar Fase 2 Clase A en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 1 

El sistema logró descartar 1 caso en el que no se observan características de un molar 

Fase 2 Clase A. 
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3.2.10 Matriz de confusión de Pell y Gregory:  Fase 2 Clase B 

Se elaboró una matriz de confusión para el caso Fase 2 Clase B mediante el análisis de 

los resultados de 48 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 33. Matriz de confusión Fase 2 Clase B 

Predicción Valor positivo Valor negativo 

Predicción Positiva 14(VP) 2(FN) 

Predicción Negativa 1(FP) 31(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 14 

El sistema detectó con precisión 14 molares que exhiben características de un molar 

Fase 2 clase B. 

Verdaderos negativos: 31 

Se registró que el sistema descartó 31 molares de Fase 1 Clase B, entre otros y ausencia 

del molar Fase 2 Clase B en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 2 

El sistema logró descartar 2 casos en los que no se observan características de un molar 

Fase 2 Clase B. 
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3.2.11 Matriz de confusión de Pell y Gregory:  Fase 2 Clase C 

Se elaboró una matriz de confusión para el caso Fase 2 Clase C mediante el análisis de 

los resultados de 50 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 34. Matriz de confusión Fase 2 Clase C 

Predicción Valor positivo Valor negativo 

Predicción Positiva 23(VP) 4(FN) 

Predicción Negativa 2(FP) 21(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 23 

El sistema detectó con precisión 3 molares que exhiben características de un molar 

Fase 2 clase C. 

Verdaderos negativos: 21 

Se registró que el sistema descartó 33 molares de Fase 1 Clase C, entre otros y ausencia 

del molar Fase 2 Clase C en la radiografía panorámica. 

Falsos positivos: 2 

En 2 casos, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 4 

El sistema logró descartar 4 casos en los que no se observan características de un molar 

Fase 2 Clase C. 
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3.2.12 Matriz de confusión de Pell y Gregory:  Fase 3 Clase C 

Se elaboró una matriz de confusión para el caso Fase 3 Clase C mediante el análisis de 

los resultados de 48 casos clínicos, lo cual se presenta de manera resumida en la 

siguiente. 

Tabla 35. Matriz de confusión Fase 3 Clase C 

Predicción Valor positivo Valor negativo 

Predicción Positiva 7(VP) 1(FN) 

Predicción Negativa 1(FP) 39(VN) 

 

• Interpretación de resultados.  

Los datos se obtuvieron a partir de pruebas de rendimiento utilizando radiografías 

panorámicas de pacientes externos a la base de datos. 

Verdaderos positivos: 7 

El sistema detectó con precisión 7 molares que exhiben características de un molar 

Fase 3 clase C. 

Verdaderos negativos: 39 

Se registró que el sistema descartó 39 molares de Fase 2 Clase C, entre otros y ausencia 

del molar Fase 3 Clase C en la radiografía panorámica. 

Falsos positivos: 1 

En 1 caso, el sistema no identificó correctamente el tercer molar, lo que sugiere una 

incapacidad para detectar una condición que realmente estaba presente. 

Falsos negativos: 1 

El sistema logró descartar 1 caso en el que no se observan características de un molar 

Fase 3 Clase C. 
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3.2.13 Validación de resultados 

Estos parámetros son esenciales para evaluar y comparar modelos de clasificación, 

proporcionando un mejor rendimiento en términos de precisión, capacidad para 

detectar casos positivos y globalmente en la exactitud de todas las predicciones 

realizadas [49]. 

• Precisión: La precisión mide la proporción de predicciones positivas correctas 

(VP) respecto al total de predicciones positivas realizadas por el modelo (VP 

+ FP). Es decir, indica qué tan correctas son las predicciones positivas del 

modelo.  

• Sensibilidad (Recall): La sensibilidad, también conocida como recall o 

exhaustividad, mide la proporción de casos positivos que el modelo logra 

detectar correctamente (VP) respecto al total de casos positivos reales en los 

datos (VP + FN). Es decir, indica la capacidad del modelo para identificar 

correctamente los casos positivos.  

• El F1-score: Es la media armónica de precisión y sensibilidad. Es una métrica 

que combina ambos valores en un solo número, proporcionando una medida 

equilibrada del rendimiento del modelo. 

• Exactitud: La exactitud mide la proporción de predicciones correctas (tanto 

positivas como negativas) realizadas por el modelo respecto al total de 

muestras evaluadas.  

 

a. Cálculos de Winter: MesioAngular 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  (2) 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

38

(38 + 2)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.95   
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•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  (3) 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

38

(38 + 2)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.95   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  (4) 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.95 ∗ 0.95

0.95 + 0.95
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.95   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

(5) 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

38 + 8

38 + 2 + 2 + 8
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.92   

b. Cálculos de Winter: Vertical 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

40

(40 + 1)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.976   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

40

(40 + 1)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.976   

•  F1_score 
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  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.976 ∗ 0.976

0.976 + 0.976
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.976   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

40 + 8

40 + 1 + 1 + 8
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.96   

c. Cálculos de Winter: Distoangular 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

26

(26 + 2)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.929   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

26

(26 + 5)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.839   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.929 ∗ 0.839

0.929 + 0.839
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.882   

• Exactitud 
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𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

26 + 15

26 + 2 + 2 + 15
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.854   

d. Cálculos de Winter: Horizontal 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

38

(38 + 2)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.95   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

38

(38 + 2)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.95   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.95 ∗ 0.95

0.95 + 0.95
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.95   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

38 + 8

38 + 2 + 2 + 8
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.92   
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e. Cálculos de Winter: Invertido 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

8

(8 + 1)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.889   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

8

(8 + 3)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.727   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.889 ∗ 0.727

0.889 + 0.727
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.800   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

8 + 38

8 + 1 + 3 + 38
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.92   

 

f. Cálculos de Pell y Gregory: Fase 1 Clase A 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

36

(36 + 1)
 

  



97 

 

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.973   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

36

(36 + 1)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.973   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.973 ∗ 0.973

0.973 + 0.973
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.972   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

36 + 12

36 + 1 + 1 + 12
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.96   

   

g. Cálculos de Pell y Gregory: Fase 1 Clase B 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

38

(38 + 1)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.974   

   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
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𝑅𝑒𝑐𝑎𝑙𝑙 =  

38

(38 + 1)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.974   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.974 ∗ 0.974

0.974 + 0.974
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.974   

   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

38 + 10

38 + 1 + 1 + 10
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.96   

 

h. Cálculos de Pell y Gregory: Fase 1 Clase C 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

11

(11 + 2)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.846   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

11

(11 + 2)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.846   

•  F1_score 
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  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.846 ∗ 0.864

0.846 + 0.864
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.846   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

11 + 33

11 + 2 + 2 + 33
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.917   

i. Cálculos de Pell y Gregory: Fase 2 Clase A 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

22

(22 + 1)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.957   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

22

(22 + 1)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.957 

 
 

  

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.957 ∗ 0.957

0.957 + 0.957
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.957   
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• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

22 + 26

22 + 1 + 1 + 26
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.957   

 

j. Cálculos de Pell y Gregory: Fase 2 Clase B 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  

14

(14 + 1)
 

  

  𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  0.933   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

14

(14 + 2)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.875   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.933 ∗ 0.875

0.933 + 0.875
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.902    

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

14 + 31

14 + 1 + 2 + 31
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.938   
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k. Cálculos de Pell y Gregory: Fase 2 Clase C 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
  

 

  
𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

23

(23 + 2)
 

  

  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  0.92   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

23

(23 + 4)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.852   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.92 ∗ 0.852

0.92 + 0.852
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.884   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

23 + 21

23 + 4 + 2 + 21
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.88   

 

 

l. Cálculos de Pell y Gregory: Fase 3 Clase C 

• Precisión 

  𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑷)
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𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  

7

(7 + 1)
 

  

  𝑃𝑟𝑒𝑠𝑖𝑐𝑖ó𝑛 =  0.875   

•  Sensibilidad (Recall) 

  𝑹𝒆𝒄𝒂𝒍𝒍 =  
𝑽𝑷

(𝑽𝑷+𝑭𝑵)
  

 

  
𝑅𝑒𝑐𝑎𝑙𝑙 =  

7

(7 + 1)
 

  

  𝑅𝑒𝑐𝑎𝑙𝑙 =  0.875   

•  F1_score 

  𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 = 𝟐 ∗ ( 
𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊ó𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
)  

 

  
𝐹1_𝑠𝑐𝑜𝑟𝑒 = 2 ∗ ( 

0.875 ∗ 0.875

0.875 + 0.875
) 

  

  𝐹1_𝑠𝑐𝑜𝑟𝑒 = 0.875   

• Exactitud 

  
𝑬𝒙𝒂𝒄𝒕𝒊𝒕𝒖𝒅 = ( 

𝑽𝑷 + 𝑽𝑵

𝑽𝑷 + 𝑭𝑷 + 𝑽𝑵 + 𝑭𝑵
) 

 

  
𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = ( 

7 + 39

71 + 1 + 1 + 39
) 

  

  𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 0.9583   

A continuación, se presenta la Figura 77, que detalla los valores específicos de los doce 

parámetros utilizados para validar el modelo de detección de doce categorías de 

molares. Cada barra que corresponde a una categoría distinta contiene los datos de la 

eficiencia y precisión del modelo en la detección de cada categoría de los molares. La 

información proporcionada en la figura es esencial para comprender el rendimiento 

del modelo en diversos contextos, permitiendo así una evaluación completa y detallada 

de su capacidad predictiva. 
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Figura 77. Matriz de confusión 

Basándose en los parámetros de validación analizados, se concluye que el sistema de 

detección presenta una alta precisión y sensibilidad, demostrando su capacidad para 

identificar especialmente los casos de terceros molares según las clasificaciones de 

Pell-Gregory y Winter. El parámetro F1-score se utiliza para evaluar porcentualmente 

el rendimiento y la versatilidad del modelo cuando se aplica en pruebas con 

radiografías panorámicas dentales de pacientes externos a la base de datos. Este valor, 

que se normaliza entre 0 y 1 (donde 1 representa un rendimiento perfecto y 0 un 

rendimiento nulo), tras el proceso de cálculo del F1-score del sistema mostró un 

promedio total de 0.90. 

 𝑹𝒆𝒏𝒅𝒊𝒎𝒊𝒆𝒏𝒕𝒐 𝒅𝒆𝒍 𝒔𝒊𝒔𝒕𝒆𝒎𝒂 = 𝑭𝟏_𝒔𝒄𝒐𝒓𝒆 ∗ 𝟏𝟎𝟎 (6) 

𝑹𝒆𝒏𝒅𝒊𝒎𝒊𝒆𝒏𝒕𝒐 𝒅𝒆𝒍 𝒔𝒊𝒔𝒕𝒆𝒎𝒂 = 𝟎. 𝟗𝟎𝟔 ∗ 𝟏𝟎𝟎 

𝑹𝒆𝒏𝒅𝒊𝒎𝒊𝒆𝒏𝒕𝒐 𝒅𝒆𝒍 𝒔𝒊𝒔𝒕𝒆𝒎𝒂 = 𝟗𝟎. 𝟔% 

Este porcentaje refleja el rendimiento del sistema inteligente de evaluación de terceros 

molares basado en aprendizaje automático y procesamiento de imágenes. Es 

fundamental entender que este parámetro puede variar considerablemente debido a 

factores como la falta de piezas dentales en pacientes de edad avanzada y la presencia 

de dientes no erupcionados en pacientes jóvenes con detención primaria. 

 

 

0,75

0,80

0,85

0,90

0,95

1,00

Precisión

Exactitud



104 

 

3.3 Presupuesto 

El cálculo del presupuesto para el sistema de evaluación inteligente de terceros molares 

basado en aprendizaje automático y procesamiento de imágenes se llevó a cabo a 

través de un análisis detallado del diseño y desarrollo. Para el diseño, se tomaron en 

cuenta las horas dedicadas a la programación y el salario de un ingeniero en 

telecomunicaciones, el cual, según el Ministerio de Trabajo de Ecuador, es de 858 

dólares mensuales. El cálculo del salario diario se realizó considerando un total de 21 

días laborables por cada mes. 

 
𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝐱𝐝í𝐚 =

𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝒙𝒎𝒆𝒔

𝑫í𝒂𝒔 𝒍𝒂𝒃𝒐𝒓𝒂𝒃𝒍𝒆𝒔
 

 

(7) 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥𝑑í𝑎 =
858

21
 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥𝑑í𝑎 = 40.86$ 

Según el Ministerio de Trabajo de Ecuador, la jornada laboral es de 8 horas, y se 

emplea una fórmula específica para calcular el valor de una hora de trabajo en dólares. 

 
𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝒙𝒉𝒐𝒓𝒂 =

𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝒙𝒅𝒊𝒂

𝑯𝒐𝒓𝒂𝒔 𝒍𝒂𝒃𝒐𝒓𝒂𝒃𝒍𝒆𝒔
 

 

(8) 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥ℎ𝑜𝑟𝑎 =
40.86

8
 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥ℎ𝑜𝑟𝑎 = 5.11$ 

El proyecto tuvo de un tiempo de desarrollo de 2 meses, dando un total de $1716 

Para el entrenamiento, se tuvo la colaboración del profesional odontológico, quien 

participó en la clasificación y etiquetado de cada caso clínico molar de Pell-Gregory y 

Winter. Según el Ministerio de Trabajo, los profesionales de la salud en el área de 

Odontología tienen un salario aproximado de 1000 dólares. El cálculo del salario diario 

se realizó considerando un total de 21 días laborables por cada mes. 

 
𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝐱𝐝í𝐚 =

𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝒙𝒎𝒆𝒔

𝑫í𝒂𝒔 𝒍𝒂𝒃𝒐𝒓𝒂𝒃𝒍𝒆𝒔
 

 

(7) 
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𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥𝑑í𝑎 =
1000

21
 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜𝑥𝑑í𝑎 = 47.619$ 

Se contó con la supervisión del odontólogo por 2 días a la semana, considerando el 

tiempo dedicado al etiquetado y clasificación, que fue de aproximadamente 2 meses, 

dando un total de 16 días. 

𝑺𝒂𝒍𝒂𝒓𝒊𝒐 = 𝑫í𝒂𝒔 𝒍𝒂𝒃𝒐𝒓𝒂𝒃𝒍𝒆𝒔 𝑥 𝑺𝒂𝒍𝒂𝒓𝒊𝒐𝐱𝐝í𝐚 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜 = 16 𝑥 47.619$ 

𝑆𝑎𝑙𝑎𝑟𝑖𝑜 = 761.9$ 

Esto da un total de 761.9$ por los honorarios de profesional en el área de la 

Odontología. Se emplearon diversos materiales y servicio profesionales en el área de 

la Odontología para la ejecución del proyecto, los cuales están detallados en la tabla 

adjunta. 

Tabla 36. Presupuesto 

Ítem Detalle Valor total 

1 Acceso a Bases de Datos $100 

2 Desarrollo del proyecto $1,716 

3 Materiales de Oficina $40 

4 Servicios Profesionales en el Área de la Odontología. $761.9 

5 Movilización $40 

6 Total $2,617.9 
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CAPÍTULO IV. CONCLUSIONES Y RECOMENDACIONES 

4.1 Conclusiones  

• El análisis de las características anatómicas de los terceros molares, apoyado 

en las clasificaciones de Pell-Gregory y Winter, las cuales se enfocan en la 

angulación, la profundidad y la relación con estructuras anatómicas adyacentes 

de cada categoría de tercer molar, identificando sus posiciones, permitió un 

estudio preciso y la selección de 12 categorías comunes junto al uso de 2592 

imágenes radiográficas. La implementación de redes neuronales 

convolucionales como técnica de aprendizaje automatizado facilitó una 

clasificación efectiva de estas categorías, optimizando el proceso de 

evaluación. Además, el procesamiento de las radiografías en escala de grises 

estandarizó las imágenes a un solo formato, evitando la saturación de blancos 

y grises.  

• Google Colab como plataforma de entrenamiento, junto con YOLOv8x, 

permitió desarrollar redes neuronales convolucionales eficientemente, 

superando a FASTER R-CNN y SSD en velocidad de detección, de fácil uso y 

manejo de parámetros de entrenamiento. Los entrenamientos se realizaron 

durante un tiempo de entre 20 y 30 minutos por modelo, optimizando el 

proceso con 45-55 épocas para alinear el entrenamiento con la curva de 

aprendizaje. Además, la utilización de la librería OpenCV facilitó la 

conversión inmediata de radiografías a escala de grises, evitando saturaciones 

en su transformación. La integración de estas herramientas permitió lograr una 

precisión del sistema del 90.6%, demostrando la efectividad del enfoque en el 

procesamiento y entrenamiento de modelos de Inteligencia Artificial con 

imágenes odontológicas. 

• El desarrollo de la interfaz para la evaluación inteligente de terceros molares 

en Python resultó efectivo con la utilización de librerías compatibles con las 

redes neuronales entrenadas con YOLOv8. La biblioteca customtkinter 

permitió crear una interfaz amigable para los profesionales de la Odontología, 



107 

 

mientras que Firebase Admin, facilitó el almacenamiento y manejo de datos 

clínicos, para posteriores estudios de casos clínicos. Esta combinación de 

herramientas consiguió crear una hoja clínica junto a un historial para la 

evaluación de terceros molares. 

 

4.2 Recomendaciones 

• Se recomienda expandir la base de datos actual de 2000 imágenes totales de 

terceros molares, a una de mayor cantidad posible de imágenes en cada 

subcategoría. Esta ampliación permitirá al modelo de Inteligencia Artificial 

entrenarse con un conjunto de datos más extenso y variado, mejorando así su 

capacidad de generalización y adaptabilidad. Esto generará un aumento en la 

precisión del sistema hasta un 99% en la evaluación de los terceros molares. 

• Para optimizar la gestión y almacenamiento de los registros clínicos, se sugiere 

la adquisición de un plan de pago en Firebase ya que el plan gratuito ofrece 

50.000 lecturas/día, 20.000 escritura/día y 10GB de almacenamiento. Esta 

migración permitirá manejar un mayor volumen de datos con mejor capacidad 

al permitir realizar por lo menos con 100.000 lecturas/día, 100.000 

escritura/días, 100.000 eliminaciones, 100GB de almacenamiento y descargas, 

también de contar con encriptación de extremo a extremo en su seguridad. 

• Se recomienda adquirir Google Colab Pro o Pro+ para aprovechar mayores 

recursos de procesamiento y reducir el tiempo de entrenamiento del modelo. 

El plan gratuito contiene limitaciones tanto en la CPU, GPU y TPU, con 

sesiones de 12 horas que a menudo son interrumpidas después de 1-2 horas de 

inactividad en el caso de entrenamiento de IAs se reduce a un número de 6 

entrenamientos por día. Con Colab Pro, permitirá entrenar modelos más 

complejos de manera más eficiente sin ninguna limitación, logrando sesiones 

hasta después de 24 horas sin interrupciones, junto a entrenamientos 

prolongados y podrán completarse rápidamente, permitiendo iterar y mejorar 

el modelo con mayor frecuencia. 
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ANEXOS 

Anexo A. CARACTERÍSTICAS DEL EQUIPO PC 

PC ASUS TUF DASH F15 FX517ZC 

 

Figura A1. PC ASUS TUF DATASHEET 

 

 

 

 

 

 

 

 



114 

 

Anexo B. ETIQUETADO DE CASOS CLINICOS MOLARES 

 

Figura B1. Etiquetado de caso molar Clase 1 

 
 

Figura B2. Etiquetado de caso molar Fase 3 

 



115 

 

Figura B3. Etiquetado de caso molar Horizontal 

 

Figura B4. Etiquetado de caso molar Distoangular 

 

 

Figura B5. Etiquetado de caso molar Fase 1. 

 

 

Figura B6. Etiquetado de caso molar Vertical. 
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Figura B7. Etiquetado de caso molar vertical. 

 

Figura B8. Etiquetado de caso molar Fase 2. 

 

Figura B9. Etiquetado de caso molar Fase 2. 
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Anexo C. GRÁFICAS DE ENTRENAMIENTOS. 

 

 

Figura C1. Gráfica de Entrenamiento 100 épocas Distoangular 

 

Figura C2. Gráfica de Entrenamiento 55 épocas Horizontal 

 

Figura C3. Gráfica de Entrenamiento 45 épocas MesioAngular 
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Figura C4. Gráfica de Entrenamiento 45 épocas Fase 1 clase A 

  

 

Figura C5. Gráfica de Entrenamiento 45 épocas Fase 3 Clase C 

 

Figura C6. Gráfica de Entrenamiento 55 épocas Vertical 

 

Figura C7. Gráfica de Entrenamiento 45 épocas Fase 2 Clase A 



119 

 

 

Figura C8. Gráfica de Entrenamiento 45 épocas Fase 1 Clase B 

 

Figura C9. Gráfica de Entrenamiento 55 épocas  Fase 2 Clase C 

 

Figura C10. Gráfica de Entrenamiento 100 épocas Mesioangular 

 

Figura C11. Gráfica de Entrenamiento 45 épocas Fase 2 Clase B 
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Anexo D. ARCHIVOS ENTREGADOS POR YOLO 

 

 

Figura D1.val batch0 

  

Figura D2. val batch1 
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Figura D3. Val batch2 

  

Figura D4. Val batch3 
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Figura D5. Labels 

  

Figura D6. Labels correlogram 

  

Figura D7. Confusion matriz 
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Figura D8. Recall 

  

Figura D9. P-recall 

   

Figura D10. Precision curve 
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Anexo E. PRUEBAS DE FUNCIONAMIENTO 

 

Figura E1. Prueba de funcionamiento Mesioangular. 

 

 

Figura E2. Prueba de funcionamiento Distoangular. 
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Figura E3. Prueba de funcionamiento Fase 1 Clase A. 

 

Figura E4. Prueba de funcionamiento Fase 2 Clase B. 

 

Figura E5. Prueba de funcionamiento Fase 3 Clase C. 
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Figura E6. Prueba de funcionamiento Fase 2 Clase A. 

 

Figura E7. Prueba de funcionamiento Vertical. 
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Anexo F. MATRICES DE CORRELACIÓN 

 

Figura F1. Matriz de correlación Mesioangular. 

 

Figura F2. Matriz de correlación Distoangular. 
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Figura F3. Matriz de correlación Vertical. 

 

Figura F4. Matriz de correlación Horizontal. 
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Figura F5. Matriz de correlación Fase 1 Clase A. 

 

Figura F6. Matriz de correlación Fase 2 Clase B. 
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Figura F7. Matriz de correlación Fase 3 Clase C. 

 

Figura F8. Matriz de correlación Fase 2 Clase C. 
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Anexo G. INTERFAZ GRÁFICA 

 

Figura G1. Interfaz login 

 

Figura G2. Interfaz paciente 
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Anexo H. AVAL DEL PROFESIONAL DE ODONTOLOGIA. 
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Anexo I. CÓDIGO DEL SISTEMA. 

import cv2 
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import os 
import firebase_admin 
from firebase_admin import credentials, storage 
import customtkinter as ctk 
from PIL import Image, ImageTk 
 
import subprocess 
 
ctk.set_appearance_mode("light") 
 
# Crear ventana 
root = ctk.CTk() 
root.title("PACIENTE") 
root.geometry(f"{root.winfo_screenwidth()}x{root.winfo_screenheight()
}+0+0") 
 
######_FRAME_############ 
# Frame principal 
f = CTkFrame(master=root,fg_color="#7EC4CF",width=400, height=820) 
f.place(relx=0, rely=0) 
 
f2 = CTkFrame(master=f,fg_color="#FFFFFF",width=370, height=750, 
corner_radius=20) 
f2.place(relx=0.035, rely=0.07) 
 
f3 = CTkFrame(master=root,fg_color="#FFFFFF",width=1165, height=800, 
corner_radius=20) 
f3.place(relx=0.26, rely=0.01) 

 

  with open(txt_file_path, "w") as file: 

        for model_path, model_name, tab_name, confidence_threshold, 

comment in zip(model_paths, model_names, tab_names, 

confidence_thresholds, comments): 

            model = YOLO(model_path) 

            image_path = 

"C:/Users/ASUS/Desktop/dataset/bellygregory/Clase2faseA/15.png" 

            image = cv2.imread(image_path) 

            image_resized = cv2.resize(image, (800, 600)) 

            results = model(image_resized, conf=confidence_threshold) 

            has_detection = any(len(result) > 0 for result in 

results) 

            if has_detection: 

                detections.append(f"{model_name} ({tab_name}): Se 

detectó al menos un objeto.") 

                file.write(f"{model_name} ({tab_name}): Se detectó al 

menos un objeto.\n") 

 

                tab = tabview.add(tab_name) 

 

                for i, result in enumerate(results): 
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                    annotated_image = result.plot(conf=True, 

labels=False) 

 

                     

                    save_path = os.path.join(save_images_dir, 

f"{tab_name}_detection_{i}.jpg") 

                    cv2.imwrite(save_path, annotated_image) 

                    file.write(f"Imagen de detección guardada en: 

{save_path}\n") 

 

                     

                    upload_image(save_path, 

f"{tab_name}_detection_{i}.jpg") 

 

                     

                    display_image(tab, save_path) 

                 

          

                comment_textbox = ctk.CTkTextbox(tab, 

height=100,font=('Bold',18)) 

                comment_textbox.pack(padx=10, pady=10, fill="x") 

                comment_textbox.insert("0.0", comment) 

                comment_textbox.configure(state="disabled")   

                 

                upload_file(txt_file_path, "resultados.txt") 

            else: 

                detections.append(f"{model_name} ({tab_name}): No se 

detectó ningún objeto.") 

                file.write(f"{model_name} ({tab_name}): No se detectó 

ningún objeto.\n") 

    for detection in detections: 

        print(detection) 
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