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RESUMEN

Dentro de la inteligencia artificial, el uso de redes neuronales artificiales toma cada vez
mas importancia. Este estudio busca estimar el error de la Demanda Bioquimica de
Oxigeno en aguas residuales de las empresas de jeans de la ciudad de Pelileo utilizando

redes neuronales.

En primer lugar, se desarrollé una base de datos conformada por 6 parametros fisicos, 9
parametros quimicos y una variable de salida. Estas variables se seleccionaron mediante
la Norma TUSLA vy fueron recopiladas del catastro del GAD Pelileo de los afios 2017-
2018 y de un laboratorio de andlisis de aguas certificado. A continuacion, se utilizo el
software Matlab con el disefio de la red neuronal artificial feed forward backpropagation
con la capa de entrada de 15 variables. La primera capa oculta tuvo diez neuronas, la
segunda capa sumatoria con una neurona y la capa de salida con la variable de respuesta
correspondiente a la estimacion de la Demanda Biogquimica de Oxigeno con el algoritmo
de aprendizaje de Levenberg-Marquardt. Se obtuvo valores del coeficiente de correlacion,
del error estimado de la red, y de la comparacion de la Prueba Tukey, tales como: 0.98081;
0.8890; 0.9833. Estas cifras revelan una concordancia entre los valores estimados por la

red y los valores reales.

Finalmente, los resultados demostraron que la Demanda Bioquimica de Oxigeno se estimé
numéricamente en aguas residuales a través de los modelos neuronales. Este tipo de
modelo de neuronas representan s6lo una parte de la funciébn matemaética que la red

construye a partir del conjunto de observaciones.

Palabras Claves: DBOs, aguas residuales, inteligencia artificial, redes neuronales
artificiales, red feed-forward backpropagation, jeans
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ABSTRAC

Within artificial intelligence, the use of artificial neural networks is becoming increasingly
important. This study seeks to estimate the error of the Biochemical Oxygen Demand in

wastewater from laundries of jeans of the city of Pelileo using neural networks.

First, a database consisting of 6 physical parameters, 9 chemical parameters and an output
variable was developed. These variables were selected using the TUSLA Standard and
were compiled from the cadastre of the GAD Pelileo of the years 2017-2018 and a certified
water analysis laboratory. Next, the Matlab software was used with the design of the
Artificial Neural Network FeedForward Backpropagation with the input layer of 15
variables. The first hidden layer had ten neurons, the second summatory layer with one
neuron and the output layer with the response variable corresponding to the estimation of
the Biochemical Oxygen Demand with the Levenberg-Marquardt learning algorithm.
Values of the correlation coefficient, the estimated network error, and the comparison of
the Tukey Test were obtained, susch as: 0.98081; 0.8890; 0.9833. These figures reveal a
concordance between the values estimated by the network and the actual values.

Finally, the results showed that Biochemical Oxygen Demand was estimated numerically
in wastewater through neural models. This type of model of neurons represents only part

of the mathematical function that the network builds from the set of observations.

Keywords: DBOs, wastewater, artificial intelligence, artificial neural networks, red feed-

forward backpropagation, jeans
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CAPITULO I. MARCO TEORICO

1.1 Antecedentes investigativos

En los ultimos afios, el tema de la contaminacién ambiental ha recibido més atencion
debido al aumento de los riesgos de los agentes contaminantes en todo el mundo (Maina
etal., 2017). Debido a la produccion de muchas sustancias que no pueden ser asimiladas
por el ecosistema, el dafio al medio ambiente y a la salud es cada vez méas evidente,
traduciéndose en un aumento del consumo de energia y recursos, estos residuos peligrosos
se generan con el desarrollo de agricultura, textiles, servicios e incluso actividades
domésticas, tema ambiental muy importante. De hecho, debido al progreso de la economia
mundial, la cantidad de residuos va en aumento. (Sigcha & Jordan, 2018; WWAP-
Programa Mundial de Evaluacién de los Recursos Hidricos de las Naciones Unidas,
2017).

En (2018), segin un informe presentado por la Organizacion de las Naciones Unidas, “se
espera que la escasez de agua aumente considerablemente para 2050. En 2010, el 27% de
la poblacién mundial vivia en areas con escasez de agua y su nimero podria llegar a 4800
y 5000 millones de personas”. La contaminacion del agua en general es responsabilidad
del ser humano, ya sea de manera directa o indirecta, por sustancias o energias que
producen efectos nocivos, como riesgos en la salud humana, obstaculizacion de
actividades acuaticas y deterioro de la calidad de agua asociado al proceso de consumo

humano, ya sea industrial, agricola o recreativo (Blatt et al., 2020; Lafi et al., 2018)



Uno de los principales consumidores de agua es la industria, que produce residuos de
diversa calidad segun el destino. Por otro lado, Organizacion de las Naciones Unidas
(2019) menciona que el 70% de los residuos generados por la fabricacion son vertidos al
agua sin control ni regulacion. Gran parte de esto no se trata, por lo que el agua dulce se
degrada con productos quimicos, lo que afecta no solo al medio ambiente, a la poblacion,
sino a ecosistemas completos. En los dltimos afios, este aspecto negativo ha desarrollado
alternativas a las formas tradicionales de produccién para obtener productos textiles

menos contaminantes.

Segun la United Nations Climate Change News (2018) el sector industrial textil genera
el 20% del desperdicio total de agua a nivel mundial a causa de los productos de tefiido y
acabado. EIl 10% por las emisiones globales de carbono, considerando que se requiere de
un promedio de mas de 7.500 litros de agua para producir unos jeans, que es la misma
cantidad de agua que la persona promedio bebe en siete afios, por ende la industria textil
es el segundo contaminante del mundo Conferencia de la ONU sobre Comercio y
Desarrollo UNCTAD (2019). En cuanto a los datos de la UNCTAD, la industria textil
utiliza 93 mil millones de metros cubicos de agua cada afio, esta cantidad es suficiente
para satisfacer las necesidades de 5 millones de personas. Cada afio se desechan al mar
medio millon de toneladas de microfibras, lo que presenta un equivalente a 3 millones de
barriles de petroleo (Niinimaki et al., 2020; Organizacion de las Naciones Unidas,
2019). Por tanto, la produccion textil global per cépita, por ejemplo, ha aumenta de 5,9 kg
a 13 kg por afio durante el periodo de 1975 al 2018. Del mismo modo, el consumo global
ha elevado a un estimado de 62 millones de toneladas de textiles por afio, y se prevé que
alcance los 102 millones de toneladas para el 2030 (Global Fashion Agenda & The
Boston Consulting Group, 2018).



En Ecuador, mediante el Decreto Ejecutivo No. 357, publicado en el Registro oficial No.
205 del 2 de junio de 2010 se establecen nueve zonas administrativas de planificacion.
Cabe recalcar que la Zona tres, abarca las provincias de Tungurahua, Cotopaxi,
Chimborazo y Pastaza. Tungurahua es una de las provincias mas extensa del pais, tiene
una superficie de 44.899 km?, que equivale el 18% del territorio ecuatoriano (LEXIS SA,
2016). Existen varias actividades econdmicas que se desarrollan en la Zona de
Planificacion 3, las principales son agropecuaria, manufacturera, servicios y transporte.
Especificamente, la industria agropecuaria corresponde al sector primario ocupando el
44% de la poblacion econdmicamente activa (PEA) y aporta el 12% del Producto Interno
Bruto (PIB). Seguidamente, la produccion manufacturera pertenece al sector secundario
con una participacion del 12% de la Poblacion Econdmicamente Activa y contribuye el
25% del Producto Interno Bruto. Luego, los servicios corresponden al sector terciario
representando al comercio con un valor del 13% Producto Interno Bruto y Poblacion
Econdmicamente Activa. Finalmente, el transponte corresponde el 10% del Poblacion
Interno Bruto y 4% del Poblacion Economicamente Activa; convirtiéndose estas
actividades economicas en un importante nodo comercial a escala nacional
(SENPLADES, 2019).

Por otro lado, la Zona de Planificacion 3 muestra la diversidad de industrias, tales como:
fabricacion de automdviles, metalurgia, curtidos, textil, etc. La zona produce una gran
cantidad de diversos desechos. También se requiere un manejo estricto de los desechos
antes mencionados, lo que obliga a los gobiernos descentralizados a fortalecer las
politicas, normas y leyes para lograr la plena integracion de los sistemas de salud,

seguridad, calidad y medio ambiente.



De acuerdo a los datos del Instituto de Estadisticas y Censos (2020), la industria textil
es una de las principales industrias del pais. Ocupa el tercer lugar en manufactura,
contribuyendo con el 7% del producto interno bruto (PIB) del pais. Asimismo, la industria
textil es una de las mas importantes del pais. Es la segunda mayor fuente de empleo, con
cerca de 170.000 empleados directos, lo que representa el 21% de la industria
manufacturera nacional. La industria textil y de confecciones del pais es una de las
principales consumidoras de agua, energia y productos quimicos en la produccion, lo que
a su vez genera grandes cantidades de aguas residuales. (Samanta et al., 2019). La
contaminacion de aguas residuales de impresion y tefiido de textiles causada por
impurezas o residuos en las materias primas, y muchos productos quimicos no se absorben
completamente en la tela. Estas sustancias se liberan al agua junto con otros contaminantes
y tienen un impacto negativo en el medio ambiente, como rios, arroyos, acequias y
especialmente en los sistemas de aguas residuales. Por lo tanto, las aguas residuales de la
industria textil contienen altas concentraciones de pigmentos, contaminantes organicos,
compuestos tdxicos, inhibidores, cloro y tensioactivos. Por lo tanto, la industria textil es
una de las principales contribuyentes a la degradacion ambiental, lo que genera impactos
ambientales relacionados con las aguas residuales que produce y la carga quimica que
contiene.(Peces, 2020; Romero et al., 2016). Como afirma el Ministerio del Ambiente
(2015) “el impacto ambiental se refiere a todos los cambios en la actividad econdémica, ya
sean positivos, negativos, neutrales, directos, indirectos, debido a efectos acumulativos o
retardados que producen cambios medibles y demostrables en el medio ambiente, tales
como: sus componentes, interacciones y relaciones y otras caracteristicas inherentes en

sistemas naturales”

Desde este punto de vista, el impacto ambiental de la industria en el medio ambiente ha
provocado mayor contaminacion por vertido de aguas residuales. Las lavanderias textiles
son sospechosas de tener muchos contaminantes; especialmente en el proceso de lavado

utilizan una variedad de materias primas, reactivos y métodos de produccién (Piontek &



Miiller, 2018). Las aguas residuales que se producen provienen principalmente de la alta
concentracion de solidos disueltos en el agua, la concentracién de metales pesados y la
presencia de colorantes. Asimismo, los tintes textiles son muy estables y provocan una
coloracion intensa, afectando la fotosintesis y la autodepuracion. La interferencia con la
liberacion de moléculas toxicas de la degradacion del tinte causa problemas ambientales,
por lo que esta agua se utiliza para regar cultivos, animales y humanos (Gavril & Hodson,
2007).

Comparado con el Canton Pelileo, se caracteriza por un importante desarrollo econémico
en torno a la industria textil especializada en la produccién y lavado de jeans. Ser una de
las mejores lineas de produccidn. Pelileo es el principal productor de jeans del pais, el
70% de su produccion se produce a nivel nacional y el 30% restante se vende en Cuenca,
Quito, Guayaquil y otras ciudades. (GAD Pelileo, 2019). Segln la encuesta de
produccién en la provincia de Tungurahua, en la region de Pelileo existen unas 1.100
fabricas textiles y 46 lavanderias de jeans. Por su parte, las industrias textiles y de jeans
de Pelileo se han convertido en un sector econdmico representativo de la sociedad. Sin
embargo, estéa catalogada como una actividad muy contaminante por su altisimo consumo
de agua, cada prenda tratada requiere una media de 80 litros de agua y trata alrededor de
8.000 productos quimicos en diversos procesos (Kant, 2012; Luongo, 2015). Se ha
verificado que las aguas residuales de salida provienen principalmente de las siguientes
etapas: desgasificacion (15%), desengrasado (20%), blanqueo (45%) y lavado (30%).
Durante este proceso, los productos quimicos como colorantes, &cidos, bases, sales se
eliminan y pasan a formar parte de las aguas residuales finales. (Choudhury, 2017,
Kishor et al., 2021).



Para el analisis de la calidad del agua es necesario considerar aspectos fisicos, quimicos y
microbioldgicos, existen varias métricas a medir, como temperatura, solidos en
suspension, conductividad, acidez, alcalinidad, DBO5, DQO, metales, bacterias, hongos
y virus. (Quintero & Cardona, 2012). Los métodos de tratamiento ineficaces de las
aguas residuales descargadas por las empresas de estampado y tefiido de textiles causan
diversos grados de contaminacion en los ecosistemas; problemas similares deben
abordarse satisfactoriamente mediante tecnologias limpias y marcos normativos estrictos
(Lopez & Crespi, 2015). Desde 2018, los organismos de control vienen monitoreando la
generacion de residuos sélidos, liquidos y gaseosos contaminantes, minimizandolos como
lo exige la legislacion vigente, pero con un alto costo para las empresas. (GAD Pelileo,
2019).

Por otro lado, el control de calidad del agua cumple con la norma ambiental del Texto
Unificado de la Legislacion Secundaria del Ministerio del Ambiente en el Libro XI
(TULSMA). Establecer limites de descarga para los sistemas de alcantarillado publico
requiere medir una variedad de parametros, que incluyen: demanda bioquimica de oxigeno
(DBO5), DQO, pH, grasa, nitrogeno, fdsforo, sulfato, sélidos suspendidos y mas.
Sustancias similares entran en la composicion de las aguas residuales de la industria textil
y se analizan mediante diferentes métodos fisicos y quimicos (Norma de Calidad

Ambiental y Descarga de Efluentes, 2011)

Sin embargo, el método estandar para la determinacion de la DBO del agua se Ilama
DBOs. De acuerdo con la norma americana, este parametro tarda cinco dias y, por lo
general, requiere la experiencia y las habilidades del personal de laboratorio. (INEN,
2013). Uno de los factores mas importantes es la estimacion de la Demanda Biogquimica

de Oxigeno (DBOs) para controlar la calidad del agua residual en empresas textiles. Este



parametro mide el contenido de carga orgénica en el paso de desgasificacion, donde
contribuye con alrededor del 50%. Especialmente por la adicion de quimicos y colorantes
naturales al agua de prueba, el agotamiento del oxigeno disuelto en el tanque receptor y

la muerte de animales acuaticos por falta de oxigeno. (Raffo & Ruiz, 2014).

Por otro lado, existen varios pardmetros fisicos y quimicos que retienen las aguas
residuales de la industria textil relacionandose con la Demanda Bioguimica de Oxigeno.
Entre los principales se menciona: pardmetros fisicos como: temperatura, humedad
relativa, presion atmosférica, concentracion de sélidos suspendidos, sélidos sediméntales
y solidos totales. Los pardmetros quimicos tales como: potencial de hidrdgeno,
tensioactivos, demanda quimica de oxigeno, fenoles, sulfuros, sulfatos, nitrégeno total,

fésforo, aceites y grasas.

Personalmente, en cuanto a parametros fisicos, la descripcién es la siguiente. La
concentracion de sélidos en suspension es atraida a la planta de tratamiento, afectando el
rendimiento de filtracion por su alto nivel. De esta forma, el contenido de color es un
parametro que no representa un limite permisible en la normativa, sin embargo, se reduce
el uso de medidas terapéuticas por el impacto visual. Este parametro es un indicador del
envejecimiento de las aguas residuales, causado por la presencia de sélidos en suspension,

coloides y sustancias en solucion.(Barrios et al., 2015).

Los sélidos sediméntales son aquellos que tienden a sedimentar al fondo de un recipiente
conico durante 60 minutos. Los sélidos totales son obtenidos como residuos después de

bajar la temperatura del agua hasta que se evapore, relacionandose con la cantidad de



materia orgénica (Brito, 2000). La temperatura, este parametro es importante porque
mucho de los sistemas de procesamiento incluyen procesos bioldgicos que afectan
directamente las reacciones quimicas y su velocidad de reaccion; incrementando la
solubilidad de las sales al cambiar el pH y conductividad (Lépez & Crespi, 2015). La
turbidez es influenciada por la presencia de colorantes aplicados en el proceso de tefiido
textil y se correlaciona con un mayor registro de color. La conductividad depende de la
naturaleza de los iones, de temperatura y viscosidad de la solucion, donde la alta
conductividad puede ser un indicador de presencia de sales. Es asi como, el valor de
medicién de la conductividad es utilizado como parametro sustituto de la concentracion
de solidos disueltos totales (Grobbelaar, 2009). Dentro de los parametros fisicos, el
oxigeno disuelto bajo limita la capacidad de autopurificacion de los cuerpos de agua,
demandando de un pretratamiento para descargar en rios y embalses. Por ello, la
concentracion de OD es una funcion de la temperatura, presién atmosférica y salinidad.
Donde, la determinacion de Oxigeno Disuelto es la base para calcular la Demanda
Bioquimica de Oxigeno y evaluar la condicién de oxigeno de los cuerpos de agua,
requiriendo en los procesos anaerdbicos concentraciones de Oxigeno Disuelto superiores

a 0,5 mg/l.

Por otra parte, los parametros quimicos se encuentran definidos por los componentes
organicos e inorganicos. El Potencial de Hidrégeno es considerado un factor importante
dentro de los compuestos quimicos empleados en el proceso de tefiido, los mismos que
pueden ocasionar variaciones e incumplimiento con lo establecido en la normativa;
mostrando la concentracion de iones de hidrogeno presentes en el agua, es decir, mas acida
0 basica (Chakraborty, 2010). Algo semejante ocurre con la alcalinidad, esta se
encuentra afectada por el pH, la composicion general del agua, temperatura y la fuerza
ionica. En efecto, la concentracion de la Demanda Quimica de Oxigeno representa un
valor de toda la materia organica e inorganica presente en solucion o suspension que

pueden oxidarse quimicamente por la accién de agentes oxidantes; siendo un factor



suficientemente rapido para determinar el grado de contaminacion del agua (Hussain et
al., 2004; Khosravanipour Mostafazadeh et al., 2019). Los tensioactivos tienen
propiedades dispersantes y emulsionantes, permitiendo que las prendas sean mas
susceptibles a las manchas; a fin de generar problemas operativos en los sistemas de

depuracion.

Los metales pesados son formados en el proceso de tefiido como: arsénico, cadmio, cromo,
cobalto, cobre, manganeso, mercurio, niquel, plata, titanio, zinc, estafio y plomo. Por
ejemplo, el cobre es uno de los minerales mas comunes en los tintes y es conocido por sus
efectos negativos en plantas y microorganismos, lo que resulta en una reduccién de la
fertilidad del suelo. Estos generalmente tienen baja solubilidad en agua, por lo que la
concentracion de minerales en el agua depende de los pardmetros como el pH, potencial
REDOX, el contenido de materia organica y metal presente. Se ha considerado que para
los tintes que tienen metales como parte integral de la molécula, el contenido mineral es

importante para su rendimiento como colorante textil (Bae et al., 2006).

Los aceites y grasas son compuestos conocidos como grasas de hexano, ya que estan
combinados de carbono, hidrogeno y oxigeno que flotan en el agua residual causando
problemas de mantenimiento e interfiriendo con la actividad biolégica. Son dificiles de
biodegradar y una elevada concentracion de cargas de aceites y grasas emulsificantes,
pueden causar problemas en la planta de tratamiento. Los fenoles constituyen la materia
organica que tienden a resistir los métodos de proceso tradicionales. Al respecto de los
aniones toxicos como los sulfuros presentes en algunos colorantes. Estos se forman
cuando el sulfuro de hidrogeno es producido por la reduccién anaerébica del sulfato,
combinandose con metales divalentes como el hierro que pueden estar presente en las

aguas residuales (Braga & Varesche, 2014).



En cambio, el nitrogeno total incluye el nitrégeno que forma parte de los compuestos de
la muestra y puede identificarse como tal. El nitrogeno total tiene una reserva para
convertirse en formas mas accesibles para la cadena trofica, y, por lo tanto, es importante
en los procesos de eutrofizacion. El nitrégeno organico se puede convertir en amoniaco
por las bacterias saprofitas, siendo una fuente energética para las bacterias autdtrofas
convirtiendo en iones nitrito y nitrato, estas especies requieren 4,5 veces méas oxigeno que
el que requiere el amoniaco, afectando de esta manera los niveles de oxigeno disuelto
(Ramos et al., 2021).

Ademas, el fosforo total es esencial para el crecimiento de algas y otros organismos
bioldgicos, debido a brotes nocivos de algas que aparecen en la superficie del agua.
Actualmente existe interés en controlar las cantidades de compuestos de fosforo en aguas
superficiales provenientes de desechos industriales y agricolas. Por ejemplo, el contenido
de fésforo total en las aguas residuales municipales puede variar entre 4 a 15 mg/l.
Finalmente, los solventes clorados provienen de lavado y la limpieza de maquinas. Se

cree que los biocidas como el pentaflocorofenol provienen de fibras de lana contaminada.

Como resultado, el redisefio de las redes neuronales artificiales se puede transferir a areas
especificas, tales como: la quimica, bioguimica, ecologia acuatica, automatizacion de
procesos, recursos hidricos y las ciencias ambientales. Su creciente popularidad se debe
principalmente a la flexibilidad de la estructura y algoritmo de aprendizaje, asi como a su
simplicidad y facilidad de implementacion. Permite resolver problemas complejos y en
muchos casos brindar soluciones adecuadas (Lastre et al., 2014). Desde la perspectiva
de Tanzifietal., (2017) sugieren que el modelado y la simulacion pueden evitar multiples
pruebas empiricas en el proceso, lo que puede llevar mucho tiempo, derrochar reactivos y

retrasar el analisis. Por esta razon, las rede neuronales artificiales (ANN) son una de las
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herramientas mas poderosas para predecir la contaminacion de las aguas residuales

permitiendo describir lo siguiente:

Prado et al., (2013) en el articulo denominado “ Applying of a Neural Network in Effluent
Treatment Simulation as an Environmental Solution for Textile Industry” realiza una
simulacion de la biodegradacion de pigmentos en el proceso textil empleando una red
neuronal multicapa, desarrollando un dispositivo 2% para el estudio del efecto de la
concentracion de colorante (0.01 —0.18 g/L), glucosa (0.66-2.43% p/v), microorganismos
(0.16 — 1.84 ml/L) y pH (5.3 — 8.7) sobre el indice de biodegradacion del colorante,
encontrando las mejores condiciones con 0,15 g/L de colorante, pH 8 , microorganismos
1.5ml/L y 1 g/100mL de glucosa, logrando un indice de biodegradacion del colorante de
96%, demostrando que la red neuronal cognitiva de multiples capas es eficaz para la
simulacion de la biodegradacion del tinte en condiciones reducidas del conjunto de datos.

Hamid (2014) en el articulo denominado “Evaluation of multvariate linear regression and
artificial neural networks in prediction of water quality parameters” examina la eficacia
de los modelos de regresion lineal multivariante (MLR) y de redes neuronales artificiales
(ANN) para predecir dos parametros clave de calidad de agua en las plantas de tratamiento
de aguas residuales. La Demanda Bioquimica de Oxigeno (DBO) y la Demanda Quimica
de Oxigeno (DQO), asi como los indicadores de materia organica siendo pardmetros
representativos de la calidad de aguas residuales. El rendimiento de los modelos ANN se
evallan mediante coeficiente de correlacion (R) y el error cuadratico medio (RMSE) y los
valores sesgos. Los valores de DBO y DQO calculados por el método de ANN y analisis
de regresion coincidieron estrechamente con sus respectivos valores medidos. Ademas,
realizan un estudio comparativo entre los dos métodos ANN y el MLR, obteniendo que la

prediccién es mas apropiada al aplicar el modelo ANN, donde los indices comparativos
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de ANN optimizados con valores de entrada para temperatura (T), pH, sélidos
suspendidos totales (TSS), solidos totales (TS) para la prediccion de DBO como RMSE
=25,1 mg/L, R=49,4 mg/L, y para DQO como RMSE= 49,4 mg/L, R=0,81. Demostrando
que el modelo ANN se puede utilizar con éxito para estimar la DBO y la DQO en la

entrada de plantas de tratamiento de aguas residuales.

Cdarvelo et al.,(2015) en el articulo denominado “Simulation of biodegration process of
wastewater from meat industry by means of a multilayer perceptron artificial neural
network”, manipulan papaina que esta contenida en el latex de la papaya (Carica papaya)
para reducir la concentracién de proteinas de los efluentes de los mataderos, 1os mismos
gue se encuentran a una temperatura de 25-30°C y con un pH de 5-7, revelando que la
papaina reduce los niveles de la proteina del 82% al 92% dentro de un periodo de tiempo
de 30 y 40 horas posteriores al procedimiento. Emplean el modelo de Red Neuronal
Artificial Perceptron Multicapa en la simulacion de la variacion de la concentracion de
proteinas en funcion del tiempo, y la determinacién del tiempo de finalizacion del proceso
de concentracion de proteinas, asi como los pardmetros éptimos del proceso de
biodegradacion de proteinas de las aguas residuales de mataderos; explicando que las
simulaciones realizadas mediante modelo de Red Neuronal Artificial en condiciones
ideales a un pH 5, una temperatura de 30°C y un tiempo de 35 h, predicen que la

concentracion de proteina disminuye en un 91%.

Ahmed, (2017) en el articulo mencionado “ Prediction of disolved oxigen in Surma River
by biochemical oxigen demand and chemical oxygen demand using the artificial neural
networks (ANNSs) desarrollan un modelo red neuronal y una funcion de base, utilizando
datos experimentales recopilados durante un estudio de tres afios en el Rio Surma,

Bangladesh. Los resultados obtenidos muestran que el modelo de red neuronal de funcion
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de base radial preparado por Demanda Bioquimica de Oxigeno y Demanda Quimica de
Oxigeno proporciona valores altos en el coeficiente de correlacion (R) y el coeficiente de
eficiencia (E), ademas de un valor bajo de errores cuadraticos medios (MSE).
Confirmando que el Oxigeno Disuelto se predice con una precision aceptable a partir de
un pequefio conjunto de variables utilizando el modelo de red neuronal de alimentacion
directa y la red neuronal de funcion de base radial. Finalmente, el resultado obtenido se
aplica a estimaciones de Oxigeno Disuelto de energia que se utilizan en sistema de gestidn

y tratamiento de aguas, siendo este pardmetro importante para los cuerpos de agua.

Vijayashanthar et al., (2018) en el articulo mencionado “ Modeling fecal Indicator
Bacteria in Urban Waterways Using Artificial Neural Networks™ desarrollan un modelo
predictivo para pronosticar la concentracion de Bacterias Indicadoras Fecales en una via
fluvial urbana del Rio Chicago, utilizando redes neuronales artificiales mediante el uso
del algoritmo de optimizador de propagacion cuadratica media original (RMSprop). Para
el analisis seleccionan ocho variables de entrada, de las variables propuestas originalmente
como: temperatura del agua, turbiedad, precipitacion diaria acumulada, de dos y siete dias,
descarga de flujo de rio, distancia de la planta de recuperacién de agua corriente arriba 'y
el nimero de canales combinado con el alcantarillado aguas arriba. Adicionalmente, las
plantas de recuperacion de agua y los sistemas de desbordamiento demuestran ser
importantes contribuyentes a la contaminacion microbiana en el sistema de vias fluviales
urbanas y son considerados en el modelo de Red Neuronal Artificial. Como resultado, el
modelo desarrollado tiene una precision del 86,5% para predecir si la concentracion de

coliformes en las heces se encuentra por encima o por debajo del limite especificado.

Valdivieso (2019), en el proyecto de investigacion *“ Optimizacion de biopolimeros en el

proceso de coagulacién- floculacién para el tratamiento de lixiviados en la Ciudad de
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Cuenca mediante el uso de redes Neuronales” utilizan un modelo computacional
permitiendo reducir las operaciones de los ensayos de jarras en el laboratorio y la
optimizacion de los recursos. Los resultados de efectividad de la aplicacion de
biopolimeros en el tratamiento de lixiviados logrados mediante la experimentacion en
laboratorio, son tomados como variables de entrada para la Red Neuronal Artificial para
la estimacion de los datos en forma predictiva; logrando establecer la dosis dptima para el
tratamiento de lixiviados, dado que el tiempo utilizado para la determinacion de las dosis
de cloruro férrico y almidon mediante el método de Jarras en laboratorio es muy alto, por
esta razon se estima que la red ayuda a disminuir el tiempo de las operaciones en los
laboratorios. A través de la red se ingresan datos de diferentes escenarios o datos de la
muestra de estudio prediciendo la dosis requerida para las variables de entrada.
Finalmente, la aplicacién de coagulacion-floculacion reduce los valores de turbidez en el

lixiviado.

Gonzalez & Garcia (2020) en el articulo denominado “Elaboration of an artificial neural
model for the estimation of turbidity and proposition of dosifications in the waswater
treatmen”, se enfocan en la estimacién del valor de la turbiedad de las aguas residuales de
la industria avicola, utilizando el modelo neuronal artificial basado en redes de multicapa
Feedfoward-backpropagation. Los resultados de este proceso muestran que para los dos
estudios de caso (sin catalizador y con catalizador), en el disefio con dos capas ocultas y
el método de aprendizaje Levenberg-Marquardt. Se logra obtener un buen rendimiento,
son mas completos y fiables con un valor de Regresion lineal de (R> 0,99), infiriendo que
las redes neuronales artificiales son utilizadas de manera confiable como herramienta de
prediccidn. El uso de estas redes neuronales en esta aplicacion permite reducir el nimero
de ensayos de Pruebas de Jarras, lo que se traduce en ahorros de recursos de tiempo,
floculacion y coagulacion, al centralizar la porcion de prueba en un nimero reducido de

ensayos en torno a la estimacién 6ptima de coagulante y floculante.
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Brocardo de Ledn et al., (2020) en el articulo denominado “ Artificial Network for
prediction of color absorption from an industrial textile effluent using modified sugarcane
bagasse: characterization, kinetics and isotherm” se realizan experimentos por lotes sobre
el efecto del pH de las aguas residuales, el tiempo de contacto entre el absorbente, la dosis
de absorbente, el tamafio de la particula y la concentracion del color de las aguas residuales
en el proceso de absorcidn; sin embargo las mejores condiciones operativas se encuentran
en medios acidos utilizando bagazo de cafia de aztcar modificado quimicamente (SBM)
con un tamafo de 0.7 mm y una dosis de 0.6 g-1. Se emplea el modelo de red neuronal
multicapa con cinco entradas y una salida, entrenada con ocho neuronas en la capa oculta.
Finalmente, se realiza una comparacién entre los datos experimentales y el modelo de red
neuronal artificial predictivo demostrando que los resultados del rechazo de color se
ajustan al modelo computacional con un coeficiente de determinacion (R?) de 0,928 y un
error cuadratico medio (MSE) de 0.013; realizando ajustes no lineales en modelos
isotérmico y de absorcion. Finalmente, la absorcion de bagazo de cafia de azucar
modificado quimicamente ha demostrado ser un método prometedor para el tratamiento
de aguas residuales de tefiido textil y el modelo de red neuronal artificial desarrollado es

utilizado con éxito para hacer predicciones sobre el color final de las aguas residuales.

En el articulo denominado “Artificial neural network to estimate an index of water
quality”, describe el disefio, entrenamiento y uso de un modelo de red neuronal de tres
capas para calcular indice de calidad de agua donde consto de dieciséis puntos de muestreo
del rio Utcubamba, y sus afluentes. Utilizaron el software Matlab y el RNA unidireccional
denominado perceptrdn de tres capas: la capa de entrada incluye seis parametros fisico-
qguimicos como: Oxigeno Disuelto, Demanda Bioquimica de Oxigeno, nitratos, coliformes
fecales, pH y turbidez, una capa oculta y un indice de calidad de agua en la capa de salida;
donde se encontro que el disefio 6ptimo del RNA fue 6-12-1 y los porcentajes para los

grupos de entrenamiento, validacién y prueba fueron 70%, 10% y 20%. Como resultado
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evalUan el rendimiento mediante el error cuadrético y el coeficiente de correlacién, dando

correlaciones superiores a 0,94 en los valores medidos y citados (Quifiones et al., 2020)

Meza & Gonzalez, (2020) en el articulo denominado “ Developmet o fan artificial neural
network model for estimation of bod in seawaters” utilizan modelos de redes neuronales
artificiales para estimar la DBO en el agua de mar, manejando un disefio de perceptrén
multicapa, utilizando 3 capas de 20 neuronas cada una, en sus cuatro etapas de aprendizaje
tales como: entrenamiento, validacion y prueba; demostrando un alto rendimiento con el
algoritmo de Levenberg-Marquardt. EI mismo que proporciona valores altos del
coeficiente de correlacion tales como: 0.937; 0.951; 0.953 y 0.941; estas cifras muestran
una concordancia entre los datos observados y las estimaciones realizadas por la red.
Finalmente, los resultados obtenidos demuestran que la Demanda Bioquimica de oxigeno
se puede estimar numéricamente en aguas marinas a través de modelos neuronales

artificiales.

De esta manera, se busca determinar que las Redes Neuronales Artificiales son una forma
atractiva de buscar interacciones entre los parametros relacionados. Estas redes mapean
un conjunto de patrones de salida después de crear un subconjunto de datos de proceso
conocido como conjunto de entrenamiento y pueden realizar relaciones no lineales entre
los parametros del sistema (Matich, 2017). Por lo tanto, en el préximo capitulo se hace
énfasis a los resultados obtenidos de la red neuronal, sacando los mismos resultados del

contexto de investigacion.
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1.2 Redes Neuronales Artificiales

El primer estudio de rede neuronales se remota a principios del siglo X1X, pero el estudio
de las redes neuronales no se estandarizd hasta las décadas de 1940 y 1950 y la
investigacion de redes neuronales cobr6 impulso con el movimiento de correlacion. Este
movimiento apoya la hipotesis de que el secreto del aprendizaje y del conocimiento se
encuentra en axiomas o hechos indiscutibles. Ademas, el conocimiento independiente de
la estructura que rige los simbolos, y representaciones del conocimiento es producido por
el estrato mas simple de inteligencia: el cerebro, especialmente sus neuronas y las

multiples conexiones entre ellas (Mcculloch & Pitts, 1990).

Las redes neuronales artificiales (R.N.A) son similares a un cerebro y, por lo tanto,
exhiben algunas de propiedades similares al aprendizaje. Generalizar de casos antiguos a
casos nuevos y excluir caracteristicas basicas proporciona informacion irrelevante, entre

otros. Todas estas caracteristicas le confieren ventajas como:

e Aprendizaje adaptativo: la capacidad de aprender a realizar tareas en base a un
entrenamiento previo.

e Autoorganizacion: cada red neuronal crea su propia organizacién basada en la
formacion inicial.

e Tolerancia a fallos: la destruccion parcial de la red neuronal artificial se reduce
a la degradacién estructural, cualquiera que sea la amplitud de una red en
particular puede seguir trabajando.

e Operacion en tiempo: los célculos neuronales se pueden realizar en paralelo,

ya que estos dispositivos especiales estan hechos para lograrlo.
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e Facil insercion en la tecnologia existente: puede tener chips en la red neuronal

personalizados que puedan integrarse en el sistema.

En primer lugar, una red neuronal es un sistema de mapeo no lineal basado en el sistema
nervioso de humanos y animales. En este sentido, quiere decir, que la red neuronal
artificial esta inspirada en una red neuronal bioldgica, compuesta por elementos como: un
cuerpo celular, una rama principal el axon y varias ramas cortas denominadas dendritas,

estas funciones son similares a las neuronas bioldgicas en sus funciones mas comunes.

Estas se organizan de manera similar a las neuronas bioldgicas , como se muestra en la
figural (Caicedo & Ldpez, 2017). Las redes neuronales artificiales tienen una amplia
gama de propiedades cerebrales, por ejemplo: aprender de la experiencia, generalizar
ejemplos anteriores en ejemplos nuevos y abstraer las caracteristicas principales de una
serie de datos. Es decir, a cada conexion se le asocia un peso que representa la informaciéon

que utilizan las neuronas para resolver un problema en particular.

Figura 1

Neurona Bioldgica vs Neurona Artificial

/

summation non-linearity
w =30, Wiy 3= flw)

u; V v-/
S

Nota: Semejanza entre una neurona bioldgica un modelo de red neuronal artificial
(MAGIQUO DATA LIVE, 2019).
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Por otro lado, las redes neuronales son herramientas poderosas para el reconocimiento y
clasificacion de patrones. Se utiliza en la prediccion de problemas de ingenieria como
alternativa en sistemas complejos, caracterizados por factores en sistemas de
aproximacion estadistica no lineal o en sistemas que brindan soluciones computacionales

basadas en algoritmos complejos y comprensivos (Barthakur et al., 2012).

Sin embargo, las redes neuronales (perceptrones) existen desde la década de 1940, y se
han convertido en una parte importante de la inteligencia artificial en los Gltimos tiempos.
Esto se debe al advenimientode una técnica conocida como retropropagacion. Esta
tecnologia permite que las redes ajusten los niveles de neuronas ocultas en situaciones en

las que la salida no coincide con lo que esperaba el creador (Pino et al., 2001).

Estas, a su vez, incluyen variables cuantitativas y cualitativas, que consisten en una gran
cantidad de procesadores simples unidos entre si por conexiones ponderadas. Las unidades
de procesamiento son neuronas, cada una de las cuales recibe entradas de otros nodos y
produce salidas estandar simples basadas en informacién local, interna o proveniente de
conexiones (Araghinejad, 2014). A su vez, se desarrollan como generalizaciones de
modelos matematicos del conocimiento humano o de la neurociencia, a partir de las

siguientes consideraciones:

Primero, la informacion se procesa en muchos elementos simples llamados neuronas.
Luego, las sefiales se transmiten entre neuronas mediante interconexion. Entonces, cada
enlace conectado tiene un peso multiplicado por la sefial enviada en una red neuronal

tipica. Finalmente, cada neurona aplica una funcion de activacion (generalmente no lineal)
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a laentrada de lared, es decir, la suma ponderada de las sefiales de entrada para determinar
su sefial de salida (Serrano et al., 2010).

1.3 Modelamiento de la Red Neuronal Artificial

Cuando se utiliza una Red Neuronal Artificial se tienen en cuenta tres etapas: la primera
etapa involucra el disefio donde se elige el tipo de red neuronal (arquitectura), la cantidad
de neuronas que generard, la funcion de activacion definida para la funcion y el algoritmo
de aprendizaje (Caicedo & L6pez, 2017). La fase de entrenamiento presenta una serie de
entradas y salidas a la red neuronal, de las cuales aprende mediante el uso del algoritmo

de entrenamiento.

Luego, la entrada relevante se alimenta a la red, donde la red genera una salida basada en
lo que aprendié durante la fase de entrenamiento. Finalmente, se especifica una serie de
parametros: el numero de capas, numero de neuronas en la capa de entrada, nimero de

neuronas de las capas intermedias y nimero de neuronas en la capa de salida.

1.3.1 Arquitectura de la red neuronal

Las neuronas se distribuyen en una red neuronal artificial que forma ciertos niveles de

neuronas. En cualquier caso, si un grupo de neuronas artificiales recibe el mismo tipo de
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informacion al mismo tiempo, se denomina capa. En la red, se pueden distinguir tres tipos

de niveles:

- Entrada: todas las neuronas reciben informacion directamente de fuentes externas
a la red.

- Oculta: pertenece a un grupo de neuronas dentro de la red y no tiene conexion
directa con el exterior, donde el nimero de niveles ocultos puede ser de 0 0 mas.
En general, las neuronas de cada nivel oculto comparten el mismo tipo de
informacion, lo que se denomina como capa oculta. Ademas, en las capas ocultas
se conectan entre si de varias maneras, cuyo nimero determina las estructuras de
la red neuronal

- Salida: un grupo de neuronas que transmiten informacién que la red procesa hacia

el exterior.

Los diferentes modelos de la red existente estdn determinados por los diferentes métodos
de distribucién, conectividad y correlacion entre los tres tipos de capas junto con el tipo
de neuronas que las componen. La figura 2 muestra la arquitectura en capas de una red

neuronal artificial con varios niveles.

Figura 2

Arquitectura de una red neuronal

input layer

hidden layer 1 hidden layer 2

Nota: Arquitectura unidireccional con cuatro capas de neuronas: una capa de entrada, dos

capas ocultas y una capa de salida (Torres & Naveiro, 2019).
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Las redes neuronales pueden trabajar con datos cambiantes y solo se requiere la maxima
cantidad de informacién durante la fase de entrenamiento. Por lo tanto, cuando se ingresan
datos a la red, se entrenard en una tarea especifica y su rendimiento es relativo, lo que le
permite identificar patrones desconocidos de manera rapida y sencilla, lo que reduce el

tiempo para estimar parametros (Zavala et al., 2018).

1.3.2 Disefio de la red Neuronal

Después de que se crea la red. Una red neuronal entrenada tiene en cuenta los siguientes
parametros: tipo de algoritmo, nimero de épocas y error maximo. El algoritmo comienza
leyendo las matrices de entradas y las respuestas apropiadas de la Red Neuronal Artificial.
Luego, los vectores de entrada y respuesta se normalizan usando el valor maximo de cada
matriz para mejorar el entrenamiento de la red neuronal artificial. Después de normalizar
la matriz de datos, se disefia una red neuronal artificial. El algoritmo utilizado para crear
una muestra de este tipo se denomina backpropagation y se basa en una combinacion de
descenso de gradiente. Este método ajusta los pesos de la red neuronal en funcién de la
tasa de error obtenida en las iteraciones, y el ajuste fino de los pesos le permite reducir la
tasa de error y hacer que el modelo sea mas confiable al aumentar la eficiencia

computacional (Sheela & Deepa, 2014).

El algoritmo de Backpropagation es una regla de aprendizaje implementada en modelos
de red con mas de dos niveles. Una caracteristica importante de este algoritmo es la
representacion interna del conocimiento que puede organizarse en la capa intermedia de
neuronas para obtener cualquier relacion entre las entradas y salidas de la red (Hilera &

Martinez, 1995). Como se muestra en la ecuacion 1, el nimero de capas secundarias
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elegidas por prueba y error, el nimero de neuronas internas que cooperan durante el
entrenamiento con pesos, es una parte en seis. Un tipo en el que se utiliza un algoritmo de

retropropagacion para formar una red multicapa.

2
einst (n)=17 z €J (n)

jec

Ecuacion 1. Backpropagation

C: vector de neuronas de la capa de salida

n: nimero de muestras en las que se ha entrenado la red neuronal artificial

En el algoritmo de aprendizaje supervisado por descenso de gradiente, hay dos etapas:
primero, se aplica el modelo de entrada, se pasa a traves de las diferentes capas que
compone la red hasta generar su salida. Luego, esta salida se compara con la salida deseada
y se calcula el error generado por cada neurona de salida. Estos errores luego se propagan
desde la capa de salida a todas las neuronas en las capas intermedias. Finalmente, cada
neurona recibe un error proporcional a su contribucion al error general de la red en funcién
del error recibido y los pesos sinapticos se ajustan para cada neurona (Villada et al.,
2016).

1.3.3 Fase aprendizaje de la red neuronal

A partir del conjunto de pesos de sinapsis, el proceso de aprendizaje define un conjunto
de pesos que permiten a la red realizar correctamente una determinada tarea una tarea.
Durante este proceso, la solucion se prueba varias veces hasta que se alcanza un nivel de

rendimiento suficientemente bueno (Prieto et al., 2013).
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El proceso de aprendizaje de la red se divide en tres grupos segun las caracteristicas:

a) Aprendizaje supervisado: se representa a la red un conjunto de patrones de entrada
junto con la salida deseada. Los pesos se cambian en proporciéon al error que ocurre
entre la salida real y la salida deseada.

b) Aprendizaje no supervisado: en este punto no existe informacion sobre la salida
esperada, por lo que los pesos deben ajustarse de acuerdo con la relacion que existe
entre los datos de entrada.

c) Aprendizaje reforzado: se ubica entre los dos esquemas anteriores, porgque un
conjunto de gréaficos de entrada se presenta a la red y se indica a la red si la salida

lograda es correcta o no (Morera, 2017).

1.3.4 Programacion de la Red Neuronal

Mediante el uso de la plataforma Matlab, se generan diferentes configuraciones para
obtener una generalizacion de la red neuronal con la menor cantidad de error. Las
neuronas estan formadas por programacién y modelos matematicos que trabajan en grupo
y al mismo tiempo procesan los datos de entrada. Para resumir el uso de funciones de

activacion no lineales, se describe la ecuacién 2.

=0 Wax,)

Ecuacion 2. Respuesta de la neurona artificial
Donde:

x, . Sefial de salida de otros nodos de entradas.
w,, : Pesos de cada conexion

y : Funcion no lineal
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Para facilitar la aproximacion, se utiliza la funcion de activacion Tan-Sigmoide. Esta
funcion es una gran alternativa a la funcién Gaussiana, que da la sumade los pesos de
cada neurona. De todos modos, al decidir sobre este tipo de problema, como se puede

ver en la ecuacion 3.

tansig (x,y) = m -1

Ecuacion 3. Activacion Tan-Sigmoid

Donde:
X: Vector de entrada, para el caso de estudio.
y: pardametros de la funcién, para el caso de estudio de estimacion de error.

La red neuronal de la figura 3 contiene un modelo de aprendizaje supervisado en la
red Perceptron. Esta red utiliza una funcién multicapa, en la que las capas secundarias
procesan un vector complejo: entrada, x(n) con la funcién Tan-Sigmoid como
activacion no lineal de neuronas. En la primera columna del perceptron, que es
idéntica como la primera categoria del perceptrén, toma tres decisiones muy simples,
a saber, el calculo de la prueba de entrada. En el segundo nivel, cada uno de estos
perceptores toma una decisién equilibrando el resultado del primer nivel de decision.
Asimismo, la segunda capa de percepcidn sensorial toma decisiones en un nivel mas
complejo y abstracto que la percepcion de la primera capa. Finalmente, el perceptrén
de la tercera capa toma decisiones mas complejas, por lo que una red de perceptrones

de varias capas puede participar en procesos de toma de decisiones complejas.
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Figura 3

Estructura de la Red Neuronal Artificial con la funcion Tang-Sigmoid

:1',‘10—>

Funcién de

activacion
Senales de N m
entrada | 3 s) @ J_ Y

Salida

sinapticos

Nota: Se utiliza la funcién de activacion Tan-Sigmoid que da paso a la sumatorio de

los pesos de cada neurona.

Para que el modelo de prediccion de la Red Neuronal de Retro propagacion de funcione
correctamente, las variables cualitativas y cuantitativas utilizadas en la condicion de

estimacion son similares.

Luego se menciona los modelos méas importantes de las redes neuronales unidireccionales
organizadas por capas. El objetivo es resolver el problema del aprendizaje supervisado
mediante la instruccion de modelos estandar de redes neuronales de reconocimiento de

patrones.

1.5 Modelos de Red Neuronal

1.5.1 Perceptrén Simple

Es un modelo unidireccional que consta de dos capas de neuronas, una de entrada y otra

de salida la misma que opera en una percepcion simple. Este modelo consta de n neuronas
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de entradas y m neuronas de salida; ademas solo puede distinguir patrones de
discriminacion simples y linealmente separables (Rosenblatt, 1962). Las neuronas de
entrada estan separadas y la funcion de activacion de la neurona de la capa de salida es de

tipo escalonado como se muestra en la figura 4.

Figura 4

Perceptrén Simple

f®)

Capa de entrada Capa de salida

Nota: Arquitectura (lado izquierdo) y funcién de transferencia (lado derecho) de un

perceptrén simple Fuente: (Zilouchian, 2001).

La figura 4 muestra que el perceptron tiene siete entradas X1, X2, X3, Xa, Xs, X, X7. En
general, las entradas pueden variar. Rosenblatt sugirié una regla simple para calcular el
resultado. Proporciona pesos, Wi, Wa, ..., Wh, nimero reales que representan el
significado de la entrada a la salida. La salida de la neurona est4 determinada por la suma
ponderada }; jWjXj, que es lo mismo que los pesos; donde, el umbral es un parametro de
la neurona representado por un nimero real. Se debe tomar en cuenta que cuando la salida
de una unidad de procesamiento es 1 se dice que esta activa 0 en ejecucion y tiene un
estado 1, mientras que, si su salida es 0, se dice que ha dejado de funcionar o apagado, el

estado representa 0.
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Este es un método de deteccion de error y correccion. S6lo aprende, es decir, modifica los
pesos, cuando se equivoca (Minsky & Papert, 2017).

1.5.1.1 Funcion escalén

Esta funcion se asocia a una neurona binaria cuando la entrada total es mayor o igual al
umbral de la neurona, es decir, la activacion es 1, si es menor la activacion es0 o -1. En
la figura 5 de la izquierda se observa que la salida de una neurona cuando esta activada es
1y cuando no lo estd, la salida es cero. Luego en la misma figura de la derecha se observa
que cuando la red esta habilitada la salida es 1 y cuando la salida de la neurona no esta

habilitada tiene un valor -1.

Figura 5

Funcién de activacion escalon

_ [1 six=0 [1 six=0
F(x)=4 FJ\(_\']:*. )
: l“ six<0 =1 six<0

Nota: El perceptron comprueba si las entradas ponderadas son mayor 0 menor que un

cierto umbral y genera una salida. Fuente: (Ponce, 2011)
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1.5.2 Red retropropagacién o backpropagation

Se basa en reglas de aprendizaje que solo se pueden aplicar a modelos de red multicapa.
Una caracteristica fundamental de este tipo de red, consta de tres capas: la primera, una
capa de entrada Ai, con m neuronas. Una capa de salida Cx con p neuronas y al menos una
capa de oculta Bi con n neuronas. Donde cada neurona de una capa, excepto la entrada
recibe entradas de todas las neuronas de la capa interior y envia su salida a todas las
neuronas de la posterior a excepcion de la capa de salida. (Funahashi, 1989). De esta
manera la representacion interna del conocimiento que puede organizar en la capa o capas
intermedias logran una coincidencia entre las entradas y salidas del algoritmo como se
ilustra en la figura 6 (Rumelhart & Hintont, 1986; Valis et al., 2020).

Figura 6

Perceptron Multicapa

Capa oculta
Capa de entrada Capa de salida

Nota: Arquitectura del perceptron las entradas se muestran a la izquierda y a la derecha
se encuentran las unidas de salida de la unidad procesadora. Fuente: (Zilouchian, 2001).
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Este tipo de red es importante porque involucra la auto ponderacion de las neuronas en las
capas intermedias para ver la relacién entre un conjunto de patrones de datos y la salida

correspondiente. (Garcia et al., 2010).

1.5.2.1 Funcioén sigmoidal

Con la funcion de activacion sigmoidea, el valor dado esta cerca de uno de los valores
asintéticos, por lo que el valor de salida esta en la region sigmoidea. Cuando la pendiente
es alta, esta funcion tiende hacia la funcidn de clasificacion como muestra en la Figura 7.
Es importante recordar que la funcidn seno siempre es derivada positiva y tiende a cero
para valores grandes positivos o0 negativos, y también asume su valor maximo cuando x=0.
Esto permite el uso de reglas de aprendizaje de funciones escalonadas, con la ventaja de

que la derivada se determine sobre el periodo de tiempo (Ponce, 2011).

Figura 7

Funcién sigmoidal

Nota: Analisis de la funcion de activacion sigmodial de acuerdo a los criterios

mencionados en la descripcion. Fuente: (Ponce, 2011).
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1.5.3 Conexion de redes hacia delante o feedforward

Son conexiones que van hacia delante y son unidireccionales. Dependiendo de cuéntas
capas tengan, pueden ser de una o varias capas. Esta etapa comienza cuando aparece un
patrén en la capa de entrada. Las unidas de entrada reciben el valor y calculan el valor de
activacion o el valor de salida de la primera capa, luego las otras capas realizan la etapa
de propagacion hacia delante estableciendo el nivel de activacion de las otras capas. Lo
mismo se aplica en el desarrollo de este proyecto de investigacion actual, ya que la red

neuronal que se utilizara es una red neuronal multicapa (Basogain et al., 2017).

1.5.4 Conexién de redes hacia atras o feedback

Las redes feedback poseen conexiones laterales y hacia atras. Junto con el algoritmo de
propagacion hacia atras conocido como backpropagation, el error se propaga de manera
inversa al funcionamiento normal de la red, de esta forma el algoritmo detecta errores en
el proceso de aprendizaje de las capas de entrada mas profundas. Con base en este calculo
de error, el peso de cada categoria se actualiza de acuerdo con la diferencia entre la salida

real y la salida deseada.

1.5.5 Algoritmo de Levenberg- Marquardt

Es una técnica que utiliza la llamada matriz Hessiana para mejorar la red. Las entradas de

esta matriz son las derivadas cuadraticas de la funcion de error con respecto a los pesos.
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Esté disefiado para realizar el aprendizaje de la segunda derivada sin estimacion de la
Matriz Hessiana. Si la funcidn error se considera como una especie de MSE o RMSE de
suma cuadrada, entonces la matriz Hessiana puede considerarse una aproximacion como
la matriz Jacobiana, que contiene las primeras derivadas de los errores de red asociados
con los pesos. El algoritmo de Levenberg-Marquardt ajusta rapidamente los pesos entre
otros metodos (Dongardive & Abraham, 2017). EIl parametro escalar que controla el
comportamiento del algoritmo es cero. El algoritmo sigue el método de Newton, utiliza
la aproximacion de la matriz Hessiana y si el valor del parametro escalar es muy alto,
entonces el algoritmo de Levenberg-Marquardt una regla delta general con baja tasa de
aprendizaje y representa la homogeneidad de la matriz (Akinola & Oyabugbe, 2015;
Ebtehaj & Bonakdari, 2016).

1.6 Herramienta de aplicacion

1.6.1 Lenguaje Matlab

Matlab es un lenguaje técnico para aplicaciones informaticas que integran computacion,
visualizacion y programacion en un entorno facil de usar, donde las soluciones se expresan

en notacion matematica.

Toolbooxes, la caja de herramientas incluida con MATLAB, contiene muchos modelos
matematicos, incluidas representaciones. En esta herramienta se encuentra Neural
Network relacionada con los tipos de redes neuronales. Contiene demos y paneles de
control para administrar nuevas redes con parametros relativos, que son muy Utiles para

trabajar con una red neuronal artificial. (Matlab, 2021)
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Gracias a estos antecedentes por la edicion de libros, articulos técnicos y cientificos y
norma de calidad de agua. Se planea realizar una simulacion a partir del modelo neuronal
artificial basado en una red neuronal; correspondiente al tipo de perceptrén multicapa de
la red neuronal artificial supervisada con el entrenamiento del algoritmo Levenberg-
Marquardt. Estimando el error de la Demanda Bioquimica de Oxigeno con la recoleccion
de datos de la salida del proceso productivo por parte de las empresas del Jeans del Canton
de Pelileo, fijando criterios adecuados para el desarrollo de este trabajo de acuerdo con

los objetivos planteados.

1.7 Objetivos

Objetivo General

Evaluar la estimacion de error de la Demanda Bioquimica de Oxigeno en aguas residuales

de las empresas del Jeans de la Ciudad de Pelileo utilizando redes neuronales artificiales.

Obijetivos Especificos

e Desarrollar una base de datos mediante la clasificacion de variables cualitativas y
cuantitativas, para la estimacion de la DBOs en las aguas residuales pertenecientes
a las industrias del Jeans.

e Disefiar un modelo basado en la Red Neuronal Artificial que estime el valor de
DBOs a la salida del proceso de produccion en las industrias del Jeans empleando
el software Matlab.

e Comparar los valores estimados de la Red Neuronal con los valores reales,
aplicando la prueba de TUKEY para la DBOs en aguas residuales pertenecientes a

las industrias del Jeans.
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1.8 Variables

Variable dependiente: La Demanda Biogquimica de Oxigeno (DBO5).

Variables independientes: Parametros fisicoquimicos de las aguas residuales de las

industrias del Jeans.
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CAPITULO Il. METODOLOGIA

2.1 Enfoque

El presente proyecto de investigacion adopta enfoques cualitativos y cuantitativos, con un
disefio tedrico-fundamentado. Se elabora una base de datos clasificando las variables
cualitativas y cuantitativas utilizadas para predecir el comportamiento de la variable
dependiente (error de medicion de DBOs) y de las variables independientes relacionadas
con el nimero de interacciones y observaciones, estimadas mediante un modelo de Red
Neuronal Artificial de RetroPropagacién (RNARP) seguido del analisis correspondiente.
Comparacién entre estimaciones de una Red Neuronal y valores reales de aguas
residuales de las empresas de Jean (Pascal, 2019).

2.2 Materiales

Para desarrollar este proyecto se utiliz6 una computadora, en la cual se realizo través de
una red wifi, para acceder de manera confiable y segura a bases de datos, tales como:
eLibro, Scopus, Dialnet, Springer; junto con la Biblioteca Virtual de la Universidad
Técnica de Ambato como sistema de recursos. Se realiza una busqueda bibliografica y se

utiliza la plataforma de programacion Matlab para el disefio de redes neuronales.
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2.3 Métodos

2.3.1 Modalidad de investigacion

Para respaldar este proyecto, es importante realizar una investigacion sistematica basada
en fuentes de informacion validas y coherentes, como libros, revistas, articulos cientificos,
actas de congresos y Normas Técnicas Ecuatorianas en Calidad de Agua; como referencia
en la construccién de una teoria que se relacione con la estimacién de la Demanda
Bioguimica Oxigeno para las aguas residuales por las empresas del jean y el uso de redes

neuronales artificiales publicada en los dltimos cinco afios. (Bilinska & Gmurek, 2021).

2.4 Descripcion de la zona de estudio

El area de estudio estd compuesta por el Canton San Pedro de Pelileo ubicado en la
provincia de Tungurahua, con una extension de 202 km? y una poblacion de 56.573
habitantes; limita al norte con el Canton Pillaro, al sur con la provincia de Chimborazo, al
este con los Cantones de Barios y Patate, y al Oeste con los Cantones Ambato, Cevallos y

Quero.

Su cabecera cantonal, es la ciudad de Pelileo, conocida como la “Ciudad Azul” por la
presencia de la industria del Jean y se encuentra bafiada por los rios Patate y sus afluentes:

Panchalika al Este y el Rio Chambo al Sur (Tungurahua Turismo, 2021)
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Figura 8

Mapa de Ubicacién Geogréfica del Canton Pelileo
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Nota. El gréfico representa la ubicacion de las empresas de lavado y tinturado de telas
tipo jean dentro del Canton Pelileo. Tomado de la Universidad Nacional de Chimborazo.
Fuente: (Chuqui & Sanchez, 2018).

2.5 Poblacion

Segun el Catastro 2017-2018 del GAD de Pelileo, existe aproximadamente 46 lavanderias,

por lo que no es necesario calcular la muestra.

2.6 Recoleccion de la informacion

La informacion es recolecta por las empresas del Jean, donde se recogen datos cualitativos

y cuantitativos para su posterior clasificacion y formacién de redes. Estos cddigos se
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identifican mediante una serie de nimeros (1,2,3...N) manteniendo la confidencialidad de
la informacion de las empresas. Las variables de entrada se especifican en caracteres
alfabéticos (A, B, C, D...N) de acuerdo con el modelo propuesto, lo que contribuye a la
estimacion del error de la Demanda Bioquimica de Oxigeno como se muestra en la Tabla
1y laTabla2.

Tabla 1.

Codificacion de variables

PARAMETRO VARIABLE CcODIGO
A
B
3 C
FiSICOS D
F
G
H
[
) J
QUIMICOS K
L
M
N
N
0

DB05 SALIDA

Nota: Codificacion de variables utilizadas para la red neuronal artificial.

Fuente: Elaboracion propia.
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Tabla 2.

Codificacion de las lavanderias
Empresa Cadigo

4
N

Nota: Codificacion de las empresas utilizadas para la red neuronal artificial obtenidas del
catastro de GAD Pelileo de los afios 2017-2018 juntamente con el aporte de un laboratorio

de analisis de agua certificado.

2.7 Estimacion de las variables de entrada y variable de salida

Para la matriz de datos, 6 parametros fisicos como: temperatura, humedad relativa, presion
atmosférica, concentracion de sélidos suspendidos, sélidos sediméntales, sélidos totales y
9 parametros quimicos como: potencial de hidrdgeno, sulfuros, sulfatos, nitrégeno total,
DQO, fenoles, tensioactivos, fosforo total, aceites y grasas; obtenido de catastro de GAD
Pelileo de los afios 2017-2018 con el aporte de un laboratorio de analisis de agua
certificado. Los datos estimados se reportan utilizando la normativa sobre descarga de
aguas residuales al sistema de alcantarillado publico, obtenida en el Anexo VI de la Norma
TUSLA del Ministerio del Ambiente (Ver Anexol) (Norma de Calidad Ambiental y
Descarga de Efluentes, 2011).

Datos de 30 empresas seleccionadas para este proyecto. Los mismos elementos se utilizan
como puntos de partida para el modelo de datos importados para el entrenamiento de redes
(Ver Anexo 2) (Gilpavas et al., 2018).
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2.8 Elaboraciéon del modelo neuronal artificial

El modelo neuronal para la prediccion de DBOs fue desarrollado por una red Feed
Forward Backpropagation. Se utilizo la DBOs como variable de salida y los parametros
fisicos y quimicos mencionados anteriormente como variables de entrada. Estos
parametros fueron seleccionados en base a su efecto sobre el proceso de la DBOs y

teniendo en cuenta su frecuencia de uso en estudios previos.

2.8.1 Disefio red neuronal artificial

En la figura 9 incluye el disefio de la capa de entrada con 15 variables: la primera capa
oculta con 10 neuronas, la segunda capa sumatoria con 1 neuronay una capa de salida con
la variable de respuesta correspondiente a las necesidades de generacidn estimadas. Segun

el algoritmo de Levenberg-Marquardt.

Figura 9

Disefio de la red Neuronal Artificial Feed Forward Backpropagation

Hidden Layer Qutput Layer

Input i

15

10 1

Nota: Descripcion del disefio de la red utilizada para la estimacion de error de la DBOs
Fuente: Elaboracion propia.
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2.8.2 Perfiles de entrada y salida

En este estudio, se generd una matriz de entrada de entrenamiento (Sampleln= Matriz
15x30 double). Las 15 filas corresponden las variables responsables y las 30 columnas

representan las 30 empresas como se muestra en la Tabla 3.

Se ha configurado un perfil de salida de entrenamiento (SampleOut= matriz de 15x1
double). Las 15 filas representan las variables y la columna la estimacién de DBOs como

se muestra en la Tabla 1.

Tabla 3.

Inicializacion de Variables

Tensioactivos

Fosforo total

Aceites y Grasas

Nota: Descripcion de variables utilizadas para la red neuronal artificial.

FiSICOS A Temperatura °C
B Humedad relativa %
C Presion atmosférica (Pascal)
D Solidos Totales
F s6lidos sediméntales
G Solidos Suspendidos
QUIMICOS H Potencial de Hidrégeno
I Sulfuros
J sulfatos
K Nitrégeno Total
L DQO
M Fenoles
N
N
o)

Fuente: Elaboracion propia.

41



A continuacion, se crea una Matriz de Prueba (Probe=Matriz 15x1 double) y una Matriz
de Prueba (Testl=Matriz 15x1 double), donde las sumas de las empresas 1 y 2 se
disminuye del valor real de la prediccion de salida de DBOs. Cabe sefialar que todas las
muestras de entrada y salida, estan escaladas y tienen el mismo valor real que se ingreso

en el Matlab (Ver en el Anexo 2).

2.8.3 Retropropagacion de la red neuronal artificial

Se utiliz6 un algoritmo llamado Levenberg-Marquardt para acelerar el proceso y disefiar
el aprendizaje a traves de segundas derivadas. El peso se ajuste rapidamente, evitando
calculos matriciales. Dicho cddigo, la instruccion trainlm escrita, conectadas a una
arquitectura de Perceptron de Multicapa (MLP) y calcula los valores de DBOs (Ver Anexo
4) (Payal et al., 2015).

2.8.4 Entrenamiento de la red neuronal

Se estiman 1000 veces de entrenamiento o épocas hasta alcanzar un valor de error minimo

cercano a 1% en cada intervalo de entrenamiento.

2.8.5 Disefio de codigo en Matlab

Para verificar y monitorear los resultados, se genera el siguiente cddigo utilizando las
herramientas disponibles en Matlab para hacer coincidir los resultados obtenidos de la red

neuronal con los valores reales (Ver Anexo 5).
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2.9 Prueba de Tukey

Comparar la eficacia del modelo como método de estimacion del error DBOs Se aplica la
prueba de Tukey con la ayuda del programa estadistico InfoStat, para comparar los valores

estimados de la red neuronal con los valores reales (Ver Anexo 6)
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CAPITULO IIl. RESULTADOS Y DISCUSION

3.1 Analisis y discusion de resultados

Para el analisis y discusion de los resultados, se considera que la muestra estimada debe
ser realista y grande; a fin de establecer un proceso en el que todos los parametros
utilizados sean validos. Las simulaciones se realizaron utilizando muestras de aguas
residuales de la matriz de datos recopilados. Consiguiendo entrenar la red y comprobar el
error de medida de DBOs, entre los valores estimados por la red neuronal y los valores

reales.

En la Tabla 4 se muestran los resultados de la simulacion de la Red Neuronal que, contiene
dos capas ocultas con un entrenamiento por descenso de gradiente, con la Ultima
incorporacion en la décima época o epoch. Epoch es el niUmero de veces que se aplica el
algoritmo de entrenamiento al conjunto de datos, con el objetivo de realizar un
entrenamiento de 10 épocas para lograr un entrenamiento 6ptimo. Es importante sefialar
gue menos épocas generara errores en la red, mientras que mas épocas llegaran al
entrenamiento. Durante este periodo de entrenamiento, la solucion se optimiza varias

veces para reducir los errores de la red en el conjunto de datos de entrada.
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Tabla 4.

Resultados de la simulacion de la Red Neuronal Artificial
ITEM DETALLE

Tipo de entrenamiento Descenso de gradiente 10 épocas de

entrenamiento

Valor de coeficiente de correlacion 0.98081

Nota: Se detalla los resultados obtenidos en el proceso de simulacion de la Red Neuronal.

Fuente: Elaboracion propia.

En la Figura 10, a medida que aumenta el nimero de épocas, el gradiente de error tiende
a cero por lo que los datos no estan muy dispersos.

Figura 10

Descenso de la gradiente de error

5 . . IGradienlt = 22.2:}64, at elpoch 10|

10

gradient

—)

Nota: Se observa que el entrenamiento 10 épocas, el gradiente de error tiende a cero.

Fuente: Elaboracion propia.

En la Figura 11 se evidencia la estructura de la red neuronal artificial Feed Forward
Backpropagation, entrenada con el algoritmo de Levenberg-Marquardt. De acuerdo con

Singh et al.,(2009) es el algoritmo mas apropiado para efectuar estimaciones de la DBOs.
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El valor de correlacion obtenido en la simulacion se asemeja a los datos de Meza &
Gonzélez, (2020), lo que demuestra un alto rendimiento con el algoritmo de Levenberg-
Marquardt. Este algoritmo muestra concordancia entre los valores reales y las

estimaciones realizadas por la red (coeficiente de correlacion de 0.9808).

Figura 11

Valor de correlacién obtenido
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Nota: Coeficiente de correlacién obtenido en la capa de salida de la red neuronal.
Fuente: Elaboracion propia.

En la Figuras 12 y 13 se muestra la comparacion entre los valores reales y calculados por
lared neuronal. Se evidencia el menor cambio en sus estimaciones. La Figura 14 describe
mediante puntos de color rojo los valores obtenidos por la red neuronal y mediante puntos
azules los valores medidos. Claramente se puede observar un buen seguimiento de datos

de la red neuronal con un vector de error denominado RNDBOS5_errors (Matriz 30x1).
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Figura 12

Valor de la Demanda Bioguimica de Oxigeno medido
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Nota: Los puntos azules representan el valor de DBOs obtenido de las empresas del Jeans
de la Ciudad de Pelileo. Fuente: Elaboracion propia.

Figura 13

Valor de la Demanda Bioguimica de Oxigeno estimado por la Red Neuronal Artificial
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Nota: Los puntos azules representan el valor de DBOs calculado por la red neuronal.
Fuente: Elaboracion propia.
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Figura 14

Comparacion de Valores Reales vs Valores obtenidos por la Red Neuronal.
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Nota: Los puntos rojos representan los valores obtenidos por la red neuronal y los puntos
azules los valores medidos. Fuente: Elaboracion propia.
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3.1.1 Pronéstico de la red neuronal

En la Tabla 5 se observan los valores reales obtenidos al medir la variable de la DBOS5 en

las empresas 1y 2.

Tabla 5.

Medicién real de la variable de impacto

Empresa  Empresa

1 2
FISICOS A Temperatura °C 15 16
B Humedad relativa % 86 82
C Presién atmosférica 103,1 103
(Pascal)
D Solidos Totales 1352 1420
F sdlidos sediméntales 0,2 15
G Solidos Suspendidos 50 50
QUIMICOS H Potencial de Hidrégeno 7,04 7,29
| Sulfuros 0,13 0,19
J  sulfatos 110 120
K Nitrégeno Total 8,51 9,26
L DQO 131 165
M Fenoles 0,022 0,026
N Tensioactivos 0,120 0,110
N  Fosforo total 1,7 1,7
O Aceites y Grasas 2,2 2
Salida Real DBO5 65 70

Nota: Descripcion de valores reales de las variables influyentes en las empresas 1y 2

del Jeans. Fuente: Elaboracion propia.
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La Tabla 6 describe los valores sugeridos para evaluar solidos totales en relacion a la
DBO:s. Estos valores fueron simulados en una red neuronal artificial preentrenada para
estimar el error de la Demanda Bioquimica de Oxigeno en las empresas 1y 2. De esta
manera, se pueda hacer la misma estimacion para cualquier empresa, 0 Si €s necesario,

cambiar los valores de las variables de entrada al sistema.

Tabla 6.

Valor pronosticado para la variable de impacto en relacion a Sélidos Totales
Empresa  Empresa

1 2
FISICOS A Temperatura °C 15 16
B Humedad relativa % 86 82
C Presién atmosférica 103,1 103
(Pascal)
D Solidos Totales 1000 1000
F solidos sediméntales 0,2 1,5
G Sélidos Suspendidos 50 50
QUIMICOS H Potencial de Hidrégeno 7,04 7,29
| Sulfuros 0,13 0,19
J  sulfatos 110 120
K Nitrégeno Total 8,51 9,26
L DQO 131 165
M Fenoles 0,022 0,026
N Tensioactivos 0,120 0,110
N Fosforo total 1,7 1,7
O Aceites y Grasas 2,2 2
Salida Real DBO5 60,135 67,8202

Nota: Descripcién de valores pronosticados de las variables influyentes en las

empresas 1y 2 del Jeans. Fuente: Elaboracion propia.

En base a los valores pronosticados de las empresas 1 y 2 de la Tabla 6, la Matriz de
Prueba (Test1=15x1 Matriz double) predice un valor de DBOs de 60,135 mg/l; y la Matriz
de Prueba (Test2=Matriz 15x1 double) pronostica un valor de DBOs de 67,8202 mg/ml.
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Los datos obtenidos por las empresas 1y 2 estipulan un prondéstico de decrecimiento del
DBOs. Con un error cercano al vector de error de la red neuronal, en relacién al parametro
de Sdlidos Totales. De acuerdo con la referencia bibliografica, los valores estimados se

encuentran dentro del limite maximo permisible (Ver Anexo 1).

3.1.2 Comparacion de valores medidos por la Red Neuronal vs Valores Reales.

La figura 15 muestra los resultados del Andlisis de Varianza y la Prueba de Tukey. Se
compararon los valores obtenidos en la simulacién con valores de laboratorio y se obtuvo
un indice de confianza del 95%. Entonces, no existe una diferencia estadisticamente
significativa; por lo tanto, se puede concluir que la red neuronal es capaz de capturar la

relacion entre las variables de entrada y salida.

El modelo neuronal tiene las ventajas de precision, rentabilidad, velocidad de monitoreo,
reconocimiento de patrones complejos, captura de comportamiento no lineal, etc., lo que
demuestra que la red neuronal es una herramienta efectiva para modelar la Demanda
Bioguimica de Oxigeno (Li & Zhang, 2020; Roshni & Kuruvila, 2017).
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Figura 15

Resultados del Analisis de Varianza y Prueba de Tukey

Cuadro de Analisis de la Varianza (SC tipo III)

F.V. SC gl CM F p-valor
Modelo 1,79 1 1,79 4,4E-04 0,9833
METODOS 1,79 1 1,79 4,4E-04 0,9833

Error 233912,92 58 4032,98
Total  233914,71 59

Test:Tukey Alfa=0,05 DMS=32,682239
Error: 4032,9813 gl: 58

METQODOS Medias n E.E.
laboratorio 104,50 30 11,59 A
RED 104,85 30 11,59 A

Medias con una letra comun no son significativamente diferentes (p > 0,05)

Nota: Datos obtenidos de Anélisis de Varianza y Prueba de Tukey mediante el

programa estadistico InfoStat. Fuente: Elaboracion propia.

Las Figuras 15 y 16 muestran la relacion entre la respuesta esperada y la red neuronal.
Asimismo, comparten la misma letra de grupo (A) y tienen un valor p de 0,9833. Esto da
como resultado un valor de confianza del 98,33%, que es ideal para diagnosticar la salida

estimada de la Demanda Bioquimica de Oxigeno por el proceso de las empresas de Jean.
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Figura 16

Interaccion con Tukey entre los valores de laboratorio vs la red neuronal artificial

117,04
113,75
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S 110,471
O
107,19
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A
103,90 = - :
laboratorio RED
METODOS

Nota: Descripcion de valores reales vs valores estimados, donde se encontr6 un grupo
homogéneo (A), con un nivel de cumplimiento de 98,33%. Fuente: Elaboracion

propia.

La Figura 17 muestra que el valor p es igual a 0,8890, lo que da el valor del error estimado

por la red neuronal, entre el valor real y el valor de la red.

Figura 17

Prueba t para una media

Variable n Media DE LY ({595) LS5(95) T p(Bilateral)

ERRCR 30 -0,35 13,43 -5,36 4,67 -0,14 0,88%0

Nota: Detalle del valor de estimacion de error de la Red Neuronal Artificial. Fuente:

Elaboracion propia.
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Finalmente, a pesar de estos resultados excelentes, se observo que el nimero de neuronas
y la capa oculta son independientes de la DBOs. Porque el modelo neuronal no utiliza las
ecuaciones que describen el proceso de la DBOs en sus calculos. En este tipo de modelo,
las neuronas representan solo una parte de la funcion matematica que la red construye a

partir del conjunto de observaciones (Baldiris et al., 2017; Gulyani et al., 2015).
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CAPITULO IV. CONCLUSIONES

4.1 Conclusiones

Este trabajo de investigacion muestra que el aprendizaje de un modelo neuronal artificial
basado en una red neuronal multicapa feedforward-backpropagation utilizada para la
estimacion de error de la Demanda Biogquimica de Oxigeno puede reducir la cantidad de
pruebas en laboratorio. Ahorrando asi recursos como: tiempo, reactivos y la parte
economica; enfocando la parte experimental a un nimero reducido de pruebas. En
cualquier caso, los modelos neuronales artificiales en este tipo de redes neuronales son
suficientes para realizar estimaciones sugeridas en funcion de indicadores de desempefio
y relacion entre el valor estimado y real. Las similitudes son suficientes para estimar la

propuesta, dando un valor de 0.8890 entre el error estimado de la red y los valores reales.

La matriz de datos se desarrollé para identificar las variables de entrada como parametros
fisicos y quimicos. Estan relacionados a la Demanda Bioquimica de Oxigeno y se
seleccionan en funcion de su efecto sobre el proceso de la DBOs. Teniendo en cuenta la
frecuencia de uso en estudios previos, sustentando asi que la red neuronal artificial es una

herramienta adecuada de prediccion global.

Se ha demostrado que un modelo disefiado con una red neuronal puede utilizarse para
estimar la Demanda Bioquimica de Oxigeno en aguas residuales de empresas de Jeans. La
Red Neuronal Feed Forward Backpropagation, un perceptron multicapa, fue predicha por
el valor del programa MATLAB. Logro6 un alto rendimiento con minima dispersién entre
los datos, combinado con el algoritmo de Levenberg-Marquardt (R> 0,98081). Usando

una matriz de 27 neuronas que consta de cuatro capas: una de entrada, dos ocultas y una
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salida. En el caso del entrenamiento optimiza la afinacion de los parametros dptimos para
10 épocas por descenso de gradiente. Observando que el porcentaje de error tiende a cero.
Permite que la red demuestre la idoneidad del modelo con un alto grado de confianza en

el resultado del proceso de produccion de las empresas de Jean.

Se compara entre los valores estimados por la Red Neuronal y los valores reales. Esto se
muestra, cuando los datos se recopilan mediante la prueba de Tukey con un 95% de
confianza. El valor de confiabilidad es del 98,33% de las respuestas obtenidas de la red
neuronal artificial y el valor real en el laboratorio. Las afirmaciones de que las medias son
iguales, no estadisticamente diferentes; son ideales para el diagnostico de la Demanda
Bioquimica de Oxigeno y el cumplimiento por parte de las empresas para la descarga de

aguas residuales en los sistemas de alcantarillado.

Hay que recordar que el nimero de neuronas y capas ocultas es independiente de la DBOs,
Porque el modelo neuronal no utiliza ecuaciones que describen el proceso de la DBOs en
sus calculos matematicos. Se concluy6 que este tipo de modelo neuronal es solo una parte

de la funcion matematica que construye la red a partir del conjunto de observaciones.

4.2 Recomendaciones

e En el campo de la Ingenieria Bioquimica, se fomenta la innovacién tecnolégica
continua con este trabajo, especialmente la aplicacion de técnicas informaticas

RNA (red neuronal artificial), a nuevos trabajos que impliquen riesgo o
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incertidumbre, ya que pueden verse como una alternativa a los sistemas

tradicionales.

Para aumentar la fiabilidad de los resultados obtenidos en este estudio, es
conveniente realizar estudios en otros campos Yy utilizar el modelo en situaciones

reales.

Se recomienda utilizar una base de datos mas grande que la descrita en el proyecto,
ya que esto puede mejorar el rendimiento de prediccién de la red neuronal

artificial.
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ANEXOS

ANEXO 1
Tabla 7. Limites de descarga al sistema de alcantarillado publico
Parédmetros Expresado como Unidad Limite méximo
permisible
Aceites y grasas Sustancias solubles Mg/l 100
en hexano
Compuestos Expresado como Mg/l 0,2
fenolicos fenol
Demanda D.B.Os Mg/l 250
Bioguimica de
Oxigeno (5 dias)
Demanda Quimica de D.Q.O Mg/l 500
Oxigeno
Nitrogeno Total N Mg/l 40
Kjedahl
Potencial de pH 5-9
hidrégeno
So6lidos Sediméntales Mg/l 20
So6lidos suspendidos Mg/l 220
totales
Solidos totales Mg/l 1600
Sulfatos S04 Mg/l 400
Sulfuros S Mg/l 1,0
Fasforo total P Mg/l 15
Tensioactivos Sustancias activas de Mg/l 2,0
azul de metileno

Fuente: Tabla N° 11 - Anexo 1 del A.M 097-A Expide los Anexos del Texto Unificado de

Legislacion Secundaria del Ministerio del Ambiente.
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ANEXO 2
Figura 18
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ANEXO 3

Figura 19

Importacion de la matriz de datos a Matlab

4 Neural Network/Data Manager (nntool) — X
% Input Data: ¥ Networks 4 Output Data:

Sampleln

Test1

Test2

@ Target Data: & Error Data:

SampleOut

¥ Input Delay States: ¥ Layer Delay States:

2¢ New... | O Open.. % Export... | & Delete D Help | @ Close

Nota: Screenshot de la ventana del Software Matlab donde es importada la matriz de datos

en Excel. Fuente: Elaboracién propia.
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ANEXO 4

Figura 20

Propiedades de la Red Neuronal

7 Create Network or Data — X
Network Data
Name

RNNDBO5

Network Properties

Network Type: Feed-forward backprop v
Input data: Sampleln v
Target data: SampleOut v
Training function: TRAINLM v
Adaption learning function: LEARNGDM
Performance function: MSE v
Number of layers: 2

Properties for: Layer 1

Number of neurons: |10

Transfer Function:

O View # Restore Defaults

Y Help ¢ Create @ Close

Nota: Se detalla el nombre y propiedades de la red neuronal utilizada para la estimacion de la

Demanda Bioquimica de Oxigeno. Fuente: Elaboracion propia.
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ANEXO 5

Figura 21

Programacion para obtencion de las gréficas

>> plot(Linea, SampleOut,'-—gs', ...
'LineWidth', 2, ...
'MarkerSize',10, ...
'MarkerEdgeColor','b', ...
'MarkerFaceColor', [0.5,0.5,0.5])

>>

>> hold on

—g3", ..
'LineWidth', 2, ...
'"MarkerSize',10, ...
'MarkerEdgeColor', 'b', ...

cel

'MarkerFaceColor', [0.5,0.5,0.5])

Nota: Se realiza un screenshot de la ventana de programacion de Matlab donde se detalle

el cadigo para la obtencion de las graficas. Fuente: Elaboracion propia.
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Figura 22

Programa estadistico InfoStat

A7 InfoStat/L — >
Archive Edicién Datos Resultados Estadisticas  Graficos Ventanas Aplicaciones  Ayuda
7 Nueva.tabla_1 & RE""E""‘ B ~
O S =T B Aa S wHE
D:\Respaldos de Usuario\Desktop\DOCUMENTACICN CCMPUTADCRANPROYECTC TESIS\ARNALISIS ESTADISTICC DBOS\Nueva.takla 1.IDB2 : 1/2/2022 - 15:20:1:

Caso METODOS DBOS -

1 65.-00 Anilisis de la varianza

2 laboratorio 70,00 | varispie m R R: A3 OV

3 laboratorio 249,00 | DBOS 60 7,6E-06 0,00 60,67

4 laboratorio 77,00 | cuadro de Analisis de la Varianza (SC tipo IIT)

5  laboratorio 85,00 EF.V. SC gl &M E p-valor

6 laboratorio 72,00 | wzropos 18 1 195 4 ém0a ol csas

7 laboratorio 77,00 | Exror 233912,92 58 403Z,98

8 |laboratorio 224,00 | TSERR23331%.71 59

9  laboratorio 93,00

10 |laboratorio 77,00 |

11 |laboratorio 70,00

12  laboratorio 59,00

13 |laboratorio 246,00 | >

14 laboratorio 63,00 | Fanava GGG G G G EEEEET—

15 laboratorio 59,00

16 laboratorio 93,00

17 laboratorio 65,00

18 |laboratorio 64,00

19 laboratorio 70,00

20 laboratorio 249 00

21 laboratorio 77,00

22 laboratorio 76,00

23 laboratorio 59,00 o
£ >

R Port = disabled/LF| |

Nota: Screenshot de la ventana del programa estadistico InfoStat para analisis de los valores estimados por la red neuronal vs los

valores reales. Fuente: Elaboracién propia.

74



75



		2022-03-21T22:29:10-0500
	DANIEL ALFONSO CABRERA VALLE


		2022-03-22T08:46:00-0500
	DOLORES DEL ROCIO ROBALINO MARTINEZ


		2022-03-22T09:16:53-0500
	JEANETTE VERONICA CARRERA CEVALLOS


		2022-03-22T09:28:17-0500
	ORESTES DARIO LOPEZ HERNANDEZ




