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AUTORÍA DEL TRABAJO DE TITULACIÓN III
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RESUMEN EJECUTIVO

La aplicación de conceptos de la Industria 4.0 promovidas a través del mante-

nimiento predictivo de un activo industrial, marca la forma de la gestión operativa

de una fábrica a largo plazo. El análisis de la data histórica de los activos, brinda la

oportunidad de aplicar técnicas como el modelamiento de datos, que definen el com-

portamiento de las máquinas a través del tiempo. Este paper presenta un análisis de

confiabilidad, disponibilidad y mantenibilidad (RAM) de un grupo de ventiladores

industriales que forman parte de un proceso de fabricación de clinker, desde una

perspectiva que relaciona datos históricos de vibración, con los estados que toman

las máquinas clasificados según el estándar ISO 14694. Para ello, se caracterizan

series temporales por cada ventilador, y se obtienen métricas descriptivas, que ha-

bilitan la aplicación de un tipo de modelo autorregresivo integrado de media móvil,

para predecir las condiciones que tomaŕıan los equipos en los siguientes doce meses

asociándolas al cálculo de los indicadores RAM, que definen la toma de decisiones

en el marco operativo de la planta.

DESCRIPTORES: ARIMA, confiabilidad, disponibilidad, mantenibilidad, ven-

tilador industrial.
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CAPÍTULO I

1. EL PROBLEMA DE INVESTIGACIÓN

1.1. Introducción

La innovación tecnológica que ha tráıdo consigo la Industria 4.0 ha abierto nuevos

horizontes dentro del mundo manufacturero que, entre muchas cosas, ha permitido

explorar grandes volúmenes de datos industriales [1]. La visibilidad de la información

ha facilitado el uso de la matemática de la confiabilidad la cual, al ser aplicada a

problemas reales, recurrentes dentro de la cadena de valor de un proceso industrial,

se convierte en una técnica de prognosis que considera el análisis y tratamiento de

datos en la detección temprana de posibles fallas en las máquinas, apoyando las

intervenciones de mantenimiento y proporcionando un soporte guiado a las decisio-

nes efectivas [2]. Generar valor a través del mantenimiento inteligente de los activos

industriales, garantiza la continuidad de su operación y conduce a obtener un pro-

ducto de calidad, haciendo un uso eficiente de los recursos disponibles [3]. Contar

con modelos predictivos que puedan estimar la mantenibilidad y disponibilidad de

un activo, y mejorar su gestión de mantenimiento y confiabilidad, son principios de

la Industria 4.0, cuya base se cimienta en la digitalización de todos los componen-

tes industriales y en el análisis inteligente del comportamiento de las máquinas [4].

Estos principios, son los que llevan al desarrollo del presente art́ıculo, el cual se

construye a través de cinco caṕıtulos que se estructuran aśı: Caṕıtulo I: referente

a la introducción y justificación del tema, junto con la descripción de los objetivos

planteados, Caṕıtulo II: aborda el marco teórico que incluye como temas principales

la anaĺıtica de datos en la Industria 4.0, el análisis RAM y por supuesto el estado

del arte, Caṕıtulo III: describe el caso de estudio en sus tres etapas: adquisición de

datos, procesamiento de datos y toma decisiones, Caṕıtulo IV: presenta los resul-

tados y discusión en torno al tema, y finalmente, el Caṕıtulo V: que describe las

conclusiones y recomendaciones a las que se llega en este trabajo.

1.2. Justificación

Tomando en cuenta, que la aplicación de los conceptos de la Industria 4.0 permi-

ten la mejora del rendimiento del proceso de producción y considerando que existen
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máquinas cŕıticas en dichos procesos, este trabajo desarrolla un análisis inteligente

de confiabilidad, disponibilidad y mantenibilidad (RAM, por las siglas en inglés de

Reliability, Availability, and Maintainability) de un tipo de máquina rotatoria, como

lo es el ventilador industrial. Y, ya que en el mundo manufacturero actual, el papel

del mantenimiento está recibiendo cada vez más atención, éste al ser bien realizado,

se convierte en un factor estratégico para lograr objetivos corporativos que mejoren

la rentabilidad y competitividad de una empresa [3]. Es aśı, que las últimas tenden-

cias de mantenimiento se inclinan hacia un enfoque predictivo que va de la mano con

caracteŕısticas de confiabilidad, mantenibilidad y disponibilidad de los activos [6].

La implementación de tales enfoques exige una arquitectura bien estructurada que

se puede impulsar a través del uso del modelamiento, análisis matemático de datos,

tecnoloǵıas de la información, machine learning, computación en la nube, realidad

aumentada, entre otras [2], que son técnicas de prognosis que permiten evolucionar

de un mantenimiento preventivo hacia un mantenimiento inteligente-predictivo ali-

neado a los principios de la Industria 4.0 [1] [7].

1.3. Objetivos

Objetivo general

Aplicar un modelo estocástico para realizar un análisis RAM (confiabilidad,

mantenibilidad y disponibilidad) de máquinas rotatorias en la Industria 4.0.

Objetivos espećıficos

Aplicar la anaĺıtica de datos para aportar con información cuantitativa al

modelo estocástico.

Modelar el comportamiento de un tipo de máquina rotatoria mediante el uso

de un modelo autorregresivo integrado de media móvil.

Medir la confiabilidad, disponibilidad y mantenibilidad de un tipo de máquina

rotatoria a partir de los datos obtenidos en el modelo, para la adecuada toma

de decisiones dentro de la industria 4.0

12



CAPÍTULO II

2. MARCO TEÓRICO

2.1. Anaĺıtica de Datos en la Industria 4.0

Durante las últimas décadas, la anaĺıtica de datos se ha convertido en una disci-

plina clave en la convergencia de las Tecnoloǵıas de la Información y la Comunicación

(TICs), la Estad́ıstica y la Matemática, para explorar y extraer información de gran-

des volúmenes de datos, que ha desafiado la forma en la que muchas empresas soĺıan

operar [7]. El análisis de datos es una de las fuerzas impulsoras dentro de la cuarta

revolución industrial y ha desplazado los enfoques clásicos, dando paso a un análi-

sis de datos avanzados que crea productos, procesos de producción y servicios más

inteligentes. Las áreas de aplicación incluyen análisis predictivo, análisis aumentado

y análisis en tiempo real [9].

La combinación de grandes volúmenes de datos y el análisis predictivo, resulta

ser un generador de valor con alto potencial en la industria ya que, considerando que

la falla de los activos cŕıticos ha sido calificada como el riesgo más significativo para

el rendimiento de la operación productiva, el mantenimiento predictivo se convierte

en una función estratégica que, con el acceso a los datos y dentro del tejido de la

Industria 4.0, mejora las capacidades de operación y allana el camino para formas

de mantenimiento más eficientes y optimizadas [8].

Existen tres indicadores clave dentro del mantenimiento de un activo industrial:

confiabilidad, disponibilidad y mantenibilidad, que se convierten en las principales

medidas de que dispone el mantenimiento para el análisis. Pero ¿qué técnicas son

comunes para realizar el análisis? Existen varias ampliamente utilizadas en el entorno

industrial, como el análisis de vibraciones, la termograf́ıa infrarroja, el análisis de

aceite, las pruebas de part́ıculas magnéticas, el análisis de circuitos, entre las más

importantes. No obstante, la tendencia actual es la introducción de conceptos 4.0

aliados con prácticas básicas de mantenimiento [10]. Es aśı que el modelado basado

en datos se ha convertido en una técnica popular en la industria moderna, impulsado

mediante el análisis de datos avanzados, machine learning, realidad aumentada,

Internet Industrial de las Cosas (IIoT), computación en la nube, entre otras [2].
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2.2. Análisis RAM

Dado que la confiabilidad, junto con la disponibilidad y mantenibilidad de un

activo industrial, en el entorno del mantenimiento predictivo, son indicadores clave

en el proceso de producción, en los últimos años se han convertido en elementos

integrales de calidad, ya que contribuyen a la reducción del tiempo de inactividad no

planificado de las máquinas, por lo tanto influyen directamente en el costo operativo

de la planta [3]. El análisis RAM es un instrumento potente para evaluar la eficiencia

de un sistema y elegir una estrategia de mantenimiento efectiva, que se basa en

la información histórica que generan los activos bajo condiciones generalmente de

naturaleza estocástica, por lo que se pueden modelar estad́ısticamente [15].

Para desarrollar el análisis, es necesario diferenciar los activos f́ısicos de una

planta, en reparables y no reparables, dado que en los primeros, su condición ope-

rativa se puede restaurar luego de haber fallado una o varias veces, mientras que en

los segundos, sólo se puede presentar una falla, luego de la cual el equipo debe ser

desechado. En este sentido, conocer los tiempos de operación y de indisponibilidad

de los equipos, se convierte en información fundamental al momento de calcular los

parámetros RAM de un sistema [35].

La confiabilidad C(t), es un indicador que mide el tiempo que la máquina ha

estado funcionando, sin considerar el tiempo indisponible por paradas programadas.

Sea t el tiempo de operación del activo, tmnp el tiempo empleado en mantenimiento

no programado y T el tiempo total del peŕıodo en consideración, entonces:

C(t) = t − tmnp

T
(1)

Dicho de otra forma, la confiabilidad es la probabilidad de que un activo funcione

sin fallar durante un peŕıodo espećıfico, bajo las condiciones de operación diseñadas

[26].

La disponibilidad D(t) en cambio, es el cociente entre el tiempo que la máquina

ha estado disponible y el tiempo total del periodo de análisis. La diferencia con la

confiabilidad es que considera el tiempo que la máquina ha estado en mantenimiento

programado. Luego, sea tmp el tiempo empleado en mantenimiento programado,

entonces:
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D(t) = t − tmp − tmnp

T
(2)

En términos probabiĺısticos, la disponibilidad es la probabilidad de que un sis-

tema o componente esté realizando la función requerida en un momento dado o

durante un peŕıodo de tiempo establecido y se mantenga en operación [26].

La mantenibilidad M(t) es la probabilidad de que un componente o sistema

defectuoso pueda cambiar a una condición operativa, especificada dentro de un in-

tervalo de tiempo en que el mantenimiento se realiza de acuerdo con procedimientos

prescritos [26]. Generalmente se expresa como:

M(t) = 1 − e−t/tmr (3)

donde tmr es el tiempo medio de reparación. Se trata de una variable clave para

el cálculo del indicador y se refiere al tiempo que el activo demora en restituirse a

sus condiciones en modo operativo. Es una caracteŕıstica exclusiva de los equipos

reparables.

2.3. Modelos ARIMA

En este trabajo, la herramienta principal de modelado es ARIMA (acrónimo del

ingles por Autoregressive Integrated Moving Average). Se trata de una técnica es-

tocástica que ajusta modelos de series de tiempo en función de los valores observados

en el pasado de una variable de interés. En general, un modelo ARIMA(p, d, q) se

expresa como:

(1 − ϕ1B − · · · − ϕpBp)(1 − B)dyt = µ + (1 − θ1B − · · · − θqBq)ϵt

donde yt es el valor de la variable de interés en el tiempo t, µ es la media general de

los valores, ϵt es un error aleatorio no observable en el tiempo t, supuesto con media

0 y varianza constante, y B es el operador de retraso (backward), tal que Byt = yt−1.

Este modelo propone p parámetros autorregresivos ϕ1, · · · , ϕp, q parámetros de

media móvil θ1, · · · , θq y una diferenciación para alcanzar la estacionariedad de

orden d. En particular, en este trabajo se utilizan los modelos ARIMA(0, 0, 0),

ARIMA(0, 0, 1) y ARIMA(1, 0, 0). El primero modela los datos simplemente por
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la media general de las observaciones más un error aleatorio y, obviamente, no es

informativo. Los otros dos son entonces:

ARIMA(0,0,1): yt = µ + (1 − θ1B)ϵt = µ + ϵt − θ1ϵt−1, expresando que el

valor de la variable en el tiempo presente se construye con la media general

más un cierto error en el tiempo presente, menos un cierto error en el tiempo

inmediato pasado, ponderado por un parámetro que debe ser ajustado a partir

de los datos.

ARIMA(1,0,0): yt − ϕ1yt−1 = µ + ϵt ⇒ yt = µ + ϕ1yt−1 + ϵt, expresando que

el valor de la variable en el tiempo presente se construye con la media general,

más su valor en el tiempo inmediato pasado, ponderado por un parámetro (que

debe ser ajustado), más un cierto error en el tiempo presente.

Ninguno de los tres modelos empleados requiere diferenciación, lo que indica que

las series son en esencia estacionarias.

2.4. Estado del arte

Considerando que la Industria 4.0 ha creado una oportunidad para la predicción

del estado de una máquina, a través del manejo de datos, cada vez existe un mayor

interés en saber cómo hacer que las fábricas sean más eficientes y productivas en

función de los datos recopilados. Resolver problemas de mantenimiento de equipos

basados en el control de su condición, exige la investigación de técnicas y métodos

que faciliten la modelación de los sistemas y la predicción de su comportamiento.

En este contexto existen varios aportes investigativos como los de Ruiz-Sarmiento

et al. (2020) quienes presentan un trabajo enfocado en la evaluación de la salud de

los activos de la industria del acero inoxidable. La maquinaria en estudio fueron

los tambores bobinadores dentro de los molinos Steckel, componentes cŕıticos en el

proceso de laminación en caliente para la producción de láminas de acero inoxidable.

El modelo aplicado para predecir la degradación de los tambores se basa en un filtro

bayesiano discreto, una herramienta del campo del machine learning, que estima y

predice la degradación gradual de dicha maquinaria, en función de la información

temporal procedente de los procesos de laminación en caliente realizados en fábrica

y del aporte de expertos. El resultado obtenido se compara con otros modelos de

regresión comprobando aśı un funcionamiento mejorado del modelo propuesto [11].
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Chen, BT et al. (2020) también presentan un análisis de confiabilidad de equipos,

pero esta vez a través de deep learning utilizando datos de series temporales, con los

objetivos de evaluar y respaldar su mantenimiento predictivo. Para ello aplican un

modelo de redes neuronales profundas (DNN) gestionado por la herramienta Ten-

sorFlow y lo evalúan en un caso de estudio de un cilindro, componente importante

de un carro en la ĺınea de ensamblaje de automóviles. Al comparar con métodos de

análisis de confiabilidad tradicionales, como el análisis de componente principales

(PCA) y modelos ocultos de Markov (HMM), los resultados de la predicción mues-

tran una mejora significativa en la precisión [12].

Los desaf́ıos claves para adoptar la toma de decisiones basada en datos, están

en su volumen y su velocidad de producción. Estos dos son desaf́ıos que exigen

muchos recursos, que no siempre están disponibles. Ante ello, Mishra et al. (2022)

presentan un método de predicción novedoso basado en eventos, en lugar de los

métodos tradicionales de predicción de series temporales. El concepto central es

extraer información significativa, marcada por eventos de datos de series de tiempo

y usarlos para el análisis predictivo. Los eventos extráıdos retienen la información

requerida para dicho análisis, mientras reducen significativamente el volumen y la

velocidad de producción de los datos. Para lograrlo, trabajan con datos históricos de

seis años e implementan cinco modelos de aprendizaje profundo, para luego comparar

predicciones clásicas de series de tiempo versus series de eventos, obteniendo como

resultado la misma o mejor predicción [13].

Ali, MF et al. (2018) proponen un modelo integrado RAM que cuantifica los

valores de los ı́ndices de confiabilidad, disponibilidad y mantenibilidad e identifica

los equipos cŕıticos que afectan el rendimiento de un sistema, adoptando un enfoque

markoviano para modelar su comportamiento. Esto lo consiguen a través de un dia-

grama de transición para el modelo propuesto y formulando ecuaciones diferenciales

para obtener las probabilidades de los estados. Los autores analizan la disponibilidad

del sistema en estado estacionario, mientras que la confiabilidad y mantenibilidad

son analizadas en estado transitorio. Los datos que se utilizan se obtienen de la Oil

and Gas Egyptian Company y los resultados que se alcanzan permiten discutir el

efecto de las tasas de falla y reparación en diferentes momentos. Concluyen que el

modelo markoviano es una buena alternativa para la evaluación del desempeño de

sistemas industriales [14].
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Tsarouhas (2019), también presenta un art́ıculo para calcular los ı́ndices RAM,

con el objetivo de medir y mejorar el rendimiento de una ĺınea de producción de

croissants automatizada. Esto se lleva a cabo mediante el análisis de datos de fallas y

reparaciones de la maquinaria, basado en técnicas estad́ısticas descriptivas y pruebas

de correlación serial y de tendencia, las cuales validan el supuesto de independencia.

Sus principales hallazgos son la obtención de un patrón de falla y la estimación de

las caracteŕısticas de confiabilidad y mantenibilidad en forma precisa y en términos

cuantitativos. Con base en este estudio, el autor demuestra cómo el análisis RAM

es muy útil para decidir intervalos de mantenimiento y planificar una estrategia

adecuada [15].

Saini et al. (2022) realizan una estimación de parámetros y un análisis de confia-

bilidad y mantenibilidad de una planta de producción de azúcar. La planta consta

de cinco subsistemas dispuestos en serie, cada uno con una tasa de falla distinta. Se

aplican diferentes propiedades estad́ısticas como la media, la mediana, la desviación

estándar, la asimetŕıa y la curtosis para identificar la distribución más adecuada pa-

ra las fallas y tiempos de reparaciones, trabajando con datos tomados durante seis

meses. La distribución y los parámetros que mejor se ajustan se determinan junto

con la tendencia y el análisis de correlación en serie, para lograr el mejor rendimiento

de la planta. Los modelos sugeridos pueden ser, según los autores, una herramienta

adecuada para el pronóstico y la aplicación de una poĺıtica de mantenimiento efi-

caz [16].

En el año 2021, Jagtap et al. presentan un análisis RAM para evaluar el desem-

peño de un sistema de circulación de agua (WCS) utilizado en una planta de enerǵıa

a carbón. El rendimiento del WCS se evalúa utilizando un diagrama de bloques de

confiabilidad (RBD), un análisis de árbol de fallas (FTA) y un enfoque probabiĺıstico

de nacimiento y muerte de Markov. El diagrama de transición del modelo propuesto

representa varios estados con plena capacidad de trabajo, capacidad reducida y es-

tado fallido. La clasificación de los equipos cŕıticos se decide sobre la base de su nivel

de criticidad. Los resultados del estudio revelan cuál es el equipo que afecta con ma-

yor y menor porcentaje la disponibilidad del sistema y a partir de alĺı se recomienda

una estrategia de mantenimiento modificada, basada en parámetros de disponibili-

dad optimizada, que mejora esta caracteŕıstica del sistema en la planta [17].

Para aplicar una nueva estrategia de detección y clasificación de fallas, ahora en
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sistemas mecánicos, Gonçalves et al. (2021) proponen un método basado en el análi-

sis de matrices de covarianza de una muestra, estimada a partir de datos de vibración

extráıdos de los propios sistemas mecánicos. Además, utilizan la teoŕıa estocástica,

para derivar parámetros de Markov de las mismas matrices de covarianza que sirven

como caracteŕısticas en algoritmos de clasificación basados en optimización convexa,

donde destacan las ventajas relacionadas con el uso de los parámetros de Markov

para diagnosticar fallas por cavitación incipiente en una red de abastecimiento de

agua [18].

Los procesos de Markov pueden tener un trato particular para realizar un análisis

de confiabilidad. Aśı, Barbu et al. (2019) los llaman procesos de Markov a la deriva.

Este tipo de procesos considera una no homogeneidad que sea suave de forma cono-

cida, es decir, supone que la matriz de transición de Markov es una función lineal de

dos (o más) matrices de transición de Markov. Para esta clase de sistemas, primero

se obtienen expresiones expĺıcitas para indicadores de confiabilidad de modelos de

Markov a la deriva, como confiabilidad, disponibilidad, mantenibilidad y tasas de

falla. Luego, bajo diferentes escenarios estad́ısticos, se estiman los parámetros del

modelo, obteniendo estimadores complementarios de los indicadores de confiabilidad

asociados y se investiga la consistencia de los estimadores. La calidad de los esti-

madores propuestos y la validación del modelo se ilustra a través de experimentos

numéricos [19].

También han sido desarrolladas revisiones de literatura en torno al tema, como

las que realizan Quezada et al. (2018). Los autores indican que los dos modelos de

procesos estocásticos más comunes en la literatura y aplicaciones son los procesos

Gamma y de Wiener, sin embargo, en su trabajo también muestran sus limitaciones,

por lo que presentan el proceso inverso Gaussiano como una opción muy atractiva

para los datos de degradación de un activo [20]. Por otra parte Achouch et al. (2022)

presentan una revisión exhaustiva de la literatura sobre métodos y herramientas

aplicadas para modelos de mantenimiento predictivo inteligente en la Industria 4.0,

mediante la identificación y categorización del ciclo de vida de los proyectos de

mantenimiento y los desaf́ıos encontrados. Los autores presentan modelos asociados a

este tipo de mantenimiento, tales como: mantenimiento basado en condición (CBM),

pronósticos y gestión de la salud (PHM) y vida útil remanente (RUL). Además,

presentan un flujo de trabajo industrial novedoso de mantenimiento predictivo, que
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incluye la fase de apoyo a la decisión en la que se muestra una recomendación para

una plataforma de mantenimiento [21].

Jimenez et al. (2020) exponen una revisión desde diferentes enfoques y técni-

cas de mantenimiento, resaltando que a un mantenimiento predictivo inteligente se

lo controla tan solo con tres fases: adquisición de datos, procesamiento y toma de

decisiones. Esta última, dividida en dos etapas: diagnóstico y pronóstico. Los algo-

ritmos más utilizados según los autores para el diagnóstico de fallas son la regresión

lineal, el bosque aleatorio, los modelos de Markov, los modelos de redes neuronales

artificiales y los vectores de soporte regresor (SVR), mientras que para la prognosis

existen de dos tipos: predecir la vida útil remanente (RUL) y la probabilidad que

tiene un activo de seguir funcionando, que se la puede conocer a través de modelos

ARMA, ARIMA y SVR. En este estudio se desarrolla una aplicación de toma de

decisiones para proporcionar un análisis visual de la RUL de una herramienta de

mecanizado y se revisan conceptualmente los modelos planteados [22].

En el mismo ámbito, Topic et al. (2016) desarrollan un modelo mejorado para

el cálculo de ı́ndices de confiabilidad para diferentes conceptos de configuración de

plantas de enerǵıa eólica, utilizados en las últimas dos décadas. Se trata del modelo

de promedio móvil autorregresivo (ARMA) combinado con la simulación secuencial

de Monte Carlo, para predecir con mayor precisión durante la falla, la enerǵıa es-

perada no servida (EENS). Utilizan una base de datos estad́ıstica de LWK - Land

Wirtschafts Kammer para determinar la confiabilidad de los componentes de las di-

ferentes plantas de enerǵıa eólica en las configuraciones que fueron objeto de estudio

y finalmente discuten la influencia de las fallas de los componentes especialmente

mecánicos y eléctricos en EENS [23].

Los modelos de predicción, también alcanzan a los procesos de decisiones de

gestión de calidad, como es el caso de las soldaduras de tubeŕıas industriales de una

empresa en Edmonton - Canadá, según lo menciona Ji, Wenying (2018). En este

trabajo el objetivo fue mejorar los procesos de soporte de decisiones de gestión de

calidad, desde un nivel de gestión operativa, mediante la introducción de un análisis

impulsado cuantitativamente, que permite que los modelos de simulación se ajusten

mediante datos y mediciones en tiempo real. Se basa en estad́ısticas bayesianas

para recalibrar y realinear modelos con datos en tiempo real, que son generados

por sistemas de control de calidad reales. También se desarrollan métricas anaĺıticas
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descriptivas y predictivas, para conocer el desempeño de la calidad del operador y

pronósticos del desempeño de la calidad del proyecto, respaldando y mejorando los

procesos de toma de decisiones [24].

En el marco de las poĺıticas CBM tradicionales en las que se realiza un segui-

miento secuencial o periódico del activo, Naderkhani et al. (2017) proponen una

nueva estrategia de muestreo basada en dos intervalos. El primero cuando el activo

se encuentra en un estado saludable y el siguiente, con mayor frecuencia, cuando se

deteriora y entra en estado no saludable. El modelo propuesto está formulado bajo

los lineamientos del proceso de decisión semi-Markoviano (SMDP) el cual permite

desarrollar un algoritmo computacional para obtener, tanto los umbrales de control,

como los intervalos de muestreo, minimizando el costo computacional promedio es-

perado a largo plazo por unidad de tiempo [25].
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CAPÍTULO III

3. CASO DE ESTUDIO

Considerando las investigaciones presentadas en la sección anterior, este trabajo

analiza la confiabilidad, disponibilidad y mantenibilidad de un activo industrial, que

está presente en casi todo tipo de procesos productivos: el ventilador industrial.

Se trata de una máquina rotatoria que lleva a cabo diferentes funciones, que van

desde sopladores de aire y gases, hasta extractores de polvo. Este trabajo considera

para el análisis un grupo de ocho ventiladores, que forman parte de un proceso de

producción de clinker (componente clave en la elaboración del cemento), en su etapa

de enfriamiento. En dicha etapa se encuentra el sistema de aireación, que concentra

la mayor cantidad de ventiladores del proceso (ver figura 1).

Figura 1: Enfriador de clinker - Unión Cementera Nacional

Los ventiladores que conforman el sistema de aireación del enfriador de clinker,

actúan como sopladores que transmiten enerǵıa para generar la presión necesaria,

con la que se mantiene un flujo continuo de aire para enfriarlo pero, además, generan

aire caliente secundario que ayuda a la combustión de un horno rotatorio. La tabla

1 indica los valores de flujo volumétrico y presión estática con los cuales debe operar

cada uno de los ocho ventiladores que conforman el sistema de aireación del enfriador.
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Ventilador Flujo volumétrico Presión estática

(m3/h) (Pa)

FN1 34000 10000

FN2 17000 10000

FN3 57000 10000

FN4 48000 9500

FN5 45000 8500

FN6 43000 8000

FN7 40000 7500

FN8 38000 7000

Tabla 1: Valores de flujo volumétrico y presión estática de los ventiladores

La predicción de fallas en los ventiladores representa la premisa del mantenimien-

to predictivo en el enfriador de clinker [28]. Aplicar técnicas de predicción capaces

de detectar fallas a partir de datos históricos y describirlos en términos de condición

de FNs, que lo distinguen de su comportamiento normal, es lo que a continuación se

desarrolla aplicando la metodoloǵıa que sugiere Jimenez et al. (2020) para realizar

un análisis predictivo inteligente de un activo industrial.

3.1. Adquisición de datos

Es la etapa más importante, ya que de la veracidad de éstos depende la calidad

de los resultados que permiten realizar la predicción [17]. Los datos utilizados corres-

ponden al diagnóstico de los ventiladores, registrado mensualmente durante cuatro

años a partir del 2018. En total se cuenta con un conjunto de 1248 datos para el

análisis.

Se trata de medidas de velocidad de vibración (mm/s) tomadas en las direcciones

horizontal, vertical y axial en puntos espećıficos de la máquina, cuya clasificación

de estados se basa en el estándar ISO 14694. Dicho estándar establece los ĺımites

permisibles de vibraciones que permiten determinar la condición de las máquinas,

tomando en cuenta el valor pico máximo de entre las tres direcciones medidas. Se es-

tablecen cuatro condiciones o estados para los ventiladores, guardando concordancia

con el rango (mm/s) sugerido por la norma. Éstos son: Estable, Aceptable, Tolerable

23



y Cŕıtico (tabla 2).

Identificador Condición de FNs. Rango (mm/s)

E Estable 0,001-1,990

A Aceptable 2,000-5,990

T Tolerable 6,000-14,990

C Cŕıtico 15,000-90,000

Tabla 2: ISO 14694. Estados y rangos de valores

3.2. Procesamiento de datos

Entendiendo al procesamiento como la acumulación y tratamiento de los datos

que describen la condición de los FNs para generar información de valor [13], en

esta sección se describe la historia que hay detrás del comportamiento de cada uno

de los ocho ventiladores. Para ello, se construyen sendas series temporales, cuyos

datos corresponden a los valores pico máximos de todas las medidas de velocidad

de vibración (mm/s) ya que son las que definen, según la norma, la condición de

las máquinas (figura 2). Sin duda, el estado que toma cada uno de los ventiladores

industriales a lo largo del tiempo es de naturaleza estocástica, dado que está sujeto

a la imprevisibilidad de eventos, originados por modos de operación, de falla, con-

diciones de fábrica, frecuencia de mantenimiento, entre otras.

FN1 FN2 FN3 FN4 FN5 FN6 FN7 FN8

Figura 2: Series de tiempo de vibraciones máximas - FNs
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Como se puede observar en la figura 2, el comportamiento de los FNs es variable y

carece de tendencia. Como en todo proceso de análisis de datos, es necesario obtener

algunas estad́ısticas iniciales, que permitan avizorar un panorama más claro, sobre

el cual se puedan examinar las series de tiempo y aplicar los modelos adecuados para

realizar la predicción.

La tabla 3 muestra algunas de las métricas descriptivas. En ellas se observa

principalmente, que entre series de vibración máxima para los ventiladores, ni el

promedio ni la varianza son constantes y todos presentan una dispersión apreciable,

considerablemente mayor en los FN5, FN6 y FN7.

Ventilador Media Mediana Desv. Est. Varianza

FN1 3.90 2.92 3.37 11.39

FN2 4.75 3.82 4.19 17.53

FN3 5.51 4.92 3.35 11.24

FN4 7.00 5.92 3.95 15.60

FN5 4.77 3.01 4.98 24.77

FN6 4.59 2.31 5.87 34.40

FN7 5.79 3.33 9.13 83.44

FN8 2.63 1.34 3.44 11.81

Tabla 3: Estad́ısticas descriptivas de los valores de pico máximos de medidas de

velocidad de vibración por ventilador

En el mismo contexto, pero realizando comparaciones gráficas, mediante diagra-

mas de caja, de los datos de cada uno de los ventiladores, se observa que sólo tres

(FN5, FN6 y FN7), guardan similitud en sus rangos numéricos de pico máximo de

vibración. Los restantes (FN1, FN2, FN3, FN4 y FN8), muestran diferencias tanto

entre śı, como con los primeros, en cuanto a su dispersión (mucho menor en estos

últimos) como en sus medianas de vibración. Además, los datos están más separados

en la parte superior de la mediana, excepto en el FN2, donde sucede lo contrario, in-

dicando distribuciones asimétricas. Destacan también los valores at́ıpicos que están

presentes en todos los ventiladores. Al proyectar hacia el eje de las ordenadas las

cajas, todas ellas se interceptan, indicando que no se puede tener certeza de que los

comportamientos sean en realidad, muy diferentes (figura 3).
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Figura 3: Diagrama de caja de los FNs

Luego de la evaluación de la condición de los ventiladores, a través de las métricas

descriptivas, se caracterizan sus series temporales para explorar sus propiedades.

En primer término, se ha aplicado la prueba de Kwiatkowski-Phillips-Schmidt-Shin

(KPSS) que contrasta la estacionariedad de las series, caracteŕıstica principal de

éstas (tabla 4). En esta prueba, la hipótesis nula afirma que la serie es estacionaria

[30].

Ventilador kpss stat kpss pvalue Estacionaria

FN1 0.336 0.100 SI

FN2 0.369 0.091 SI

FN3 0.314 0.100 SI

FN4 0.126 0.100 SI

FN5 0.280 0.100 SI

FN6 0.452 0.055 SI

FN7 0.314 0.100 SI

FN8 0.378 0.087 SI

Tabla 4: Estacionariedad de las series utilizando KPSS. Nivel de significación α =

0,05

Los kpss pvalue sugieren que no es necesario diferenciar las series y se las acepte

como estacionarias, considerando un nivel de significación α = 0,05.

Ya que se trata de series temporales univariantes de naturaleza estocástica, es
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importante conocer qué tan relacionados están los valores pasados y actuales de las

series, es decir, si la variable condición de los FNs puede ser explicada por los datos

de ella misma en peŕıodos anteriores y si se pueden expresar sus valores pasados

como una combinación lineal, para poder obtener predicciones.

Se aplica entonces, la Función de Autocorrelación (ACF) y la Función de Auto-

correlación Parcial (PACF), que para un proceso estocástico Y (t), miden respecti-

vamente, la correlación existente entre las variables Y (t) y Y (t − k), y la correlación

entre las variables Y (t) y Y (t − k), pero eliminando el efecto de las variables inter-

medias (Y (t − 1), Y (t − 2), · · · , Y (t − k − 1). Aśı, estas caracteŕısticas son ilustradas

en las figuras desde la 4 a la 11 y serán posteriormente tomadas en cuenta en los

métodos de pronóstico que se utilizarán. De forma preliminar observamos:

En todas las figuras se nota de sus ACFs el decaimiento inmediato de las au-

tocorrelaciones, señal clara de que las series son estacionarias y no necesitarán

diferenciación.

En las figuras 5, 6, 7 notamos que el segundo término de la PACF tiene una

magnitud considerable al comparársele con las demás autocorrelaciones, señal

de que puede ser necesario incorporar un término autorregresivo al modelo que

se proponga.

En las figuras restantes no se notan mayores diferencias en los patrones de

comportamiento de las autocorrelaciones más allá de una autocorrelación. Esto

indica que como máximo puede ser necesario un término de media móvil y/o

uno autorregresivo.

3.3. Toma de decisiones

Este es el último paso en la decisión de mantenimiento, y se puede dividir en dos

categoŕıas principales:

Diagnóstico

Pronóstico

El diagnóstico se centra en la detección e identificación de fallas cuando ocurren,

mientras que el pronóstico pretende predecir dichas fallas antes de que sucedan.
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Figura 4: FN1 - ACF, PACF

Figura 5: FN2 - ACF, PACF

Figura 6: FN3 - ACF, PACF

Figura 7: FN4 - ACF, PACF
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Figura 8: FN5 - ACF, PACF

Figura 9: FN6 - ACF, PACF

Figura 10: FN7 - ACF, PACF

Figura 11: FN8 - ACF, PACF
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Ambos, se complementan entre śı, ya que el primero es el insumo de información

que necesita el segundo para desarrollarse [22].

Como los datos están clasificados, de acuerdo con el estándar ISO 14694, según

sus medidas de vibración en mm/s, los indicadores de mantenimiento se asocian

con dicho estándar y se diagnostica el estado de los FNs para escalar a la etapa de

pronóstico (tabla 5).

Indicadores Campos ISO 14694

Disponibilidad Máquina nueva o reacondicionada

Confiabilidad Máquina puede operar indefinidamente

Mantenibilidad Máquina no puede operar un tiempo prolongado

Mantenibilidad Vibración está provocando daños

Tabla 5: Indicadores RAM y campos ISO14694

Un enfoque sólido para el pronóstico de series de tiempo lo proporciona el mo-

delo autorregresivo integrado de media móvil, ARIMA(p, d, q), por sus siglas en

inglés [29]. Este modelo utiliza la información de los términos autorregresivos (p),

de medias móviles (q) y de diferenciación (d), sugeridos por las funciones ACF y

PACF, ajustando los parámetros como combinaciones lineales de las observaciones

pasadas, para producir los pronósticos [31].
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CAPÍTULO IV

4. RESULTADOS Y DISCUSIÓN

Obtener valores válidos que puedan ser considerados en una predicción, a corto

o mediano plazo, sobre la condición que tomen los ventiladores estudiados, sin duda

aporta en el sentido de las ideas de la Industria 4.0. Considerar una predicción

cient́ıfica del estado de salud de las máquinas y los posibles modos de falla futuros,

como una forma de mantenimiento proactiva, puede eliminar o mitigar su impacto

en la organización [34].

Pero, no se trata tan solo de obtener valores predichos, sino de analizarlos en

relación con los indicadores principales de mantenimiento, que son los que serán

útiles para la selección de poĺıticas y estrategias que mejoren la productividad de la

planta [33].

El mantenimiento predictivo ha cambiado de manera radical las operaciones

comunes de mantenimiento al predecir las fallas. Se ha convertido en la columna

vertebral de la operación de la planta, y es que, en torno al concepto de ¨falla”

se desarrolla todo el estudio probabiĺıstico que determina el efecto que se produce,

cuando la máquina deja de cumplir con su propósito [35].

4.1. Comparación estad́ıstica de ventiladores

En primera instancia, se despliegan histogramas de la vibración máxima para

cada ventilador (figuras de la 12 a la 15). La distribución de los datos muestra que

los cuatro primeros se acercan a una distribución de Bernoulli, en la que son conside-

rablemente más frecuentes las vibraciones bajas que las altas. Los cuatro siguientes,

se acercan gráficamente a una distribución exponencial, lo cual induce a creer que

en estos ventiladores existen más cambios de estado respecto a los anteriores.

Por otro lado, para examinar si existen diferencias importantes entre los valores

máximos (promedios) de vibración de los ventiladores, se aplica la prueba de hipóte-

sis para la diferencia de medias entre pares de ventiladores, basada en la distribución

t-Student y considerando un nivel de significación α = 0,05. La tabla 6 contiene los

resultados. En esta prueba, la hipótesis nula (Ho) y la hipótesis alternativa (Ha) son

las siguientes:
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Figura 12: Histogramas FN1 - FN2

Figura 13: Histogramas FN3 - FN4

Figura 14: Histogramas FN5 - FN6

Figura 15: Histogramas FN7 - FN8
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Ho: Las medias de las vibraciones máximas son diferentes dependiendo del

ventilador.

Ha: Las medias de las vibraciones máximas no son diferentes entre los venti-

ladores

Como cabŕıa esperar luego de un análisis cuidadoso de la figura 3, las pruebas

de hipótesis sobre las diferencias de medias de vibraciones máximas, contenidas en

la tabla 6, sugieren que:

La vibración máxima promedio de FN1 es diferente a las de FN3 y FN4, pero no

se encuentra evidencia suficiente en la muestra para afirmar que sea diferente

a las vibraciones máximas promedio de FN2, FN5, FN6, FN7 y FN8.

La de FN2 es diferente a las de FN4 y FN8, pero no se encuentra evidencia

para afirmar que sea diferente a las de FN3, FN5, FN6 y FN7.

La de FN3 es diferente a las de FN4 y FN8, pero no se encuentra evidencia

para afirmar que sea diferente a las de FN5, FN6 y FN7.

La de FN4 es diferente a las de FN5, FN6 y FN8, pero no se encuentra evidencia

para afirmar que sea diferente a la de FN7.

La de FN5 es diferente a la de FN8, pero no se encuentra evidencia para afirmar

que sea diferente a las de FN6 y FN7.

La de FN6 es diferente a la de FN8, pero no se encuentra evidencia para afirmar

que sea diferente a la de FN7.

Por último, la de FN7 es diferente a la de FN8.
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Test t p-valor Ho

t.test(FN1, FN2) -1.1365 0.2585 no se rechaza

t.test(FN1, FN3) -2.4357 0.0166 se rechaza

t.test(FN1, FN4) -4.3038 3.9e-05 se rechaza

t.test(FN1, FN5) -1.0461 0.2983 no se rechaza

t.test(FN1, FN6) -0.8238 0.4125 no se rechaza

t.test(FN1, FN7) -1.5286 0.1315 no se rechaza

t.test(FN1, FN8) 1.7206 0.0884 no se rechaza

t.test(FN2, FN3) -1.0207 0.3099 no se rechaza

t.test(FN2, FN4) -2.8225 0.0057 se rechaza

t.test(FN2, FN5) -0.0275 0.9781 no se rechaza

t.test(FN2, FN6) 0.0659 0.9475 no se rechaza

t.test(FN2, FN7) -0.8912 0.3759 no se rechaza

t.test(FN2, FN8) 2.6501 0.0093 se rechaza

t.test(FN3, FN4) -2.0789 0.0402 se rechaza

t.test(FN3, FN5) 0.8824 0.3799 no se rechaza

t.test(FN3, FN6) 0.8724 0.3856 no se rechaza

t.test(FN3, FN7) -0.3715 0.7115 no se rechaza

t.test(FN3, FN8) 4.1049 8.2e-05 se rechaza

t.test(FN4, FN5) 2.5286 0.0130 se rechaza

t.test(FN4, FN6) 2.3432 0.0213 se rechaza

t.test(FN4, FN7) 0.6901 0.4925 no se rechaza

t.test(FN4, FN8) 5.8056 7.7e-08 se rechaza

t.test(FN5, FN6) 0.0849 0.9325 no se rechaza

t.test(FN5, FN7) -0.8456 0.4005 no se rechaza

t.test(FN5, FN8) 2.4078 0.0180 se rechaza

t.test(FN6, FN7) -0.8679 0.3879 no se rechaza

t.test(FN6, FN8) 2.0298 0.0456 se rechaza

t.test(FN7, FN8) 2.3555 0.0216 se rechaza

Tabla 6: Resultado de la prueba t de igualdad de medias

Este resultado no es de extrañar, dadas las caracteŕısticas diśımiles de los venti-

ladores y el hecho de que han sido sometidos a distintas cargas de operación.
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4.2. Modelos de series temporales de ventiladores

En este trabajo, los modelos ARIMA propuestos se implementan utilizando R

studio 4.1.3 [32], espećıficamente la función autoarima que, luego de ajustar varios

modelos candidatos, se decide por aquel que produzca el menor Criterio de Infor-

mación de Akaike (AIC).

Se llevan a cabo corridas de varios programas para implementar el enfoque pro-

puesto, en la predicción de las condiciones que tomaŕıan los ventiladores industriales,

en términos de indicadores de mantenimiento, para los próximos 12 meses. Las ta-

blas 7 y 8 muestran un resumen de la aplicación del modelo encontrado para cada

una de las series.

Ventilador ARIMA Coef. Interc. Error Coef. Error Interc.

FN1 (0,0,1) 0.3677 3.9137 0.1309 0.5902

FN2 (1,0,0) 0.7841 1.2661 0.1272 0.4486

FN3 (1,0,0) 0.6508 2.0056 0.1356 0.3740

FN4 (1,0,0) 0.8571 1.1536 0.1159 0.3861

FN5 (0,0,1) 0.2793 4.7887 0.1722 0.8483

FN6 (0,0,0) - 4.5908 - 0.8056

FN7 (0,0,0) - 5.7904 - 1.2545

FN8 (0,0,0) - 2.6290 - 0.4720

Tabla 7: Resumen del modelo ARIMA para cada serie

Ventilador ARIMA AIC BIC σ2 Ljung-Box

FN1 (0,0,1) 272.28 278.13 10.17 0.944

FN2 (1,0,0) 276.42 282.28 10.43 0.205

FN3 (1,0,0) 260.12 265.98 7.68 0.610

FN4 (1,0,0) 266.98 272.83 8.63 0.425

FN5 (0,0,1) 316.81 322.66 23.37 0.910

FN6 (0,0,0) 334.55 338.45 14.11 0.283

FN7 (0,0,0) 380.61 384.51 81.83 0.557

FN8 (0,0,0) 278.94 282.85 11.58 0.962

Tabla 8: Resumen del modelo ARIMA para cada serie (Continuación)
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Con respecto al modelado de las series temporales, en las figuras desde la 4 a la

11, se aprecia que las ACFs de los FNs se parecen al de una serie de ruido blanco.

Sólo una autocorrelación está fuera de los ĺımites del 95 % de confianza, indicando

que las series tienen una media y varianza constantes, por lo que pueden suponerse

estacionarias.

Los modelos ARIMA encontrados se ajustan bien a los datos, según lo sugiere

el estad́ıstico de Ljung-Box (tabla 8). Este estad́ıstico produce p-valores mayores al

nivel de significación α = 0,05, en todos los casos. La prueba calcula los residuos

del modelo y verifica si pueden ser considerados ruido blanco, cual es uno de los

supuestos originales.

FN6, FN7, FN8 son ajustados con un modelo sin parámetros, ni autorregresivos

ni de media móvil, lo que sugiere que sus datos no aportan información útil para el

pronóstico (se les puede considerar ruido blanco, en śı mismos). La función ARIMA

FIT aplicada a dichas series, no encontró ningún coeficiente AR o MA que mejore

el modelo en los mencionados FNs.

Este resultado puede deberse a que los datos registrados de estos FNs correspon-

den a ventiladores que, a lo largo del tiempo, no se utilizaron continuamente, ya que

su funcionamiento depend́ıa de si se necesitaba o no compensar la presión estática

de los FNs principales. Esto lleva a pensar, que sus registros contienen información

un tanto errática, ya que no actuaban bajo las mismas condiciones que el resto.

La predicción de la condición de los FNs se realiza para los siguientes 12 meses,

considerando cada uno de los valores obtenidos como picos en mm/s que se asocian

a la clasificación dada por la ISO 14694. Además, como ya se indicó en el párrafo

que antecede, los datos históricos de los ventiladores FN6, FN7 y FN8 no aportan

información que permita realizar una predicción. Las figuras de la 16 a la 20 contienen

los pronósticos de los modelos para los ventiladores 1 al 5.
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Figura 16: Pronósticos para FN1

Figura 17: Pronósticos para FN2

Figura 18: Pronósticos para FN3

Figura 19: Pronósticos para FN4
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Figura 20: Pronósticos para FN5

Los valores de vibración obtenidos se asocian a los estados del equipo y éstos

a cada uno de los indicadores RAM, por lo que, para estimar estos últimos, se

consideran los cambios de estado de los equipos, pero esta vez en función del tiempo,

es decir, se calculan los tiempos que cada ventilador permanece en los diferentes

estados y se los asocia en términos de las ecuaciones 1, 2 y 3 que hacen referencia a

tiempos disponibles y de reparación de las máquinas.

La tabla 9 muestra los resultados del cálculo de los indicadores de Confiabilidad

C(t), Disponibilidad D(t) y Mantenibilidad M(t) de los ventiladores, utilizando los

datos históricos, mientras que la tabla 10 realiza el mismo cálculo con los datos

pronosticados.

Ventilador T. Oper (h) MTTR (h) C(t) D(t) M(t)

FN1 30336 552 0.9818 0.9634 1.0000

FN2 30336 372 0.9877 0.9693 1.0000

FN3 30336 372 0.9877 0.9693 1.0000

FN4 30336 372 0.9877 0.9693 1.0000

FN5 30336 630 0.9792 0.9608 1.0000

FN6 30336 864 0.9715 0.9531 1.0000

FN7 30336 744 0.9755 0.9571 1.0000

FN8 30336 0 1.0000 0.9816 1.0000

Tabla 9: Indicadores RAM - datos históricos
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Ventilador T. Oper (h) MTTR (h) C(t) D(t) M(t)

FN1 8760 0 1.0000 0.9904 1.0000

FN2 8760 0 1.0000 0.9904 1.0000

FN3 8760 0 1.0000 0.9904 1.0000

FN4 8760 0 1.0000 0.9904 1.0000

FN5 8760 0 1.0000 0.9904 1.0000

FN6 8760 - - - -

FN7 8760 - - - -

FN8 8760 - - - -

Tabla 10: Indicadores RAM - datos pronosticados

Los resultados de los indicadores RAM calculados para el peŕıodo del pronósti-

co, indican que para los cinco primeros ventiladores, puede estimarse un 100 % de

confiabilidad en su operación durante los 12 meses siguientes. Además, se estima un

99,04 % de disponibilidad, considerando o no el mantenimiento programado, y un

100 % de mantenibilidad, ya que los números muestran que tienen la capacidad de

ser reparados en el mı́nimo tiempo.

Comparando los indicadores RAM de los datos pronosticados con los datos

históricos, obviamente existe una diferencia, especialmente en su mantenibilidad

M(t), ya que al ser un indicador cuyo parámetro principal es el tiempo de repara-

ción, éste se presenta generalmente al transcurrir un intervalo de tiempo de operación

más largo, que dé oportunidad a que se degrade el equipo. Esto no se aprecia en

el pronóstico, ya que está proyectado para 12 meses, que es apenas un cuarto del

tiempo respecto al tomado para el análisis.

Es evidente que para afinar estos resultados serán necesarias muchas más mues-

tras, tomadas con una planificación mejorada que atienda a los requerimientos de los

modelos. Las comparaciones entre los resultados con datos históricos y pronósticos

se muestran de forma gráfica en las figuras 21, 22 y 23.
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Figura 21: Confiabilidad (históricos vs pronosticados)

Figura 22: Disponibilidad (históricos vs pronosticados)

Figura 23: Mantenibilidad (históricos vs pronosticados)
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CAPÍTULO V

5. CONCLUSIONES Y RECOMENDACIONES

5.1. Conclusiones

Aplicar los conceptos de la cuarta revolución industrial y llevarlos a prácticas

habituales de mantenimiento, cambia el escenario de producción en una planta dado

que, a través de la aplicación de técnicas matemáticas, como el modelado de datos

para la predicción, se reduce los tiempos de indisponibilidad, gracias a la atención

temprana que se les pueda dar.

A través del análisis de datos históricos de medidas de vibraciones de ventiladores

industriales, se pudo clasificar el estado de las máquinas, y a partir de alĺı, calcular los

tiempos de operación y de indisponibilidad que cuantifican los indicadores principales

de mantenimiento.

La aplicación del modelo autoregresivo de media móvil ARIMA permitió prede-

cir con un 95 % de confiabilidad, las series temporales del estado que tomaŕıan los

ventiladores industriales para los siguientes doce meses de operación. Este modelo

ajustó las caracteŕısticas aleatorias propias del proceso y aprovechó los datos históri-

cos disponibles. Además, gracias a la aplicación de ciertas funciones en el software

R, se determinaron los mejores parámetros de ajuste para el modelo.

En base a los valores predichos, se calcularon los indicadores RAM de los venti-

ladores, concluyendo que, para el peŕıodo pronosticado, los cinco ventiladores FN1,

FN2, FN3, FN4 y FN5 son 100 % confiables y están 99,04 % disponibles, esto quiere

decir que, las máquinas estaŕıan funcionando los doce meses sin presentar paradas

no programadas. Aśı mismo, con un 100 % de probabilidad, los cinco ventiladores

no necesitarán ser reparados en el periodo de tiempo del pronóstico. No aśı, los

ventiladores FN6, FN7 y FN8 de los que no se pudo obtener una predicción. Estos

resultados definitivamente orientan la toma de decisiones dentro del proceso de man-

tenimiento del activo industrial y permiten una planificación más acertada dentro

de la empresa.
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5.2. Recomendaciones

Se recomienda contar con un gran volumen de datos para el pronóstico, diseñados

y colectados con este propósito espećıfico, de forma que se establezca una periodici-

dad fija y conocida. A mayor cantidad de datos, menor es el margen de error que se

obtiene al predecir futuros comportamientos de las máquinas.

Colectar datos de calidad es determinante al momento de su procesamiento para

producir información, por ello es importante conocer las maneras habituales de ob-

tención de datos para el mantenimiento de los componentes rotatorios, ya que eso

define la selección del modelo de predicción que mejor se ajusta a sus caracteŕısticas.

Referencias

[1] Y. K. Teoh, S. S. Gill and A. K. Parlikad, ÏoT and Fog Computing ba-
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