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RESUMEN EJECUTIVO 

 

Las enfermedades neurodegenerativas se encuentran en un estado de evolución 

constante, a pesar de esto, muchas no han sido comprendidas en su totalidad lo que 

implica un conocimiento limitado acerca de sus repercusiones en el organismo, este es 

el caso de la enfermedad del Parkinson. En este contexto las herramientas 

bioinformáticas emergen como una esperanza para la comprensión de las funciones 

biológicas afectadas por la enfermedad; mediante la aplicación de algoritmos como el 

análisis de expresión diferencial o aprendizaje automático para telemonitorización 

temprana. 

 

Se utilizaron datos extraídos de células madre neuronales (NSC) derivadas de células 

madre embrionarias (hESC) que albergan una mutación patógena LRRK2 (G2019S) 

para el análisis de datos Ómicos. Gracias al enriquecimiento funcional de las muestras, 

es posible determinar la transcriptómica de la mutación. Para el caso del método de 

telemonitoreo, se emplearon 3 algoritmos de aprendizaje automático, utilizando un 

dataset de 52 variables con 252 observaciones; correspondientes a muestras de voz de 

pacientes con y sin Parkinson, puesto que esta empieza a presentar síntomas de 

disfonía al poco tiempo de contraer la afección. 

 

Se localizaron un total de 139 genes ligados a esta mutación y por ende a la enfermedad 

del Parkinson y su desarrollo, la mayoría de estos se encuentran presentes en procesos 

cerebrales, principalmente en los impulsos nerviosos y componentes estructurales del 

sistema nervioso central. El método predictivo desarrollado cuenta con un nivel de 

exactitud del 0.81 mediante la aplicación de un algoritmo de “Machine learning” 

robusto y de alto impacto científico denominado “Random forest” 

 

Palabras clave: Biotecnología médica, trastornos neurodegenerativos, análisis de 

microarrays, LRRK2, enfermedad de Parkinson (PD). 
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ABSTRACT 

 

Neurodegenerative diseases are in a constant state of evolution; however, many of 

them have not been fully understood, leading to limited knowledge about their 

implications on the organism. This is notably observed in the case of Parkinson's 

disease. In this context, bioinformatics tools emerge as a hopeful avenue for 

understanding the biological functions affected by the disease. This is achieved 

through the application of algorithms such as differential expression analysis or 

machine learning for early telemonitoring. 

 

Data extracted from neural stem cells (NSCs) derived from embryonic stem cells 

(hESCs) carrying a pathogenic LRRK2 (G2019S) mutation were used for Omics data 

analysis. Functional enrichment of the samples allows for the determination of the 

transcriptomics of the mutation. Regarding the telemonitoring method, three machine 

learning algorithms were employed, utilizing a dataset with 52 variables and 252 

observations, corresponding to voice samples from patients with and without 

Parkinson's disease. This is crucial as the disease tends to manifest dysphonia 

symptoms shortly after contraction. 

 

A total of 139 genes linked to this mutation and consequently to Parkinson's disease 

and its development were identified. The majority of these genes are present in cerebral 

processes, particularly in nerve impulses and structural components of the central 

nervous system. The developed predictive method boasts an accuracy level of 0.81 

through the application of a robust and scientifically impactful machine learning 

algorithm known as "Random Forest." 

 

Keywords: Medical biotechnology, neurodegenerative disorders, microarray analysis, 

LRRK2, Parkinson's disease (PD).
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CAPÍTULO I 

 

MARCO TEÓRICO 

 

1.1 Antecedentes investigativos  

 

1.1.1 Justificación 

 

La cantidad de personas diagnosticadas con trastornos neurodegenerativos aumenta 

considerablemente con el paso del tiempo, esto representa una amenaza para la salud 

pública. Tan solo en 2019, aproximadamente 50 millones de personas padecían este 

tipo de enfermedades en todo el mundo, estas a menudo provocan demencia. Se espera 

que para el año 2060 esta cifra aumente a 152 millones (Armstrong, 2020). Ejemplos 

de enfermedades neurodegenerativas son la enfermedad de Alzheimer, la enfermedad 

de Parkinson, la enfermedad de Huntington, la esclerosis lateral amiotrófica, la 

demencia frontotemporal y las ataxias espinocerebelosas (Gitler et al., 2017), la 

mayoría de las veces estas patologías se encuentran asociadas con la edad. Aun así, 

existen diversos factores externos que pueden verse involucrados al momento de 

contraer algún tipo de esta enfermedad, de entre los cuales se puede destacar factores 

de riesgo asociados con la dieta, infección patógena, traumatismo craneoencefálico, 

función mitocondrial, productos farmacéuticos, exposición a metales, entre otros 

(Armstrong, 2020; B. R. De Miranda et al., 2022). 

 

La enfermedad del Parkinson (PD; Parkinson's disease), alguna vez considerada 

extraña por la poca relevancia que se le daba a su estudio, (B. R. De Miranda et al., 

2022) es hoy en día la segunda enfermedad neurodegenerativa más común en el mundo 

después del Alzheimer (Reich & Savitt, 2019). Se caracteriza por el movimiento 

involuntario de los músculos, temblor corporal y debilidad muscular en partes que no 

están en acción e incluso cuando se encuentran en reposo (Mehanna & Jankovic, 

2019). Es causada por la degeneración de las neuronas dopaminérgicas en el cuerpo 

estriado (Boulos et al., 2019), estudios sugieren que la PD se desarrolla a través de 

seis etapas, que se inician en una ubicación periférica y va avanzando hacia el sistema 
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nervioso central (CNS) a través del olfato o nervios vagales en fases presintomáticas, 

afectando así a la sustancia negra, el tálamo y la amígdala (Bloomingdale et al., 2022; 

Boulos et al., 2019). De hecho, se cree que esta patología se desarrolla durante una 

década o un poco antes de que se manifiesten los síntomas motores clínicos 

(Bloomingdale et al., 2022). 

 

En nuestro país, este trastorno se encuentra presente con una prevalencia de 243 casos 

por cada 100 000 habitantes (Montalvo et al., 2017). Según Cerri et al. (2019), el 

riesgo de desarrollar Parkinson es el doble en hombres que en mujeres, sin embargo, 

en las mujeres la tasa de mortalidad y progresión es más alta y rápida. El gen LRRK2 

presenta un papel importante en el tráfico intracelular y el mantenimiento de órganos 

subcelulares (Kessler et al., 2018), trabaja en conjunto con múltiples socios 

funcionales, entre los que se destaca el gen Rab7L1, regulando de manera coordinada 

el crecimiento de neuritas y el tráfico intracelular (Fujimoto et al., 2018).  

 

Existen varias tecnologías que permiten estudiar la expresión de varios genes a la vez, 

entre ellas se encuentran los microarrays. La detección en esta tecnología se logra 

gracias a la hibridación de las moléculas de ADN o ARN, las cuales producen 

fluorescencia (Moreno & Solé, 2004). Esta información se encuentra almacenada en 

la base de datos GEO del Centro Nacional de Información Biotecnológica NCBI, 

donde se encuentran bases de datos de ensayos experimentales cuyas muestras se 

extraen del cerebro completo de ratón, incluido bulbo olfatorio, cerebelo y tronco 

encefálico, específicamente, neuronas corticales (Bonin et al., 2017; Jo et al., 2021). 

 

Finalmente, con este proyecto se provee de un punto de partida para la implementación 

de un método predictivo y preventivo para el diagnóstico de la enfermedad basado en 

técnicas de Machine Learning, además, se verificará la importancia de la mutación del 

gen mediante un análisis de expresión diferencial, con lo cual, se corrobora la 

tendencia que tiene el paciente a padecer la enfermedad. 
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1.1.2 Enfermedad de Parkinson y sus causas comunes  

 

La enfermedad de Parkinson es un síndrome clínico reconocible con una variedad de 

causas y presentaciones clínicas (Tan et al., 2018). Esta representa una condición 

neurodegenerativa de rápido crecimiento; cuenta con una prevalencia ascendente en 

todo el mundo, lo que le brinda características similares a las de una pandemia, excepto 

por una causa infecciosa (Bhat et al., 2018). Entre el 3% y el 5% de la enfermedad de 

Parkinson se explica por causas genéticas vinculadas a genes conocidos de la 

enfermedad (Williams-Gray & Worth, 2023). Mientras que 90 variantes genéticas 

explicarían el riesgo hereditario de la enfermedad de Parkinson no monogénica (entre 

16% y 36%) (Reich & Savitt, 2019). Esto dificulta aún más la situación, puesto que, 

debido a la variabilidad de los sistemas humanos no se puede determinar con exactitud 

la probabilidad de contraer PD en base a los niveles de exposición a factores exógenos, 

sin mencionar que estos factores no genéticos siguen siendo subestimados y poco 

estudiados (B. R. De Miranda et al., 2022; Simon et al., 2020). 

 

1.1.2.1 Factores Genéticos  

 

La PD autosómica de aparición temprana se ha visto fuertemente influenciada por 

mutaciones en los genes PARKIN y PINK1 (Kitada et al., 1998; Valente et al., 2004), 

ya que están asociados con una vía celular que involucra la eliminación selectiva de 

mitocondrias disfuncionales en los lisosomas a través de un proceso conocido como 

"mitofagia” (Simon et al., 2020). Esto quiere decir que la perdida de funciones de 

estos genes resultaría en una mitofagia deteriorada y por ende en la acumulación de 

estas mitocondrias disfuncionales (Shin et al., 2011). PARKIN regula indirectamente 

los niveles de PGC-1alfa, un regulador transcripcional, que controla de manera 

coordinada la expresión de genes necesarios para la biogénesis mitocondrial (Shin et 

al., 2011), se ha descubierto que los niveles de PGC-1alfa también son bajos en la PD 

esporádica (Zheng et al., 2011). 

 

El Parkinsonismo se observa comúnmente en pacientes con mutaciones en varios 

genes DYT, incluyendo los que están involucrados en la vía de síntesis de dopamina. 

La mutación en el gen LRRK2, es la causa más frecuente de la enfermedad de 
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Parkinson monogénico o familiar (Watanabe et al., 2020). Tolosa et al. (2020) 

afirman que “estas mutaciones y en concreto la Gly2019Ser, se observan en pacientes 

con Parkinson autosómico dominante y en aquellos con Parkinson esporádico 

aparente”. Sin embargo, esta no es la única “falla” genética asociada a la enfermedad, 

también es posible encontrar mutaciones patogénicas que residen en los dominios 

ROC-COR GTPasa (R1441G/C/H, Y1669C) y quinasa (2020T). De igual forma, el 

bloqueo farmacológico de los receptores de dopamina puede llegar a ser un causante 

válido (Rocha et al., 2022). 

 

Adicionalmente, según Genis et al. (2018) la presencia del alelo ε4 del gen que 

codifica la apolipoproteína E (ApoE), se ha asociado como factor de susceptibilidad 

para desarrollar Parkinson, lo cual se encuentra relacionado con la enfermedad de 

Alzheimer, al ser ambos padecimientos neurodegenerativos (Elizondo-Cárdenas et 

al., 2011). Estos vínculos genéticos implican una disfunción del recambio mitocondrial 

en la PD. 

 

1.1.2.2  Factores exógenos  

 

Exposición a sustancias químicas tóxicas: Gracias a estudios concretos se sabe que 

las posibilidades de contraer Parkinson son mayores en aquellos individuos que se 

encuentren expuestos a pesticidas tanto de manera directa como “pasiva”. Los 

químicos agrícolas asociados con la PD son el paraquat, la rotenona, el 2,4-D y varios 

productos ditiocarbamatos y organoclorados, sin mencionar otro tipo de sustancias 

químicas como los disolventes clorados (Y. Chen et al., 2021). A pesar de que estos 

productos hoy en día ya no se utilizan con la misma frecuencia por su impacto en el 

ambiente y la salud, sus efectos persisten en el ambiente, sin mencionar que de igual 

forma siguen siendo contaminantes comunes de suelos y aguas aledañas a los sectores 

agrícolas en donde eran aplicados (Simon et al., 2020). 

 

Lesión craneal: Las lesiones a nivel de cráneo, fuertes o moderadas en individuos 

pueden ser capaces de aumentar el riesgo de padecer PD, aunque esto no es aplicable 

en todos los casos, el riesgo aumenta de 2 a 5 veces con el número de lesiones, y los 

factores de susceptibilidad genética (Bloem et al., 2021; Simon et al., 2020). 
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Estilo de vida: Los hábitos alimenticios son aquellos que tienen una mayor influencia 

en el desarrollo de la PD, de entre las causas más comunes se tiene el consumo de 

alcohol, café, tabaco o incluso té (Y. Chen et al., 2021), aun así, estos suponen un 

riesgo reducido para contraer la enfermedad. El elemento dietético cuya ingesta 

descontrolada simboliza un mayor riesgo de padecer la enfermedad son los productos 

lácteos, según Boulos (2019), “Esta relación puede deberse posiblemente a la 

concentración de sustancias tóxicas presentes en la leche”. 

 

 

Figura 1. Factores ambientales y genéticos que influyen en la patogénesis de la 

EP al afectar vías similares.  

Fuente: (Simon et al., 2020) 

 

1.1.3 Factores de riesgo del Parkinson  

 

La PD es considerada altamente compleja, por ende, su estudio requiere de tiempo y 

técnicas especializadas (B. R. De Miranda et al., 2022), sin mencionar que puede ser 

causante de otro tipo de enfermedades, que a futuro empeoran la situación del paciente.  

 

1.1.3.1 Demencia con cuerpos de Lewy (DLB) 

 

Patológicamente, la PD se define por la pérdida de neuronas dopaminérgicas en la 

sustancia negra pars compacta (SN) ubicada en el mesencéfalo y la acumulación de 
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cuerpos de Lewy (Bloem et al., 2021), estos últimos son inclusiones citoplasmáticas 

que incluyen agregados anormales de proteínas (α-sinucleína), que se acumulan en las 

células nerviosas de ciertas áreas del cerebro (Lewis & Spillane, 2019). De la misma 

forma, la acumulación de cuerpos de Lewy en extensiones neuronales puede 

denominarse como neuritas de Lewy (Harvey et al., 2023). 

 

Consecuentemente, la demencia con cuerpos de Lewy se encuentra completamente 

asociada a la PD, esto quiere decir que cuando un paciente que padece PD, muy 

probablemente contraerá DLB en un futuro, de hecho, se establece que el deterioro 

cognitivo de PD es frecuente a medida que la enfermedad avanza y aproximadamente 

en el 50 % de estos casos presentan demencia dentro de los 10 años posteriores al 

diagnóstico (Harvey et al., 2023; Hayes, 2019). 

 

 

Figura 2. Vista de un cuerpo de Lewy  

Fuente: (Hayes, 2019) 

 

1.1.4 Tratamientos contra el Parkinson   

 

Los efectos resultantes del padecimiento de la enfermedad no se limitan únicamente a 

los síntomas motores, sin embargo, estos son los que poseen mayor impacto dentro de 

la calidad de vida del paciente. Dentro de los síntomas no motores se pueden encontrar 

el estreñimiento, dismotilidad gástrica, alteraciones del sueño y depresión; los cuales 

aparecen mucho antes que los ya conocidos “temblores” (Bloomingdale et al., 2022). 



7 

 

La decisión de empezar con un tratamiento para la PD se toma en conjunto con el 

paciente, debido a que esta se basa en el impacto de los síntomas, es decir, en cómo 

estos afectan su capacidad de realizar actividades diarias (Hayes, 2019).  

 

1.1.4.1 Tratamiento farmacológico  

 

La farmacoterapia dopaminérgica es una de las cuatro estrategias principales para 

combatir el Parkinson (Santos-García et al., 2023). Levodopa es el primer 

medicamento de mayor eficacia en el tratamiento de la enfermedad, sin embargo, su 

uso de esta se encuentra limitado debido a sus características toxicológicas y la 

probabilidad de que esta acelere la progresión de la patología al promover el estrés 

oxidativo (Bloem et al., 2021; Hayes, 2019). Es ahí en donde entran en acción los 

agonistas de la dopamina (pramipexol, ropinirol y rotigotina), los cuales estimulan los 

receptores dopaminérgicos en el sistema nervioso central y por ende, se emplean 

mayoritariamente para aliviar efectos secundarios del Parkinson (Bloem et al., 2021; 

Hayes, 2019). 

 

Medicamentos anticolinérgicos (trihexifenidilo y benzotropina) no son eficaces en el 

tratamiento de la bradicinesia, sin embargo, pueden tener impactos favorables en la 

disminución de la rigidez, distonía y temblores, de igual forma, los inhibidores de la 

monoaminooxidasa aldehído deshidrogenasa B (MAO-B) (rasagilina y selegilina) 

inhiben las enzimas implicadas en la degradación de levodopa y dopamina (Bloem et 

al., 2021; Jankovic & Tan, 2020). 

 

Así mismo, se ha demostrado que la nobiletina tiene capacidad antineuroinflamatoria 

al inhibir la producción y secreción de mediadores proinflamatorios inducida por 

lipopolisacáridos, además, su uso en modelos animales demuestra que es capaz de 

proteger las neuronas dopaminérgicas en la SN (Nakajima & Ohizumi, 2019). 

Adicionalmente y como método alternativo se pretende emplear curcumina para 

reducir el impacto de los síntomas de la PD, según Abrahams (2021), “aunque sea 

especulativo, es probable que la curcumina resulte beneficiosa antes de que se 

produzcan síntomas de PD o daño celular excesivo y, por lo tanto, puede ser útil como 
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suplemento dietético antes de la aparición de la enfermedad.” Esto al hablar 

específicamente de la enfermedad de Parkinson mutante LRRK2. 

 

 

Figura 3. Sitios de acción de los distintos fármacos antiparkinsonianos 

  Fuente: (Bloem et al., 2021) 

 

1.1.4.2 Tratamiento microquirúrgico funcional 

 

A pesar de que este método no ha sido utilizado desde que la levodopa se convirtiera 

en el tratamiento de mayor impacto (a principios de 1960), este procedimiento tuvo un 

resurgimiento como cirugía ablativa estereotáxica en el tálamo, el núcleo subtalámico 

y el globo pálido interno, empleando electrodos estimulantes en esos núcleos. Este 

procedimiento, conocido como estimulación cerebral profunda (DBS) se ha 

convertido en un elemento básico del tratamiento en pacientes con complicaciones en 

el tratamiento médico convencional, que incluyen fluctuaciones motoras precipitadas 

e impredecibles, discinesia incapacitante o la presencia de temblores intratables 

(Hayes, 2019).   
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1.1.5 Microarrays en la lucha contra el Parkinson  

1.1.5.1 Microarrays de expresión 

 

Los avances en la investigación sobre la relación gen-enfermedad han sufrido una 

revolución técnica significativa gracias a las nuevas tecnologías de análisis genético, 

mediante la introducción, uso y manejo de herramientas de base genómica (Tell-Marti 

et al., 2021). Por esta razón, los días en los que se analizaba un gen único y sus efectos 

quedaron en el pasado (Angelescu & Dobrescu, 2021). En la actualidad, los avances 

tecnológicos brindan la capacidad de analizar el comportamiento de miles de genes de 

forma simultánea. Uno de estos sistemas, son los Microarrays, este enfoque cambia la 

forma en la que se plantean problemas y se obtienen soluciones de los experimentos 

en enfermedades crónicas degenerativas, esto gracias a que brindan una visión 

completa del genoma en conjunto (Yu et al., 2023).  

 

Un microarray es un soporte sólido, al que gracias a la ayuda de máquinas 

especializadas se le han agregado cadenas de material genético mayoritariamente ADN 

complementario (ADNc) en forma de una matriz ordenada de miles de puntos (hasta 

40,000 fragmentos distintos por cada centímetro cuadrado de espacio) perfectamente 

espaciados entre sí (Marjit et al., 2023). Cada punto contiene millones de secuencias 

clonadas “idénticas” y se podría decir que disponen prácticamente de todo el genoma 

en estudio (Lacombe & Rooryck-Thambo, 2018), es por esto que, permiten medir 

simultáneamente la actividad e interacción de cientos de genes. 

 

1.1.5.2 Tipos de microarrays 

 

Microarrays de dos canales: En este tipo de microarray, las pruebas son 

oligonucleótidos, ADNc o pequeños fragmentos de PCR, que corresponden con ARN 

mensajero (ARNm). Su funcionamiento se centra en la utilización de preparaciones 

obtenidas a partir de dos muestras biológicas distintas, en donde cada una se marca 

con un fluoróforo diferente. Finalmente, las dos preparaciones marcadas se mezclan e 

hibridan sobre el mismo chip de ADN. De esta forma, se pueden observar genes que 

se activan o se reprimen en distintas condiciones, sin embargo, no se pueden observar 
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niveles absolutos en la expresión y requieren PCR cuantitativa (qPCR) para un análisis 

absoluto (Hung & Weng, 2017).  

 

Chips de ADN de oligonucleótidos: También llamados microarrays de canal único, las 

pruebas son designadas a partir de una secuencia conocida o un ARNm predicho. Estas 

secuencias se construyen mediante la elongación secuencial de una cadena en 

crecimiento con un solo nucleótido empleando fotolitografía, un proceso por el cual se 

transfiere un patrón desde una máscara fotográfica a una superficie sólida (Betanzos 

et al., 2019). Generando estimaciones del nivel de expresión, pero en caso de que se 

requieran distintas condiciones, no pueden ser observadas en una misma matriz, 

debido a que no están basadas en la hibridación competitiva, en otras palabras, un chip 

para una muestra (Hung & Weng, 2017). 

 

1.1.5.3 Análisis de datos de microarrays 

 

La imagen se obtiene tras la excitación del tinte fluorescente de cada target mediante 

una luz monocromática producida por un láser o luz blanca y colectando la luz de 

emisión (fluorescencia) convirtiendo la corriente de fotones en valores digitales que 

pueden ser almacenados en una computadora como un archivo de imagen (.TIFF). Los 

tintes más usados son los de cianina, Cy3 (verde) y Cy5 (rojo), los cuales tienen 

emisiones en los rangos de 510-550 nm y 630-660 nm, respectivamente (Jin et al., 

2022). Tras el análisis de la imagen obtenemos archivos del tipo “.gpr” o “.spot”, 

dependiendo del software utilizado. Estos contienen, las intensidades de cada canal 

correspondientes a los spots Foreground, background, medidas cualitativas (medidas 

de variabilidad, tamaño del spot, medidas de circularidad, entre otras) (Scionti et al., 

2022). 

 

La información resultante de los análisis de microarrays cuenta con varios niveles de 

complejidad. El nivel más bajo corresponde a datos simples sobre genes concretos, es 

decir, identifica el nivel de expresión de un gen individual asociado a un determinado 

fenotipo, simulando a experimentos tradicionales. Ahora bien, el nivel de alta 

complejidad, facilita la exploración de la figura completa del conjunto del 

transcriptoma, es decir, de todos los genes que se expresan de forma asociada a ese 
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fenotipo, magnitud que es imposible lograr con otros sistemas distintos (Agapito & 

Arbitrio, 2022).  

 

Los datos que se generan con microarrays, aparte de tener un gran volumen, se 

caracterizan por ser altamente variables, por tal motivo es básico un análisis estadístico 

y en ocasiones el diseño experimental que se plantee para solucionar las diferentes 

cuestiones biológicas propuestas (Agapito & Arbitrio, 2022), En resumen, una 

cantidad significativa de datos es redundante y es esencial filtrar cuidadosamente los 

genes importantes. Para el análisis estadístico de estos datos se utiliza R (versión 3.3.2, 

free software environment for statistical computing and graphics) debido a su 

versatilidad y capacidad de utilizar “Librerías” que facilitan el análisis de estos (de 

Lima et al., 2022). Se apoya en los paquetes de “Bioconductor”, un proyecto de código 

abierto con acceso a potentes métodos estadísticos y gráficos para el análisis de datos 

genómicos. 

 

1.1.5.4 Microarrays en el estudio de la enfermedad de Parkinson 

 

Se han identificado mutaciones en cuatro genes, α-sinucleína, parkina, DJ 1 y UCH-

L1, en formas de enfermedad de Parkinson hereditarias autosómicas, sin embargo, el 

gen LRRK2 no ha sido fuente de estudio, a pesar de ser una causa directa de la 

enfermedad, en su mayoría, puede deberse a que este se encuentra presente en ambos 

tipos de enfermedad (Genética y adquirida por naturaleza), así que no resulta tan 

llamativa, situación errónea puesto que analizando las mutaciones de LRRK2 es 

posible ampliar el método de diagnóstico e implementar un método predictivo de la 

enfermedad sin importar su origen (Fujimoto et al., 2018). UCH-L1 ha sido el gen 

que mayor impacto ha tenido dentro de los análisis de microarrays, en su mayoría las 

mutaciones de este ya se encuentran cubiertas en su totalidad y tienen una relación ya 

establecida con la enfermedad. Lo que normalmente se emplea para este tipo de 

estudios es una serie de muestras de pacientes que presenten la enfermedad, y un grupo 

control en donde el trastorno se encuentre en fase latente o inexistente (Jo et al., 2021).  

Los arrays de expresión se han convertido en una herramienta de gran utilidad en la 

medicina clínica para el descubrimiento de marcadores moleculares, revelando así 
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cada vez más principios fundamentales que ayudan a clasificar una enfermedad de 

acuerdo con su perfil de expresión específico. Los datos obtenidos del análisis de 

microarrays son reproducibles, claros, y esporádicamente revelan hallazgos 

inesperados. (Agapito & Arbitrio, 2022; Watanabe et al., 2020). 
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1.2 Objetivos  

  

1.2.1 Objetivo general  

 

 Analizar la expresión diferencial del gen LRRK2 asociado a la enfermedad de 

Parkinson mediante la técnica de microarrays. 

 

1.2.2 Objetivos específicos  

 

 Emplear la base de datos GEO del NCBI para descargar un conjunto de datos 

experimentales de microarrays enfocados en la enfermedad del Parkinson. 

 Analizar la expresión diferencial del gen LRRK2 buscando la identificación de 

fenotipos relacionados con la enfermedad de Parkinson.   

 Proponer un modelo de predicción para el diagnóstico temprano de la 

enfermedad de Parkinson en fenotipos relacionados a la enfermedad. 
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CAPITULO II 

METODOLOGÍA 

 

2.1 Materiales 

 

Tabla 1. Recursos bioinformáticos 

Recursos Enlace 

GEO (Gene Expression Omnibus ) 

R 

https://www.ncbi.nlm.nih.gov/geo/ 

https://cran.r-project.org/bin/windows/base/ 

R-studio https://posit.co/download/rstudio-desktop/  

GeneCards https://www.genecards.org/  

Bioconductor https://www.bioconductor.org/  

PubMed https://pubmed.ncbi.nlm.nih.gov/  

UC Irvine Machine Learning Repository https://archive.ics.uci.edu/ 

Gene Ontology and GO Annotations https://www.ebi.ac.uk/QuickGO/ 

 

 

Tabla 2. Equipos  

Recursos  Cantidad  

Computadora personal 1 

Router y servicio de internet 1 

 

 

 

 

 

 

 

 

https://www.ncbi.nlm.nih.gov/geo/
https://cran.r-project.org/bin/windows/base/
https://posit.co/download/rstudio-desktop/
https://www.genecards.org/
https://www.bioconductor.org/
https://pubmed.ncbi.nlm.nih.gov/
https://archive.ics.uci.edu/
https://www.ebi.ac.uk/QuickGO/
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2.2 Métodos 

 

2.2.1 Búsqueda de datos referentes a la enfermedad 

 

GEO (Gene Expression Omnibus), es un repositorio público internacional desarrollado 

por el NCBI (National Center for Biotechnology Information) en donde se pueden 

encontrar datasets provenientes de diferentes tecnologías, entre ellos microarrays, 

secuenciación de próxima generación (NGS) y otras formas de datos genómicos 

funcionales de alto rendimiento presentados por la comunidad de investigación 

(Clough & Barrett, 2016). Dentro de la plataforma se seleccionó la opción de “GEO 

Datasets”, empleando como criterios de búsqueda: ("Parkinson disease"[MeSH 

Terms] OR Parkinson's disease [All Fields]) AND “Expression profiling by array” 

[DataSet Type] AND (LRRK2*) para la identificación del conjunto de datos 

(Datasets).  

 

Para la selección de los mismos se emplearon como criterios de inclusión/exclusión 

los brindados por Oerton & Bender (2017), que son: 1) Los estudios debieron 

diseñarse específicamente para la investigación de la PD; 2) Tipo de muestra (sustancia 

negra, cuerpo estriado, sangre, corteza frontal, línea celular, sección de todo el cerebro 

o cerebelo); 3) Los contrastes de la PD versus control sano deben estar disponibles con 

al menos dos muestras para cada condición; 4) La expresión génica debió medirse 

utilizando tecnología de microarrays; 5) Los experimentos debieron ser realizados en 

la plataforma GPL571 [HG-U133A_2] Matriz Affymetrix Human Genome U133A 

2.0. 

 

2.2.2 Validación de la información (comprobación de calidad de conjuntos 

de datos) 

 

Todos los análisis bioinformáticos se realizaron utilizando el lenguaje estadístico R 

versión 3.3.2 mediante el uso de RStudio 2023.12.0, librerías de Bioconductor v3.17 

desarrolladas para la expresión diferencial de los genes. Un método eficiente para leer 

los datos y asignar a cada muestra los valores de las covariables (grupo para el análisis, 

ID, color distintivo, etc.), consiste en la creación de un archivo de texto, al que le 

hemos denominado “target”, el cual contiene la identificación (diseño del 
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experimento) de cada archivo de datos, lo que permite realizar la asignación de cada 

muestra a cada condición experimental (Chung et al., 2021). 

 

Las sondas mapean los nombres de los genes correspondientes; para esto fue necesario 

la anotación de los ID de sonda en sus genes asociados utilizando el archivo GPL de 

anotación pertinente (obtenido de GEO) (Huang et al., 2022). Mediante la exploración 

de los datos, basada en técnicas univariantes (diagramas de caja) y técnicas 

multivariantes (cluster jerárquico y análisis de componentes principales o PCA) se 

determinó que el array del conjunto etiquetado con 90_NSC_WT 

(GSM888890_NSC_H9_WT_3.CEL.gz) correspondía a una pluralidad de genes, 

razón por la cual no fue considerado en el estudio, esperando maximizar la cantidad 

de genes disponibles para las comparaciones entre diferentes plataformas. Para 

aquellos casos en el que un símbolo de gen coincidía con múltiples ID de sonda, el 

valor de expresión medio fue elegido del nivel de expresión de este (Oerton & 

Bender, 2017; Y. Sun et al., 2018). 

 

2.2.3 Análisis de la expresión diferencial del gen LRRK2  

 

Los archivos se preprocesaron a través de la corrección de fondo, la normalización del 

cuantil y el cálculo de la expresión utilizando el algoritmo robusto de promedio de 

matriz múltiple (RMA) con paquete Oligo (Oerton & Bender, 2017; Y. Sun et al., 

2018). Mediante la utilización de la función “rma” se obtuvo el objeto “ExpressionSet” 

que almacena la información del dataset. Se observó que los datos del ensayo constan 

de 22277 genes (features) en las 8 muestras que se manejan mediante los nombres de 

los elementos de la expresión. Se utiliza el paquete "pd.hg.u133a.2" para efectuar la 

anotación de los genes (que cada posición pueda asociarse con cada sonda). Como 

resultado final se obtuvo una matriz con los datos normalizados y que ya podían ser 

filtrados. 

 

El filtraje no específico permite eliminar los genes que varían poco entre condiciones 

de estudio, o, que se desea quitar por otras razones, como por ejemplo que no se 

dispone de anotación para ellos (Irizarry et al., 2012). Para la selección de genes se 

realizó una distribución de los niveles de expresión de cada uno a través de las 
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muestras, para esto fue necesario graficar el coeficiente intelectual (CI) de cada gen y 

trazar estos valores. La función “nsFilter” permite eliminar los genes que presenta baja 

variabilidad o bien no se dispone de anotación para ellos (Gentleman et al., 2023). 

Para este análisis, se utilizaron las anotaciones como criterio de filtraje, por ende, se 

dispuso del paquete de anotaciones “hgu133a2.db”, ya que considera todos los genes 

que están presentes en los arrays, filtrando aquellos que se emplean en la base de datos 

(BDs). Tras haber realizado el filtrado de genes, se determinó que estos se han reducido 

a 3161 genes (features) que son los que tienen mayor variabilidad, con los que se 

trabaja a partir de este punto, los demás componentes se mantienen iguales. 

 

Para seguir con el análisis basado en modelos lineales se procedió a la creación de la 

matriz de diseño. Básicamente, describe la asignación de cada muestra a un grupo a 

manera de tabla. Tiene tantas filas como muestras y tantas columnas como grupos 

(LRRK2_GS y WT) (Smyth, 2004). En las cuales se van intercalando entre 0 y 1 

dependiendo del grupo al que pertenece la muestra. 

 

Ahora bien, la matriz de contrastes se utilizó para describir las comparaciones entre 

grupos, en las columnas se muestran las comparaciones y en las filas los grupos que 

utiliza el estudio. Una comparación entre grupos (contraste) se representa con un 1 y 

un -1 en las filas de los grupos a comparar. En caso de que fueran varios grupos los 

que intervinieran en la comparación se tendría tantos coeficientes como grupos, 

simplemente que su suma sería cero (Salicrú et al., 2011). 

 

Cada grupo de chips fue comparado con PD y Control, respectivamente (G. Ma et al., 

2019). Se usó la función “makeContrasts”, en donde se observó los contrastes que se 

formaron en cada una de las interacciones de los grupos. Estos fueron integrados al 

modelo ajustado con “contrasts.fit” y mediante estadística bayesiana (modelos de 

Bayes empíricos) presente en la función “ebayes” se obtuvieron los genes de expresión 

diferencial. 

2.2.4 Ajuste de modelo experimental 

 

Gracias al método implementado en el paquete “limma” el ajuste se efectuó por 

mínimos cuadrados ponderados o generalizados. Posteriormente, se utilizó la 
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instrucción “topTable”, la cual permite extraer una tabla con los genes mejor 

clasificados de un ajuste lineal. Su utilidad se basa en que este aplica un filtro basado 

en dos criterios, “log fold change” que permite cuantificar la proporción de dos valores 

(cuantas veces más esta expresado un gen en una condición que en otra) y “p.value” 

que permite verificar su significancia estadística (Smyth, 2004). Para el análisis de 

expresión se utilizó un valor de “log-fold-change” mayor a 3, un p-valor ajustado 

(probabilidad de obtener una diferencia significativa entre factores al azar) inferior a 

0.05 para acceder a una estadística del 95% de significancia; normalmente se trabaja 

con este p-valor debido a que es estadísticamente improbable que las diferencias entre 

una familia de comparaciones se deban al azar, afirmando de esta forma que la 

diferencia es real (Arias-Molina, 2017; Diaz & Rios, 2018; Kain & MacLaren, 

2007). De igual forma se aplica un ajuste FDR (false discovery rate) que es la 

probabilidad de que una hipótesis nula sea cierta habiendo sido rechazada por el test 

estadístico.  

 

Los datos de expresión se identifican por el nombre de la muestra (que además 

identifica el grupo) y por el identificador del gen. El proceso de anotación fue aplicado 

a cada uno de los genes que están contenidos en las muestras y añadido a la tabla de 

expresión los identificadores de los genes, mediante el ID de ENTREZID y SYMBOL, 

identificadores universales con los cuales se analizó la significancia biológica de la 

expresión. 

 

Se empleó la función “AnnotationDbi” encargada de seleccionar los genes down-

regulated y up-regulated para poder ser mostrados en un gráfico denominado 

volcano_plot, estos se ubican en la zona superior y hacia la izquierda y derecha del 

gráfico respectivamente (Pagès et al., 2023). Al ser un gráfico con limitaciones de 

espacio, todos los genes altamente expresados no fueron fácilmente diferenciables 

dentro del mismo, debido a esto, se realizó un análisis de componentes principales 

(PCA) en donde se detalló el símbolo, ID, descripción y categoría correspondiente a 

cada uno de los genes (Anexo 5). De igual forma se generó un mapa de calor 

comparando las 8 muestras trabajadas con los resultados obtenidos. Estos gráficos 

resultaron de mucha utilidad al momento de interpretar los resultados obtenidos en 
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tablas puesto que su función es brindar un análisis visual de los genes de baja y alta 

expresión.  

 

2.2.5 Cuantificación de expresión de genes 

 

El análisis de significación biológica de las listas mediante análisis de enriquecimiento, 

(OverRepresentation Analysis) permite detectar si las listas de genes diferencialmente 

expresadas presentan una cantidad superior a la esperada (se encuentran enriquecidas), 

de genes asociados a funciones o procesos biológicos determinados, es decir, anotados 

en categorías biológicamente relevantes para el problema que se estudia (Khatri & 

Drǎghici, 2005).  

 

Se trabajó con dos colecciones de genes: la lista seleccionada y el universo de genes, 

es decir, todos los genes que se han incluido en el análisis. Se utilizó el paquete 

“GOstats” para realizar el análisis de enriquecimiento genético. Se creó un objeto 

denominado “Hiperparámetro” de clase “GOHyperGParams”, el cual es una clase de 

parámetro general (en lugar de argumentos individuales) que incluye los elementos 

necesarios para ejecutar una serie de análisis relacionados de forma organizada; en este 

caso, el método hyperGTest para hacer un análisis basado en la Gene Ontology (GO) 

como categoría (Álvarez, 2020; Ayala, 2018; Falcon & Gentleman, 2007; 

Kruschke, 2015). Una vez creados los parámetros, el análisis se llevó a cabo 

invocando la función “hyperGTest” que realiza un test de Fisher (pruebas 

hipergeométricas) para todas las categorías evaluando la representación excesiva de 

identificadores de categoría en el conjunto de genes. Se mostró finalmente los genes 

que se han anotado y el análisis de significancia biológica efectuado sobre los mismos 

(Falcon & Gentleman, 2007). 

 

2.2.6 Búsqueda datos biomédicos referentes al Parkinson para propuesta 

de un trabajo sistematizado para el diagnóstico temprano 

 

UC Irvine Machine Learning Repository es una colección de bases de datos, teorías de 

dominio y datasets que utiliza la comunidad científica para el análisis empírico de 

algoritmos de “Machine Learning”, el repositorio fue creado en 1987 y actualmente 
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mantienen 653 conjuntos de datos como servicio para la comunidad de aprendizaje 

automático (Amarnath et al., 2016). Los datasets se encuentran disponibles en 

función de la tarea objetivo, el tipo de los atributos, la naturaleza de los datos, el área 

de conocimiento y, finalmente, los aspectos relativos al propio dataset (tamaño y 

formato).  

 

Dentro del apartado “Search” se ingresaron las palabras clave: “Parkinson's Disease”, 

arrojando así 6 resultados; todos relacionados con disfonía. Considerando este último 

parámetro de realizó una segunda búsqueda para la depuración de resultados, ahora 

empleando los términos: “Parkinson's Disease” AND “Classification” ADN “Sound”. 

Se definieron como criterios de selección: 1) Los datos deben provenir de un estudio 

en el que se trabajen 70 variables o más; 2) Los grupos de pacientes tanto enfermos, 

como de control deben estar conformados por hombres y mujeres, encontrándose en 

una misma proporción en el conjunto de datos final; 3) Las edades de los pacientes 

deben tener un amplio rango de separación, mínimo 30 años de diferencia. Criterios 

que fueron adaptados de los propuestos por Sakar et al. (2019) con influencia del 

trabajo planteado por Lahmiri (2017), con el objetivo de contribuir a la variabilidad 

de los datos y asegurar resultados mucho más realistas. Con esto, se estimó la 

probabilidad de concordancia con características que presenten los individuos y el 

riesgo de desarrollar la patología, proponiendo así una herramienta de detección 

temprana de la enfermedad. 

 

2.2.7 Pruebas con los datos para la predicción 

 

Al tratarse de disfonía en pacientes, fue posible considerar una amplia serie de 

variables antes de pasar al apartado de aprendizaje. 

Funciones de línea de base, estas fueron utilizadas como punto de referencia para el 

proceso de entrenamiento del modelo, es posible considerar: Variantes de fluctuación, 

Variantes de brillo, Parámetros de frecuencia fundamental, Parámetros de armonía, 

entropía del período de tono, etc. 

Funciones de frecuencia de tiempo, estas fueron empleadas para el modelamiento de 

patrones temporales en los datos durante el entrenamiento, es posible considerar: 

Parámetros de intensidad, Frecuencias formantes y Banda ancha. 
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Coeficientes cepstrales de frecuencia Mel (MFCC), se los empleó para captar los 

efectos de la EP en el tracto vocal por separado de las cuerdas vocales (Sakar et al., 

2019). 

Características de las cuerdas vocales, se tomaron en cuenta ya que de esta forma se 

pueden identificar aspectos funcionales, que son relevantes para la producción de la 

voz y por ende del diagnóstico de la enfermedad, es posible considerar: Cociente de 

glotis, Excitación de las cuerdas vocales, Excitación glotal a ruido, etc. 

 

Debido al hecho de que el dataset contenía 755 variables con 756 observaciones cada 

una, fue necesario emplear un modelo de reducción de datos. El algorithmo Minimum 

Redundancy, Maximum Relevance (mRMR) minimiza la redundancia de un conjunto 

de características y maximiza la relevancia de las mismas, esto es posible gracias a la 

información mutua de variables, básicamente, si dos características son similares, sólo 

la más relevante se considerará importante (Ding & Peng, 2003).  

De este modo se obtuvieron 50 variables (Sin considerar el “Género” y la “Clase”), 

cuyas observaciones al encontrarse por triplicado fueron reducidas calculando la media 

de las 3. Construyendo así, un dataset final que consta de 52 variables con 252 

observaciones, finalmente, se curaron los datos de acuerdo con los requisitos técnicos 

del algoritmo, es decir que estos se normalizaron empleando la técnica de 

normalización “Escalar de robusto”. 

2.2.8 Selección del mejor algoritmo de predicción 

 

Existen una serie de algoritmos de predicción, algunos de los más utilizados son: 

Naive-Bayes, Artificial Neural Network, Support Vector Machine, Árbol de decisión, 

etc. En este apartado, lo que se buscó fue el seleccionar el algoritmo que mejor se 

ajuste a las necesidades en base a la naturaleza y tipo de muestra seleccionado. Al 

tratarse de muestras sonoras para detección de disfonía, se consideraron 3 tipos de 

algoritmos de aprendizaje. Support vector machine, que busca un hiperplano que 

separa de manera óptima las muestras de diferentes clases en un espacio de 

características (Pisner & Schnyer, 2019); Random Forest, que se centra en la creación 

de varios árboles de decisión con el objetivo de obtener un modelo único robusto en 

comparación a los individuales (Espinosa Zúñiga, 2020) y Árbol de clasificación o 
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decisión, el cual es una representación en forma de árbol que organiza los datos en una 

serie de decisiones basadas en características o atributos de la muestra (Origel-Rivas 

et al., 2020).  

 

Para emplear estos tres algoritmos de predicción fue necesario establecer previamente 

individuos de train y test (entrenamiento y prueba), estos se han dividido en una 

proporción aproximada de 70 y 30 % respectivamente, porcentaje optimo establecido 

para ejecutar un correcto análisis de “machine learning” (Wang et al., 2020). En base 

a esto, el data set denominado “class_train” estaba formado por 168 observaciones, 

mientras que el “class_test” 84 observaciones, utilizando para ambos casos la semilla 

“2018” para garantizar resultados repetibles. 

 

Support vector machine 

Para este caso en específico, se trabajó usando los datos con las variables cuantitativas 

estandarizadas. Se realizó utilizando la librería “kernlab” junto con la función “ksvm” 

para el entrenamiento de los modelos que se emplearon. Posteriormente, se probaron 

los modelos con los datos “class_test”, y se procedió a la evaluación correspondiente. 

 

Random Forest 

Se trabajó el algoritmo con los datos originales, mediante la librería “randomForest” 

y la función del mismo nombre, se entrenaron dos modelos con 100 y 200 árboles cada 

uno, los mismos que son candidatos ideales para el bagging, una técnica que 

corresponde a un método de aprendizaje por conjuntos que se usa comúnmente para 

reducir la varianza dentro de un conjunto de datos ruidoso, pero aproximadamente 

imparciales (Lujan-Moreno et al., 2018). 

 

Árbol de decisión 

Al igual que el anterior, este algoritmo de predicción se trabajó con los datos originales. 

Se utilizó la librería “C50” y empleando la función “C5.0” se entrenaron dos modelos, 

el C5.0 simple y el C5.0 haciendo boosting con 10 ensayos, finalmente, se probaron 

ambos modelos con los datos “class_test”, y se obtuvo la evaluación correspondiente. 
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Se evaluó la eficiencia y precisión del algoritmo utilizando conjuntos de datos 

independientes (en donde se incluía un grupo que posee la enfermedad y otro control) 

para después analizar el valor de precisión que arrojaron mediante la creación de una 

tabla resumen de resultados empleando la función “kable” de la librería “knitr”. Esto 

ayudó en la selección del algoritmo que mejor se ajustó a estos datos, lo cual permitió 

decidir qué tan bien se ha desarrollado el modelo y su capacidad de predecir la 

enfermedad en nuevos individuos. 

 

2.2.9 Predicción de PD basado en evidencia 

 

Una vez se obtuvieron los resultados, los tres modelos fueron analizados para 

determinar al mejor en base a la puntuación obtenida en el parámetro “Accuracy”, es 

decir, aquel modelo que tuvo un nivel de precisión y exactitud mayor al resto. Cuando 

este fue escogido, se determinó que puede ser utilizado para predecir el padecimiento 

de la EP en posibles pacientes. 
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CAPITULO III 

 

RESULTADOS Y DISCUSIÓN 

 

3.1 Análisis y discusión de resultados 

  

3.1.1 Análisis DEGs del conjunto de datos GSE36321. 

 

La prevalencia de la EP aumenta con la edad y puede alcanzar altos niveles en personas 

mayores de 80 años (Benamer & De Silva, 2010). A pesar de los avances en la ciencia 

la EP sigue representando un reto dentro de la medicina, esto debido a la gran cantidad 

de variantes que puede presentar la enfermedad y el sinnúmero de posibles causas que 

posee. Recientemente se ha descubierto que las mutaciones del gen LRRK2 (proteína 

multidominio con actividades GTPasa y quinasa) poseen una frecuencia mundial del 

1 % en la PD esporádica y del 4 % en la PD familiar (Schootemeijer et al., 2023). 

 

La mutación LRRK2 asociada a la PD mejor caracterizada es la mutación genómica 

autosómica dominante c.6055G>A, una sustitución en la posición 6055 del exón 41 

del gen que da como resultado el cambio de una glicina a serina en el codón 2019 de 

LRRK2 (Cookson, 2010; Ren et al., 2019) caracterizada de mejor manera como 

“LRRK2-G2019S”. 

 

Esta mutación afectaría la actividad quinasa de LRRK2 con un aumento de su función, 

a través de la actividad de hiperfosforilación, lo que conduciría a niveles elevados de 

proteínas αSyn (α-sinucleína) y tau, lo que puede causar disfunción mitocondrial, 

interrupción del transporte de vesículas y autofagia, y crecimiento neuronal anormal; 

acercando al individuo a la muerte neuronal (Arbez et al., 2020; X. Chen & Le, 2021; 

M. Miranda, 2007; Ren et al., 2019; Volta et al., 2017). Cabe mencionar que la 

penetrancia de LRRK2-G2019S es incompleta y variable, lo que resulta en una 

comprensión incompleta de la misma (Pischedda et al., 2021). 

 

Ahora bien, se ha demostrado que mutaciones genéticas pueden interferir en el 

desarrollo de la enfermedad, dando lugar a manifestaciones clínicas diversas. Por tal 
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motivo el dataset con el que se trabajó en el presente estudió contaba con 9 muestras 

originales donde se extraía células madre neuronales (NSC) que albergan la mutación 

LRRK2 (G2019S), muestras que mantienen concordancia con lo dicho por Walter 

(2021), que establece en sus estudios que la desregulación de las células madre 

neuronales y el desarrollo neurológico comprometido resultante de esta, desempeñan 

un papel de impacto en la PD. 

 

Otro de los aspectos de importancia a destacar sobre las muestras presentes en el 

estudio es que se encuentran derivadas de células madre embrionarias humanas 

(hESC) que albergan una mutación patógena, un origen alentador puesto que el 

principal objetivo de este tipo de análisis referentes al PD espera un estudio exhaustivo 

del impacto de la mutación LRRK2-G2019S en la dinámica de la especificación del 

destino celular a lo largo de la diferenciación neuronal de células madre específicas 

del paciente (Sanders et al., 2014; Walter et al., 2021). 

 

Por ende, la mutación LRRK2:G2019S resulta ser un modelo de enfermedad efectivo 

y un avance potencial en la investigación de la patología al momento de determinar 

los mecanismos de esta y desarrollar nuevos métodos de tratamiento mediante el 

estudio de pacientes con PD (Ren et al., 2019). 

 

 

 

Figura 4. Agrupación jerárquica (Gráfico de cluster) de las muestras originales 

del dataset GSE36321  
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Multiples estudios han encontrado que dentro de experimentos de microarrays, los 

tamaños de muestra juegan un papel determinante en la confiabilidad de los mismos, 

es decir, que tamaños de muestra más robustos brindan una mayor confianza al llamar 

a genes expresados diferencialmente, lo que resulta en la obtención de listas concretas 

de genes expresados diferencialmente (Oerton & Bender, 2017), sin embargo, en 

aspectos de concordancia promedio entre los diferentes conjuntos de datos, el efecto 

del tamaño de la muestra no ha sido examinado directamente (Q. Sun et al., 2020); 

por tal motivo, el análisis visual de las muestras sigue siendo necesario para comprobar 

la calidad de las mismas. 

 

Una de las formas más comunes que se emplean para observar si las muestras se 

agrupan según los grupos experimentales, es utilizando gráficos de cluster jerárquico; 

estos se emplean con frecuencia ya que realizan una agrupación básica de las muestras 

por grado de similitud (McLachlan et al., 2017). Visualizando el panorama de la 

expresión genética de los estudios de PD, se revela un subconjunto distinto al resto de 

muestras empleadas, este es el caso de 90_NSC_WT cuyo grado de similitud entre 

muestras que conforman el dataset original no fue significativo (Ver figura 4), por esta 

razón se ha decidido separar esta muestra del dataset original, con el cual se efectúa el 

procesamiento de los datos.  

 

La razón por la cual esta muestra presenta esa variación en comparación con las demás 

es una variación de las condiciones en el protocolo de tratamiento de las NSC derivadas 

de hESC, puesto que a diferencia del resto de muestras “WT” que se trataron con 

LRRK2-IN-1 3 µM durante 5 días, esta únicamente se trató de forma simulada, lo que 

indica que posiblemente esta variante capture los patrones de afinidad observados con 

el resto de muestras del dataset (G. Ma et al., 2019; Oerton & Bender, 2017). 
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Figura 5. Características principales en niveles de genes expresados 

diferencialmente (DEG)   

A) Gráfico de características principales en niveles DEG original B) Gráfico de características 

principales en niveles DEG tras efectuar filtrado de genes innecesarios  

 

La variabilidad genética se refiere a la diversidad en las frecuencias de los genes. La 

variabilidad genética puede referirse a las diferencias entre individuos o las diferencias 

entre poblaciones. Las mutaciones son la causa fundamental de la variabilidad 

genética, pero mecanismos tales como la reproducción sexual y la deriva genética 

también contribuyen a la misma (Miller & Federoff, 2010). 

 

Al empezar a trabajar con los genes presentes en el dataset es recomendable desarrollar 

un gráfico correspondiente a las características principales de la muestra con la que se 

trabaja, de esta forma es muy sencillo identificar si esta posee elementos innecesarios 

para el análisis (Kong et al., 2018). En primera instancia, se observa que un gran 

número de los genes presentan baja variabilidad (Ver Figura 5A), por ende, es poco 

probable que sean útiles para descifrar diferencias entre los tipos de tejido con los que 

se está trabajando.  

 

Debido a esto, se ejecuta un filtraje de genes con baja variabilidad ya que no aportarán 

información relevante al análisis de expresión diferencial; manteniendo únicamente a 

aquellos cuya presencia implique significancia en el estudio (Ver Figura 5B). El 

objetivo de esto es reducir el ruido y el impacto de múltiples ajustes de prueba, 

haciendo énfasis en la eliminación de aquellos genes o spots cuyas señales medias no 

A) B) 
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superaron un umbral mínimo en todos los grupos (Botta-Orfila et al., 2012; Lin et 

al., 2018), lo que ha resultado en la eliminación de 9572 genes repetidos, 9482 que 

tienen una baja variabilidad y 62 que han sido excluidos directamente. 

  

Ajuste modelo experimental 

 

El DEG entre grupos de pacientes realiza un análisis de modelo lineal, con moderación 

bayesiana empírica de la varianza, buscando ajustar el tamaño de muestra de 

experimentos de microarrays (Botta-Orfila et al., 2012). Básicamente, se aplica un 

filtro en base a “log fold change (logFC)” un parámetro que cuantifica la proporción 

de dos valores, es decir, cuanto más expresado se encuentra un gen en una condición 

que en otra, y el estadístico “p.value”.  

 

Dentro del análisis existen varias posibilidades que varían en cuanto al nivel de 

confianza que se pretende alcanzar; tradicionalmente, un “p.value” ≤ 0,25 y un 

“logFC” de al menos 2 tienen la capacidad de mostrar genes diferencialmente 

expresados de manera confiable (Botta-Orfila et al., 2012), sin embargo, Gao (2015) 

propone que para que un DEG pueda considerarse efectivo, los parámetros de 

selección deben ajustarse a un “logFC” ≥ 1,2 y un “p.value” ≤ 0,05. Con fines 

académicos y buscando el mayor nivel de confianza (95 %), se utilizó un valor de 

“logFC” ≥ 3 y un “p.value” ≤ 0,05. 

 

Tabla 3. Datos de la expresión de forma tabular junto con identificadores de los 

genes (Entrezid y Symbol) 

PROBEID ENTREZID SYMBOL logFC AveExpr P.Value adj.P.Val 
206915_at 4821 NKX2-2 3.827 9.22 1.810844e-09 5.724078e-06 

201427_s_at 6414 SELENOP 3.119 7.54 4.012864e-08 4.289519e-05 
40284_at 3170 FOXA2 3.209 8.49 4.071039e-08 4.289519e-05 

205646_s_at 5080 PAX6 -3.753 8.58 2.464973e-07 1.947945e-04 
203697_at 2487 FRZB -3.181 6.31 2.004203e-06 9.301202e-04 
214451_at 7021 TFAP2B -3.715 6.72 3.463923e-06 1.094946e-03 

202404_s_at 1278 COL1A2 -3.603 8.96 5.053777e-06 1.452272e-03 
205206_at 3730 ANOS1 -3.825 7.50 6.719416e-05 1.062004e-02 
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En la Tabla 3 DEG se observan campos como el logFC, AveExpr, P.Value, adj.P.Val, 

parámetros representativos de un análisis apropiado, puesto que Zhao et al. (2022) 

manifiestan que estos se utilizan para la clasificación de genes y permiten valorar sus 

niveles de expresión. 

 

La columna “PROBEID” corresponde al ID de los genes analizados, aquellos que se 

encuentran presentes en el estudio y cuyo identificador común se muestra en la 

columna “SYMBOL”. La columna “AveExpr” da el nivel medio de las expresiones 

asociadas al gen independientemente del grupo al que pertenezcan (LRRK2_GS y 

WT) en función del log2 (Chamorro-Poyo, 2019). “P.Value” es el menor nivel para el 

cual el test resultaría en rechazo para los datos observados, en este caso, un p-value 

del 0,05 significa que el 5% de los genes que se listan no se expresan diferencialmente, 

es decir, corresponden a un falso positivo (Fan et al., 2018; Fu et al., 2022). El 

objetivo de emplear este valor es reducir el número de falsos positivos (FDR, false 

discovery rate), a pesar de que haya la posibilidad de perder genes diferenciales, no se 

trata de tener más genes, más bien, aumentar la seguridad del análisis. 

 

Por otro lado, la columna “logFC”, correspondiente al log2-fold-change, muestra el 

cambio en la proporción de “reads” para ambas condiciones (LRRK2_GS y WT) en 

función del log2 (Miyashita et al., 2023). Los genes para los cuales el valor logFC es 

negativo, constituyen aquellos que se expresan en menor medida, a diferencia de 

aquellos cuyo valor logFC es positivo, pues estos se expresan en mayor medida 

(Sánchez, 2015). 
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Figura 6. Análisis de expresión diferencial del GEO dataset: GSE36321 

A) “Volcano plot”, en donde se muestran los genes que presentan alta y baja expresión. B) Mapa 

de calor en donde se representa la co-expresión de los genes en cada uno de los grupos cuya leyenda 

corresponde al valor de “logFC”.  

 

La Figura 6A corresponde a una de las representaciones gráficas del análisis de 

enriquecimiento funcional de los DEG, se puede observar que se han marcado 10 genes 

tanto up como down regulated, aquellos genes que se encuentran por encima del 

umbral de p-value presentan cambios significativos de expresión, contrariamente a 

aquellos que se encuentran cerca del origen, puesto que no muestran cambios 

significativos en la expresión (Q. Sun et al., 2020). Gracias al resultado expuesto en 

el heatmap (Ver Figura 6B, mapa de calor) se demuestra que los genes no presentan 

una tendencia a mostrarse sobreexpresados o inhibidos, debido a que la distribución 

de colores no es prolija (completamente azul o amarillo), mostrando únicamente 

irregularidades en comparaciones con las muestras tipo WT, lo cual no afecta al 

estudio. 

 

Botta-Orfila et al. (2012) manifiesta que los genes obtenidos mediante el uso de un 

p-value ≤ 0,25 y un logFC de al menos 2 se consideran expresados diferencialmente; 

considerando las características empleadas en este análisis, se determina que los genes 

mostrados en el Figura 6 A y B cumplen con las condiciones necesarias para ser 

considerados y por ende el estudio proporciona resultados reales y confiables, es decir,  

genes relacionados con la función biológica afectada por la enfermedad.  

A) B) 
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De igual forma, Lin et al. (2018) presentan en su estudio 70 grupos expresados 

diferencialmente en el grupo modelo de la PD, cuyas características estadísticas fueron 

un logFC igual a 1,5 y un p-value ≤ 0,05, parámetros que se encuentran acorde con lo 

antes mencionado. Sin embargo, la razón por la cual los resultados de expresión varían 

significativamente con los que se han obtenido en esta ocasión (8 grupos) (Ver Figura 

6B) es debido a las mismas variables estadísticas, y que trabajar con un nivel de logFC 

de 3 es sinónimo de una clasificación de genes más selectiva, robusta y confiable que 

un nivel logFC de 1. 

 

Tabla 4. Pruebas hipergeométricas para evaluar la representación de 

identificadores de categoría en el conjunto de genes 

GOBPID OddsRatio ExpCount Count Size Term 

GO:0031018 118.28 0.0483 3 18 Endocrine pancreas development 

GO:0021778 990.33 0.0080 2 3 Oligodendrocyte cell fate specification 

GO:0021779 990.33 0.0080 2 3 Oligodendrocyte cell fate commitment 

GO:0031016 84.31 0.0644 3 24 Pancreas development 

GO:0001708 70.72 0.0751 3 28 Cell fate specification 

GO:0021780 329.88 0.0134 2 5 Glial cell fate specification 

 

Finalmente, se muestran 139 genes que se han anotado tras efectuar el análisis de 

significancia biológica a través del estudio de DEG. Cada uno de estos presenta 

información importante para la estimación de la relevancia de cada gen en la 

investigación. (Ver tabla 4).  

 

“ OddsRatio”, también conocida como “razón de exceso” o “razón de probabilidades”, 

cuantifica la representatividad de la expresión del gen, es decir, que mientras este valor 

sea mayor, el gen se encuentra más expresado (Mohapatra & Krishnan, 2011). Por 

otro lado “Count” corresponde a la cantidad de veces que se encontró el termino 

(“GOBPID”), “ExpCount” la cantidad esperada, “Size” es el número de genes asociado 

a este término en el dataset (Guri et al., 2010; Mohapatra & Krishnan, 2011). 

Finalmente, mediante los términos de Gene Ontology, “Term” se muestra la relación 

con la función biológica de los genes resultantes del estudio (Dimmer et al., 2009) 

 



32 

 

LRRK2 se expresa en tejidos cerebrales como el tronco del encéfalo (mesencéfalo), el 

cuerpo estriado, el bulbo olfatorio, la corteza, el hipocampo y el cerebelo (Gilsbach et 

al., 2018). Participa principalmente en la regulación de la traducción de proteínas, el 

crecimiento de los axones y el envejecimiento en el sistema nervioso; destacando que 

su mutación fue descubierta en 2004 (Ait Wahmane et al., 2021). 

 

El DEG muestra funciones biológicas que pueden resultar contrarias a lo que se ha 

mencionado hasta este momento referente al gen LRRK2, específicamente las 

anotaciones “GO:0031018” y “GO:0031016” que corresponden a “Desarrollo del 

páncreas endocrino” y “Desarrollo del páncreas” respectivamente. Sin embargo, y 

aunque resulte difícil de entender, estas funciones si se encuentran relacionadas con la 

actividad cerebral de manera indirecta y por ende con el gen LRRK2. Beumer & 

Clevers (2021) establecen que en el páncreas se encuentran células enteroendocrinas 

productoras de hormonas (EECs), las cuales presentan características fenotípicas de 

las neuronas, incluidas las sinapsis y la producción de neurotransmisores; de igual 

forma, estas células son capaces de expresar neurogenina 3 (NEUROG3), el cual es un 

factor de transcripción que se requiere para el desarrollo de los islotes pancreáticos 

(grupos de células en el páncreas) (Olvera-Granados et al., 2008), lo que explicaría 

el porqué de estos resultados en las anotaciones. No obstante, Ruiz (2017) menciona 

que, “estudios previos han mostrado que la Neurogenina 3 actúa como un factor de 

neurogénesis (generación de nuevas neuronas) en el sistema nervioso” lo cual crea una 

relación entre el páncreas y el cerebro.  

 

Ahora bien, se encontró que NEUROG3 es fosforilado por quinasas dependientes de 

ciclina (Beumer & Clevers, 2021), considerando que la mutación LRRK2-G2019S 

altera la actividad quinasa del gen provocando hiperfosforilación, la muestra del 

dataset utilizado se extrajo de pacientes que presentaban esta alteración genética en 

específico; sería una forma más que permite comprobar que estas funciones biológicas 

se encuentren presentes y en verdad tienen un papel significativo dentro del análisis. 

De igual forma, Zeve et al. (2022) estipulan que las EECs ofrecen una puerta de 

entrada al sistema nervioso central a través de su papel en el eje intestino-cerebro y 

son objetivos potenciales para influir en el apetito, la liberación de insulina y la 
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motilidad intestinal, conclusión que concuerda con lo dicho por Mastracci & Sussel 

(2013), un factor de transcripción neuronal que está implicado en la transcripción del 

gen del glucagón puede explicar la presencia de proglucagón en determinadas zonas 

del cerebro, así como en las células alfa del páncreas.  

 

Como otra posible conexión, cabe mencionar que el desarrollo de los islotes 

pancreáticos es posible gracias a la ayuda de “laminina”; Gittes (2009) menciona que 

estas glucoproteínas regulan la guía para ciertos axones y, por ende, favorecen el 

crecimiento axonal, proceso en el cual también se encuentra involucrado LRRK2. 

 

“GO:0001708” corresponde a aquellos genes que regulan la “Especificación del 

destino celular”, la presencia de este término en el DEG se encuentra justificada ya 

que la región N‐terminal de LRRK2 está encargada de regular el correcto desarrollo 

del ciclo celular, el cual se encuentra involucrado en el compromiso del destino celular 

en el que la célula está designada para seguir un camino de desarrollo (Gilsbach et al., 

2018).  

 

“GO:0021778” y “GO:0021779” corresponden a la “especificación del destino de las 

células de oligodendrocitos” y “compromiso del destino de las células 

oligodendrocitos” respectivamente, su presencia en el análisis está justificado ya que, 

la función principal de los oligodendrocitos es la mielinización de los axones nerviosos 

en el sistema nervioso central (Paredes et al., 2021), ambas funciones biológicas se 

encuentran relacionadas con la diferenciación celular en oligodendrocitos;  

“GO:0021778” mediante un proceso autónomo, mientras que “GO:0021779” 

correspondiente a un proceso que restringe el destino del desarrollo celular (Carbon 

& Mungall, 2023; Clayton & Tesar, 2021; Frankish et al., 2023).  

 

3.1.2 Machine Learning para el diagnóstico temprano de la PD 

 

Las herramientas bioinformáticas evolucionan a pasos agigantados y por ende sus 

aplicaciones también, el aprendizaje automático o también llamado “Machine 

learning” es una técnica de inteligencia artificial, que surge por la necesidad de 
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recopilar y procesar grandes volúmenes de datos; ha ido evolucionando 

constantemente para abordar problemas de diversas áreas con el objetivo de predecir 

datos desconocidos (El Mestari et al., 2024; C.-X. Liu et al., 2022). Una de sus 

aplicaciones más significativas seria la detección temprana de enfermedades en base a 

ciertos parámetros relacionados con la misma, brindando un diagnóstico por tele 

monitoreo.  

 

La PD es bastante invasiva en el ser humano, y el movimiento involuntario de 

articulaciones no son el único problema, puesto que aproximadamente entre el 70 al 

90% de las personas afectadas presentan también deterioro vocal o mejor conocido 

como disfonía (A. Ma et al., 2020), un trastorno que se presenta cuando existen 

alteraciones en la calidad de la voz sin ninguna explicación biológica (dificultad 

neurológica, anatómica u otra dificultad orgánica que presente la laringe) sino más 

bien por los trastornos del movimiento que subsecuentemente afectan a la laringe 

(Mittapalle et al., 2023; Snow & Guardiani, 2019). Este “efecto secundario” puede 

manifestarse en dos formas principales; disfonía hiperfuncional (hipercinética), 

caracterizada por contracciones involuntarias de la musculatura laríngea; y la disfonía 

hipofuncional (hipocinética) asociada con el cierre incompleto de las cuerdas vocales 

debido a la falta de tensión muscular en la laringe (Mittapalle et al., 2023; Rodríguez-

Martín, 2023; Snow & Guardiani, 2019).  

 

Ma et al. (2020) mencionan que, en personas con PD el análisis acústico presenta una 

relación de armónicos-ruido (HNR) decreciente; mientras que la fluctuación, que es 

una medida de la perturbación de la frecuencia y representa la variabilidad de esta 

durante la fonación constante, presenta aumentos significativos a medida que avanza 

la enfermedad; todo esto, desencadenando en una voz áspera y ronca. Siendo esta una 

de las principales razones por la cual se ha escogido como criterio de selección del 

dataset al parámetro que establece, que las edades de los pacientes deben tener un 

rango de separación de mínimo 30 años de diferencia; lo cual guarda relación con lo 

mencionado por Mittapalle (2023) en cuyo estudio menciona que la disfonía se 

encuentra bastante marcada en adultos de entre 19 y 60 años, brindando así un rango 

de 40 años en el que es bastante fácil y acertado diferenciar cambios significativos en 

los niveles de voz (Morello-Da Cruz et al., 2020). 
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 Ahora bien, las herramientas de aprendizaje automático y la disfonía podrían trabajar 

en conjunto debido a que la medición de la voz resulta ser simple y nada invasiva para 

ser considerada en la detección de sujetes enfermos (Lahmiri, 2017). A pesar de que 

los recursos necesarios para un “machine learning” no son numerosos, esto no quiere 

decir que se puedan trabajar los datos sin ningún tipo de cuidado o preparación previa, 

en este caso, el dataset contenía una serie de variables que no resultaban útiles para 

este estudio, estas correspondían a la transformada wavelet de factor Q sintonizable 

(432 parámetros) que no representan información fundamental, por lo cual fueron 

eliminadas.  

 

A pesar de este cambio, las variables de análisis seguían siendo numerosas (321), razón 

por la cual fue necesario realizar un segundo filtraje de variables; Sakar et al. (2019) 

mencionan que la mejor manera de determinar las mejores características y al mismo 

tiempo obtener un modelo de clasificación de PD robusto y preciso es efectuando un 

filtrado basado en redundancia mínima-relevancia máxima (mRMR), cuyo objetivo es 

reducir de manera directa y explicita la redundancia en la selección de funciones por 

medio de un enfoque de filtro; el cual viene dado gracias a que cada característica se 

clasifica en función de su relevancia para la variable objetivo (“Class”) y también de 

su redundancia en el conjunto de características (Ju & He, 2018). Básicamente este 

método de filtrado se encuentra basado en información mutua (MI), que viene siendo 

la relación entre dos variables aleatorias (X e Y) (L. Chen et al., 2017; Saffari et al., 

2021); sin embargo, Ding & Peng (2003) afirman que también puede lograrse un 

análisis Mrmr exitoso gracias al uso del coeficiente de correlación de Pearson 

combinando con distancia euclidiana, en donde, las correlaciones positivas y negativas 

altas son indicadores de redundancia; tomándose como estimación final el valor 

absoluto de las mismas.  

 

Liu et al. (2017) indican que las características elegidas por este método desembocan 

en una mayor precisión que aquellas seleccionadas únicamente mediante la máxima 

relevancia. Gracias a esto es posible reducir el problema de alta dimensión a un 

conjunto mínimo con máxima dependencia conjunta, es decir, extraer las variables que 

presente poca redundancia entre sí, favoreciendo a la relevancia de las mismas 
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(Radovic et al., 2017). El algoritmo mRMR, fue propuesto por Ding & Peng (2003) 

como método experimental para filtrado de genes repetidos o sin significancia dentro 

del análisis de microarrays; la técnica fue tan exitosa que a partir de ese momento se 

ha aplicado a una amplia variedad de problemas (predicción de estructuras de 

proteínas, sistemas de apoyo a decisiones biomédicas, clasificación de datos 

hiperespectrales, etc.) de aprendizaje automático como paso de preprocesamiento (Buś 

et al., 2022). 

 

Las 50 variables consideradas para este estudio tras el segundo filtraje, concuerdan con 

las obtenidas por Sakar et al. (2019), con la diferencia de que este último, mantiene a 

las características correspondientes a la transformada wavelet de factor Q sintonizable 

(TQWT), a diferencia de este análisis en donde no se tomaron en cuenta; esto debido 

a que, Sakar et al. (2019) pretenden aplicar por primera vez la “TQWT” a las señales 

de voz de pacientes con PD para la extracción de características, puesto que su 

hipótesis se centra en que estas presentan una mejor resolución de frecuencia que la 

transformada wavelet discreta, sin embargo, este sigue siendo un método experimental 

y por lo tanto no brinda los niveles de confianza necesarios para este caso. En la Figura 

7 es posible observar la variabilidad que poseen las características utilizadas para el 

aprendizaje en este estudio. Mostrando de manera representativa únicamente las 

primeras 19 propiedades. 

 

 

Figura 7. Boxplot de datos obtenidos a partir de pacientes que padecen disfonía 

por Parkinson (19 primeras variables)  
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Los datos “en crudo” deben ser curados para su procesamiento, al contar con una 

dispersión significativa entre datos que componen las variables (Ver figura 7), se debe 

efectuar un proceso de “normalización”, el cual elimina los posibles causales de 

“ruido” en el dataset, este procesamiento nos permite definir bases de datos más 

naturales y limpias, disminuyendo su volumen y simplificando su estructura para que 

la información resultante sea fácilmente localizable, comparable y recuperable (Jain 

et al., 2018).  

 

 

 

 

 

 

 

 

 

 

 

Figura 8. Boxplot de datos tras efectos de normalización  

A) Método de normalización máximos y mínimos. B) Método de normalización escalar de robustos 

 

La Figura 8 presenta los dos tipos de normalización utilizados en el análisis con el fin 

de encontrar el proceso óptimo para el trabajo. La estandarización mín-máx lleva los 

datos a la escala de 0 a 1, el método resuelve el problema de rangos desiguales 

empatando los valores máximo y mínimo, pero no corrige asimetría en la distribución 

(Ganz et al., 2019; Treviño-Cantú, 2022) (Ver Figura 8A). Por otro lado, la 

normalización robusta empareja las medianas y el tamaño de las cajas en un recorrido 

de 1 a -1, sin embargo, los extremos máximo y mínimo quedan indefinidos, pero la 

asimetría es controlada gracias a que elimina las diferencias en las amplitudes (Ver 

Figura 8B) (Brimicombe, 2000; Radovic et al., 2017; Treviño-Cantú, 2022). 

 

Comúnmente la estandarización mín-máx es más que necesaria para poder empezar a 

trabajar con datos, de hecho, Ganz (2019) menciona que este “es el método por 

A) B) 
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excelencia puesto que permite conservar las relaciones de los valores al no introducir 

ningún sesgo potencial en los datos”. Sin embargo, se tomó como método de 

normalización válido aquel que de manera visual presentó mayores niveles de 

“armonía” entre datos, este es el caso de la normalización robusta (Ver Figura 8). 

Decisión que se encuentra acorde con lo mencionado por Radovic (2017), el cual 

manifiesta que, para abordar el problema de tratar con un gran número de datos, todos 

se deben normalizar mediante la normalización robusta (𝑧𝑁𝑅), que  normalmente se 

utiliza como paso de preprocesamiento para datos de amplitud sonora . 

 

El análisis de aprendizaje debe realizarse bajo ciertos parámetros para ser considerado 

exitoso, el parámetro más importante es la división de las observaciones mediante una 

proporción entre los subgrupos de entrenamiento (“train”) y prueba, (“test”); la 

proporción aplicada es de 70 y 30 % respectivamente, se los escogió en base a los 

parámetros propuestos por Sakr et al. (2018), que aplica la misma proporción 

obteniendo resultados prometedores, sin embargo, esto se explica gracias a Gholamy 

(2018) en cuyo estudio explica que las mejores proporciones para efectuar un análisis 

de aprendizaje automático son 70-30 u 80-20  debido a que “no sobreestiman la 

precisión (no subestiman el error de aproximación) y son las más precisas entre las 

estimaciones válidas, es decir, la sobreestimación del error de aproximación es el 

menor posible”. 

 

Tabla 5. Resultados Support Vector Machine  

Modelo Accuracy Kappa AccuracyLower AccuracyUpper 

Lineal 0.75 0.179 0.644 0.838 

Gaussiano 0.75 0.179 0.644 0.838 

 

 

Support Vector Machine (SVM) es un algoritmo de aprendizaje ampliamente utilizado 

para la clasificación o análisis de regresión, donde se puede utilizar una función de 

kernel para transformar las características  (Deiss et al., 2020; Mammone et al., 2009). 

Estas funciones asignan los datos a un espacio dimensional diferente (suele ser 

superior), con el objetivo de determinar una solución lineal óptima separando un 

hiperplano, simplificando los límites de decisión complejos no lineales para hacerlos 
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lineales proporcionando la distancia más pequeña entre los puntos del hiperplano y el 

margen más grande entre las clases (Lee et al., 2021; Noble, 2006). 

 

Los modelos “kernels” empleados fueron el “Gaussiano” y “Lineal”, para aprendizaje 

de una clase y de dos clases respectivamente. En ambos métodos los parámetros de 

selección poseen el mismo valor, es decir, que la predicción se realizaría de igual forma 

sin importar el modelo “kernel” escogido. Esto puede deberse a que la separación entre 

clases es aproximadamente lineal (P. H. Chen et al., 2005), de ahí que, ambos modelos 

presenten el nivel de exactitud considerable (0.75) (Ver tabla 5). Deiss (2020) 

menciona que en su estudio la función de base radial gaussiana se seleccionó puesto 

que representa el mejor rendimiento del modelo en la mayoría de casos, ya que su 

flexibilidad puede ir desde un clasificador lineal a uno muy complejo, razón por la cual 

se escoge como mejor modelo de entrenamiento. 

 

 

Tabla 6. Resultados Árbol de decisión 

Modelo Accuracy Kappa AccuracyLower AccuracyUpper 

Simple 0.655 0.128 0.543 0.755 

Boosting 0.750 0.179 0.644 0.838 

 

 

Los árboles de decisión (C5.0) son modelos de clasificación y regresión cuyo objetivo 

es poder predecir a qué clase pertenece un caso del que conocemos uno o más atributos 

o mediciones (Li et al., 2022), a diferencia de los modelos lineales, los árboles de 

decisión son adaptables para resolver cualquier tipo de problema puesto que mapean 

bastante bien las relaciones no lineales (Suguiura-Rivero, 2022). El algoritmo que se 

utiliza para crear los árboles es llamado "partición binaria recursiva", adquiere este 

nombre gracias a que, en cada paso de entrenamiento se producen varias divisiones de 

un subconjunto de datos en regiones simples, para que el proceso se pueda representar 

mediante un árbol binario y la aplicación de una decisión asociada a una de las 

variables (Arana, 2021; Trujillano et al., 2010). 
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La Tabla 6 presenta los dos modelos utilizados para el entrenamiento del “Árbol de 

decisión”, antes de comparar resultados, se debe mencionar que el modelo “Boosting” 

crea un modelo de conjunto mediante la combinación secuencial de varios árboles de 

decisión débiles (Khan et al., 2023). Este modelo puntúa a las salidas de los árboles 

individuales y da una ponderación mayor a las clasificaciones incorrectas del primer 

árbol. Después de numerosos ciclos, el método une todas las reglas débiles en una 

única regla de predicción bastante fuerte (Lu & Ma, 2020; Ruiz-Villafranca et al., 

2023; Sol et al., 2023). Por el contrario, el modelo “Simple” mide la importancia del 

predictor determinando, el porcentaje de muestras del conjunto de entrenamiento que 

caen en todos los nodos terminales después de la división (González-Fernández et 

al., 2022), es decir, que a pesar de que el predictor tenga una medida de importancia 

de 100 si los nodos terminales comprenden únicamente un par de muestras del 

conjunto de entrenamiento, la puntuación de importancia baja pudiendo llegar a cero 

(Elsayad et al., 2020; Kuhn & Johnson, 2013; Siknun & Sitanggang, 2016). 

 

Ambos modelos presentan un nivel de exactitud relativamente alto, sin embargo, el 

modelo “Boosting” destaca con una diferencia 0.095, con lo cual, es el mejor modelo 

predictivo para “Árbol de decisión”, este resultado concuerda con el de Ruiz et al. 

(2023) los cuales explican que el modelo Boosting logra un mayor rendimiento debido 

a la complejidad del mismo, es decir, que considera más parámetros que el resto, por 

lo que es una buena opción para implementar y dar solución al aprendizaje automático 

en diversos escenarios. 

 

Tabla 7. Resultados Random Forest 

ntree Accuracy Kappa AccuracyLower AccuracyUpper 

100 0.798 0.452 0.696 0.877 

200 0.810 0.475 0.709 0.887 

 

 

El algoritmo de Random Forest (RF) es un método de aprendizaje que emplea la 

aleatoriedad de características para crear un bosque de árboles de decisión no 

correlacionados, cada árbol calcula sus resultados y obtiene el promedio de los 
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resultados de la predicción, este enfoque permite reducir la varianza en los árboles de 

decisión (Jiang et al., 2023; Lee et al., 2021). Esto marca la diferencia más 

significativa entre los árboles de decisión y los bosques aleatorios; los primeros 

consideran todas las posibles divisiones de características, mientras que el “bosque 

aleatorio” solo seleccionan un subconjunto de esas características (las más 

importantes) (Dinh et al., 2023; F. Zhao et al., 2024). 

 

El número de árboles de decisión que componen el “Random forest” ha sido elegido 

en base a los parámetros estándar del algoritmo (Jahanshahi & Baydogan, 2022). 

Dinh et al. (2023) mencionan que mientras mayor sea el número de árboles que se 

utilicen, mayor será el tiempo que tome el proceso de entrenamiento, lo que, bajo 

condiciones de potencia informática limitada, el algoritmo no sea práctico para 

aplicaciones o sistemas en tiempo real. Conjuntamente Josso et al. (2023) establecen 

que, dentro de un análisis de “Random Forest” la puntuación de pérdida de registros 

disminuye drásticamente durante los primeros incrementos de la prueba (No 

significativos) y se estabiliza en valores correspondientes a un bosque de 100 árboles 

o más. Motivo por el cual, únicamente se han trabajado con 100 y 200 “ntree” (Número 

de árboles).  

 

Para un “ntree” de 200 el porcentaje de exactitud presenta resultados bastante 

eficientes (0.810) (Ver Tabla 7), ya que al estar muy cercano al 1 es sinónimo de un 

exitoso aprendizaje. Josso et al. (2023) brindan una explicación a esto, e indica que 

estos resultados son provocados debido al gran tamaño del conjunto de datos de 

entrada, por lo cual no resulta sorprendente que el sesgo y la varianza del modelo 

entrenado sean estables cuando se trabajan más de 100 árboles.  

Tabla 8. Comparativa de los mejores resultados “Machine Learning” 

Algoritmo Parametros Accuracy  Kappa Accuracy

Lower 

AccuracyUpper 

SVM modelo = Gaussiano 0.75 0.179 0.644 0.838 

C5.0 modelo = Boosting 0.750 0.179 0.644 0.838 

RF ntree = 200 0.810 0.475 0.709 0.887 

 



42 

 

En la Tabla 8 se muestran los algoritmos de aprendizaje automático evaluados junto 

con los parámetros de que presentan un mejor rendimiento. Se observa, que todos los 

algoritmos tienen un comportamiento eficiente; de hecho, dos de los modelos tienen 

el mismo valor de rendimiento, con una precisión (accuracy) de 0,75. Ya que se ha 

fijado el rango de precisión entre 0,750 y 0,810, lo que muestra una diferencia mínima 

entre el valor mínimo y máximo de 0,06. De igual forma, se muestran valores 

correspondientes a la estadística “Kappa”, la cual es utilizada para medir los niveles 

de concordancia entre modelos predictores, es decir, la posibilidad de que estos 

adivinen ciertas variables debido a la incertidumbre, para lo que se toman valores entre 

−1 y 1 (Kuhn & Johnson, 2013), donde el 0 vendría a simbolizar el nulo acuerdo 

entre las clases observadas y predichas (McHugh, 2012). Cohen (1960), su creador, 

menciona que, los resultados de niveles “Kappa” se interpretan de la siguiente forma: 

“valores ≤ 0 indican que no existe acuerdo, 0.01–0.20 ninguno o leve acuerdo, 0.21–

0.40 representan acuerdos regulares, 0.41–0.60 acuerdos moderados, 0.61–0.80 

acuerdos sustanciales y 0.81–1.00 son casi un acuerdo perfecto”. En base a esto, y 

considerando los valores obtenidos tras efectuar las pruebas de aprendizaje con los tres 

métodos seleccionados, se selecciona como mejor algoritmo de aprendizaje de los tres 

evaluados al Random Forest (RF), ya que presenta un mayor nivel de “Accuracy” y su 

valor “Kappa” muestra un grado de concordancia moderado (Ver Tabla 8), por lo que 

se considera que posee mejor potencia de predicción. 

 

Tabla 9. Resultados obtenidos tras aplicar el algoritmo RF al conjunto de prueba  

 Predicho 

Actual A B 

A 9 11 

B 5 59 

 

De entre un total de 252 observaciones con las que se ha trabajado, se ha destinado 

168 para el conjunto de entrenamiento denominado “Train” y 84 para el conjunto de 

prueba denominado “Test”, correspondiendo a una proporción aproximada del 70 % y 

30 % del total, respectivamente. En el aprendizaje automático se denomina “Train” al 

conjunto de datos que contiene características objetivo para ajustar los parámetros del 



43 

 

modelo, de modo que un algoritmo pueda hacer predicciones (Choi et al., 2020; 

Hastie et al., 2009), es decir, aquel conjunto de datos que permite que el algoritmo 

“aprenda” sobre la enfermedad y sus características con el objetivo de “diagnosticarla” 

en el futuro. Por otro lado, el conjunto “Test” sirve como herramienta de evaluación 

imparcial, como su nombre lo indica, probar el ajuste final del modelo (Deo, 2016; 

Greener et al., 2022). 

 

 La Tabla 9 presenta los resultados de la predicción que se ha obtenido aplicando el 

mejor algoritmo de aprendizaje (Random Forest) sobre el conjunto de prueba “Test”, 

donde, “A” representa pacientes sanos y “B” representa pacientes enfermos de disfonía 

por efecto de la PD. Comparando las relaciones que se presentan en cada nivel de la 

tabla, se observa que la ejecución del algoritmo arroja resultados que muestran un alto 

grado de predicción. Para el caso de pacientes sanos, se presentan 9 predicciones 

correctas y 11 incorrectas; por el contrario, para el caso de pacientes enfermos, para 

este estudio, el que tiene mayor impacto por la naturaleza del estudio y sus niveles de 

detección, ha predicho correctamente 59 casos de los 64 presentes en el conjunto; estos 

resultados nos indican que disponemos de un algoritmo funcional, cuyos resultados 

son confiables, ya que como se había especificado se alcanzado una precisión de 

predicción de 81%, puesto que de los 84 pacientes que componen el grupo de prueba 

se han predicho correctamente 64. 

 

Figura 9. Variables importantes dentro del algoritmo Random Forest 
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Los “MFCC” son un sistema de reconocimiento del habla basados en la percepción 

auditiva humana, representan la amplitud del espectro del habla de manera compacta, 

mediante la aplicación de un filtro de pre-énfasis a la señal y posteriormente la división 

de esta en tramas. Estas últimas deben someterse a un tratamiento mediante el uso de 

una ventana, que las elimina de los bordes y las  acentúa a la parte central de la trama 

para su análisis (X. Chen et al., 2023; Kadiri & Alku, 2019; Martínez & Torres, 

2013). 

 

La Figura 9 muestra la importancia entre los predictores (variables que tienen mayor 

peso para la predicción de la PD) aplicando el modelo Random Forest. Aquí se observa 

que “std_9th_delta” correspondiente a los Coeficientes cepstrales de frecuencia Mel 

(MFCC) es el predictor que mayor peso presenta (Espinosa Zúñiga, 2020).  

 

Se plantea como trabajo futuro, probar nuevos entornos de predicción utilizando 

únicamente los predictores mejores puntuados que se muestran en la Figura 9, con lo 

cual se buscaría mejorar la potencia de predicción del algoritmo. 

 

 

 

 

 

 

 

 

 

 

 

 



45 

 

CAPITULO IV 

 

CONCLUSIONES Y RECOMENDACIONES 

 

4.1 Conclusiones  

 A través del análisis de expresión diferencial, se identificó un total de 139 

genes que posiblemente estén involucrados con el desarrollo de la enfermedad 

de Parkinson. Tras efectuar un análisis de enriquecimiento funcional se 

determinó que la mayoría de los genes obtenidos están implicados en procesos 

cerebrales, principalmente en los impulsos nerviosos y componentes 

estructurales del sistema nervioso central.  

 Se evaluó la relación que presenta la mutación LRRK2 G2019S con el 

aparecimiento de células que promueven el desarrollo pancreático, 

determinando que de forma indirecta la PD puede influir en los componentes 

estructurales del páncreas mediante células involucradas en actividades 

neuroendocrinas 

 Se implementó un trabajo sistematizado para el diagnóstico temprano de la 

enfermedad mediante el uso de datos de disfonía por Parkinson. Utilizando 

algoritmos de aprendizaje automático computacional se logró una predicción 

aceptable del 81 %, destacando a los Coeficientes cepstrales de frecuencia Mel 

como los elementos de mayor importancia para el correcto telemonitoreo de 

pacientes candidatos a desarrollar la PD. 

 Se trabajó con algoritmos que presentan mayor significancia dentro de los 

análisis para aprendizaje automático. “Random Forest” se destaca de entre los 

tres estudiados ya que muestra un nivel aceptable de predicción, esto debido al 

principio de análisis de este, ya que al añadir árboles de decisión que 

conforman una red estructurada que permite una predicción más significativa. 

Sin embargo, los otros dos métodos analizados no varían significativamente en 

sus resultados de predicción.   
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4.2 Recomendaciones  

 Analizar varios tipos de datasets referentes a la PD y sus múltiples mutaciones 

con el objetivo de encontrar similitudes entre genes presentes en cada una de 

ellas. Mientras mayor cantidad de datsets provenientes de diferentes tipos de 

muestra se analicen, la comprensión de la enfermedad será mucho más amplia, 

pues se cubriría un número mayor de genes y de esta forma seria posible 

encontrar más factores comunes entre la PD tanto de origen genético como el 

adquirido por naturaleza   

 Probar otro tipo de algoritmos de “Machine learning” y compararlos con los 

presentados en este estudio, siempre buscando el mejoramiento de la técnica 

de telemonitoreo; posiblemente una buena opción sería escalar en niveles de 

complejidad y potencia bioinformática probando con algoritmos basados en 

“redes neuronales” cuyos requerimientos son mayores, ya que se encuentran 

mejor estructurados y brindan resultados más completos. 

 Examinar otro tipo de datos para el aprendizaje automático con fines 

predictivos, los síntomas que presenta el Parkinson son variados y no se 

remontan únicamente al movimiento involuntario, la actividad cerebral inusual 

puede resultar en un potente “vector” para la detección temprana de la 

enfermedad, muy probablemente con imágenes correspondientes a tomografías 

efectuadas a pacientes enfermos u otras fuentes de datos provenientes de la 

enfermedad. 
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ANEXOS 

 

La información correspondiente a los Anexos 1, 2, 3 y 4 se encuentra adjunta en el 

siguiente enlace https://doi.org/10.5281/zenodo.10457024 
 

 

Anexo 1. Código empleado para la ejecución del análisis de expresión 

diferencial. 

Archivo titulado como: “Anexo 1. Análisis de Datos Ómicos” 

 

Anexo 2. Código empleado para la ejecución del análisis de Mínima redundancia 

/ Máxima relevancia (mRMR)    

Archivo titulado como: “Anexo 2. Análisis mRMR” 

 

Anexo 3. Características y observaciones seleccionadas para ser utilizadas dentro 

del análisis de Aprendizaje Autónomo    

Archivo titulado como: “Anexo 3. Resultados análisis mRMR” 

 

Anexo 4. Código empleado para la ejecución del análisis de Aprendizaje 

Autónomo o “Machine learning”  

Archivo titulado como: “Anexo 4. Análisis Machine Learning” 

 

Anexo 5. Visualización de resultados, genes de mayor significancia en análisis up 

- down regulated 

Nivel de 

expresión 

Symbol ID Descripción Categoría 

 

 

Down 

Regulated 

PAX6 GC11M031784 Paired Box 6 Protein Coding 

TFAP2B GC06P119195 Transcription Factor AP-2 Beta Protein Coding 

FRZB GC02M182833 Frizzled Related Protein Protein Coding 

ADD2 GC02M070626 Adducin 2 Protein Coding 

CAS1 GC07P094509 CAS1 Domain Containing 1 Protein Coding 

NMU GC04M055595 Neuromedin U Protein Coding 

 

Up 

Regulated 

PLOD2 GC03M146035 Procollagen-Lysine,2-Oxoglutarate 

5-Dioxygenase 2 

Protein Coding 

NKX2-2 GC20M021511 NK2 Homeobox 2 Protein Coding 

FOXA2 GC20M022581 Forkhead Box A2 Protein Coding 

SELENOP GC05M042800 Selenoprotein P Protein Coding 

 

https://doi.org/10.5281/zenodo.10457024
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